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逆翻訳によるデータ拡張に基づく
文脈考慮型ニューラル機械翻訳

杉山 普1,a) 吉永 直樹2,b)

概要：会話や講演など省略表現の多いドメインや日英のように言語的に距離の遠い言語対の翻訳では，代
名詞のゼロ照応や多義語など原言語では曖昧な情報を目的言語で詳細化する必要がある．そのため，文を

越えた文脈の考慮が必要となる場合が多く，訳したい文の前後の文を追加情報として参照しながら翻訳す

る文脈考慮型の翻訳モデルが研究されている．しかしモデルの学習に必要となる対訳コーパスの作成コス

トの高さもあり，現状では高精度のモデルの学習に必要な大規模な文脈付きの対訳コーパスが利用できな

い状況にある．そこで本研究では大量の目的言語の単言語コーパスを逆翻訳することで疑似対訳コーパス

を生成し，これを利用して文脈考慮型ニューラル翻訳モデルの学習を行う．実験では IWSLT2017 TED

Talk コーパスを対訳コーパス，BookCorpusを目的言語の単言語コーパスとして提案手法の学習と評価を

行い，その有効性を検証した．

1. はじめに

ニューラル機械翻訳の発展により文単位の翻訳精度は大

きく向上した．近年では翻訳時に文外の文脈を曖昧性解消

の手掛かりとして参照することで翻訳性能の向上を図る

文脈翻訳モデルが研究されている [1], [2], [3], [4]．翻訳に

文脈を取り入れる簡素な手法として，原言語および目的言

語それぞれにおいて注目文（翻訳したい原言語文とその翻

訳結果である目的言語文）とその直前の文を特殊な記号

<CONC>を挟んで連結して一文とみなし，文単位の翻訳

を行うものがある [1]．また注目文と文脈文を別々のエン

コーダから入力する手法も提案されている [2], [3], [4]．

文脈考慮型モデルを学習する際の問題として学習データ

の不足がある．文脈考慮型モデルは文単位モデルと比較し

てタスクの入出力の空間が広く，写像の学習により大規模

なデータが必要となる．現状利用できる大規模対訳コー

パスは，既存の対訳文書間で文のアラインメントを取っ

てアラインメントの確率が高いペアを抽出したものが多

い [5], [6]．しかし，文脈翻訳の学習に有用な訳が文脈に依

存する例はアラインメントが取りづらく，誤りが含まれや

すくなるなど，信頼性の高い大規模対訳コーパスを得るこ

とは難しい．

本研究では，目的言語から原言語への翻訳モデルを利用
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できる対訳コーパスから学習し，これを用いて低コストで

大量に入手可能な目的言語の単言語コーパスを逆翻訳し

て疑似対訳コーパスを生成した後，最終的にこの疑似対訳

コーパスを追加で用いて文脈考慮型の順翻訳器を学習す

ることを提案する．逆翻訳器は順翻訳と同一のドメインの

既存の（比較的少量の）対訳コーパスにより文脈考慮型翻

訳モデルとして学習する．評価ドメインで学習した翻訳モ

デルを用いて疑似対訳コーパスを生成することで，単言語

コーパスのドメインと順翻訳のドメインのミスマッチが軽

減されると同時に，文脈考慮の恩恵で順翻訳器の学習用途

として質の良い疑似対訳コーパスが得られることが期待で

きる．

提案手法の効果を検証するため日英翻訳の実験を行っ

た．実験では IWSLT2017 TED Talkコーパスにより英日

の翻訳モデルを学習し，英語の大規模単言語コーパスであ

る BookCorpusを日本語に逆翻訳して日英の疑似対訳コー

パスを生成した．さらにこれを追加で用いて日英の文脈考

慮型ニューラル機械翻訳を学習し，分析を行った．

2. 関連研究

2.1 文脈考慮型翻訳モデル

翻訳時に注目文の直前や直後の文を補助情報として参照

する文脈考慮型翻訳モデルは大きく分けて文結合型とマル

チエンコーダ型の 2種類が提案されている．文結合型は原

言語及び目的言語それぞれにおいて注目文とその直前の文

（文脈文）を区切り記号<CONC>で挟んで連結し，既存の
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文単位の翻訳モデルにより翻訳する [1]．原言語，目的言

語両方の文脈を使うモデルを 2-to-2，原言語側の文脈のみ

を使うものを 2-to-1と呼ぶ．また，これらに対して通常の

文単位のモデルを 1-to-1と呼ぶ．これに対し，マルチエン

コーダ型は文脈文を専用のエンコーダを通してネットワー

クに取り込むモデルであり，具体的なネットワークの構成

は様々なものが提案されている [2], [3], [4]．文結合型，マ

ルチエンコーダ型共に文単位のベースラインと比較して高

い翻訳精度が得られることが報告されている．

また，文結合型はマルチエンコーダ型と比較して簡素な

構成であるが，精度に大きな差はないことが知られてお

り [2]，文結合型は評価の定まった既存のニューラル翻訳モ

デルをコアの系列変換システムとして流用できるという利

点がある．本研究ではデータ拡張による既存のモデルの性

能向上を確認することを目的としているため，単純な文結

合型の文脈翻訳モデル [1]を用いて性能の向上を確認する．

2.2 逆翻訳による対訳コーパスの拡張

文単位の翻訳においても学習データの量は翻訳精度に大

きく影響することが知られている [7]．そこで，豊富に得られ

る単言語コーパスを逆翻訳して疑似対訳コーパスを生成し，

これを学習に利用する手法が提案されている [8], [9], [10]．

2つの言語 L1，L2について，最終的に L1→L2の翻訳

器を学習したいとき，手順は次のようになる．まず，既存

の（少量の）対訳コーパスから L2→L1の逆翻訳器を学習

する．次に逆翻訳器を用いて L2の単言語コーパスを翻訳

し，疑似対訳コーパスを得る．これを既存の対訳コーパス

に追加したものを学習データとして，順翻訳器 L1 → L2

を学習する．

本研究では順翻訳が文脈考慮型であるため，単言語コー

パスとして互いに無関係の文を集めたものではなく，一定

数以上の文を含む文章の集合を用いる．また，逆翻訳器と

して文脈考慮型のモデルを使用した場合に，文単位の逆翻

訳と比較して順翻訳の性能に差が生じるかを検証する．

3. 疑似対訳コーパスによる文脈翻訳の学習

本節では逆翻訳で生成した疑似対訳コーパスによる文脈

考慮型モデルの学習を提案する．提案手法の大まかな流れ

は 2.2節で述べた文単位翻訳のための逆翻訳と同様である．

本研究では逆翻訳器として通常の文単位のモデルと 2-to-

1のモデルを比較する．逆翻訳に文脈考慮型モデルを使用

することで期待できる効果として，逆翻訳時の適度な情報

の省略がある．例えば英日の文脈考慮型翻訳では，英文で

繰り返し登場し同一の対象を参照する代名詞を，日本語に

訳す際にすべては明示的に訳さずに省略する（ゼロ照応と

して訳す）という，人手翻訳に近い挙動が期待できる．こ

のような疑似対訳コーパスで日英の順翻訳を学習する場合，

モデルは日本語文で省略された代名詞を英文で復元するた

データセット モデル 文数 len(ja) len(en)

IWSLT2017 train 1-to-1 211,152 22.7 23.3

2-to-1 218,775 50.1 25.2

2-to-2 217,523 49.7 50.9

IWSLT2017 dev - 871 28.0 29.4

IWSLT2017 test2010 - 1549 24.5 26.3

BookCorpus 1M 1-to-1 998,871 16.0 16.7

2-to-1 999,380 32.5 16.8

2-to-2 999,237 32.5 33.9

表 1 順翻訳（日英）に用いたデータセットの文対数と平均サブワー

ド数．BookCorpus の ja は逆翻訳により生成されたデータ．

BookCorpus は 1M 文対を利用する場合の数値を記載．入力

あるいは出力が文脈文を含む場合は注目文，<CONC>トーク

ンおよび文脈文のサブワードの合計を記載．

めに文脈を利用することを学習することが期待される．

また，文脈考慮型のモデルは文単位の翻訳と比べてモデ

ルの入出力のサイズが大きく，より複雑なタスクとなって

いる．そのため逆翻訳により学習データを拡張することで

受ける恩恵もより大きいことが期待できる．

4. 実験

4.1 実験設定

2言語対訳コーパスとして，TED Talks（英語の講演）

の英語字幕および日本語字幕（人手翻訳）から作成され

た IWSLT2017 TED Talksコーパス*1（以下 IWSLT2017

コーパス）を用いた．IWSLT2017 コーパスは学習，開

発，テストデータそれぞれ約 22万，900，1500文対からな

る．単言語コーパスとしては BookCorpus [11]を用いた．

BookCorpusはウェブ上で閲覧できる電子書籍をクロール

して得られたデータである*2．本実験では BookCorpusに

含まれる段落のうち，10文以上からなるものを抽出するこ

とで得られた約 600万文を利用した．

IWSLT2017の日本語文はmecab-ipadic (ver. 2.7.0)を辞

書に用いたMeCab*3により分かち書きした．IWSLT2017

の英語文および BookCorpusは Moses toolkit v4.0*4を用

いてトークン化および truecase処理を行った．さらに Sen-

tencePiece (ver.0.1.81)*5により，分かち書き済みの日本語

文および英語文をサブワード分割した（語彙サイズは 16k

で日英共通）．学習データ中で長文はノイズを含みやすい

ことから 1-to-1 の学習時には入力，出力どちらかの文が

64個以上のサブワードを含む文対を学習データから除外

した．また，2-to-1および 2-to-2の学習時には文脈文と注

目文を<CONC>トークンで結合した文が入力，出力どち

*1 https://wit3.fbk.eu/mt.php?release=2017-01-trnted
*2 https://github.com/soskek/bookcorpusで公開されているク
ローラを用いた．

*3 https://taku910.github.io/mecab/
*4 http://www.statmt.org/moses/
*5 https://github.com/google/sentencepiece
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1-to-1 back-translation 2-to-1 back-translation

疑似対訳例数 1-to-1 2-to-1 2-to-2
2-to-2

(oracle ctx)
1-to-1 2-to-1 2-to-2

2-to-2

(oracle ctx)

0M 11.05 11.27 11.76 12.34 - - - -

0.5M 11.88 12.46 12.24 12.75 11.45 11.62 12.28 12.62

1M 12.06 12.49 *12.84 13.21 11.41 *12.60 *12.82 13.24

2M 12.35 12.40 *13.30 13.69 11.96 *12.96 *13.33 13.69

6M 11.60 *12.91 12.46 13.08 11.83 *12.97 *12.91 13.31

表 2 BLEU による各逆翻訳モデル，順翻訳モデル，追加疑似対訳コーパス量に対する翻訳精

度評価．2-to-2 oracle ctxは 2-to-2のテスト時に目的言語側の文脈文として，モデル自

身が翻訳した 1 ステップ前の注目文ではなく，正解データ中の文脈文（オラクル文脈）

を与えた場合の性能．太字はモデルを固定し疑似対訳コーパス量を変えた場合に精度が

最大のもの．*は同じ逆翻訳モデルの 1-to-1 の最大精度と比較して統計的な有意差あり

（2-to-1 と 2-to-2 についてのみ記載）．

1-to-1 back-translation 2-to-1 back-translation

疑似対訳例数 1-to-1 2-to-1 2-to-2
2-to-2

(oracle ctx)
1-to-1 2-to-1 2-to-2

2-to-2

(oracle ctx)

0k 0.6723 0.6581 0.6699 0.6737 0.6656 0.6651 0.6679 0.6728

0.5M 0.6762 0.6770 0.6688 0.6795 0.6752 0.6778 0.6821 0.6853

1M 0.6790 0.6792 0.6807 0.6871 0.6766 0.6808 0.6826 0.6956

2M 0.6789 0.6776 0.6848 0.6932 0.6856 0.6844 0.6874 0.6945

6M 0.6786 0.6833 0.6768 0.6831 0.6829 0.6899 0.6849 0.6914

表 3 RIBES による各逆翻訳モデル，順翻訳モデル，追加疑似対訳コーパス量に対する翻訳

精度．

らかで 128 個以上のサブワードを含む場合その文対を学

習データから除外した．この操作は逆翻訳，順翻訳両方で

行った．その結果，順翻訳の学習とテストの際に実際に使

用するデータとそのサイズおよび平均文長は表 3に示すよ

うになった．

逆翻訳器は IWSLT2017の学習データを用いて学習した．

翻訳モデルは 2-to-1の文脈考慮型モデルと 1-to-1の文単位

翻訳モデルを用い，それぞれのモデルで生成された逆翻訳

を学習データに追加した場合の順翻訳の精度を比較した．

逆翻訳の精度（BLEU）は 1-to-1が 12.5，2-to-1が 12.9で

あった．BookCorpusの逆翻訳はビームサイズ 5のビーム

サーチにより行った．

順翻訳の翻訳モデルは 1-to-1，2-to-1，2-to-2の 3つを比

較した．学習データは IWSLT2017の学習データに Book-

Corpusの疑似対訳コーパスを加えたものであり，疑似対

訳コーパスの追加量を 0（追加なし），500k，1M，2M，6M

の 5段階で変化させて比較した．テスト時の翻訳はビーム

サイズ 8のビームサーチにより行った．

全ての翻訳モデルにおいてコアの文単位翻訳器と

して Transformer [12] を用いた．実装には Tensorflow*6

(ver.1.12.0)を用いた．Transformerのエンコーダ，デコー

ダは共に 6層とし，モデルサイズは 512次元，フィードフォ

ワード層は 2048次元とした．最適化手法は Adam [13]を

*6 https://www.tensorflow.org/

用いた．学習率は [12]に従い，学習ステップ数に応じて変

化させた．また，バッチサイズは 1-to-1は 256，2-to-1は

128とした．

機械翻訳モデルの評価には BLEU [14]と RIBES [15]を

用いた．BLEUはMose toolkit付属のmulti-bleu.perlで，

RIBESは著者らの配布しているスクリプト*7で，それぞれ

測定した．

4.2 結果

順翻訳の翻訳精度のBLEUとRIBES[15]による評価をそ

れぞれ表 2，3に示す．表中の 2-to-2 (oracle ctx)は，2-to-2

のテストにおいて目的言語側の文脈文としてモデル自身の

出力ではなくテストデータの正解文脈文を使用した場合の

性能であり，2-to-2の性能の上限に相当する．BLEUによ

る評価では全てのモデルにおいて疑似対訳コーパスを学習

に用いることで性能向上が得られた．ただし 2-to-1以外の

モデルでは疑似対訳コーパスの量が 2Mから 6Mになると

逆に性能が低下する結果となった．また，疑似学習データ

による性能向上にさらに上乗せする形で，文脈を使うこと

による性能向上が確認された．2-to-1の逆翻訳で生成した

疑似対訳コーパスにより文脈考慮型翻訳を行うことで，疑

似対訳コーパスを用いない文単位の翻訳と比較して，2-to-1

で最大 1.92，2-to-2で最大 2.28の BLEUの改善が得られ

*7 http://www.kecl.ntt.co.jp/icl/lirg/ribes/
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Context 彼女の 20 代も困難なものでしたがそれ以前の人生はもっと困難に溢れていました

Source
診察中何度も涙を流しましたが「家族は選べないけど友達は選べ る」と

そのたびに言って気持ちを落ち着かせていました

Reference
she often cried in our sessions, but then would collect herself by saying,

“You can’t pick your family, but you can pick your friends.”

1-to-1
I’ve had tears in my doctor’s office, and I’ve said, “I don’t have

a family, but I’ve got a friend,” and I calmed down every time .

1-to-1

2M pseudo data

I cried a lot during my examination, but every time I said, “I can’t

choose a family, but I can choose a friend,” I said calmly.

2-to-2
during my diagnosis, I ran a lot of tears, and I said, “No family can choose,”

but every time I said, “I can choose a friend,” I kind of calmed down.

2-to-2

2M pseudo data

she cried many times during her examination, but each time she said,

“I can’t c a family, but I can choose a friend,” she said calmly.

表 4 代名詞「彼女」が省略された日本語文の翻訳．1-to-1 モデルおよび疑似対訳コーパスを

用いずに学習した 2-to-2 モデルでは正しい代名詞 “she”の復元に失敗している．また，

代名詞の正しさ以外の点では疑似対訳コーパスを用いることにより翻訳の正確さが向上

している．

た．RIBESによる評価も BLEUと概ね同じ傾向を示した

が，1-to-1と 2-to-1や 2-to-2の順位が一部で逆転した．

1-to-1/2-to-2と疑似対訳コーパスの有無で区別される 4

つのモデル設定による，代名詞「彼女」が省略された日本

語文の翻訳結果を表 4に示す．なおここでの疑似対訳コー

パス量は 2M文対で，2-to-1の逆翻訳により生成されたも

のである．彼女に対応する英語の代名詞 “she”を正しく復

元できているのは疑似対訳コーパスを用いて学習された

2-to-2モデルのみである．また，疑似対訳コーパスの有無

で比較すると疑似対訳コーパスを用いた場合に代名詞以外

の翻訳内容の正確さが向上している．

4.3 議論

逆翻訳モデルとして 2-to-1を用いることで 1-to-1を用

いる場合と比較して高品質な疑似対訳コーパスが得られ，

より高性能な順翻訳器が学習されることが期待されたが，

BLEUおよび RIBESによる定量評価では両者の性能に明

らかな差は見られなかった．単言語コーパスを逆翻訳して

生成された疑似対訳コーパスを順翻訳の学習に用いる際に

一部の単語を削除したり入れ替えたりするなど，文にノイ

ズを加えることで翻訳モデルの性能が向上することが先行

研究 [8]で報告されていることも踏まえ，疑似対訳コーパ

スのどのような特性が順翻訳性能の向上に寄与するのか，

より詳しい分析が必要である．

5. おわりに

本稿では単言語コーパスの逆翻訳によって得られた疑

似対訳コーパスを文脈考慮型のニューラル機械翻訳の学

習に利用し，その有効性を検証した．BookCorpus よび

IWSLT2017コーパスを用いた実験により，疑似対訳コー

パスを文脈考慮型翻訳モデルの学習に用いることで，文単

位翻訳の性能向上に加え，モデルが文脈を捉える性能も向

上し，翻訳品質が複合的に改善することを示した．
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