
情報処理学会研究報告
IPSJ SIG Technical Report

指示文・説明文とロボット動作の対応学習

吉野 幸一郎1,2,3,a) 脇本 宏平1 中村 哲1,3

概要：ロボットが生活の中に入ってくるにつれて、ロボットの動作系列と自然言語による指示文・説明文を
結びつける重要性が高まっている。本研究では、ロボットの動作系列と自然言語による指示文・説明文の

対応を直接学習することを指向して、ロボットが持つアクチュエータの動作系列やカメラ情報から、行っ

た行動を説明する自然言語文を生成する End-to-Endのモデルを構築した。ロボットの動作系列は非常に

多くのサンプル系列を持つため、少量の学習データから対応を学習することは難しい。この問題を解決す

るため、ロボット動作の教師なし分節化、および注意機構を導入して対応学習を行った。実験の結果、提

案するモデルは分節化を行わないモデルよりも適切な動作説明文を生成できることが示された。

1. はじめに

生活支援を行うようなロボットが多数開発され、ロボッ

トが人間の命令に従ったり、自身の動作を自然言語で説明

できるようになることが期待されている [1]。こうしたロ

ボットの動作と自然言語による指示文・説明文の対応は、ロ

ボットの基本動作を定義し、この基本動作の系列と指示文・

説明文の対応を取るように学習を行うことが一般的であっ

た [2], [3], [4], [5]。これに対して、近年進展が著しいニュー

ラルネットワークを用いたモデルに対して系列の対応のみ

を与え、この対応をニューラルネットワークで直接学習し

ようとする End-to-End、あるいは Sequence-to-Sequence

と呼ばれる考え方が注目を集めている [6], [7], [8]。こうし

た手法により、ロボットの動作系列そのものと自然言語に

よる指示文・説明文の対応を直接学習することができる可

能性がある [9], [10], [11]。

自然言語の説明文・指示文とロボット動作の対応を直接

学習しようとする場合、まず自然言語の指示文からロボッ

ト動作の系列を学習することが期待される。しかし、ロ

ボット動作の系列は実ロボットが動作可能な範囲という制

約が存在し、この制約を満たすような軌道計画を生成する

必要がある [2]。これに対し、ロボット動作の系列からその

動作に対する説明文を生成するようなタスクは、軌道計画

のような厳しい制約は存在しない。そこで本研究では、ロ

ボット動作系列と自然言語の説明文・指示文の対応学習を

双方向に行うことを指向して、まずロボット動作の系列を
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入力とし、自然言語による説明文を出力とするようなシス

テムの構築に取り組む。

ロボット動作の系列と自然言語の説明文・指示文の系列

を対応学習しようとする場合、ロボットが動作を期待さ

れる空間、動作は多様であり、限られた学習データから精

度良く学習を行う必要がある。また、ロボット動作と自然

言語の説明文・指示文それぞれが持つ粒度も問題となる。

つまり、ロボットの動作系列は各アクチュエータへの指

示のサンプリングレートに従って細かく設定される。し

かし、再帰型ニューラルネットワーク（Recurrent Neural

Networks; RNN）を用いて系列学習を行おうとした場合、

ロボット動作系列のように極端に長いもの入力とすると、

少量の学習データからその重み伝搬を正しく学習すること

が非常に難しくなる。

これに対し、既存研究でのロボットの基本動作のような

単位で分節化を行うことで、対応学習をより容易にできる

ことが期待できる。ロボットの基本動作の定義においては、

基本動作を人手で定義するような手法 [5]の他に、ロボット

動作に頻出するような動作をパターンとして定義し、これを

分節化の単位とするような手法が存在する [12], [13], [14]。

本研究では、こうしたデータから教師なしで獲得可能な分

節化の単位を用い、系列の対応学習の前処理として用いる

ことで、ニューラルネットワークによる対応学習が正しく

行われることを期待する。具体的には、ロボットの動作系

列上の各点を k平均法によってクラスタリングし、このク

ラスタ系列をエントロピー基準でサブワード化することで

分節化単位を構成した。

また、ニューラルネットワークを用いた系列の対応学習

においても、入力のどの部分が、どの出力に貢献するかの
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リビングの床に落ちてるものを
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リビングの床から積み木とボトル

を拾ってきました

…

図 1 自然言語指示によるロボット利用の例

重みを学習する、注意機構という枠組みが提案されてい

る [15], [16]。そこで本研究では、この注意機構によって学

習された対応が、動作の分節化相当になっていることを期

待し、系列の対応学習に注意機構を導入する。さらに、注

意機構で学習された対応と、教師なしで行われた分節化が

それぞれ異なる貢献を持つことを期待し、双方を用いるよ

うなモデルも検討する。

実験においては、ロボットシミュレータを用いてロボッ

ト動作を生成し、これとクラウドソーシングで付与した説

明文との対応学習を行った。評価の結果、提案する分節化

と注意機構の利用が、ロボットの動作系列と自然言語によ

る説明文の対応学習に貢献することが示された。

2. ロボットの動作系列と説明文の対応学習

2.1 対応学習の問題設定と関連研究

生活支援ロボットの開発進展にともない、ロボットが家

庭環境で人間の補助を行うような様々なタスクが設計され

るようになっている。具体的には、屋内で物体を移動させ

る、特定の場所で動画を撮影する、などのタスクである。

本研究では、こうした家庭内環境における補助タスクにお

いて、ロボットが人間から自然言語で動作を指示される、

あるいは人間に対して自身の行動を説明するといった状況

を考える。つまり、これらのタスクではいずれも、ロボッ

トの動作系列とこれに対応する指示文、あるいはこれを説

明する説明文が存在し、その対応を取る必要があると考え

られる。こうしたタスクの例を図 1に示す。例では、ユー

ザは “リビングの床に落ちてるものを拾ってきて”という

指示を行い、ロボットはその指示に従い動作を行う。動作

終了後に、自身が行った動作の説明として “リビングの床

から積み木とボトルを拾ってきました”という説明文の生

成を行う。

こうしたシステムを実現するにあたり、これまでの多く

の研究では基本動作を人手で抽出し利用していた。これに

対し、与えたデータに合わせて動的に基本動作クラスを定義

するノンパラメトリックな手法も存在する [12], [13], [14]。

しかしこれらの手法はいずれも、ロボット動作の構造化

そのものを目的としている。Takano ら [9] は、指示文中
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図 2 エンコーダデコーダを用いた対応学習の構成

の意味と言語表現を分割し、言語表現に bi-gram を用い

ることで対応学習を行った。Yamadaら [11]は Recursive

Autoencoderを用い、ロボット動作の埋め込み空間とユー

ザ発話の埋め込み空間を近づけることによって対応学習を

行おうとした。また Plappertら [10]は、単純なエンコー

ダデコーダを適用することで対応学習を行っている。しか

しこれらの手法はいずれも大量の学習データを要求する。

特に分節化を行わずに対応学習を行おうとする場合、新し

い環境・新しいロボットにあわせて毎回大量にデータを収

集するというのは現実的ではない。そこで本研究では、二

種類の分節化手法によって、より少ないデータ量で学習可

能な対応学習を目指す。

2.2 エンコーダデコーダを用いた対応学習

先行研究 [10]で行われているエンコーダデコーダを用い

た対応学習のアーキテクチャを図 2に示す。ここで、siは

時刻 iにおけるロボットの動作の生データで、yj は時刻 j

におけるは説明文中の単語である。それぞれ全体を、以降

では S と Y として表す。エンコーダは隠れ層 hk に時刻 k

におけるロボットの動作データ sk を埋め込む。この埋め

込みは、

hi = σ(Wshsi + Whhhi−1 + bh) (1)

によって行う。ここでWsh とWhh は変換対象となるベク

トルの次元数に対応する重み行列であり、bh はバイアス

項である。また、σ は活性化関数である。デコーダはエン

コーダの埋め込みが終了した時点から説明文の各単語 wj

の生成を開始し、wn+1=EOSが生成されるまで生成を行
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う。この入力と生成は、

hi = σ(Wyhwi−1 + Whhhi−1 + bh) (2)

yi = softmax(Whyhi + by) (3)

によって更新、生成される。Wyh、Whh およびWhy は重

み行列であり、bhと by はバイアス項である。σ、softmax

はそれぞれ隠れ層と出力層で用いる活性化関数である。機

械翻訳や対話などにおいて用いられるエンコーダデコーダ

との違いは、si として入力されるロボット動作の生データ

のサンプル列が、サンプリングレートに応じて非常に長大

になり、勾配消失 [17]の問題を生じやすくなることである。

こうした問題は学習データのサンプル数を増やせばある程

度緩和されるが、ロボットやロボットのタスクが変更され

るごとに大量の学習データが要求されることとなる。

2.3 実験環境の設定

本研究では、ロボットが行った動作の説明を行う必要が

ある状況として、World Robot Summit (WRS)[18]におけ

るサービスカテゴリの家庭内における片付けの環境を設定

した。具体的には、家庭内環境における支援ロボットであ

る Human Support Robot (HSR)[19]が家庭内環境で行っ

た動作をユーザに説明する、あるいはユーザの指示に基づ

いて動作を行うという状況で実験を行った。実験データの

収集には SIGVerse[20]シミュレータを用い、シミュレータ

上で生成したロボットの動作に対してユーザの指示文・説

明文の付与を行った。

入力となるロボットの動作 S としては 0.3秒ごとにサン

プリングされるロボット上の 9個の関節角の回転量、およ

びロボット自身の水平方向の直進・回転を指す移動方向・

移動量を表す 12個の値を用いた。また、ロボット自身が

観測可能な情報として、ロボットの手先のカメラで撮影さ

れた 160×120ピクセルの画像特徴量も入力に加えた。な

お、画像特徴量は Covolutional Autoencoder[21]によって

埋め込み表現に変換した 10次元のベクトルを用いた。

指示文・説明文W の付与にはクラウドソーシングを用

いた。具体的には、一連のロボットのタスクを表す動画を

作成し、その動画でロボットが行っている動作をどう説明

するか説明文を付与してもらった。この流れでロボット動

作を 50通り作成し、各動作動画に対して 20名に説明文を

付与してもらった。今回作成したデータセットでは、「取っ

てくる」「置く」「拾う」「落とす」「見に行く」に対応する動

作を、各 10動画ずつ作成した。*1この付与された 1000文

を KyTea[22]によって分かち書きし、W の単語列を作成

した。

*1 ただし、指示文・説明文の付与を行う際にこれらの単語を含むよ
うな制約は行っていない。つまり、ワーカーごとに「取ってくる」
の動作を「持ってくる」と表現したりするようなバリエーション
が存在する。

3. ロボット動作系列の分節化

今回収集したデータは合計で 1000件と少なく、このま

まエンコーダデコーダを用いて対応学習を行っても適切な

学習を行うことが難しい。しかし、ロボットや環境が変わ

るごとにこれ以上の学習データを収集するということは

現実的ではない。そこで、クラスタリングを用いたロボッ

ト動作の各点のクラスタリングと、チャンキングを用いた

動作のまとめ上げによって、動作の分節化を行う。また、

Sequence-to-Sequenceにおける注意機構の学習結果が分節

化相当になることを期待し、注意機構の導入を行う。

3.1 クラスタリング・チャンキングによる分節化

ロボット動作系列における各点は、2.3節に述べた関節

角、移動、画像特徴の数値ベクトルを 0.3秒ごとにサンプ

リングしたものである。この各点に対して、クラスタリン

グ・チャンキングを行う例を図 3に示す。この例では、ロ

ボットの動作系列における各点が二次元ベクトルである場

合を示す。まず、このベクトルを k平均法 [23]によって量

子化する。k平均法は空間上の点を近傍の重心に基づいて

任意のクラス数に分類し、分類後各クラスの重心を再度求

めることを繰り返して属するクラスを決定するクラスタリ

ング手法である。今回、エルボー法 [24]によってクラス数

を 150と決定した上でクラスタリングを行った。

さらに、バイト対符号化によって量子化された符号列の

うち、頻出の部分符号列のサブワード化（分節化）を行っ

た。バイト対符号化は、圧縮率を目的関数として、貪欲に

部分符号列の語彙登録を行う手法で、これにより頻出する

符号列パターンを 1語彙として結合することができる。言

い換えれば、頻出する動作のパターンを分節化して、基本

単位として定義することができる。図 3の例では、AA、DE

というパターンが頻出する符号列として 1語彙として登録

している。今回はバイト対符号化における語彙数を 200と

し、学習データから毎回語彙の学習を行った。この手法を

以降では「明示的分節化」と呼ぶ。

3.2 注意機構を用いた分節化

クラスタリング・チャンキングによる分節化では、ニュー

ラルネットワークによる対応学習を行う際の前処理として

量子化・分節化を行った。これに対し、ニューラルネット

ワークによる対応学習の中で、注意機構によって暗黙的に

分節化を考慮することができる。注意機構は、入力のどの

部分が出力のどの部分に対応するかをゲート機構によって

対応学習するもので、限られた個数の出力（単語列）に対

して各動作点から注意状態を学習することで、単語に対応

する行動のまとまりが学習されることが期待できる。注意

機構の例を図 4に示す。

注意機構は、エンコーダの隠れ層 he,i とデコーダの隠れ
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図 3 クラスタリングによる量子化、チャンキングによる分節化
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図 4 Attention 機構を持つエンコーダデコーダ

層 hd,j の間で、

ai,j = hT
e,iWahd,j (4)

として計算される。この値を各次元に持つ注意ベクトル aj

をデコーダの各時点に対して注意重みとして用いる。この

注意重みは、デコーダのある点に対して、エンコーダの各

点から得られた情報をどの程度の割合で利用するかとして

解釈できる。今回は、この注意重みが分節化相当になって

いることを期待する。すなわち、出力系列に含まれる各単

語に対して、類似する動作系列上の点は類似する注意重み

を持ち、結果として分節化相当として解釈できることを期

待する。以降では、これを「暗黙的分節化」と呼ぶ。

3.3 ハイブリッド分節化モデル

上記で述べた分節化手法は、明示的分節化が入力となる

動作系列の情報量のみに着目しているのに対し、暗黙的分

節化は対応する言語系列の生成に寄与するという観点から

分節化を行っており、それぞれ異なる情報を持つクラスが

表 1 BLEU スコアによる評価
モデル BLEU-2 BLEU-3 BLEU-4

分節化なし 0.0649 0.107 0.128

明示的分節化 0.331 0.295 0.264

暗黙的分節化 0.324 0.294 0.266

ハイブリッド分節化 0.339 0.301 0.269

生成されていることが期待される。そこで、本研究ではこ

れらの両方を用いるモデルを「ハイブリッド分節化」と呼

ぶ。ハイブリッド分節化においては、まず明示的分節化を

用いたクラスタリング・チャンキングを行い、このクラス

に対して注意機構を持つエンコーダ・デコーダを適用する。

4. 実験

実験では、2.3節で説明したデータを用いて、ロボットの

動作系列 S から説明文の単語系列W を出力するエンコー

ダ・デコーダを学習した。条件としては分節化なし、明示

的分節化、暗黙的分節化、ハイブリッド分節化の 4種類の

エンコーダ・デコーダを学習し、出力文の比較評価を行う。

以下に実験条件の詳細を示す。

4.1 実験条件

データは 50種類の動作からなるため、このうち 40種類

を学習データ、5種類を検証データ、5種類を評価データと

して分割する 10分割交差検証を行った。各エンコーダ・デ

コーダモデルにおいては隠れ層 160ノード、1層の LSTM

を用いた。いずれもバッチサイズは 64、ドロップアウト率

0.5、学習率 0.001、weight decay 1e-0.6を用い、学習の終

了は検証データにおける誤差を見て決定した。

4.2 BLEUによる自動評価

まず、生成された文の良さを自動評価するため、評価デー

タの動画に付与された参照文との比較を BLEU[25]で行っ

た。今回のデータは 1つの動画に複数の参照文が付与され

ているため、出力文を各参照文と比較し、最も高い BLEU

スコアを持つ参照文を評価対象とした。BLEUについては

BLEU-2, 3, 4をそれぞれ算出し、自動評価とした。

各モデルから生成された出力文に対する BLEU-2, 3, 4

の評価を表 1に示す。評価の結果、分節化を行わない場合

（分節化なし）では BLEUスコアはいずれも低く、クラス

タリング・チャンキングを用いた明示的分節化によってス

コアが改善することがわかる。また、注意機構を用いた暗

黙的分節化によっても同様の効果が見られ、明示的分節化

と同程度に各 BLEUスコアが改善していることがわかる。

最後に、双方の手法を用いるハイブリッド分節化において

は、いずれの手法単体よりもスコアがやや向上しているこ

とが見てとれ、それぞれ異なる分節化単位を持つことの有

効性が示唆された。
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表 2 主観評価によるスコア
Model a b c d e a–c

分節化なし 0.0% 0.0% 0.0% 0.0% 100.0% 0.0%

明示的分節化 11.7% 15.0% 33.3% 33.3% 6.7% 60.0%

暗黙的分節化 3.3% 5.0% 30.0% 61.7% 0.0% 38.3%

ハイブリッド分節化 3.3% 5.0% 38.3% 46.7% 6.7% 46.6%

表 3 生成例 1

参照文 床のティーポットを取ってきて

分節化なし ののののののののののののの

明示的分節化 床の上のソースを取って

暗黙的分節化 テーブルの上のソースを取って

ハイブリッド分節化 床にあるソースを拾って

表 4 生成例 2

参照文 寝室の様子を見てきて

分節化なし ののののののててててててて

明示的分節化 部屋の様子を見てきて

暗黙的分節化 テーブルの上のぬいぐるみを持ってきて

ハイブリッド分節化 キッチンの上の様子を見てきて

4.3 被験者による主観評価

BLEUを用いた自動評価は、参照文との比較であるため

生成文の良さとある程度の相関はあるものの、意味的に類

似するが語彙が異なる場合（「取ってくる」と「持ってく

る」など）の評価を正しく行うことが難しい。そこで今回

は、ロボットの動作を表示する動画とその動作に対応して

生成された文をユーザに提示し、評価してもらう主観評価

実験を行った。実験では、3名の各被験者に対してそれぞ

れの手法で生成された 20文ずつ、合計 80文を、以下の観

点で評価してもらった。

a). 文は動画中のロボットへの指示内容を適切に説明して

いる

b). 一部に誤りを含むものの、文は動画中のロボットへの

指示内容を概ね適切に説明している

c). 対象とする物体名などにいくつか誤りが存在するもの

の、文は動画中のロボットの動作指示を表している

d). 文は文法的に正しいものの、対象とする物体、動作双

方に誤りを含む

e). 文法的に正しい文になっていない

被験者は各動画と生成文のペアに対し、上記の選択肢のい

ずれかを選択した。被験者は 3名、評価されたサンプル数

は各手法ごとに 60文となる。この評価の結果を 2に示す。

分節化を行わない場合、いずれの生成結果も文法的に意味

をなさない文になっていることが確認された。これに対し

て提案する分節化を適用した場合、特に明示的分節化はそ

の効果が確認された。明示的分節化は、生成結果の 60% に

おいて正しい動作説明を生成できており（a–c）、その有効

性が確認された。また暗黙的分節化も、分節化を行わない

場合と比較して正しい動作説明を生成しているが、その割

合は 38.3%であり、明示的分節化と比較して評価が低い結

果となった。最後に、ハイブリッド分節化は BLEUスコア

での評価では一番スコアが高かったが、ユーザによる評価

は明示的分節化に劣るという結果となった。これらの結果

から、提案したクラスタリング・チャンキングを用いる明

示的分節化を用いる手法が最も有効で、特に動作動詞の生

成には寄与しているものの、動作中の物体など細部におい

ては改善が必要であることが明らかになった。

4.4 生成された説明文の比較

また、表 3、4に各手法からの生成例とその参照文を示

す。まず、分節化を用いない場合多くの例で非文が生成さ

れていた。これは、今回の学習データが非常に少量で、対

応学習をそのまま行うことが難しいという今回の仮説に

合致する。これに対して分節化を用いた手法はいずれも、

意味のある文を生成している。特に動作動詞については正

しく生成ができている場合が多いことが確認された。これ

は、ロボットの動作系列と動作動詞の対応が対応学習によ

り取れているということが考えられる。一方で、動作動詞

の対象である物体の名称については誤っているものが多く

みられた。これは画像情報が正しく反映されていない問題

があると考えられる。この問題については、物体のラベル

情報などを用いて事前学習などを行うことで、ある程度改

善が可能であると考えられる。

5. まとめ

本研究では、ロボットの動作系列から、動作を説明する

システムの構築を行った。エンコーダ・デコーダを用いた

生成を少量の学習データから行うため、クラスタリング・

チャンキングを用いた分節化と、注意機構を用いた分節

化、これら双方を用いるハイブリッド分節化を提案・利用

した。実験の結果、分節化を用いる手法では、より適切な

説明文が生成され、特に動作動詞の生成において有効性が

示された。一方で、カメラで捉える物体の名称については

課題が見られた。これを物体のラベル情報を用いた事前学

習によって改善することは、今後の課題である。また、自

然言語による指示文を与えた場合のロボットの動作系列生

成についても、今後取り組む必要がある。
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