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1 背景
医療現場での転倒・転落事故は医療事故全体の

26％を占める.これらの事故によって残存障害が生
じるケースは 45％あり,そのうち重度なケースは
24％,死亡にいたるケースも 1％と報告されてい
る [1]. 転倒・転落事故を防ぐための離床行動予測
を目的とした研究として間所ら [2]の研究がある.
彼らは離床行動を識別した際に看護者に知らせる
ことができるセンサーを開発した.しかし,離床行
動を識別後に看護者に通知するため,看護者が到着
する前に転倒・転落事故が発生する可能性がある.
本研究の目的はヒトの覚醒を機械学習により予

測する手法の提案である.ヒトの覚醒予測が可能
であれば,例えば医療現場にて,看護者は効率的な
巡回ができるようになり,離床行動後に発生する転
倒・転落事故を未然に防ぐことができる.

2 関連研究
覚醒時刻を予測するための特徴量を定めるため

に参考とした研究について述べる. Cajochenら [3]
はノンレム睡眠からレム睡眠への移行の際に心拍
数は急激に上昇することを確認した.このことから
心拍数は睡眠の段階と関連していることがわかり,
心拍数は特徴量として有用であると考えられる. 神
林ら [4]は「体動密度」という考えを導入し,時刻 t
の体動密度は時刻 tの前後 15分間に発生した体動
の数と定義した.そしてこの体動密度は国際 10-20
法と呼ばれる方法で計測した脳波によって得られ
た睡眠状態の遷移と強い相関を示した.彼らの研究
から体動も特徴量として有用であると考えられる.
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3 提案手法

3.1 システムの概要

本研究では機械学習アルゴリズムの 1つである
ランダムフォレストを用いて覚醒時刻の予測を行
う.関連研究 [3, 4]で示したように心拍数や体動は
ヒトの覚醒予測において有用であると考えられる
ため,特徴量にはフィットネストラッカーと加速度
センサーから取得した心拍数と加速度及び角速度
を用いる. フィットネストラッカーには Fitbit Inc.
の Fitbit Alta HR [5],加速度センサーにはライフラ
ボラトリ株式会社のウェアラブルセンサー [6]を
用いた.

3.2 特徴量とデータセットへのラベル付け

本研究では,x,y,zの 3軸加速度,角速度に対して
データを心拍数と揃えるために1分単位の平均をそ
れぞれ求めた.その後,加速度と角速度に対しロー
パスフィルタとハイパスフィルタを用いてノイズ
を低減した.最後に全てのデータに対し,ウィンド
ウの大きさを 5分としたスライディングウィンド
ウを用いて心拍数と加速度,角速度の平均,分散,最
大値,最小値を算出し合計 28個の特徴量を生成し
た. 体内リズムの 1サイクルを 60分の覚醒と 30分
の睡眠に分け,90分を 1日の縮図と見立て,被験者
に 60分の覚醒と 30分の睡眠を繰り返させ,生体の
リズムの変化を観察する手法が過去に多くなされ
ている [7, 8].この手法の睡眠時間である 30分は短
時間ごとの睡眠の推移の評価に有用と考え,本研究
ではラベルを以下の 4つに設定した (表 1).

表 1: 本研究でのラベル
c1 覚醒までに 91分以上
c2 61～90以内に覚醒
c3 31～60以内に覚醒
c4 30分以内に覚醒
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4 評価実験

4.1 実験環境と評価指標

実験は基本的に夜に行った.外部からの影響を
受けずらい環境を想定しているため,外光が入ら
ず,睡眠を妨げるような騒音が少ない部屋で実験を
行った.実験参加者は 20代の男性 3名.実験期間は
10月～12月であった. 生成したランダムフォレス
トのモデルの性能を評価する指標として,正確度,
適合率,再現率,F 値を用いた.ただし適合率,再現
率,F 値の値はマクロ平均である.

4.2 交差検証による評価

データセットに対し,10分割交差検証をもとにグ
リッドサーチを行い,パラメータを調整した後の評
価結果を表 2に示す.

表 2: 評価結果
評価指標 値 (%)
正確度 86.45
適合率 89.70
再現率 81.11

F 値 84.60

全ての指標において 80％以上の精度となった.

4.3 モデルの汎化性能の評価

本研究では他人のデータを学習に用いて,覚醒の
予測が可能であるかどうかも検証した. まずベー
スラインとして被験者 Aのデータを学習させ,被
験者A自身の覚醒を予測した結果を表 3に示し,汎
化性能を評価するため被験者 Bのデータを学習さ
せ,被験者Aの覚醒を予測した結果を表 4に示す.

表 3: 被験者Aのモデルで被験者A自身の覚醒予測
評価指標 値 (%)
正確度 84.38
適合率 86.52
再現率 80.22

F 値 82.54

被験者Bのデータを学習させ被験者Aの覚醒予
測を行うと,精度が非常に低下していることが表 3,
表 4から確認できる.このことから覚醒前の心拍数
や加速度情報に個人差が生じていることが考えら
れる.そのため実際にシステムを導入する際には事
前にシステム利用者の睡眠データ及び加速度情報
が必要であることがわかった.

表 4: 被験者 Bのモデルで被験者 Aの覚醒予測
評価指標 値 (%)
正確度 40.87
適合率 29.62
再現率 25.88

F 値 16.71

5 結論
心拍数と 3軸の加速度,角速度を取得した.その

データをもとに,合計 28個の特徴量を生成し,機械
学習を行った.生成したランダムフォレストのモデ
ルは正確度,適合率,再現率,F値全ての指標におい
て 80％以上の精度であった.
今後の展望として,本研究では被験者の年齢に偏

りがあるため,今後はより多くの被験者を集め実
験を行う.また他人のデータを学習に用いても精度
が下がらないような汎用性の高いモデルの構築も
行っていく予定である.
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