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1.はじめに 

近年の脳科学の発展は,人々の報酬予測やリスク

反応について多くの知見をもたらした.[1] この分

野では,生体情報のマルチモーダル計測が,精度

を飛躍的に高める方策として主流になりつつあ

り各モダリティの関係性に関して様々な研究が

為されている.[2][3] 

一般に,モダリティにより得られた生体情報を分

析に用いる際,何ら加工を施さない生データの状

態では予測等に有用な情報を得ることは困難で

あるため様々なフィルターの適用や変換が行わ

れる.[4][5][6][7][8][9][10][11][12]具体例を挙げると脳電

位の周波数測定では様々な遮断特性を持つフィ

ルター(TC,LPF,HF 等)が存在し,ターゲットとし

たい変動に応じて選択を行う. 

しかしながら,これらの処理は状況に応じて多様

なフィルターや特徴量の中からその時々に適し

たものを探索する必要がある点や,評価手法が具

体的に定まっているとは言い難いモダリティが

存在する点から,分析者の経験的な技量や研究環

境に大きく依存する.[4]そのため,最終的に得られ

る結果にも分析者の恣意性が介入する余地を残

す. 

本研究の目的は人々の意思決定予測に有効な生

体情報の組み合わせを探求することであるが,上

記のような分析者の恣意性を排除するためにフ

ィルターの処理や特徴量の選択を極力取り除き,

多層ニューラルネットワークによるフィルタリ

ングを用いて検証を行う.特に本稿では金融実務

への応用を目指し,連続型投資課題中に計測され

た被験者の生体反応を利用し,投資率と生体情報

の対応関係の検証から投資行動分析に最も有効

なモダリティの組み合わせを明らかにする.より

具体的には,連続型投資課題実施時に計測された

各種モダリティによる生体情報(fNirs, 

EEG,ECG,Eyeblinc,SCR,BVP)を用い,同意が得ら

れると考えられる最低限の前処理を施した時系

列データを,多層ニューラルネットワークに投入

することで,最適なフィルターを探索させた． 

 

 

 

2.分析手法 

2-1 連続型投資課題について 

分析に際して,はじめに連続型投資課題に関して

説明を行う.実験の開始時に被験者に総資産とし

て 100 万円を付与し,提示された株式投資画面及

び未実現利益や実現利益といった情報を参考に

しながら株式投資比率を決定し仮想的な資産運

用を行うものである.(Figure1)この実験におい

ては株式価格の提示と同時に被験者の生体情報

(fNirs,EEG,ECG,Eyeblinc,SCR,BVP)を取得する. 

本分析においては株価の更新回数及び生体情報

の取得回数は 100期間分である.尚,本実験のイン

センティブは実験への参加料と実験の出来高で

支給した.尚,被験者に提示した実験画面の例を

図 1に示す. 

 

  
図 1 連続投資課題の GUI 

 

2-2 分析 

前項で述べたように本分析の終着点は,投資行動

分析に最も有効な生体測定機器の組み合わせを

明らかにすることである.これに際し以下のよう

な前処理を行い計 58 種類の前処理後データを作

成した.各モダリティの計測及び前処理の詳細は

以下に記載する. (表 1) 

 

 
表 1 モダリティと前処理の詳細 

モダリティ略称 Hz(数) Ch(数) 前処理 利用方法 備考(測定法,Chの詳細)

最初の期の最初のデータで正則化した時系列データ

各期の最初のデータで正則化した時系列データ

最初の期の最初のデータで正則化した時系列データ

各期の最初のデータで正則化した時系列データ

全ての脳波の加重平均を基準として正則化

各期の脳波の加重平均を基準として正則化

全ての脳波の加重平均を基準として正則化

各期の脳波の加重平均を基準として正則化

ECG 256 1 フーリエ変換で求めたパワースペクトラム 各期のパワースペクトルデータ

SCR 256 1 ピーク点の時系列データ ピーク振幅の時刻及び振幅高

Eyeblinc 256 1 ピーク点の時系列データ ピーク振幅の時刻及び振幅高 電極法

ストレス刺激負荷時BVP-ベースライン時BVP

ベースライン時BVP/ストレス刺激負荷時BVP

ストレス刺激負荷時BVP-ベースライン時BVP

ベースライン時BVP/ストレス刺激負荷時BVP

全データ

各期1,129個目のデータ

BVP 256 1

EEG 224 8

1ch:背外側前頭前野
2ch:眼窩野

全Chもしくは各Chの全データ

各Chの各期1,113個目のデータ

拡張10-20電極法(正中線)
1ch:Fz 2ch:Cz 3ch:C3
4ch:C4 5ch:C5 6ch:Pz

7ch:O1 8ch:O2

2Chもしくは各Chごとの全データ

各Chの各期1,31個目のデータ
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上記の処理より得られたそれぞれの前処理後デ

ータを学習データに加え,被験者 64名毎の実験デ

ータを多層ニューラルネットワークで分析した．

なおニューラルネットワーク各層の設定は以下

の通りである. 

入力層,中間層:40,30,20 の 3 層型(入力は提示さ

れた価格列と各生体情報を結合した行列) 

出力層:ソフトマックス関数(出力は多く買う,買

う,売買無し,売る,多く売るの 5段階) 

ニューラルネットワークの評価は被験者の意思

決定による投資率の予測精度であるが,具体的に

は,5段階の confusion matrixを用いて行った.ま

た予測精度のベンチマークとして,生体情報を含

まない価格列のみの学習データを作成した.各予

測精度の算出結果から,価格列のみでの学習デー

タから得られた予測精度を減算し,各モダリティ

の生体データによる向上率を算出した. 

 

3.結果 

各モダリティにおける予測精度の向上率を以下

に記す.尚, 予測精度の最も良い前処理データの

精度を当該モダリティの指標とする． 

 

 
表 2 各モダリティの予測精度の向上率 

 

被験者全体を通して,予測精度の向上率が特に高

かったのは EEG(224Hz)及び BVP(256Hz)であっ

た.(表 2)どちらも前処理による違いはほとんど

見られず,EEGにおいては,Hz数を減らして分析を

行った場合は上記のような向上は認められなか

った.また以前に投資経験のある被験者はこれら

の向上率が投資経験のない被験者と比較して約

2%近くが高かった. 

上記の結果から 5%を閾値として, 閾値以上の向

上率を持つ fNirs,EEG,Eyeblinc,BVP の 4 つにつ

いて組み合わせを作成し検証した. 

 
表 3 複数モダリティでの予測精度の向上率 

単一でも高い向上率を示した EEGと BVPが含まれ

る 5,10の結果が効率的と推測できる.注目すべき

点は 10 には単一での向上率は特筆して高くない

Eyeblincが向上率に貢献している点である. 

 

4.おわりに 

本稿において深層学習を用いた投資率のトレー

スにおいては,EEG,Eyeblinc,BVP の組み合わせが

最も有効であることを導いた.しかし,モダリテ

ィの特性として刺激を提示した後の反応の発現

に要する時間が異なる点に関しては現時点では

十分に組み込めていないと考える.効果の発現ま

で時差の発生する計測機器の考慮や,計算時間短

縮のためのモダリティの使用データの省略がど

こまで可能であるかは更に検討する必要がある. 
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モダリティ略称
最も効果的な前処理での
Accuracyの向上率(被験者平均)

前処理手法&使用データ

fNirs 18.16%
最初の期の最初のデータで正則化した時
系列データ、2チャンネルの全データ

EEG 39.66%
全ての脳波の加重平均を基準として正則
化、全チャンネルの全データ

ECG 3.81%
フーリエ変換で求めたパワースペクトラ
ム、各期のパワースペクトルデータ

SCR 4.52%
ピーク点の時系列データ、ピーク振幅の
時刻及び振幅高

Eyeblinc 6.27%
ピーク点の時系列データ、ピーク振幅の
時刻及び振幅高

BVP 37.45%
ストレス刺激負荷時BVP-ベースライン時
BVP、全データ

モダリティの組み合わせ
Accuracyの向上率
(被験者平均)

1 fNirs+EEG 19.45%
2 fNirs+Eyeblinc 21.18%
3 fNirs+BVP 35.11%
4 EEG+Eyeblinc 36.63%
5 EEG+BVP 38.31%
6 Eyeblinc+BVP 38.02%
7 fNirs+EEG+Eyebilnc 33.22%
8 fNirs+EEG+BVP 31.35%
9 fNirs+Eyebilnc+BVP 34.31%

10 EEG+Eyeblinc+BVP 38.72%
11 fNirs+EEG+Eyeblinc+BVP 34.32%
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