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1. はじめに 
蒸留は,教師と呼ばれるディープニューラルネ

ット(DNN)の学習によって獲得した知識をより小
さな生徒ニューラルネットの学習に用いること
でより高精度な生徒を作成する手法である[1].ま
た,作成した生徒を教師としてさらに蒸留を行う
ことでより高精度な生徒を作成できることもわ
かっている[2].しかし,そのような複数世代の蒸
留は学習に時間がかかる問題がある.そこで本研
究では,蒸留に必要な世代数を削減し,学習時間
を短縮することを目的とし,学習途中に得られた
最高精度のネットワークを教師として 1 世代内で
蒸留を行う自己蒸留を提案する.画像分類タスク
において,自己蒸留が従来の蒸留に比べて少ない
世代,短い学習時間で高精度を獲得できることを
確認した. 

2. 従来手法 
 本章では,蒸留と蒸留の単純かつ効果的な改良
手法である Born Again Networks(BAN)[2],DNN の
性能向上に広く用いられているData Augmentation 
(DA)について説明する. 
2.1. 蒸留 
 蒸留は,教師の学習によって得られた知識を生
徒の学習に利用する手法である.蒸留によって学
習した生徒は単純に生徒を学習するよりも良い
性能であることがわかっている[1].画像分類タス
クにおいて,教師から生徒へ蒸留される知識は
DNN の出力である分類確率を用いることが多い.
一般に画像分類タスクでは,学習データとして画
像とその画像の正解クラスを示すラベルのペア
集合が与えられる.そのような学習データからは,
画像がどのクラスに属するかの情報しか与えら
れない.一方,教師から蒸留される知識は, 各クラ
スへの分類確率の違いが示す,画像が正解クラス
以外のどのクラスに似ているかなどの豊富な情
報を含んでいる.正解ラベルに加え,このような
情報を知識として生徒の学習に利用することで,
より高精度な生徒を作成できる.また,蒸留を用
いた学習は正解ラベルのみの学習に比べて過学
習を抑制することもできる.  
2.2. Born Again Networks : BAN 
 蒸留の多くは,推論時の計算コストやDNNの保 

 
 
 
 

持に必要となるメモリ量を削減するために利用
される.そのために,生徒は教師より小さく簡単
な DNN が一般に利用される.Furlanello らは,教師
と生徒の大きさが同程度の場合でも蒸留は有効
であると考え,実験によってその効果を証明した 
[2].また,Furlanello らは蒸留によって得られた生
徒を次世代の教師として複数世代に渡って蒸留
を行う(BAN)ことで生徒の性能が向上することを
示した[2]. 
2.3. Data Augmentation : DA 

DNN の性能は学習データの量に大きく左右さ
れる.しかし,大量のデータを集めることは困難
なことが多い.DA は,収集したデータに加工を施
すことで,データ量の水増しを行う手法である. 

3. 研究目的 
BAN は複数世代に渡って蒸留を行う必要があ

るため,学習に時間がかかる.そこで本研究で
は,BAN の学習効率を高め,高精度を得るまでに
必要な世代数の削減と学習時間の短縮を研究目
的とする. 

4. 提案手法 
 本章では,DA を考慮した自己蒸留手法と BAN
と同様に複数世代に渡って自己蒸留を行う手法
について説明する. 
4.1. 自己蒸留 
 初めに,学習データの一部を検証データとして
分けて確保する.確保した検証データはDNNの学
習に利用せず,汎化性能の測定に利用する.自己
蒸留は,学習時に得られた汎化性能が最も高い時
点(汎化 DNN)の出力を教師信号に利用し,蒸留す
る手法である.自己蒸留の目的関数を式(1)に示す. 

𝑚𝑖𝑛
𝜽

𝐿 0.5𝒚 + 0.5𝒚 , 𝑓(𝒙 , 𝜽)      (1) 

𝜽は現在の DNN の重み, 𝒚 ∈ {0,1} は正解ラベ
ル,𝑛はクラス数,𝒚 は汎化 DNNの出力,𝒙 は DA
によって加工された学習データ, 𝑓(𝒙 , 𝜽)は𝒙
を入力した際のDNNの出力, 𝐿は教師信号とDNN
の出力のクロスエントロピーをそれぞれ示す. 
自己蒸留のアルゴリズムをアルゴリズム 1 に示

す.このアルゴリズムでは,学習データを少数の
データ集合(ミニバッチ)に分け,ミニバッチ単位
で 1 度重みを更新する学習を行う.本研究では,全
てのミニバッチによって更新がなされた回数を
epoch としてカウントする.また,汎化性能の測定
は学習時間を考慮し,1epoch ごとに行う.学習に
は各 epoch ごとに乱数値によって異なる DA が施
された学習データが使用される. 
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自己蒸留はミニバッチ学習時に保持した出力
を教師信号に利用するため, 𝒚 と𝒙 が正確に対
応していないことや正確な汎化 DNN の出力値で
はないなどの特徴がある. 
4.2. BAN  +  自己蒸留 
 本節では,BAN と自己蒸留を組み合わせた手法
を解説する.4.1 節に示した方法で得られた DNN
を 1世代目(𝜽 )としてBANと同様に複数世代に渡
って蒸留を行う.𝑘世代目の自己蒸留の目的関数
を式(2)に示す.第 1項は式(1)と同様であり,第 2項
がBANの最小化を行う項である.2世代目以降は,
式(1)の代わりに式(2)を使用したアルゴリズム 1
を用いて学習を行う. 

𝑚𝑖𝑛
𝜽

𝐿 0.5𝒚 + 0.5𝒚 , 𝑓(𝒙 , 𝜽 )

+ 𝐿 𝑓(𝒙 , 𝜽 ), 𝑓(𝒙 , 𝜽 )      (2) 

5. 計算機実験 
 自己蒸留の有効性を示すために BAN と BAN+
自己蒸留の 2 手法の画像分類実験による比較を行
った.本章では,行った実験の条件と実験によっ
て得られた結果について述べる. 
5.1. 実験条件 
 実験には,20 層の ResNet[3]を使用し,100 クラ
ス,32 × 32pixel の一般物体画像データセット
Cifar100 を使用した.Cifar100 には,学習画像とし
て 5 万枚,テスト画像として 1 万枚の画像が用意
されている.学習データ内から 5 千枚ランダムに
抜き出し,検証データとして利用した.DA として
画像を確率 50%でランダムに鏡像反転,0~4pixel
上下左右にランダムにずらす加工を行った.学習
率は初期値を 0.1,最小値を 0.001として,汎化性能
が 20epoch 向上しなければ重みをその世代の学習
中に得られた最も汎化性能が高い重みにリセッ
トし,0.1 倍した.また,汎化性能が 40epoch 向上し
なければ次世代の学習に遷移させた.テスト性能
の測定や BANにおける次世代の教師には,その世
代の学習中に得られた最も汎化性能の高い重み
を利用した.その他の条件は以下に示す通りであ
る.ミニバッチサイズを 100,慣性項を 0.9,重み減
衰として1 × 10 を使用した. 

5.2. 実験結果 
 実験結果を図 1 に示す.第 1 縦軸はテスト画像
の分類精度を,第 2 縦軸はその世代を学習するま
でに必要な累積学習時間を,横軸は世代を示して
いる.2 つの学習手法の累積学習時間の有意差を t
検定によって検定した結果,同じ世代数で有意差
は確認できなかった.同様にテスト精度について
検定した結果,5,6 世代目間を除いた全ての世代
で BAN に比べて自己蒸留のテスト精度が有意に高
いことがわかった.また,自己蒸留 2 世代目のテス
ト精度は BAN3～7 世代目のテスト精度より高
く,BAN3,4,7 世代目との間に有意差が確認でき
た.この結果から,自己蒸留を用いることで少な
い世代,短い学習時間で高精度を得られることが
わかった. 
 BAN に比べて自己蒸留の汎化性能が高い一因
として,自己蒸留は𝒚 と𝒙 が正確に対応してい
ないため,教師信号にノイズが入ることが考えら
れる.教師信号にノイズを加え,蒸留することで
生徒の汎化性能が向上する[4]ことから,自己蒸留
は BAN に比べて汎化性能が高いと考えられる. 

 
図 1: 10 試行の平均結果, 折れ線グラフ:テスト精
度, 棒グラフ:累積学習時間 

6. まとめ 
 本研究では,BAN に必要な世代数,学習時間の
短縮を目的とし,1 世代内で蒸留を行う自己蒸留
を提案した.計算機実験の結果から,自己蒸留は
高精度なDNNを少ない世代,短い学習時間で作成
でき, BAN の学習時間の削減に貢献しているこ
とを確認できた. 
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アルゴリズム 1 自己蒸留 
Input 

𝒙:学習データ, 𝒚:正解クラス,𝜽:重み 
1:初期化: 𝜽, 𝜽𝒗, 𝑎𝑐𝑐  _ ← 0 , (𝒚 ← 𝒚) 
2:for 𝑒 ← 1𝑡𝑜学習𝑒𝑝𝑜𝑐ℎ 数の上限 
3:  𝒙から𝒙 を作成 
4:  𝒕𝒎𝒑 ← 𝜙 
5:  for 𝑏 ← 1𝑡𝑜 学習データ数/ミニバッチ  
6:    𝒙 , 𝒚 ← 𝒙 , 𝒚から 1 ミニバッチ取り出し 
7:    𝒕𝒎𝒑 ← {𝒕𝒎𝒑, 𝑓(𝒙 , 𝜽)} 
8:    𝒙 , 𝒚 , 𝜽 ,式(1)を用いて𝜽を更新 
9:  𝑎𝑐𝑐 ← 𝜽の汎化性能 

10:  if 𝑎𝑐𝑐 > 𝑎𝑐𝑐  _  then 
11:    𝑎𝑐𝑐  _ ← 𝑎𝑐𝑐 , 𝜽𝒗 ← 𝜽, 𝒚 ← 𝒕𝒎𝒑 
12:  if 学習終了条件を満たす then Break 
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