
行動認識モデルを用いた監視カメラ映像での万引き検出 

雑賀 智†  中島 克人† 

東京電機大学 未来科学部 情報メディア学科† 

 

 

 

1 はじめに 

長年，小売店は万引き被害による収益悪化の問題を抱

えている．そこで我々は，監視カメラ映像からの万引き

行動の自動検出を目指している．検出には人の行動検出

に有効とされる 3D Convolutional Neural Network (3D 

CNN)[1]を用いる事とし，これに万引き行動を学習させて

検出モデルを構築する．学習データに用いるための監視

カメラ映像はプライバシーの問題もあり，殆ど公開され

ていない．そこで，3D CNN で構築された学習済みの人

の行動認識モデルを元に，Web 上で少量ながら入手可能

な万引き行動の監視カメラ映像を収集して追加の学習を

行い，万引き，非・万引きの 2 値分類を試みた．本稿で

はその手法およびその評価実験の結果を報告する． 

2 関連技術 

2.1 万引き検出システム 

アースアイズ(株)が赤外線による深度センサー付きの

監視カメラを用いた万引き検出システムを発表している

[2]．しかし，実用上は多数の専用のカメラを設置する必

要があるためコストは高くなる．我々は，既存の監視カ

メラからの映像だけで万引きの検出を行うことにより，

低コストでのシステム実現を目指す． 

2.2 3D CNN 

深層学習では，一つの映像を自動解析して「走る」，

「ジャンプする」などといった行動に分類する「行動認

識」に関する研究が進んでいる．この分野で主要な技術

である 3D CNN は Neural Network を構成するレイヤの一

つであり，2D CNNから発展させたものである．2D CNN

では一つの画像を 2 次元のカーネルで上下左右に畳み込

むことにより空間特徴の学習ができるが，3D CNN では

複数の映像フレームを 3 次元のカーネルを用いて，2 次

元の空間に加えて時間方向にも同時に畳み込みを行う．

これにより，時空間特徴の学習ができる（図 1）．本稿

では 3D CNN の一種である後述の 3D ResNet[3]を用いて

万引き検出モデルの構築を行う． 

3 提案手法 

監視カメラ映像内で万引きを疑われる行動が検出され

ると店員に通知するシステムの構築を目指す．その実現

のために，監視カメラ映像に対し，既存の一般物体認識

器を用いて人物領域を矩形として切り出し，人の行動認

識器でその領域内での「商品を服や鞄に入れる」という

万引きらしき行動の検出を行う． 

今回我々は，後者の万引き行動認識器のためのモデル

構築とその評価を行う． 

3.1 万引き行動データセット 

本稿では Web 上から万引き動画を収集して時間と空間

の切り取りを行い，「万引き（正例）」，「非・万引き

（負例）」のラベル付けをして，356 個の動画を含むデ

ータセットを構築した（図 2）．今回は，検出対象の万

引きらしき行動は前述の「商品を服や鞄に入れる」とい

う行動に限定し，それ以外を負例として扱うこととした． 

3.2 データセットの具体的な作成手順 

最初に YouTube で「万引き」という単語を英語やロシ

ア語などで検索することにより監視カメラ映像が映って

いる動画を 80ほど収集した． 

次に，収集動画の中で万引き行動とその前後の部分を，

万引き行動にかかる時間として考えられる 10 秒単位で切

り取った．そして，10 秒単位のそれぞれの動画に対し，

物体検出の精度と速度の両方に優れた深層学習ベースの

YOLOv3[4]の中で特に高い分類精度を誇る YOLOv3-spp

を用いて人物領域を検出し，その周囲を 20%広げた領域

を 300×300画素にリサイズした． 

最後に，時間と空間の切り取りが終わった動画に対し

て，手動で正例，負例のどちらかのラベルを付けた．今

回の正例の数は 178 となった．負例の数は正例の数を超

えたが，クラス間のデータの偏りは精度悪化につながる

と考えられるため負例の数を 178 になるまでランダムに

削除した． 

3.3 万引き行動の学習 

構築したデータセットを用いて後述の 3D ResNet に

「万引き」，「非・万引き」の 2 値分類を行う万引き検

出モデルを構築する． 
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図 1 2Dと 3Dの Convolutional Neural Network 

 
図 2 作成した万引きデータセットの例 

Copyright     2019 Information Processing Society of Japan.
All Rights Reserved.2-163

2R-04

情報処理学会第81回全国大会



3.3.1 3D ResNet 

静止画像分類タスクで高い精度を誇る Residual Net-

work[5]の 2D CNNレイヤを 3D CNNレイヤに拡張させた

3D ResNet を今回の行動認識モデル構築に用いる．3D 

ResNet のベースモデルには，行動認識の汎化性能を高め

るために数十万もの動画で構成された Kinetics データセ

ット[6]で事前学習された物を使用する． 

3.3.2 フレーム分割と間引き 

動画を 3D CNN に入力するにはフレームへ分割する必

要がある．フレーム数は本来任意数にできるが，今回実

験で使う GPU のメモリ容量の制約から 64 フレームとす

る．今回 Web から入手した動画は約 30fps であり，時間

が 10 秒であるため合計約 300 フレームから等間隔で 64

フレームを抜き出す． 

3.3.3 オプティカルフロー 

今回は映像内の動的な情報を学習するためにオプティ

カルフローを用いる．これは連続するフレーム間の物体

の動きをベクトルとして表したものである．このベクト

ルの縦，横方向の動きを可視化したもの（図 3）を入力

データとして用いる．今回はオプティカルフローの検出

アルゴリズムとして，追跡対象の特徴点のみの移動ベク

トルを求める「疎なオプティカルフロー」ではなく，フ

レーム内の全画素の移動ベクトルを求める「密なオプテ

ィカルフロー」を高速に検出できる Farneback[7]を用いる． 

4 実験方法と結果 

構築した万引きデータセットを 3:1 で訓練，テストデ

ータに分割する事とし，万引き行動の学習と汎化性能の

精度評価を 4 回の検証による交差検証で行った．入力デ

ータのチャンネルについては RGBの 3チャンネルの場合

と，オプティカルフローの縦，横方向の可視化画像をそ

れぞれ重ねた 2チャンネルの場合で実験を行った． 

100epoch までの訓練データにおける学習時の精度の推

移を図 4 に，テストデータによる汎化性能の精度の推移

を図 5に示す．図 4から RGBの 3チャンネルでは学習の

進みが速いのが分かる．図 5 から RGBでの最高精度がオ

プティカルフローの 2 チャンネルより劣っていることが

分かる．これは，今回作成したデータセットの 2 クラス

間の空間情報の差が，ベースモデルでの行動認識データ

セットと比べると小さく，空間情報の学習がうまくでき

ていない可能性を示している．一方，オプティカルフロ

ーの 2 チャンネルでは最終的に精度が 50%を完全に上回

っており，これは映像内の動的な情報をわずかであるが

学習できていることを示している． 

今回の実験ではテストデータにおける最高精度が約

55%と実用にはまだまだ不十分となったが，RGB もオプ

ティカルフローも学習データを増強することにより，更

なる精度向上が期待できると考えている． 

5 おわりに 

本稿では Kinetics データセットで事前学習された 3D 

ResNet に基づく行動認識モデルに，自作した万引きデー

タセットで追加学習を行い，万引き行動の学習と検出精

度評価を行った．データセットの作成は，YouTube から

監視カメラ映像の入手，YOLO による人物領域の切り出

し，「万引き」と「非・万引き」の人手でのラベル付け

の手順で行った． 

実験では RGB 画像とオプティカルフローの可視化画像

の 2 種の比較を行い，汎化性能において後者が優れてお

り，映像内の動的な情報を学習できていることは確認で

きたが，その精度はまだまだ満足できるものではない． 

今後も，映像のみでの実用レベルの万引き検出を目指

し，映像内の人の手元の動きを有効に学習できる手法の

探索を行いたい． 
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図 3 オプティカルフローの可視化画像 

 

図 5 テストデータの認識精度(交差検証の平均) 

 

図 4 訓練データの認識精度(交差検証の平均) 
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