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概 要
画像データセット ImageNetを始めとする巨大データ
セットを用いる大規模深層学習においては，膨大な学習
時間が最適なパラメータ探索の障害となっている．学習
時間の短縮を目的とした既存研究では，コスト関数の最
小化に単純な一次最適化手法が用いられ，計算機の性能
に頼った高速化手法が提案されてきた．一方で，自然勾
配法は深層学習における効率的な二次最適化手法として
知られているが，パラメータ数に依存する Fisher情報
行列の計算がボトルネックとなり，応用は限られていた．
本研究では，これまで明らかにされてこなかった大規模
深層学習における Fisher情報行列の解析に基づき，よ
り効率的な二次最適化手法を提案する．

1 Fisher情報行列と二次最適化
パラメータ θ ∈ RN についての Fisher情報行列 Fθ ∈

RN×N は以下で定義される．

Fθ = E
[
∇ log p(y|x;θ)∇ log p(y|x;θ)T

]
. (1)

期待値は，学習データD = {(x,y)}内で計算される（こ
の定義は empirical Fisher として知られる [1]）．画像
分類のための教師あり学習のためのコスト関数は，負の
対数尤度− log p(y|x;θ)の学習データ内における期待値
が一般的であるが，この時，Fisher情報行列はコスト関
数のヘッセ行列の半正定値行列近似として見なすことが
できる [1]．自然勾配法 [2]はこの Fisher情報行列をコ
スト関数の曲率として用いた二次最適化手法であり，以
下の更新式に従い反復的にパラメータの更新を行う．

θ(t+1) ← θ(t) − ηF−1
θ(t)∇E(θ(t)) . (2)

ここで，tは反復数，η > 0は学習率である．
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1.1 K-FACを用いた Fisher情報行列の近似
深層ニューラルネットワーク（DNN）の学習におい

て，Fisher情報行列の効率的な近似手法として知られる
K-FAC（Kronecker-factored Approximate Curvature）
[1]は，Fisher情報行列を次のブロック対角行列に近似
する．

Fθ ≈ diag(F1, . . .Fℓ, . . .FL) . (3)

ここで，Fℓ(ℓ = 1, . . . , L)は DNNの各層のパラメータ
についての Fisher情報行列である．さらに，K-FACで
は，各対角ブロックを二つの行列のクロネッカー積によ
り近似する（クロネッカー因子分解）．

Fℓ ≈ Gℓ ⊗Aℓ−1 (ℓ = 1, . . . , L) . (4)

クロネッカー因子 Gℓ,Aℓ−1 はそれぞれ ℓ 層目の出力，
ℓ− 1層目の活性から求まるが，詳しい導出方法は [1]を
参照されたい．この近似により，式 (2)の更新式は，以
下の層ごとの更新式に置き換わる（ℓ = 1, . . . , L）．

w
(t+1)
ℓ ← w

(t)
ℓ − η

(
Gℓ

−1 ⊗Aℓ−1
−1

)
∇E(w

(t)
ℓ ) . (5)

wℓ は DNNの ℓ層目のパラメータである．
K-FACにより，二次最適化手法の計算のボトルネッ

クである曲率計算の計算量が大幅に削減されることにな
るが，大規模深層学習においては，依然としてクロネッ
カー因子の計算量が学習全体の多くの割合を占めている
ことに加え，複数 GPUを用いた分散型の K-FAC[3]に
おいては，GPU間のクロネッカー因子の通信量が学習
高速化のボトルネックとなっている．

2 Fisher情報行列の解析と学習の高速化
本研究では，K-FACの更新式 (5)で用いられる層ご

とのクロネッカー因子Gℓ,Aℓ−1 の値の変化

Diff(X,Xpre) = ∥X −Xpre∥F /∥Xpre∥F (6)

に着目し，分散型の K-FAC[3]における GPUあたりの
計算量・通信量の削減を目標とする．ここで，∥ ·∥F は行
列のフロベニウスノルムを表す．層ごとのクロネッカー
因子の変化分に基づき，この更新頻度を自動調整する手
法をアルゴリズム 1に示す．
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アルゴリズム 1 分散型 K-FAC学習における Fisher情
報行列（クロネッカー因子）の更新頻度の自動調整
Input: λ: 閾値, L: DNNの層数, tmax: 最大反復数
for ℓ = 1, . . . , L do

intervalℓ ← 1 // 初期化
end for

for t = 1, . . . , tmax do

for ℓ = 1, . . . , L do

∇E(w
(t)
ℓ )の計算・通信

if t == 1 then

Gℓ,Aℓ−1 の計算・通信
Gℓpre,Aℓ−1pre ← Gℓ,Aℓ−1

else if tが intervalℓ の倍数 then

Gℓ,Aℓ−1 の計算・通信
diff G← Diff(Gℓ,Gℓpre) // 式 (6)

diff A← Diff(Aℓ−1,Aℓ−1pre) // 式 (6)

if max(diff G,diff A)) < λ then

intervalℓ ← intervalℓ + 1

end if

Gℓpre,Aℓ−1pre ← Gℓ,Aℓ−1

end if

式 (5)によるパラメータ更新
end for

end for

3 実験
画像データセット ImageNet[4]向けの画像分類タスク

（1,000クラス）のためのDNN，ResNet-50[5]（L = 107）
の学習における提案法の評価を行う．産総研ABCIの計
算リソースの一部である 128基の NVIDIA Tesla V100

GPUを用いた分散型の K-FAC[3]により，ミニバッチ
サイズ 16,384，エポック数 36（tmax = 2, 814）の学習
を行なった．表 1に閾値 λを変化させた（0.3, 0.25, 0.2）
時の，テスト分類精度（Top-1 single-crop）と，学習全
体を通してのGPUあたりの Fisher情報行列（全ての層
のクロネッカー因子）の通信量の比較を示す．閾値 λを
用いない（毎反復時にFisher情報行列を更新する）場合
と比べ，分類精度をほとんど落とすことなく Fisher情
報行列の通信量を 10%近くにまで削減することに成功
した．本提案法では，閾値 λが小さいほど，Fisher情報
行列の更新頻度が増加するため，分類精度が高くなるこ
とが期待されるが，λ = 0.2の場合に λ = 0.25の場合よ
りも分類精度が（わずかながら）低くなった．これは２
つの学習の精度にほとんど差がないことを示していると
考えられ，効率的に通信量を削減できていることがわか
る．ここで，計算量については数値を載せていないが，
計算量・通信量は対象の行列（クロネッカー因子）の要
素数で決定するため，これらの削減の割合は一致する．

表 1: 分散型 K-FAC[3]で学習した ImageNet分類のた
めの ResNet-50のテスト分類精度と学習中の Fisher情
報行列の GPUあたりの通信量（各２回の平均値）

λ 分類精度 通信量 通信量の比較

- 75.6% 3.0TB 100%

0.2 75.2% 507GB 16.9%

0.25 75.3% 357GB 11.9%

0.3 75.1% 327GB 10.9%

4 結論
本研究では，Fisher情報行列の解析に基づいた二次最

適化の高速化手法を提案した．ImageNet分類のための
ResNet-50の分散型 K-FACによる学習において，分類
精度をほぼ損なうことなく，GPUあたりの計算量・通信
量の削減に成功した．本研究結果は大規模深層学習にお
ける二次最適化の更なる利用を推し進めるものである．
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