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時空間同期の取れた2人協調動作生成

前田 孝泰1,a) 浮田 宗伯1,b)

概要：近年 VR，AR技術とヒューマノイドロボットが発展している．しかし，現在の多くのキャラクター
やロボットの動きはプログラムされた固定的なものであり，人とロボットがハイタッチや協力して物を運
ぶなどの協調動作を行うには，ある程度人がロボットへタイミングと位置を合わせることが必要である．
本研究の最終目標は，ユーザに対応する協調動作をリアルタイムに生成することである．これにより,ユー
ザがヒューマノイドロボットや仮想空間内のキャラクターとより高度な交流を行うことができる. 協調動
作には，位置やタイミングを考慮した動作を生成することが必要である．これを実現するため，学習デー
タの特徴をとらえた出力が期待できる深層学習技術を利用した．本研究では，2人のフィストバンプ動作
を記録し，学習データとした．これを予測することで，学習データ内の人同士の位置とタイミングを捉え
た協調動作の生成ができる．本研究では，入力動作と生成動作の時空間同期を取ることを目指した新たな
協調動作生成手法を提案する．この手法は，生成動作の不連続を抑制する残差パス，また関節の位置と関
節間距離を同時に学習する新たな損失関数を持った Reccurent Neural Network（RNN）である．さらに，
新たに作成したフィストバンプ動作のデータセットで提案手法の有用性を検証した．その結果，従来法と
比べ二乗平均平方根誤差を 7.95[cm]から 3.18[cm]へ低減することができ，より時空間同期の取れた協調動
作を生成することができた．

1. はじめに

近年 VR 技術やヒューマノイドロボットが発展してお

り，ヘッドマウントディスプレイを装着しながら楽しむVR

ゲーム，NAO®やPepper®（SoftBank Robotics社 [1], [2]）

をはじめとする人と触れ合うヒューマノイドロボットが

普及している．しかし，これらの VRゲーム内のキャラク

ターとヒューマノイドロボットには，人との協調動作を行

うことが難しいという課題がある．なぜなら，現在のキャ

ラクターやロボットの動作の多くは，対する人の動作を考

慮しない固定的なものであるため，ある程度人がキャラク

ターやロボットの動きに合わせに行かなければハイタッチ

や物を渡すなどの協調動作を行えない．今後，ヒューマノ

イドロボットに介護などといった，より高度な協調動作を

させる場合は，このような固定的な動作ではなく，相手の

動作に基づいて相手に対応する動作を生成することが考え

られる．これにより，VRゲームにおけるキャラクターと

の高度な交流やヒューマノイドロボットと共に物を運ぶな

どの協調作業が実現される可能性がある．よって，本研究

の最終目標は，ハイタッチや物を渡すなどの協調動作にお
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いて，人の動作からその人に対応する動作を生成すること

である．

1人の動作の生成は，事前に記録しておいた動作データ

セットの中から目的とする動作に最も近いものを検索する

ことで実現できる．しかし，2人以上での協調動作を実現

するためには，動作を事前に記録しておくことは現実的で

はない．なぜなら，ユーザの動作の多様性を考えると，協

調動作は無数に存在してしまうためである．ハイタッチを

例に取ると，手を合わせる位置，左右の手どちらを使用す

るのか，手を上げるタイミング，手を動かす速度などに自

由度が存在してしまい，これらすべての多様性に対応でき

るように大量の動作を記録しておくことは記録するための

コストとデータ量の観点から難しいからである．さらに，

もし大量の協調動作を記録できたとしても，目的の動作を

大量の動作の中から実時間内に検索しキャラクターやロ

ボットに適応することは難しい．このように，2人以上が

動作する協調動作は単純な動作の再生では実現できない．

また，動作生成を実現するために考えられる手法として，

Inverse Kinematics（IK)[3], [4], [5]を用いて目的位置を指

定し，そこへ手などを移動させるということも考えられる．

IKは，人体などの関節物体を制御する際に，端点の位置を

指定しそれに合うように各関節の位置を逆算することで，

指定した位置に端点が位置する関節物体の姿勢を計算する
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図 1 端点座標の正確性と関節間距離の安定性が求められる理由．左

図は端点座標の正確性が求められる理由を示している．左図の

ようにハイタッチやフィストバンプなどの協調動作を行う際

には，黒枠内の端点同士が合うことが求められる．右図は関節

間距離の安定性が求められる理由を示している．動作内で黒枠

内の関節間距離（腕の長さ）が変化してしまうことは，たとえ

端点座標が正確であったとしても人体の構造の観点から不自

然である．

技術である．これは，正確に目的の位置に端点を合わせら

れるという長所があるが，動作を開始する姿勢と目的の位

置に端点を置いた姿勢をつなぐ動作に経路，速度やタイミ

ングの自由度が発生してしまうという短所がある．つまり

この手法だけでは，協調動作に必要なタイミングや速度を

考慮できない．直線的で等速な動きを生成することはでき

るが，人を模擬したキャラクターやヒューマノイドロボッ

トの動作生成には適さないと考える．

近年では深層学習が著しく発展してきた．この深層学習

では，大量の入力データと正解データのペアを学習するこ

とで，入力データと正解データに含まれる関係性や特徴を

捉え，新しい入力データを受け取った時に学習データの特

徴を考慮した新しい出力データを得ることができるという

利点がある．よって，実際の複数人の協調動作を記録した

データセットを作成し，深層学習器に学習させることで，

複数人の動作間の関係性や特徴を考慮した動作を生成でき

る．これにより，データセットに含まれる人同士の位置と

タイミングの関係性と，人特有の速度と動作経路を両立し

た動作を得ることができると考えた．

協調動作には，図 1に示すように手などの端点座標の正

確性と関節間距離の安定性が求められる．端点座標の正確

性は，ハイタッチや物を渡す協調動作において端点座標が

相手と合うために必要である．また関節間距離の安定性

は，人体の構造の観点から隣り合う関節の距離は一定であ

るため必要である．

本研究の新規性は以下の 2点である．

( 1 ) 協調動作生成のための新しい深層学習モデルを提案し

た．また，2人がフィストバンプを行っているデータ

セットを作成し，それに対して，生成結果を協調動作

生成を行っている従来手法と比較した．

( 2 ) 端点座標の正確性と関節間距離の安定性を両立する誤

差評価法を提案した．

2. 関連研究

CGアニメーション，協働ロボット，VRなどへの応用

が期待され，人体の動作を扱う動作生成と動作予測は CG

とロボット工学の分野で盛んに研究されてきた．この節で

は，この 2つの技術について関連研究を紹介する．その後，

2人相互動作生成を行った先行研究について詳しく述べる．

2.1 動作生成

動作生成は，検索ベースと学習ベースの 2種類に大きく

分けることができる．

検索ベースの手法 [6], [7], [8]では，生成したい動作に近

い動作データを事前に準備したものから探索し，それを IK

などで修正することで動作生成を行うものである．実際の

人の動作データを用いるので，より人に近いタイミングや

姿勢の動作を生成することができる．さらに，動作データ

の種類を増やすことによって比較的簡単に生成できる動作

の種類を増やせる利点がある．しかし，生成時には使用す

る可能性のあるすべての動作データが参照できる状態にあ

る必要があるので，実際に使用する動作データに対して大

量の使用しない動作データを保持しておく必要がある．こ

のため使用しないデータ分だけメモリ効率が悪くなってし

まうという欠点がある．

これに対し，学習ベースの手法 [9], [10], [11], [12], [13], [14]

は，事前に動作データの分布や傾向を学習することで，手

などの端点の軌跡や目標物の位置のみを与えることで，そ

れに辻褄が合う動作を予測し生成する手法である．この手

法は，入力から動作を生成する生成器のみを必要とするの

で，検索ベースよりもメモリ効率が良い．しかし，様々な

目標物や歩行の軌跡に対応するためには，それらを内包し

た分布や傾向を学習するように多くの動作データを事前に

用意しておく必要がある．さらにこれに関連して，生成す

る動作データの種類を増やすためには，各種類ごとに多く

の動作データを集めなければならないので，動作の種類を

増やすコストが大きいことが挙げられる．

本研究で扱う協調動作は，前述したように検索ベースの

手法を用いることは現実的ではない．よって，協調動作

データセットを深層学習器に学習させる学習ベースの動作

生成手法を選択した．

2.2 動作予測

動作予測を応用することで，動作生成を行うこともでき

る．動作予測は，1人の動作データについてある部分を入

力として受け取り，その先に動作がどのように続くのかを

予測する技術である．これを用いて，ある動作データから

その先を予測することで新しい動作データを生成すること
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ができる．動作予測は，予測期間の長短とそれに伴う評価

指標の違いによって 2種類に分けることができる．

短期間の行動予測 [15], [16], [17], [18], [19]は，ごく短い

範囲の未来を予測する．扱う範囲は，同じ動作がある程度

続いている決定的な範囲であり，主にコンピュータビジョ

ンにおけるトラッキングや協働ロボットが人間と衝突を避

けるために用いられる．そのため評価は，予測と正解との

二乗誤差を計算するのが一般的である．

長期間の行動予測 [20], [21], [22], [23], [24], [25]は，動

作の不確定性を含む範囲まで予測の対象である．人間の動

作には時間が進むにつれて不確定性が大きくなって行くの

で，予測動作と正解動作の誤差を小さくするよりむしろ状

況に合致した動作の生成を目的とすることが多い．そのた

め評価法も，二乗誤差を用いるだけでは不適切であり，動

作の質を測るような評価指標や人の手による評価が行われ

ている．本研究においては，1つの入力動作に対して位置

とタイミングが合致した協調動作は多数考えられる．よっ

て，本研究の評価指標は位置やタイミングの合致という数

値評価と自然であるという人の手による評価の双方を行う

ことが望ましい．

2.3 協調動作生成の従来法

相互動作生成を行った先行研究はVogtら [26]が行った．

この研究では，キックとパンチの動作を行う攻撃者に対し

て腕を用いて防御を行う防御者の協調動作を生成すること

を目指している．入力として，攻撃者の過去 10フレーム

の姿勢を各関節点の 3次元位置として受け取り，防御者の

各関節点の 3次元位置を予測し出力する．これを毎フレー

ム繰り返して，防御者の協調動作を生成している．2層程

度のパラメータ数の小さい多層パーセプトロンを用い，さ

らに攻撃者と防御者それぞれの姿勢の関節点の 3次元位置

に対して次元削減を行うことで，生成モデルの過学習を防

いでいる．また，ヒューマノイドロボット NAOへの応用

も行っており，リアルタイムでユーザとの交流を実現して

いる．

しかし，キックやパンチといった攻撃と防御の協調動作

生成と比べて，本研究で生成を目指すハイタッチやフィス

トバンプはより位置やタイミングの制約が厳しい．なぜな

ら，生成するべき防御者の動作は，腕を先に構え腕全体の

どこかで防御する動作であるのに対して，本研究で目指す

ハイタッチとフィストバンプは手のひらや拳の先を合わせ

る動作である．腕全体と比較して手の先といった狭い範囲

を合わせる必要があることから位置の制約が厳しく，防御

のように先に構えておくのではなく手を当てに行く必要が

あることからタイミングの制約も大きいと言える．本研究

では，従来手法に対してより位置とタイミングがより厳し

く求められる難しい協調動作を生成することを目標とし，

フィストバンプの協調動作生成を目指した．

�����

���	 
��	

����

���	

����������

������ !�"#$%&'
�

図 2 協調動作生成の流れ．動作は 3 次元姿勢の時系列集合である

ので，毎フレーム，人の姿勢を深層学習器に入力し，それに対

応する姿勢を生成することで動作を生成する．また，この深層

学習器を用意するため，事前に 2 人のフィストバンプ動作を

記録し，片方を入力動作，残りを正解動作とした．生成姿勢と

正解動作の誤差が最小となるように深層学習器を学習する．

3. 協調動作生成を行う提案手法

動作は，3次元姿勢の時系列集合である．今回は，図 2

のように毎フレーム人の姿勢を深層学習器に入力し，対応

する姿勢を生成することで動作を生成する．

また，深層学習器は生成した姿勢と正解の姿勢の誤差が

小さくする教師付き学習を行い用意する．学習データは，

事前に 2人のフィストバンプ動作を記録しておき，片方を

入力動作，残りを正解動作とすることで作成する．以降で

は，提案手法である協調動作生成を行う深層学習モデルと，

端点座標の正確性と関節間距離の安定性を両立する誤差評

価法を述べる．

3.1 協調動作生成を行う深層学習モデル

動作などの時系列データを扱う深層学習器には，連続的

な情報を考慮できる Recurrent Neural Networks（RNN）

[27]が用いられる．今回は，そのRNNの中で最も良い性能

を示した Long Short-Term Memory（LSTM）[28]を使用

した．しかし，単純に毎フレームで入力姿勢のみを LSTM

に入力し，対応する姿勢を予測し生成するだけでは，各フ

レームで生成した姿勢の間の速度の大きさを学習すること

ができず，フレーム間に不連続な箇所を持つ動作が生成さ

れていた．これに対処するために，本研究では，協調動作

生成のために図 3のような深層学習モデルを提案する．

残差パスにより LSTMに各フレーム間の差分を出力する

ように学習することにより，各フレーム間の差分のスケー

ルを学習することができ，不連続性が抑制される．まず毎

フレームにおいて，人の 3次元姿勢と前フレームで生成し

た姿勢を LSTMに入力する．そして，LSTMの出力と前

フレームで生成した姿勢の和を今フレームの生成姿勢とす

る．生成姿勢と正解姿勢の誤差を最小化するように学習す
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図 3 提案する深層学習モデル．毎フレーム，前フレームで生成した姿勢と入力姿勢を LSTM

に入力し，今フレーム生成姿勢を得ている．生成動作の不連続性に対処するために，

LSTM がフレーム間の姿勢の差分の大きさを学習するように残差パスを追加した．この

残差パスによって今フレームの生成姿勢は，前フレーム生成姿勢と LSTM の出力の和

となる．今フレーム生成姿勢が学習によって正解姿勢に近づくと，LSTM の出力は前フ

レームの生成姿勢と正解姿勢の差分を出力するようになる．これにより，LSTM がフ

レーム間の差分の大きさを学習でき，不連続性が抑制される．

るため，理想的には LSTMが前フレーム生成姿勢と正解

姿勢の差分を出力するようになる．これにより，LSTMが

各フレームの姿勢間の差分のスケールを学習でき，不連続

な差分が大きい動作を生成することを抑制できる．

3.2 端点座標の正確性と関節間距離の安定性を両立する

誤差評価法

本研究では，新たな誤差評価法を提案する．それを説明

するために，2つの姿勢の表現法とその学習特性について

述べる．これらをまとめたものを，図 4に示す．

まず 1つ目の表現は，隣り合う関節間のベクトルを保持

する相対ベクトル表現である．この表現では，深層学習器

が各関節間ベクトルの大きさ，つまり関節間距離を学習す

ることができ，関節間距離が安定する．しかし，各ベクト

ルの足し合わせにより端点座標を表現するので，誤差の累

積してしまい端点座標の正確性に欠けることが分かった．

これに対して，各関節の座標を保持する絶対座標表現があ

る．これは，各関節の座標を独立に表現するので，関節間

距離が不安定となる．また，座標値を直接持つことで誤差

の累積を回避できるが，座標値の絶対値が大きくなること

で分散が大きくなり，それに伴い端点座標の誤差が大きく

なることが分かった．よって，この 2つの姿勢表現それぞ

れで誤差を最小化する学習を行うことでは，端点座標の正

確性と関節間距離の安定性とを両立することはできない．

これに対処するために，図 5のような誤差評価法を提案

する．まず，深層学習器に相対ベクトル表現の姿勢を生成

させる．この姿勢を足し合わせにより絶対座標表現へ変換

する．その後，相対ベクトル表現と絶対座標表現両方での

誤差を評価する．深層学習器に，相対ベクトル表現の姿勢

を学習させることで，絶対座標表現で発生した各ベクトル

の分散の大きさによる誤差を抑制し，相対ベクトルを学習

することで関節間距離の安定性を得ることができる．ま

た，絶対座標まで足し合わせたもので誤差を評価しそれを

最小化するので，足し合わせ後の誤差を最小化でき，誤差

の累積を予測できる．これにより，端点座標の正確性と関

節間距離の安定性を両立した学習ができる．

4. 実験

今回は，2人のフィストバンプ動作データセットを新た

に作成し，提案手法の有用性を確かめた．フィストバンプ

動作は kinect v2センサー [29]（以下 kinect）を用いて撮

影した．これを使用した理由は，kinectがモーションキャ

プチャシステムと比べて，専用スーツを着なくても動作を

撮影できるという利便性から，より多くの人を対象にして

撮影できることでデータセット内の動作の多様性を上げる

こと，専用スーツを着ないことから動きに制限がなく日常

の動作そのままを記録できるからである．kinectを用いた

動作撮影の俯瞰図を，図 6に示す．また kinectは，床から

100cmの台に設置した．データセット内の動作の多様性を

確保し対応できる動作の範囲を広げるために，動作を行う
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図 5 端点座標の正確性と関節間距離の安定性を両立する誤差評価法．

人の多様性，フィストバンプに使用する手の多様性，高さ

の多様性をもたせた．動作する人の多様性を持たせるため

に，22人の組み合わせで動作を撮影した．使用する手の多

様性をもたせるために，以下の 3つを変えて動作の撮影を

行った．

( 1 ) 2人の動作者の組み合わせ

( 2 ) 2人の使用する手の組み合わせ

( 3 ) 手を合わせる高さ

1つ目では，22人の動作者を組み合わせて撮影を行った．

2つ目では，2人の左右の手の組み合わせ 4つにを両手を

含めて 5種類の動作を記録した．3つ目では，手の組み合

わせに加えて，手を合わせる高さを上中下段の 3種類に変

えて撮影を行った．これにより，636個のフィストバンプ

動作を得た．得られたデータセットを，3 : 1の比率で 477

個の学習データと 159個のテストデータに分割した．そし

て，各手法において学習データを用いて学習を行い，テス

トデータで生成した動作を評価した．

生成した動作を評価するために，以下の 4つの評価指標

を用いた．

( 1 ) 二乗平均平方根誤差

RMSE =

√√√√ 1

FJ

F∑
f

J∑
j

∥ ŷf,j − yf,j ∥2

( 2 ) 関節間距離の標準偏差
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表 1 各手法による生成動作を 4 つの評価基準によって評価した．その結果すべての基準にお

いて提案手法が最も良い結果を残している．

RMSE[cm]
関節間距離の

標準偏差 [cm]
接触フレーム誤差

接触時の

端点座標誤差 [cm]

従来法 8.18 4.91 12.74 54.4

深層学習モデル

＋絶対座標表現
3.96 3.58 4.45 17.6

深層学習モデル

＋相対ベクトル表現
3.92 3.32 4.39 16.3

提案手法 3.64 3.10 3.69 13.4

���

���

����������

��
�	

図 6 動作データ作成時のカメラ及び動作者の俯瞰図．kinect v2の

人物検出範囲は 0.5～4.5m である．その中で，2 人の動作が

収まるように kinect カメラを動作者から 3m 離して動作を撮

影した．

関節間距離の標準偏差 =√√√√ 1

FL

F∑
f=1

J∑
j=1

−1(df,j − d̄j)2

ただし，df,j =∥ yf,j+1 − yf,j ∥

d̄j =
1

F

F∑
f=1

df,j

( 3 ) 接触フレーム誤差

接触フレーム誤差 =| f̂col − fcol |

ただし，fcol = arg min
f

∥ xf,hand − yf,hand ∥

f̂col = arg min
f

∥ xf,hand − ŷf,hand ∥

( 4 ) 接触時の端点座標誤差

接触時の端点座標誤差 =

∥ ŷfcol,hand − yfcol,hand ∥

1つ目は，正解動作の再現度を表す二乗平均平方根誤差

（RMSE）である．2 つ目は，関節間距離の安定性を示す

関節間距離の標準偏差である．3つ目と 4つ目は，端点座

標の正確性を評価している，手の接触フレーム誤差と接触

時の端点座標誤差である．接触フレーム誤差は，入力動作

の手の座標と生成動作，正解動作の手の座標の距離が最も

小さくなったフレームを接触フレームとする．この生成動

作の接触フレームと正解動作の接触フレームの差が接触フ

レーム誤差である．これにより，生成動作のタイミングを

評価できる．また，接触時の端点座標誤差は，正解動作の

接触フレームにおける正解動作の手の端点座標と生成動作

の手の端点座標の距離である．これにより，接触時の端点

座標の正確性を評価できる．これら 4つの評価指標はすべ

て小さいほど良い値である．

実験結果を表 1に示す．また，正解動作と各手法によっ

て生成された動作の接触フレーム周辺の姿勢を図 7 に示

す．従来法は，すべてのフレームで同じ姿勢を出力してい

た．これは，従来法が多層パーセプトロンを用いて各フ

レームの姿勢を独立に出力していることで，連続的な特徴

を捉えることができなくなり，その結果平均的な姿勢を出

力してしまったためであると考える．絶対座標表現での学

習では，左手（紫）の関節間距離の長さが伸び縮みしてい

ることが分かる．これでは，不自然な姿勢である．相対ベ

クトル表現での学習では，右手（黄緑）の端点座標の誤差

が絶対座標表現と比べて大きい．これでは，入力動作との

時空間同期にに欠けてしまう．これと比べて，提案手法で

は大きな関節間距離の変化は見られず，さらに端点座標の

誤差も他の手法と比べて小さい．

5. まとめと今後の課題

本研究では，仮想空間内のキャラクターやヒューマノイ

ドロボットが人と高度な交流を行うために，人の動作から

それに対応する動作を生成する手法を提案した．その結果，

従来法と比べて二乗平均平方根誤差を 8.18cmから 3.64cm

へ低減できた．また，関節間距離の標準偏差，接触フレー

ム誤差，接触フレームでの端点座標誤差についても従来法

よりも良い結果を出力している．これらより，端点座標が

正確で関節間距離が安定した協調動作を生成することがで

きた．

今後の課題は 2つ挙げられる．1つ目は，深層学習器を

学習させるために生成動作と正解動作の誤差を最小化する

ようにのみ学習していることである．人間がフィストバン

プ動作に対応する際は，左右の手どちらで相手の手に対応
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図 7 各手法によって生成された協調動作．各列が各手法で生成した動作と対応している．赤

と青の表現が入力姿勢，黄緑と紫の表現が生成姿勢，黒の表現が正解姿勢である．従来法

は静止した動作を生成している．絶対座標表現での学習は左手（紫）の手首から手の先

の距離がが 29 フレーム目から 41 フレーム目まで不自然な伸び縮みをしており，関節感

距離が不安定な動作を生成している．相対ベクトル表現での学習は，誤差の累積によっ

て右手（緑）の座標の誤差が大きくなってしまい，接触フレーム（35 フレーム）で右手

が接触できておらず，時空間的な同期が取れていない動作を生成している．これらに対

して提案手法は，関節感距離の安定と誤差の累積の抑制に成功し，他手法と比べて最も

正解動作に近く最も自然な協調動作を生成している．
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するかなどの自由度がある．この自由度は，誤差の最小化

では表現しきれず，動作のバリエーションを制限してしま

う．よって，動作認識の結果を損失関数に加えるなどの動

作の自由度を持たせられるような誤差評価が求められる．

2つ目は，現在の手法では協調動作 1種類を生成するため

に大量のデータが必要となることである．今回はフィスト

バンプ動作を生成するために 22人から 636個の動作を撮

影した．人が行う動作の種類は膨大であり，1種類の動作

を生成するために多くの人から動作を記録することは効率

的ではない．よって，動作というドメインに最適化された

データ拡張を行うことによって，より少ない協調動作の事

例からの動作生成を行うことを考えている．
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