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インスタンスセグメンテーションのための
半教師あり学習を用いた画像合成

大羽　剛瑠1,a) 浮田　宗伯1,b)

概要：インスタンスセグメンテーションを行うほとんどの手法では，大量のラベル付きデータが必要であ
る．しかし，大量のラベル付きデータはアノテーションコストが高いため，入手が困難である．この問題
を解決する方法として，画像合成や半教師あり学習によるラベル付き学習画像の自動生成が挙げられる．
画像合成では，3Dモデルなどを使用することにより，手作業によるアノテーションなしにラベル付きデー
タを作成することができるが，様々な種類の検出対象物体の様々な模様や見え方に対応するためには，膨
大な数の 3Dモデルを用意する必要がある．また，半教師あり学習を用いたインスタンスセグメンテーショ
ンは，画像分類のみの半教師あり学習とは異なり，クラスだけでなく，物体の位置や形状まで自動でアノ
テーションしなくてはならないため難しい．本研究では，画像合成と半教師あり学習を組み合わせること
で，少量の 3Dモデルとインターネット上の大量の画像を用いて，人手によるアノテーションなしで学習
を行う．一般的に，半教師あり学習では，追加学習データの候補に対して自動的に付与するラベルの正誤
判定が困難で最重要課題である．提案手法では，半教師あり学習によりインターネット上の画像から大量
の模様の情報を集めつつ，3Dモデルを用いることで，正しい形状のデータのみを選択し学習することで，
精度を向上させる．実験では，提案手法が従来手法よりもインスタンスセグメンテーションの精度が高い
ことを示した．
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1. はじめに

深層学習を利用することで，インスタンスセグメンテー

ションの精度は劇的に向上している．しかし，現在の深層

学習の手法の多くは，ラベル付きデータが必要な教師あり

学習であり，インスタンスセグメンテーションも同様であ

る．インスタンスセグメンテーションは，ピクセル単位で

のアノテーションが必要であるために，画像認識技術の中

でも特にアノテーションコストが高く，大量のデータを用

意するのが難しい．そのため，正解ラベルを自動的に収集

することができる画像合成 [1]や，ラベルがないデータを

利用できる半教師あり学習が注目されている [2]．

画像合成を用いた方法では，物体データ（3Dモデルや

物体の領域のみ切り抜きされた画像）と背景画像を組み合

わせることで，画像を作成する．この方法では，多様な背

景で画像を作成できるのに加えて，画像中のどこにどの物

体があるかは既知であるため，ラベルデータも自動的に作
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成することができる．しかし，物体データの収集は困難で

あるために，多様な物体の形状や模様を網羅した画像を作

成することは難しい．

一方，半教師あり学習は，少量のラベル付きデータと大

量のラベル無しデータを用いて学習を行う手法である．半

教師あり学習にも様々な手法があるが，物体検出やインス

タンスセグメンテーションへの応用が容易な手法として

Self-Training [2]が挙げられる．Self-Trainingはラベル付

きデータのみで教師付き学習を行った後，その学習モデル

を参照することでラベル無しデータの答えを予測し，予測

の確信度が高いデータのみを「予測したクラスのラベルが

付いた学習データ」として，学習モデルを更新（再学習）

する．この手順を繰り返すことで徐々に正しく推定できる

データを増やす．インターネット上にある大量の画像デー

タを用いて半教師あり学習を用いれば，物体の多様な模様

や形状を学習できる可能性があるが，誤った答えを推定し

てしまった場合，精度が低下する問題がある．クラスラベ

ルに加えて，インスタンスセグメンテーションにおいては，

形状も正しい必要がある．しかし，従来のインスタンスセ

グメンテーションの多くは形状の正しさに対する確信度を
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明示的に出力しないため，上述したように「正しい予測結

果のみを再学習」するためには，形状の正しさも検証する

必要がある

本研究では，画像合成に不足している物体のテクスチャ

データを半教師あり学習で補いつつ，3Dモデルの形状を

利用して，予測結果の形状の正しさを考慮することで，半

教師あり学習の精度の向上させる手法を提案する．

提案手法の性能を確認する実験においては，手法の長所・

短所や限界を確認するために十分な難易度の目標が必要に

なる．本研究では，種類も多く，見た目が類似した物体も

多く（クラス間分散が小さい），形状変化も多様（クラス内

分散が大きい）である「食材」を利用した．

2. 関連研究

本研究に関する研究を説明する．まず，教師あり学習に

よるインスタンスセグメンテーションの説明を行った後，

画像合成を用いた機械学習の手法の説明を行う．その後，

半教師あり学習の説明と，ラベルの入手が困難であるとい

う問題に対処するその他の手法として弱教師あり学習の説

明を行う．

2.1 インスタンスセグメンテーション

インスタンスセグメンテーションはセマンティックセグ

メンテーションとは異なり，同じクラスの異なる物体を識

別する必要があるため，FCN [3]や U-Net [4] などのセマ

ンティックセグメンテーションに用いられるモデルをそ

のまま利用することはできない．そのため，多くの手法で

は，Faster-RCNN [5]や SSD [6]などの物体検出の手法と

セグメンテーションの技術を組み合わせることで，異なる

物体を認識しつつ，セグメンテーションを行うことでイン

スタンスセグメンテーションを実現している．Liら [7]の

FCISでは物体の候補領域を計算した後，その領域内にお

いて前景と背景を分離するセグメンテーションと矩形領域

内の物体のクラスを同時に推定し，最適化するネットワー

クを提案した．このようなネットワーク構造はHeら [8]の

Mask-RCNNでも用いられている．Mask-RCNNでは，物

体の候補領域から特徴量を取り出す RoI Poolingをサブピ

クセルを用いることで改良し，より正確に特徴量を取り出

す RoI Alignを提案した．

2.2 画像合成を用いた機械学習

合成画像を用いた機械学習における問題は，合成画像と

実際の画像の差である．この問題にはドメインアダプテー

ションやドメインランダマイゼーションによって対処され

ている．

画像合成におけるドメインアダプテーションの例として，

Bousamlisら [9]は，Pix2Pix [10]や cycle GAN [11]など

の画像変換技術を用いることで，合成画像を実際の画像に

近くなるように変換することで，画像の差に対処した．ま

た，RENら [12]は合成画像から得られる特徴量の分布と，

実際の画像から得られる特徴量の分布が近づくように学習

することで，ドメインアダプテーションを行った．これら

のドメインアダプテーションは，実際の画像を用意するの

が比較的簡単であるが，アノテーションが高コストである

場合に有用な手法である．しかし，実際の画像を用意する

のが困難であるような場合には利用できない．

ドメインランダマイゼーションは，実際の画像を用意す

るのが困難な場合に有用な手法である．ドメインランダマ

イゼーションはシミュレーター内において，物体の反射率

やテクスチャなど様々な要素をランダムにし，特定の環境

への過学習を防ぎ，実際の環境で精度が低下することを防

ぐ手法であり，Tobinら [13]によって提案された．また，

Tremblay ら [1] はドメインランダマイゼーションを物体

検出に適応し，物体検出におけるドメインランダマイゼー

ションの有用性を示した．

CGシミュレータを用いない画像合成手法として Cut，

Paste and Learn [14]がある．Cut，Paste and Learnでは，

切り抜き画像を様々な背景に角度や大きさを変えつつ貼り

付けることでデータ作成を行う．この手法は CG シミュ

レータに必要な 3Dモデルが得られない場合に有用な手法

である．

2.3 半教師学習と弱教師あり学習

半教師あり学習の手法の例としては上述した Self-

Training [15]がある．Self-Trainingはシンプルであるが，

予測の誤ったデータが学習データに追加されると精度が

低下する．そこで，答えの推定を複数の機械学習モデル

を用いて様々な観点から行うことで，精度を向上させる

Co-Training [15]がある．その他の半教師あり学習の手法

としては，入力画像に近い画像の答えは急激に変化するこ

とはないと仮定し，データ空間において教師なしデータ近

傍でも答えが急激に変化しないような制約を加えること

で，学習を行う Virtual Adversarial Training [16]や生成

モデルを活用し多様体の学習を行い，その上で半教師あり

学習を行う Kingma ら [17] の手法などがある．これらの

手法は，Self-Trainingよりも高精度で半教師あり学習が行

うことができるが，物体の位置や形状まで考慮しなくては

ならないインスタンスセグメンテーションへの適応は難

しい．半教師あり学習を物体検出へ応用した例としては，

Rosenbergらの [2]がある．Rosenbergらは物体検出にお

いて，Self-Trainingを利用する方法を提案し，既存の物体

検出手法と組み合わした時の精度の変化を調査した．

ラベル作成のコストを軽減させるためのもう一つの手法

として，弱教師あり学習がある．弱教師あり学習では，実

際に学習したい問題があったとき，その答えを直接与えて

学習するのではなく，より簡易的な答え（弱ラベル）を与
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図 1 提案手法の概略図．（1）では少量の 3D モデルと背景画像を CG シミュレータを用いて

組み合わせることで，半教師あり学習に必要な最初の教師ありデータを作成する．その

後，（2）でインターネット上の画像の検出と抽出を行う．抽出後は，（3）にあるように，

抽出したデータの中で，形状（シルエット）と種類の両方の観点で，正しいデータのみを

選別する．（4）では選別したデータと背景を組み合わせることで，追加の学習データを

作成し，追加の学習を行う．（2）～（4）の手順を繰り返すことで，徐々に学習データを

増やしていく．

えて学習を行う手法である．インスタンスセグメンテー

ションでは二種類の弱教師あり学習があり，一つは物体

のクラスと矩形領域が与えられる弱教師あり学習である．

Zhaoら [18]はグラフベースの手法であるGraph Cutを利

用することで，矩形領域内で，ピクセル単位の位置予測を

行いインスタンスセグメンテーションを行った．もう一つ

の弱教師あり学習では，物体のクラスのみを与えて学習を

行う．Zhouら [19]や Zhangら [20]は，まずクラスラベル

を用いてクラス分類を行う機械学習モデルの学習を行う．

その後，クラス分類の際に，機械学習モデルが画像中のど

こに注目しているかを求め，その注目領域を利用すること

で，物体のピクセル単位での位置を予測を行い，それを答

えとすることで，物体の位置とクラスの学習を行う．これ

らの弱教師あり学習の手法は，完全な状態のラベルなしに

学習が行えるが，今回は画像合成により，完全なラベルが

ついたデータを利用できるため半教師あり学習を用いる．

3. 半教師あり学習と画像合成を組み合わせた
提案手法の流れ

提案手法の手順は以下であり，概略図を図 1に示す．

( 1 ) CGシミュレータを用いた最初の学習画像の作成と学

習（初期学習）

( 2 ) インターネット画像から食材の検出および抽出（検出

と抽出）

( 3 ) 抽出した画像の選別（データの選別）

( 4 ) 画像合成を用いた追加学習画像の作成と追加学習（追

加学習）

( 5 ) 2～4を繰り返す

以下では，それぞれの手順について述べる．

図 2 偽物体の例．左は玉ねぎの形状データにランダムなテクスチャ

を貼り付けたデータで，中，右は blenderで作成できる形状に

ランダムなテクスチャを貼り付けたデータである．

3.1 CGシミュレータを用いた最初の学習画像の作成と

学習

まず，半教師あり学習に必要なラベル付き画像データを，

ドメインランダマイゼーションを用いた画像合成により作

成する．ドメインランダマイゼーションは Tobinら [13]や

Tremblayら [1]を参考にし，CGシミュレータ内の以下の

要素をランダムにする．

• 光源の個数と位置
• 検出対象物体の個数と位置
• 背景画像
• カメラの位置と向き
• 偽物体の位置，個数，テクスチャ，形状
偽物体の例を図 2に示す．偽物体は [1]で利用されてお

り，偽物体を検出しないように学習させることで，誤検出

を減らす．偽物体の形状は今回使用する CGシミュレータ

である blenderで簡単に作成できる形状（球，円柱，円錐，

ドーナッツ型，長方体など）に加えて，検出対象物体の形

状からランダムに選択される．

この条件で画像を作成した後，作成した画像で最初の学

習を行う（図 1の（１）初期学習）．インスタンスセグメン

テーションを行うアルゴリズムとしてはMask-RCNN [8]
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図 3 追加候補画像の抽出の仕方．検索キーワードを記憶しておき，

Mask-RCNN の予測結果とキーワードが一致したときのみ，

追加候補画像とする．

を用いた．学習時には COCOデータセット [21]で学習し

たモデルを初期値とした．

3.2 インターネット画像から食材の検出および抽出

半教師あり学習に用いるための，教師なしデータの収集

と，学習済みモデルを用いた検出と抽出を行う（図 1 の

（２）検出と抽出）．まずインターネットを用いて画像の

キーワード検索を行い大量の教師なし画像データを収集す

る．収集された各教師なし画像データにおいて，図 3にあ

るようにキーワードごとに学習済みモデルで物体を検出す

る．検出されたクラスと検索キーワードが一致した場合，

検出された領域を抽出し，追加候補画像とする．

3.3 抽出した画像の選別

確実に正しい追加候補画像のみを学習データに追加する

ために，追加候補画像のクラスによる分類とシルエットに

よる分類を行う（図 1の（3）データの選別）．

クラスによる分類では，半教師あり学習の手法である

Self-Training [15]に基づき，クラス確信度を用いる（図 1

の（3）左のクラス確信度分類）．クラス確信度とは，Mask-

RCNNが出力するどのクラスに属するかの確率である．ク

ラス確信度が閾値以下のデータは追加候補画像から除去

する．

形状の判断は，用意した 3Dモデルのシルエットと抽出

された画像のシルエットを比較することで行う（図 1 の

（3）右のシルエット分類）．ここでは複数の物体を一つの物

体と誤って識別しているデータ（図 4左列）や誤検出の危

険性を増やすデータ（図 4右列）など形状的に正しくない

データを除去する．その方法として，Auto Encoder（AE）

を利用した異常検知を利用する．AEによる異常検知は以

下の手順で行う．

まず，AEの学習に使うデータを作成する．様々な角度

から見た 3Dモデルのシルエットを CGシミュレータ上で

作成する．作成した画像を教師データとして，入力画像と

AEによる復元画像の平均二乗誤差を最小にするのように

AEを学習させる．これをクラスごとに行う．ここまでが

AEの学習の手順である．

次に学習済み AEを用いて，追加候補画像の形状が正し

図 4 誤った形状の例．左の列は複数の物体をまとめて一つと検出し

ている例で，右列は一部しかセグメンテーションに成功してお

らず，学習データに加えると誤検出が増える危険性があるデー

タの例である．

いかの判定を行う．Mask-RCNNによって出力された物体

のマスク画像を追加候補画像のシルエットとし，対応する

クラスの学習済み AEに入力する．AEにより復元された

画像と元のシルエット画像の差分を取ることで，形状の正

しさを測る．差分の値が小さいほど，その形状が正しいこ

とを示しているので，差分値がある閾値を超えたら異常な

形状と判断し，追加候補画像から除去する．

閾値は以下の手順で計算する．正常な形状における復元

誤差の平均と分散を計算するために，CGシルエット画像

における復元誤差の平均 µと分散 σ をクラスごとに計算

する．この復元誤差の分布がガウス分布に従うと仮定した

とき，µ + 3σ を閾値とすると，CG シルエット画像の約

99%が正常と識別されるため，µ+ 3σを閾値とした．

また，AEを利用するためには画像のサイズが一定であ

る必要がある．画像のサイズを揃えるためにリサイズを行

うと形状が変化してしまうので，前処理として画像サイズ

が長辺×長辺になるようにパディングを行う．

3.4 画像合成を用いた追加学習画像作成

クラスと形状の両方で正しいと判断された追加候補画像

を追加画像として，追加の教師データを作成する（図 1の

（4）追加学習）．追加画像は 3Dモデルではなく切り抜き画

像のため，追加の画像作成は以下の手順で行う．

( 1 ) 追加画像からランダムに複数枚選択する

( 2 ) 選択した画像をランダムにリサイズ，回転する

( 3 ) 背景をランダムに選択する

( 4 ) 追加画像が一定以上重ならないように貼り付ける位置

をランダムに選択する

( 5 ) 追加画像を背景画像に貼り付ける

追加画像の枚数はクラスによって異なる．そのため，追

加画像を完全にランダムに選択するとクラス間での画像枚

数に差が生じ，追加画像の少ないクラスの学習が困難にな
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る．この問題を防ぐために，クラス間のサンプリング回数

が均一になるように追加画像を選択した．また追加画像同

士の重なりが大きい場合，その物体を識別するのは困難で

誤検出の増加に繋がる．そのため，本研究では追加画像の

面積の 50%以上の重なりが生じた場合，再度貼り付ける位

置をランダムに選択する．この条件で作成したデータを用

いて，Mask-RCNNの再学習（ファインチューニング)を

行う．その後，再学習した Mask-RCNN を用いて，再び

（2）～（4）の処理を繰り返すことで徐々に正しく検出でき

るデータを増やす．バリデーションデータかテストデータ

でmean Average Precision（mAP）を測り，mAPが低下

したところで反復を終了する．

4. 実験内容および結果

4.1 実験条件

実験時に使用したデータやモデルについて述べる．3.1節

や 3.3節で用いる 3Dモデルは AutoDesk社の ReCap [22]

を用いて作成した．作成した 3Dモデルは全 15種の食材で

あり，表 1に種類を示す．各食材の 3Dモデルはそれぞれ

のクラスに 1つのみ作成した．また，3.1節における背景画

像と偽物体のテクスチャはそれぞれ，Place365データセッ

ト [23]，dtdデータセット [24]を用いた．これらのデータを

用いて，初期学習用のデータを作成し，Mask-RCNN[8]の

初期学習を行った．半教師あり学習における教師なしデー

タであるインターネット画像データは Googleのキーワー

ド検索で収集した．キーワード検索は日本語と英語の両方

で行った．各物体ごとの収集した画像枚数を表 1に示す．

表 1 google からキーワード検索を用いて収集したデータの数
apple avocado banana broccoli carrot

834 1564 1591 1377 1497

cucumber garlic kiwi mushroom onion

1489 1593 1517 1651 1592

orange potato sweet corn sweet potato taro

1211 1318 1594 1546 1453

3.4節の追加学習画像作成における背景画像には，同様

に Place365データセットを用いた．また，テストデータ

は 200枚の画像を実際に撮影し作成した．形状の異常検知

（3.3節）における AEには [25]の CAEと同じモデルを用

いた．

4.2 提案手法と従来法のインスタンスセグメンテーショ

ン精度の比較

テストデータを用いた実験結果を図 5に示す．評価指標

には IoUの値が 50%以上を正解とする mAP@.50（mean

Average Precision)を用いた．手法は画像合成のみの手法

（図 5の画像合成），形状を考慮しない Self-Trainingを用い

た手法（図 5の Self-Training），提案手法の 3つで比較を
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図 5 提案手法とその他の手法の反復回数による mAP の変化．
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図 6 AE を用いた異常検知の結果．上の青枠は成功した例であり，

下の赤枠は失敗した例である．赤枠の上段は画像で下段はその

マスクである．

を行っている．横軸は反復回数であり，縦軸が mAPであ

る．ただし画像合成手法は反復を行っていないため変化し

ない一定値である．Self-Trainigと提案手法では一回の反

復ごとに 3.4節の手法を用いて合成画像を 5000枚作成し，

学習を行っている．Self-Trainigと提案手法の反復回数は

実際に使用する際には，mAPが下がった時点で反復を終

了するが，今回は実験的に mAPが下がっても反復を続け

た．図 5は提案手法がクラスのみを考慮した Self-Training

よりもmAPが 2%高く，さらに反復を続けたときのmAP
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表 2 各手法によるクラス確信度が 98%以上のデータの数
Class 画像合成 Self-Training 1 Self-Training 2 Self-Training 3 提案手法 1 提案手法 2 提案手法 3

apple 1058 959 1038 694 996 1154 978

avocado 169 156 145 159 148 222 271

banana 835 733 778 756 1051 785 758

broccoli 1280 1008 1127 1042 1251 1293 1191

carrot 1364 1364 821 683 1600 1010 846

cucumber 245 254 348 428 524 546 518

garlic 434 396 370 267 475 421 347

kiwi 223 352 351 252 404 509 445

mushroom 241 191 644 448 377 774 603

onion 49 32 250 154 27 146 210

orange 976 1305 1432 999 1651 1765 1400

potato 129 285 397 252 304 501 347

sweet corn 543 580 906 763 725 891 766

sweet potato 43 81 201 168 65 220 250

taro 48 126 168 183 113 264 292

の低下が小さいことを示している．これはクラスによる

Self-Trainingだけでは誤ったデータの混入を防ぐことがで

きないためだと考えられる．

テストデータを用いた検出結果の例を図 7に示す．図 7

の 1行目と 2行目の画像が示すように，Self-Trainingと提

案手法では新たなテクスチャを獲得することで，画像合成

のみでは検出できなかった物体の検出に成功している．ま

た，図 7の 3行目の画像に示すように Self-Trainingでは検

出できなかった物体を提案手法では検出できている例もあ

る．これは形状を考慮しなかったことで追加された誤った

クラスの画像が，正しいデータのクラス確信度を下げてし

まい，結果的に一部の正しいデータが追加されなかった可

能性や，図 4の右列に示すような画像が学習を難化させ正し

い学習ができなかったなどの可能性が考えれる．また，図

7の 4行目の画像に示すように，提案手法は Self-Training

に比べて誤検出の低下に成功している．これは，上述した

ように形状を考慮することで誤ったテクスチャが学習デー

タに追加されることを防ぐことができたからだと考えられ

る．しかし，図 7の 5行目の画像に示すように提案手法で

は防ぐことができなかった誤検出の例もある．

4.3 反復によるデータの増加数と異常検知の結果

半教師あり学習によりどれだけテクスチャを増やすこと

ができたかを示す．インターネット上の画像には答えがな

いため，どれだけクラスと形状の双方が正しいデータを学

習データに追加できたのかを測ることはできない．そのた

め，ここでは正しさを考慮せず，どれだけデータが増えた

かのみを評価する．まず，提案手法と Self-Trainigの比較

を行うために，クラス確信度が閾値を超えたデータの数を

比較する．閾値は実験時と同じく 98%とした．その結果を

表 2に示す．表 2は収集したインターネット画像で，それ

ぞれの手法及び反復回数で学習されたモデルを用いて検出

されたデータの内，クラス確信度が 98%以上のデータの

数である．表 2 の Self-Training 1 は手法が Self-Training

で反復回数が 1回であることを示している．また太字は，

各クラスで最も数が多かったものを示している．表 2 が

示すように，提案手法のほうが，Self-Training よりも高

確信度のデータが多い．これは，Self-Trainingは形状やク

ラスの誤ったデータにより学習が難化し，正しくデータ

でさえ低い確信度で検出してしまうためだと考えられる．

Self-Trainingと画像合成の結果を比較してみると，反復を

繰り返しても画像合成よりも高確信度のデータ数が少ない

クラスが 5クラスある．これらのクラスは半教師あり学習

に失敗している．一方，画像合成と提案手法を比較すると

反復を繰り返すことで，すべてのクラスで一度は高確信度

のデータ数が増加している．これは，誤ったデータが学習

データに追加されることを防ぐことで学習が容易になり，

高確信度で検出できるデータが増えたと考えられる．

次に，形状とクラスの双方が正しいと判定されたデータ

の数（提案手法で追加されたデータの数）を表 3に示す．

表 3は収集したインターネット画像で，それぞれの手法及

び反復回数で学習されたモデルを用いて検出されたデータ

の内，クラス確信度が 98%以上で，形状も正しいと判断さ

れたデータの数である．表 3からは，1つのクラスを除き

全てのクラスでデータが一度は増加していることが分かる．

この結果から，提案手法では目的通りテクスチャの増加を

行えたことが分かる．しかし，反復を重ねることでデータ

が単調に増加するのではなく，減少してしまう例があるこ

とも表 3から分かる．これは，形状的には正しいがクラス

が誤っている物体をクラス確信度で除去することができず

に学習データに追加されてしまったことや，形状の異常検

知に失敗してしまっているなどの理由が考えられる．

次に形状異常検知の結果の例を図 6に示す．図 6の上段

青枠は正しく異常と判断されたデータであり，下段赤枠は
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誤って正常と判断されたデータである．図 6の青枠に示す

ような明らかに形状が異常なデータに関しては，除去する

ことに成功している．しかし，赤枠にあるような画像はマ

スク画像からでは異常と判断するのは難しく，除去に失敗

している．このようなデータを除去するためには，クラス

確信度によるデータ除去の精度を上げる必要がある．

表 3 クラスと形状が共に正しいと判断されたデータの数

Class 画像合成 提案手法 1 提案手法 2 提案手法 3

apple 418 380 455 422

avocado 63 48 83 101

banana 176 245 247 258

broccoli 739 705 817 799

carrot 215 180 126 99

cucumber 25 58 77 72

garlic 233 264 238 203

kiwi 102 152 164 167

mushroom 85 117 299 275

onion 19 11 53 68

orange 436 647 679 509

potato 108 230 403 262

sweet corn 87 85 100 83

sweet potato 7 15 75 81

taro 19 52 143 142

5. まとめ

本研究では，画像合成と半教師あり学習を組み合わせ，

少量の 3Dモデルから人手によるアノテーションなしでイ

ンスタンスセグメンテーションの学習を行った．提案手法

においては，半教師あり学習の手法である Self-Trainingに

おいて，クラスだけでなく，形状も考慮することで精度を

向上させた．

実験結果は提案手法が従来手法の Self-Trainingや画像合

成のみの手法に比べて，精度が高いことを示しており，反

復回数の増加による精度の低下が少ないことも示した．し

かし，反復を重ねるにつれて誤検出が増加することや，追

加される画像が減るなどの問題がある．また 3Dモデル形

状との比較では，形状のばらつきが大きいデータへの適用

は難しい．特に食材は調理によって形状の変化が発生する

ため形状のばらつきが大きいため，改善する必要がある．

今後はこれらの問題を解決するために，形状とテクス

チャの両方を考慮した異常検知への拡張や，動画を用いる

ことにより，食材の形状の変化を追跡し新たな形状データ

獲得することで，形状変化へ対処するなどを検討していく．

将来的には，この食材のインスタンスセグメンテーション

を，料理の認識・解析や調理の自動化システムなどの研究

に発展させていきたい．
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