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模倣学習を用いた動画からの動作獲得

大里 虹平1,a) 川本 一彦2

概要：本研究では，カメラを用いた模倣学習について検討する．模倣学習では，人間の行動系列から最適
な方策を獲得し，ロボット制御へ適用する．このとき，獲得した方策をある特定のロボット制御に適した

力やトルク等で表現することになるが，その方策を別のロボットへを移植するときには手間がかかる．そ

こで，特定のロボットに依存しない方策の中間表現の獲得のために空間情報のみを用いる模倣学習を導入

する．OpenAI GymとMujocoを用いた仮想環境で，いくつかの模倣学習法を評価し，提案手法について

検証している．

1. はじめに

近年，ロボット技術の発展に伴い，従来人間が行ってき

た作業の多くがロボットによる作業に置き換えられてい

る．しかし，その場面は多岐にわたるうえ，人間の複雑な

動作を古典的なプログラミング手法で設計するには非常に

時間がかかる．模倣学習では，予め示された手本の振る舞

いを模倣するように学習することによって，この問題を解

決する．

通常，エキスパートの動作を観測するときやロボットの

制御時にセンサーを直接つける必要がある．また，模倣学

習は多くの場合，特定のロボットをシミュレートした環境

で行う．このとき，獲得した方策の行動は力やトルク等で

表現されるため，獲得した方策を別のロボットに移植する

ときに手間がかかる．

本研究では非接触のセンサーとして動画を用いる．そし

て，空間情報のみを用いて状態・行動を定義し，模倣学習

手法を適用する．このとき獲得した方策の表現には特定の

ロボットの力やトルクを用いない．これによって，

• 多くのセンサーを直接つける必要がない
• 学習データを容易に準備できる
• 獲得した方策が特定のロボットに依存しない
といったメリットを享受することができる．
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2. 模倣学習

模倣学習の目的はエキスパートの行動系列から最適な

方策を抽出することである．代表的な 2 つ手法として，

教師あり学習手法である behavioral cloning[1]と逆強化学

習 [2], [3]を用いてコスト関数を求めた後に強化学習を適用

する手法がある．

2.1 behavioral cloning

behavioral cloning[1]はエキスパート行動系列の状態-行

動ペアを利用した教師あり学習手法である．この手法は単

純であるが，大量のデータを必要とすることが知られてい

る [4], [5]．

2.2 逆強化学習を利用した模倣学習

強化学習では，予め設計された報酬関数をもとに収益を

最大化するように方策関数を学習する．しかし，問題に

よっては報酬関数の設計が困難な場合がある．たとえば，

迷路において，ゴールに到達した状態にのみ報酬を付与し

ても，そこに至る行動系列のなかでどの行動が報酬の獲得

に寄与したかが分からないため，学習は困難になる．

この報酬設計問題の解決法として逆強化学習 [2], [3]は有

効である．逆強化学習では，エキスパートの行動系列から，

エキスパート方策のコスト（負の報酬）が他の方策のコス

トより必ず低くなるようなコスト関数を推定する．推定し

た報酬関数に対して強化学習を適用することによって，手

作業で報酬関数を設計することなく最適方策を得ることが

できる．しかし，多くの逆強化学習手法は内部で強化学習

を用いるうえ，推定した報酬関数はエージェントがどのよ

うに動くべきかを直接示すものではない．そのため，模倣
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学習に逆強化学習を用いる手法では，非常に多くの計算が

必要となる問題がある．

2.3 GAIL

Generative Adversarial Imitation Learning（GAIL）[6]

は逆強化学習を用いた手法が持つ問題を解決し，より効率

的に模倣を行えるようにした．

逆強化学習を用いた手法は最適な方策を求めるために 2

段階の最適化問題を解く必要があった．[6]では正則化関数

の導入と変数変換によってこれを 1段階の最適化問題に定

式化できることを示した．GAILでは，この 1段階最適化

問題に対して，Generative Adversarial Networks[7]の目的

関数を正則化関数として導入することで模倣学習を行う．

すなわち，以下の最適化問題として定式化する．

min
π∈Π

max
D∈(0,1)S×A

Eπ[log(D(s, a))]

+ EπE
[log(1−D(s, a))]− λH(π)

(1)

ここで，Πは状態空間 S と行動空間 Aによって定義され
る方策関数族，sは状態，aは行動，πは方策，πE はエキ

スパート方策である．D(s, a)は状態-行動のペアがエキス

パート方策由来でない確率を表し，log(D(s, a))はコスト

関数の代わりとなる．

GAILは識別器と生成器の 2つのネットワークから構成

される．識別器は入力の状態-行動ペアがエキスパート方

策由来であるか，生成器が生成したものであるかを識別す

る．一方，生成器は識別器の識別が困難になるような方策

を生成する．GAILでは生成された振る舞いに対して，識

別器が直接フィードバックを与えるため，効率的に学習す

ることができる．

GAILでは生成器が表現する方策からサンプリングしな

がら，識別器と生成器を交互に更新することで学習する．

パラメータ wの識別器ネットワークは以下の勾配に対して

Adam[8]を用いた勾配降下法を適用して更新する．

Êτi∼πθi
[∇w log(Dw(s, a))]

+ ÊτE∼πE
[∇w log(1−Dw(s, a))]

(2)

パラメータ θの生成器ネットワークは以下の勾配に対して

Trust Region Policy Optimization[9]を用いた自然方策勾

配法 [10]を適用して更新する．

Êτi∼πθi
[∇θ log πθ(a|s)Q(s, a)]− λ∇θH(πθ),

where

Q(s̄, ā) = Êτi [log(Dwi+1
(s, a))|s0 = s̄, a0 = ā]

(3)

3. 提案手法

現実世界でロボットを動かしながらの学習は，電力等の

コスト面や学習時間の面から現実的ではない．そこで，ロ

図 1 提案手法の流れ

ボットを物理シミュレーションソフト上で動かしながら

学習する方法が取られる．しかし，この手法では特定のロ

ボットを仮定した上で，行動を力やトルクで表現する．そ

のため，（形状の同じ）別のロボットへの方策の移植が困難

になる．

本研究の目的は，状態と行動を特定のロボットに依存し

ないように定義することで，学習の一部を共通化すること

である．

まず，特定のロボットに依存しない表現として空間情報

を用いて状態・行動を定義をする．このとき，空間情報の

取得には動画を用いる．次に，定義した状態・行動のもと

で模倣学習手法を適用する．この時に獲得した方策は特定

のロボットに依存しない．最後に，獲得した方策の行動を

加速度や角加速度から力や特定のロボットに対応したトル

クに変換する．全体の流れを図 1に示す．

これから，動画から状態・行動を変換する手法を説明す

る．3次元空間上を動くタスクでは，3次元復元が必要で

あるため，複数視点のカメラ動画が必要になる．また，2

次元空間上を動くタスクでは，単視点動画を平面の法線方

向からの視点からの動画に変換する．

状態は，関節の位置（角度）・速度（角速度）によって定

義する．時刻 tにおけるエージェントの状態 stを 1フレー

ム前との差分を用いての以下のように計算する．

st =

[
xt

ẋt

]
, ẋt = (xt − xt−1)× n (4)

ここで，xは位置，xは速度，nは動画の 1秒間あたりの

フレーム数である．

行動は，関節の加速度（角加速度）によって定義する．
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加速度を用いる理由は外部から力が働かなければロボット

の力に比例するためである．時刻 tにおける行動 at を 1

フレーム先との差分を用いての以下のように計算する．

at = ẍt = (ẋt+1 − ẋt)× n (5)

ここで，ẍは加速度である．

模倣学習手法によって獲得した方策 π(a|s)の行動 aは，

加速度や角加速度によって表現されているが，実際に特定

のロボットに適用するためにはこの行動を力やトルクに

よって表現される行動 âに変換する必要がある．パラメー

タ ξ のモデル â = f(a; ξ)によって行動を変換し，最終的

な方策 π̂(â|s)を得る．
変換モデルのパラメータ ξは，実際にロボットからサン

プリングした加速度を用いた行動 asample
i と力を用いた行

動 âsample
i のペアから以下の式を最小化することで求める．

E[∥âsample − f(asample; ξ)∥22] (6)

ただし，E[·]は期待値，∥ · ∥2 は L2 ノルムを表す．

実際のロボットの制御は撮影しながら行い，式 (4)によっ

て得られた状態 sに対して獲得した方策 π̂を適用する．

4. 実験

実験は OpenAI Gym[11]の Reacher-v2環境で行い，提

案手法によって獲得した方策，エキスパート方策，ランダ

ム方策でのスコアを比較した．

4.1 実験手順

この実験は，実世界環境の代わりに物理シミュレーショ

ンソフトMuJoCo[12]上の環境を用いる．Reacher-v2環境

はMuJoCo上で定義され，重力と垂直な平面状を動く連結

アームの先端をランダムな位置に現れるターゲット位置へ

近づけることを目標とするタスクである（図 2）．OpenAI

Gymで定義されている報酬はアーム先端とターゲット間

の距離とトルクの大きさから決まる．1エピソードは 50タ

イムステップで，エピソード収益は 1エピソードの各タイ

ムステップの報酬の和である．

まず，この報酬関数のもとで最適な方策を持つエキスパー

トを強化学習手法 Proximal Policy Optimization（PPO）

[13]を用いて生成した．次に，このエキスパート方策にし

たがって動作するエージェントの行動系列をいくつか動画

としてサンプリングし，状態・行動を空間情報を用いたも

のに変換した．その後，状態-行動ペアに対して模倣学習手

法を適用し方策を獲得した．この方策を式 (7)の線形回帰

を用いてトルクに変換し，評価した．

âi = αiai + βi, (i = 0, 1) (7)

ここで，âi と ai はそれぞれ関節 iのトルクと加速度であ

表 1 エキスパート方策とランダム方策での平均エピソード収益

（n = 50）

収益

エキスパート方策 -4.37

ランダム方策 -42.51

り，αi と βi はそれぞれ係数と切片である．

本手法では模倣学習手法を指定しないため，実験では

behavioral cloningと GAILの 2種類を用いた．多くのエ

キスパートサンプルを必要とする behavioral cloningとそ

うでないGAILでの結果を比較するために，3，10，32，100

の 4種類のエキスパートサンプル数を用いた．方策の評価

には 50エピソードの平均エピソード収益を用い，PPOに

よって生成したエキスパート方策，毎フレームランダムな

行動をする方策と比較した．エピソード収益はエキスパー

ト方策で最も高くなる．

4.2 学習条件

方策関数はニューラルネットワークを用いて表現する．

ネットワークは 2層の隠れ層をもち，各隠れ層は 100個の

ユニットから構成される．活性化関数には tanhを用いた．

4.2.1 behavioral cloning

状態-行動ペアの 70%を訓練データ，30%を検証データと

して利用した．ミニバッチサイズ 128でAdamを用いて検

証誤差が下がらなくなるまで重みを更新した．

4.2.2 GAIL

識別器のネットワークは 2 層の隠れ層をもち，各層は

100個のユニットから構成される．活性化関数には tanhを

用いた．イテレーション数は 2000で，各イテレーション

で生成器を 5回，識別器を 1回更新した．1回の生成器更

新で 50000個の状態-行動ペアをサンプリングした．

4.3 実験結果

表 1はエキスパート方策とランダム方策にそれぞれ従う

エージェントの平均エピソード収益である．表 2は提案

手法で獲得した方策にそれぞれ従うエージェントの平均エ

ピソード収益である．達成度はエキスパート方策を 100%，

ランダム方策を 0%となるようにスケールを調節した．

いずれの手法，サンプル数でも達成度は 80%以上に達し

た．したがって，獲得した方策はエキスパート方策に近い

ものになった．エキスパートサンプル数が少ない場合には，

behavioral cloningよりGAILの方が高い達成度となった．

5. おわりに

本研究では，状態・行動を骨格の空間情報のみを用いて

定義し，模倣学習手法を適用することによって，動画から

特定のロボットに依存しない方策を獲得する手法を提案し

た．実験ではいくつかの模倣学習手法とエキスパートサン
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t = 0 10 20 30 40 50

図 2 Reacher-v2 環境．連結アームの先端（緑）をランダムな位置に現れるターゲット（赤）

に近づけるタスク．

表 2 提案手法での平均エピソード収益（n = 50）

模倣学習手法 サンプル数 収益 達成度（%）

behavioral cloning 3 -9.81 85.7

10 -8.85 88.2

32 -6.00 95.7

100 -5.24 97.7

GAIL 3 -7.84 90.9

10 -6.05 95.6

32 -5.53 97.0

100 -5.61 96.7

プル数で評価した．

今後の課題として，形が異なるロボットへの方策の移植

やロボットとオブジェクトのインタラクションがあるタ

スクへの応用，模倣学習手法によって得られた方策を高効

率・高精度に特定のロボットに対応した方策へ変換する手

法の検討がある．これらの課題は転移学習との組み合わせ

によって解決されると考えている．また，3次元空間上を

動くタスクにおいても，深層学習を用いた 3 次元姿勢推

定 [14], [15]と組み合わせることで単視点動画を利用でき

ると考えている．

さらに，空間情報のみを用いた本手法は，CG映像やゲー

ムといった分野への応用も期待される．
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