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字母の違いを考慮した機械学習によるくずし字認識

木村 優太1,a) 星野 智紀1 杉浦 遊平1 深川 大路1,b)

概要：江戸期の日本古典籍が含む文字情報をデジタル化するにあたって，くずし字の翻刻テキストを作成
することが急務である．機械学習による文字認識の性能が向上するとともに，くずし字の自動認識も性能
は向上してきた．しかし，くずし字の文字認識という課題は，他の文字とは異なる種類の困難さを含んで
いる．現代の平仮名とは異なる仮名文字の存在はその一つである．本研究では，くずし字の機械学習にお
ける新たな手法として，字母情報を含む拡張ラベルを利用する方法を提案する．さらに，提案手法の有効
性を検証するための計算機実験を行い，提案手法が既存手法を上回る性能を示すことを確認した．

Recognizing Japanese Pre-Modern Characters with Different Root
Characters

1. はじめに
我々は日常的に多くの情報を文字を通じて得ている．今

後はデジタルフォントを目にする機会が増えていくこと
が予想されるが，デジタルフォントが登場する以前は活字
や手書き文字が一般的であった．デジタルフォントや活字
も多様な字形・字体・書体を持つが，手書き文字が主流で
あった時代の文字の多様さとは意味合いが異なる．デジタ
ルフォントや活字の多様さがあくまで離散的なものである
のに対して，手書き文字の多様さは連続的である．その連
続的な多様さは，自由で美しい表現力を生む一方で，さま
ざまな問題を生じてきた．例えば，文字種の区別の曖昧さ
であったり，文字列の配置・配列の曖昧さなどが挙げられ
る．そのような曖昧さは，一度くずし字から遠ざかってし
まった現代の一般的な日本人にとって高々 100年前の文書
を読むことを困難と感じる一因となっている．
江戸期の文書においても現行平仮名（現代利用されてい

る平仮名）は利用されており，くずし字で書かれていると
はいえ，現行平仮名を読むのは比較的易しい．一方で，馴
染みのない種類の平仮名も多く用いられている．現行平仮
名と同一の音価に対して異なる字母や字形を持つ，変体仮
名である．この変体仮名の存在が，現代の日本人と江戸期
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図 1 変体仮名の例（あ）
Fig. 1 Examples of Glyphs for a Hentai-gana “A”

の古文書の間を阻むもう一つの壁となっている．
くずし字とは，広義には形を崩した文字であり，その意

味においては，現代の日本で用いられる平仮名もくずし字
と言える．例えば「あ」は「安」を崩して作られたものとさ
れる．「安」を「あ」の字母（あるいは字源）と呼ぶ．「あ」
の字母は「安」だけでなく「阿」「愛」「悪」など複数が存在
する．より厳密にいえば，「阿」を字母とする仮名は「あ」
ではなく同一音価の変体仮名 U+1B004 である（図 1）．
変体仮名は，平仮名の異体字であり，平安時代から明治期
まで広く一般に利用されてきた文字であるが，1900（明治
33）年の小学校令施行規則改正によって，単一の音価に対
して単一の字母・字形が定められ，以降，急速に利用され
なくなった．その結果，多くの日本人にとっては日常生活
に必要のない文字となり読む能力が失われた．
くずし字が持つ上述の曖昧さは，機械的な処理をくずし

字から遠ざけてきたが，近年の機械学習，特に画像認識技

1ⓒ 2019 Information Processing Society of Japan

Vol.2019-CH-120 No.8
2019/5/11



情報処理学会研究報告
IPSJ SIG Technical Report

術の急速な発展に伴い，多くの問題が解消されつつある．
デジタルアーカイブやオープンデータ活用が注目される中
で，古典籍におけるくずし字を機械的な処理によって翻刻
テキストに変換し，研究に活用したり広く一般に利用でき
るようにすることが期待されている．
本研究の主な動機は以下の通りである．まず，一度は失

われかけた江戸期の古典籍へのアクセシビリティを回復さ
せ，過去の日本人が記録してきた「知」を有効に利用する環
境を構築することを目的とする．その実現は，古典研究・
歴史研究のみならず，我々現代人の文化をより豊かなもの
に発展させるために大いに役立つものと考える．その目的
の実現に向けて，本研究では，くずし字の自動認識という
問題への手法の改良を提案し，提案手法の評価を行うこと
を通じて，古典籍デジタルアーカイブに貢献する目指す．

2. 研究背景
近年，日本古典籍のデジタルアーカイビングとオープン

データ化が進められてきた．かつては遠くの博物館に所蔵
されており利用が難しかった古典籍を一般利用者の自宅や
教育現場で手軽に閲覧できる環境が整いつつある．例えば，
国文学研究資料館の新日本古典籍総合データベース*1やデ
ジタルアーカイブジャパン推進委員会及び実務者検討委員
会の方針のもとで国立国会図書館が運用するジャパンサー
チ*2などが挙げられる．
古典籍デジタルアーカイブを実現するためには，画像の

デジタル化だけでなく，画像に書かれている内容，特に文
字情報のデータ化が重要である．これまでに多くの古典籍
が活字化されてきたが，デジタル化されていないものも多
い．さらに，100万点を超えるとされる古典籍の大半は，
活字に起こすことすらされていない [5]．古典籍に書かれた
文字を活字化・テキストデータ化する作業を翻刻とよぶ．
国文学研究資料館と人文学オープンデータ共同利用セン
ターは，翻刻テキストをもとに日本古典籍くずし字データ
セット*3を作成し，公開している．また，このくずし字字
形データセットを利用して，くずし字の自動認識アルゴリ
ズムコンテスト*4が開催され，機械学習を中心とするさま
ざまなアルゴリズムが提案された．さらに，くずし字認識
精度を測るベンチマークとして，KMNISTデータセット
（機械学習用くずし字データセット）*5が作成・公開されて
いる．
画像データとしてデジタル化された古典籍から文字情報

すなわちくずし字の翻刻データを作成する作業は，重要で
あるが，大変な労力を要する．従来から人手で行われてき
た翻刻作業であるが，現代の日本人にとっては専門家を除
*1 https://kotenseki.nijl.ac.jp/
*2 https://jpsearch.go.jp/
*3 http://codh.rois.ac.jp/char-shape/
*4 https://sites.google.com/view/alcon2017prmu
*5 http://codh.rois.ac.jp/kmnist/

いて作業に参加することは難しくなっている．とはいえ本
来は多くの日本人が読んできた文字であるから，非専門家
を含む人手で翻刻データを作成する試みは可能であり，「み
んなで翻刻」*6の成功はその実例といえる．この例にみら
れるように，負担の大きい作業を分担して一人あたりの負
担を減らすことや，その作業を円滑に行う仕組みの構築・
提供は重要な一つの方法である．しかし，それが唯一の方
法ではなく，機械学習による文字認識技術をはじめとする
現代的な技術を駆使し，全体の作業量そのものを減らす試
みもまた，重要といえる．
くずし字の自動認識は，近年の機械学習の発展と字形

データセットの整備に伴って性能を大幅に向上させてき
た [2], [10]．与えられた画像に書かれた 1つの文字を識別
する問題は，基本的には画像分類であり，深層学習が有効
である．前述のアルゴリズムコンテストにおいて，Nguyen
らは 5 つ CNN（Convolutional Neural Network, 畳み込み
ニューラルネットワーク）のアンサンブル学習によって
96.8% の精度を示した [6]．Nguyen らは，同コンテストに
おいてより高度なタスク，すなわち，複数文字や複数行から
成るくずし字を認識するという課題に取り組んだ．くずし
字は連綿体で書かれ，かつ文字の大きさも一定ではないこ
とから，切り出された 1文字だけを見て識別する方式には
限界がある．このような限界を回避するために，Clanuwat
らは，U-Net を用いた領域抽出によって文字を切り出すこ
となく文字認識を行う新たな方法を提案した [2]．このよ
うに，くずし字，特に手書き写本の文字認識については文
字切り出しを行わないということが効果的である．本研究
では，既に切り出された 1文字を認識するということに焦
点をあてる．なぜならば，文字単位で精度の高いくずし字
認識手法を作成するための知見は，複数文字を同時に認識
するための識別モデルの構築にも応用できる可能性が高い
からである．

3. 提案手法
提案手法の狙いは字母情報を活用することによって文字

認識の精度を向上させることである．
一般的な機械学習において，従来の方法は，データ

X = {x1,x2, . . . ,xn} およびラベル Y = {y1, y2, . . . , yn}
の組を用いて機械学習モデルを訓練させる．つまり，各
i について yi = f(xi) を満たすような関数 f を求めるこ
とが目的である．ただし，xi ∈ Rm，yi ∈ {1, 2, . . . , k}，
n,m, k ∈ N とする．また，与えられた訓練データに対
して厳密に条件を満たす f を求めることは十分でなく，
未知のデータに適用できるように汎化性能の高い f を
求めることが本来の目的である．そのため，訓練データ
セット Dtrain = (Xtrain,Ytrain) とテストデータセット

*6 https://honkoku.org/
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Dtest = (Xtest,Ytest) のようにデータセットを分類して性
能を評価する．
それに対して，提案手法は拡張ラベル Y′ =

{y′1, y′2, . . . , y′n} を用いて機械学習モデルを訓練させる．
拡張ラベルは，既存ラベルだけでなく，より詳細な分類情
報（字母の分類情報）を持つラベルである．具体的には，各
y′i は y′i = (yi, zi) のように既存ラベル yi を含み，さらに
追加のラベル zi ∈ {1, 2, . . . , l} を持つ（l ∈ N）．拡張ラベ
ルは，従来手法で用いるのと同じデータおよびラベルから
作成する．ただし，後述するように，拡張ラベルはデータ
セットから自動的に生成するだけでなく，外部知識を積極
的に導入して人手によって作成・修正することも想定する．
提案手法の目的は，字母を予測するのではなく，仮名の

認識精度を向上させるために字母情報を訓練時に利用する
ことである．したがって，学習済みモデルによって拡張ラ
ベル (y, z) をいったん予測したのち，ラベルの粒度を下げ，
既存ラベル y のみを出力とする．テストデータに対する認
識精度の計算は，既存ラベルを基に行う．
以上をまとめると，提案手法の訓練は以下のような流れ

で行う．
( 1 ) 与えられた訓練データ (Xtrain,Ytrain) に対して，拡張

ラベル Y′
train を作成する．

( 2 ) (Xtrain,Y
′
train) を訓練データとして機械学習を行い，

学習済みモデル µ を得る．
また，学習済みモデル µを用いた予測は以下のように行う．
( 1 ) 新規データ xnew に対して学習済みモデル µ を適用

し，拡張ラベル y′
pred を予測する．

( 2 ) 拡張ラベルの予測値 y′
pred を元のラベル ypred に変換

し，ypred を出力する．
以上は提案手法の抽象的な枠組みである．本節の以下の

部分では，提案手法の各ステップについてより詳細に述
べる．

3.1 文字認識モデル
文字認識には深層学習を用いた機械学習モデルの一つ

である CNN（Convolutional Neural Network, 畳み込み
ニューラルネットワーク）を用いる．CNN のアーキテク
チャは，KMNIST データセットのベンチマークプログラム
（Keras Simple CNN Benchmark）*7と同じである．このモ
デルによる文字認識精度は約 91.3%であった（後述）．
今回，この単純なモデルを利用した理由は以下の通りで

ある．まず，約 91.3%という認識精度は，文字認識におい
て十分に高いとはいえないが，MNIST に対して同モデル
は 99% 以上と高い認識精度を示す．したがって本モデル
は一般の文字認識におけるベースラインとしての一定の有
効性を持つといえる．数字認識と比べてくずし字認識とい

*7 https://github.com/rois-codh/kmnist

表 1 拡張ラベルの例
Table 1 An example of augmented labels

ラベル 拡張ラベル
字形データ 1 け (け,1)

字形データ 2 き (き,2)

字形データ 3 け (け,2)

字形データ 4 け (け,1)

字形データ 5 き (き,1)

字形データ 6 け (け,3)

: : :

うタスクの難易度が高いことをふまえると，約 91.3%とい
う数字は，モデルの単純さの割には，十分に有効性が高い
といえる．今回は，文字認識精度に字母情報が与える影響
を検証するという本研究に照らして，まず単純で基本的な
モデルによる実験を行い，その結果を参考により複雑なモ
デルへの一般化を検討することが妥当であると考え，上記
モデルを採用した．

3.2 拡張ラベル
提案手法において，各字形データに対して字母の違いを

情報として含むラベルを付与し，学習に用いる．
上述の通り，Kuzushiji-49 には現行仮名（および踊り字）

を区別するための 49 種のラベルが含まれるが，字母の違
いは考慮されていない．したがって，各字形データに対し
て字母情報を含む新たなラベルを付与する必要がある．例
えば現行仮名「け」の字母が 3 つであれば「け-1」「け-2」
「け-3」のように，詳細なラベルを考えたい．以下では，現
行仮名によるラベルを詳細化して得られるラベルを拡張ラ
ベルとよぶ．
この拡張ラベルは，理想的には，専門家による検証を受

けて正確なラベルを作成することが望ましい．また，仮名
ごとの字母の数は一定ではなく，データセットの内容を精
査して判断する必要がある．例えば，今回のデータセット
において上述の「け」は少なくとも 3 つの字母を持つ一方
で，「ゐ」は，著者らが確認した限りにおいて，字形が一定
しており一つの字母しか持たないと考えられる．ただし，
今回は基本的な検証が目的であるため，拡張ラベルの種類
数はどの現代仮名についても 2 と固定し，また，自動的に
ラベル生成を行った．
拡張ラベルを自動的に生成するために，仮名ごとに次元

削減およびクラスタリングを用いた．将来的には，くずし
字の専門家によるフィードバックを受けて拡張ラベルの精
度を高めるための仕組みを取り入れることを想定してい
る．今回は，完全に自動で行い，ハイパーパラメータの調
整は非専門家である著者らが行った．
クラスタリングを用いて自動的にラベルを付与すること

によって，誤ったラベルを用いた学習を行う可能性があ
り，その結果として，正しい検証が行えない可能性がある．
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この点については，以下のように考える．クラスタリング
が完全でないにせよ一定の高い精度で行えるのであれば，
誤ったラベルが付与されるデータの件数は限定される．ま
た，誤ったラベルが付与されたとしても，既存の現行仮名
ラベルを合わせて用いるため，教師ラベルの持つ情報のう
ち現行仮名については誤りがないことから，もとの教師ラ
ベルより著しく質の低い教師ラベルにはならない．以上の
考えをふまえて，クラスタリングを用いて自動的にラベル
を付与する手法に一定の有効性があると考える．

3.3 次元削減
Kuzushiji-49 の字形データは 784 次元という高次元の数

値ベクトルで表現される．これを単純にクラスタリングし
ても高い精度の字形分類は実現できない．そのため，次元
削減によって 2 次元ベクトルに埋め込んだ後，クラスタリ
ングを行う．2次元ベクトルに埋め込むことによってクラ
スタリングの結果を視覚化することにもつながる．
次元削減 (Dimensionality Reduction)には主成分分

析をはじめとして多くの方法が知られている．主成分分析
は与えられたデータが多次元正規分布に従うことを仮定す
るが，字形データにはあてはまらない．今回は，試したう
ちで比較的精度が高かった Truncated SVD および t-SNE

を組み合わせて用いた．
t-SNE (t-distributed Stochastic Neighbor Embedding, t

分布型確率的近傍埋め込み) は van der Maaten らによっ
て開発された次元削減アルゴリズムである [8]．高次元ベ
クトルを 2 次元または 3 次元に埋め込むことによる視覚
化を目的とする．基本的な原理は 2 点間の非類似度を条件
付き確率によってモデル化したうえで Kullback-Leibler 情
報量を最小化することである．さらに，低次元空間におけ
る距離をモデル化する際に正規分布より裾の重い t 分布を
利用することによって，高次元空間と低次元空間における
密集度の差異をより適切に捉えることができる．
t-SNE は効果的な次元削減アルゴリズムであるが，その

反面，計算量が大きく，他の次元削減アルゴリズムと組み
合わせることが望ましいとされている．今回は Truncated

SVDによって 784次元から 50次元に削減したのち，t-SNE

を適用した．
Truncated SVD や t-SNE は機械学習ライブラリ scikit-

learn [7] を用いて実装した．t-SNE のハイパーパラメータ
のうち perplexity の値は 200 とした．
仮名「け」に対する次元削減の例を図 2に示す．図中の
点は各字形データを 2 次元空間に埋め込んだものである．
参考のため，いくつかの点については対応する字形を表示
している．点群が概ね 2 つに分けられている様子が観察で
きる．

図 2 次元削減とクラスタリングの例
Fig. 2 A result of dimensionality reduction and clustering

3.4 クラスタリング
次に，次元削減によって扱いやすくなったデータをい

くつかのクラスタに分類する．今回は HDBSCAN (Hier-

archical Density-Based Spatial Clustering of Applications

with Noise) [4] を用いる．HDBSCAN は密度ベースのク
ラスター分析アルゴリズムである．点群の隣接関係を用い
てボトムアップにクラスタを構成することにより，密集し
た点群で構成されるクラスタが誤って複数のクラスタに分
割されることを避け，また，正規分布に従わない不定形の
クラスタ同士を適切に分割することができる．
HDBSCAN を用いてクラスタリングを行った結果を図 2

に示す．図中の点は赤，青，緑等の色で示されている．点
の色は，その点が所属するクラスタを表す．
字形を参考に詳しく観察すると，実際には 3 つ以上のク
ラスタに分類する必要がある．今回は (1) 最も個数の多い
字母（クラスタ），(2) それ以外，の 2 つに分類することと
する．
クラスタ数を 2 とする理由は以下の通りである．まず，
与えられたデータセットに対して適切なクラスタ数を決定
する作業はコストが高い点が挙げられる．また，従来の 49

種のラベルのみを用いる場合であっても一定の認識精度が
得られたが，これを仮名ごとのクラスタ数を 1 とした場合
と考えると，次のステップはクラスタ数 2 となる．以上を
ふまえて，今回の実験ではクラスタ数を単純に 2 とするこ
とは妥当と考える．
仮名ごとに 2 つのクラスタに分類することにより，49

の仮名文字に対して 98 種の拡張ラベルが得られる．
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4. 実験
提案手法の有効性を確認するために計算機実験をおこ

なった．
実験は主にクラウドプラットフォーム Microsoft

Azure*8上に構築した仮想 PC 上で行った．使用した仮
想 PC のサイズは Standard D32s v3 (32 vcpus, 128 GB

memory) である．OS は Ubuntu 18.04.2 LTS であり，プ
ログラミング言語として Python 3.6.7，機械学習フレーム
ワークとして Keras 2.2.4*9，TensorFlow 1.13.1*10 などを
用いた．

4.1 データセット
実験に使用したデータセットは KMNIST [1] に含まれる

Kuzushiji-49 データセットである．KMNIST (Kuzushiji-

MNIST) データセットは，文字（数字）認識のための著名
なデータセットである MNIST (Mixed National Institute

of Standards and Technology) [3] と同様のデータ形式で
作成されたデータセットであり，くずし字を対象とする機
械学習研究を促進するために人文学オープンデータ共同利
用センター*11によって作成されたものである．KMNIST

データセットに含まれるのは，日本古典籍くずし字データ
セット [9]から切り出し・加工された文字画像とラベルで
ある．KMNIST は異なる文字種を持つ 3 つのデータセッ
トに分けられる．そのうち Kuzushiji-49 は濁点のない平
仮名と踊り字「ゝ」のみを含むデータセットであり，49 個
の文字種についての 270,912 個の字形データから成る*12．
Kuzushiji-49 が含む仮名文字の多くは 7,000 件の字形
データを持つ．一方で，いくつかの文字は十分なデータが
対象の古典籍に登場しないため件数が少なくなっており，
データ件数に偏りがある．例えば「ゑ」は 456 件しか存在
しない．ただし，訓練データとテストデータの比率は，件
数によらず各文字ごとに 6:1 になるよう定められている．

4.2 実験の概要
本実験では，上述の Kuzushiji-49 データセットに含まれ

る訓練データおよびテストデータを用いて，既存手法と提
案手法による仮名の予測精度を比較した．
予測精度の算出は 49 種の仮名ごとにおこない，全体の
予測精度も合わせて算出した．

4.3 実験の結果
本実験の結果を表 2に示す．表に示す数値はテストデー

*8 https://azure.microsoft.com/
*9 https://keras.io/
*10 https://www.tensorflow.org/
*11 http://codh.rois.ac.jp/
*12 内訳は訓練データ 232,365 件とテストデータ 38,547 件（2018
年 3 月時点）．

図 3 次元削減とクラスタリングの結果（ふ U+3075）
Fig. 3 Clustering result for “FU” (U+3075)

タに含まれる字形の仮名ラベル (49種) を予測したときに
誤答率 (誤答数/総数) である．全体の誤答率は 8.7% から
7.9% と 0.8 ポイントの向上が見られた．また，多くの文
字（例えば「さ」「せ」「ふ」など）において提案手法は従
来手法の性能を上回っていることが分かる．一方で，誤答
率が高くなってしまった文字も存在することが分かる（例
えば「え」「ひ」「り」など，49文字のうち 14文字）．

5. 考察
前節の実験によって得られた結果（表 2）は，提案手法

が文字認識の精度を向上させることを示唆している．本節
では，実験結果をより詳細に確認することによって提案手
法の有効性を検証する．
特に認識率が向上したのは「ふ」である．テストデータ

1000 件のうち，誤認識が 166 件から 106 件に減少してい
る．「ふ」を例に，既存手法と提案手法における誤認識が
発生した状況を比較する．表 3は，既存手法において誤認
識が多かった上位 9件について，誤認識件数の変化を表に
したものである．誤認識の多かった「ぬ」「ま」「も」「ら」
などの文字について正しく認識できるようになっているこ
とが分かる．クラスタリングの結果（図 3）を見てわかる
ように，少なくとも今回のデータセットにおいては，「ふ」
の字形は「不」を字母とするものが多数を占め，「婦」を
字母とする「ふ」（以下では「ふ（婦）」と表記する．他の
文字も同様．）は少数に限られる．「ふ（婦）」は，現行仮
名の「ぬ」，すなわち「ぬ（奴）」と字形が類似している．
実際，既存手法によって誤って「ぬ」であると判断された
「ふ」は，39 件すべてが「ふ（婦）」であった（図 4）．同様
に「ま（満）」の字形も，くずし方によっては「ふ（婦）」に
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表 2 既存手法と提案手法との比較
Table 2 Comparison between the baseline method and our proposed method

既存手法 提案手法
誤答率 (誤答数/総数) 誤答率 (誤答数/総数)

あ 5.4% ( 54 /1000) 4.3% ( 43 /1000)

い 6.0% ( 60 /1000) 3.8% ( 38 /1000)

う 3.8% ( 38 /1000) 4.4% ( 44 /1000)

え 17.5%( 22 / 126 ) 22.2% ( 28 / 126 )

お 8.6% ( 86 /1000) 5.7% ( 57 /1000)

か 9.5% ( 95 /1000) 10.5% ( 105 /1000)

き 10.9% ( 109 /1000) 9.7% ( 97 /1000)

く 6.8% ( 68 /1000) 6.4% ( 64 /1000)

け 8.3% ( 64 / 767 ) 9.8% ( 75 / 767 )

こ 8.4% ( 84 /1000) 9.0% ( 90 /1000)

さ 11.0% ( 110 /1000) 6.7% ( 67 /1000)

し 7.4% ( 74 /1000) 8.2% ( 82 /1000)

す 12.4% ( 124 /1000) 11.8% ( 118 /1000)

せ 21.2% ( 144 / 678 ) 18.9% ( 128 / 678 )

そ 16.9% ( 106 / 629 ) 15.9% ( 100 / 629 )

た 6.7% ( 67 /1000) 6.1% ( 61 /1000)

ち 5.3% ( 22 / 418 ) 4.5% ( 19 / 418 )

つ 3.8% ( 38 /1000) 5.0% ( 50 /1000)

て 8.9% ( 89 /1000) 7.4% ( 74 /1000)

と 4.4% ( 44 /1000) 5.4% ( 54 /1000)

な 13.2% ( 132 /1000) 12.5% ( 125 /1000)

に 10.1% ( 101 /1000) 8.2% ( 82 /1000)

ぬ 14.0% ( 47 / 336 ) 12.2% ( 41 / 336 )

ね 5.3% ( 21 / 399 ) 7.8% ( 31 / 399 )

の 6.0% ( 60 /1000) 7.5% ( 75 /1000)

既存手法 提案手法
誤答率 (誤答数/ 総数 ) 誤答率 (誤答数/ 総数 )

は 13.5% ( 135 / 1000 ) 11.0% ( 110 / 1000 )

ひ 4.3% ( 36 / 836 ) 7.3% ( 61 / 836 )

ふ 16.6% ( 166 / 1000 ) 10.4% ( 104 / 1000 )

へ 11.1% ( 111 / 1000 ) 9.1% ( 91 / 1000 )

ほ 13.6% ( 44 / 324 ) 9.6% ( 31 / 324 )

ま 4.7% ( 47 / 1000 ) 4.4% ( 44 / 1000 )

み 13.7% ( 68 / 498 ) 8.6% ( 43 / 498 )

む 16.8% ( 47 / 280 ) 16.1% ( 45 / 280 )

め 5.6% ( 31 / 552 ) 6.0% ( 33 / 552 )

も 3.6% ( 36 / 1000 ) 3.0% ( 30 / 1000 )

や 9.8% ( 98 / 1000 ) 4.7% ( 47 / 1000 )

ゆ 11.9% ( 31 / 260 ) 7.7% ( 20 / 260 )

よ 2.7% ( 27 / 1000 ) 2.0% ( 20 / 1000 )

ら 6.3% ( 63 / 1000 ) 6.1% ( 61 / 1000 )

り 8.2% ( 82 / 1000 ) 10.7% ( 107 / 1000 )

る 14.8% ( 148 / 1000 ) 12.3% ( 123 / 1000 )

れ 5.1% ( 51 / 1000 ) 4.9% ( 49 / 1000 )

ろ 6.3% ( 22 / 348 ) 5.5% ( 19 / 348 )

わ 13.8% ( 54 / 390 ) 11.8% ( 46 / 390 )

ゐ 35.3% ( 24 / 68 ) 30.9% ( 21 / 68 )

ゑ 18.8% ( 12 / 64 ) 14.1% ( 9 / 64 )

を 6.6% ( 66 / 1000 ) 6.5% ( 65 / 1000 )

ん 2.4% ( 24 / 1000 ) 1.9% ( 19 / 1000 )

ゝ 15.7%( 90 / 574 ) 16.4% ( 94 / 574 )

8.7% ( 3372 /38547) 7.9% ( 3040 /38547)

表 3 「ふ」(U+3075) の誤り例
Table 3 Most Frequent Errors for “FU” (U+3075)

既存手法 提案手法
ぬ 39 23 (−16)

ま 24 13 (−11)

も 15 7 (−8)

め 12 8 (−4)

け 8 3 (−5)

た 8 4 (−4)

ゆ 7 14 (+7)

ら 7 1 (−6)

の 5 4 (−1)

類似したものとなる．以上の例は，字母によっては字形が
似ている文字のペアを区別する際に，提案手法が有効に働
いたことを示唆している．ただし，「ふ（婦）」と「ぬ（奴）」
は類似度が高く，今回の実験では誤認識が改善されなかっ
た例も多く残された．また，「ぬ」「ま」「も」「ら」の誤答
数もそれぞれ低下しており，改善がみられる．
次に誤認識率が改善されたのは「や」である．クラスタ

リングの結果（図 3）を見ると，「や（也）」が大きなクラス
タを構成し，図右上に小さいクラスタ「や（屋）」が位置す

図 4 「ふ」の誤り例（既存手法によって「ぬ」と誤認識されたもの）
Fig. 4 All 39 cases in which the baseline model wrongly rec-

ognized “FU” as “NU”

る．「ふ」の例と同じく，「や」も，今回の提案手法のうち
拡張ラベルを生成する際に前提とした “クラスタ数 2” と
いうモデルに合致したため，字母情報が有効に機能し，似
た字形を持つ他の仮名との混同が解消され誤認識率の低下
につながった可能性がある．
一方，「つ」「の」「ひ」「り」のように認識率が低下した

（誤答率が増加した）文字も複数見られる．「え」は誤答率
が大きく増加しているが，もともとサンプル数が少ない
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図 5 次元削減とクラスタリングの結果（や U+3084）
Fig. 5 Clustering result for “YA” (U+3084)

ことによる誤差の範囲と考えられる．「の」は誤って「は」
「る」「つ」と認識された数が少しづつ増え，全体的に誤答
数が増加していた．「り」は誤答数が全体で 25 件増加した
が，誤りパターンには目立った特徴が見られず，「を」「せ」
「か」「け」「は」などの文字への誤答数が少しづつ増加し，
全体的に認識率が低下していた．いずれも，誤答数の増加
幅は，減少した例と比較して大きくなかった．これらの結
果は，提案手法が認識率に悪影響を与える可能性は少ない
ことを示唆している．

6. まとめと今後の課題
本報告では，字母の情報を含む拡張ラベルを用いる機械学

習アルゴリズムを提案した．また，提案手法を Kuzushiji-49

データセットの仮名文字認識に適用し，従来手法より高い
認識率が得られることを確認した．
今後の課題として以下が考えられる．まず，拡張ラベル

の精度を高めるためにくずし字の専門家の意見を参考にす
る．ただし，文字ごとに約 6,000件に及ぶ訓練データすべ
てを人手で分類することは現実的ではない．人手の負担を
可能な限り抑えながら効率よく精度を高めるためには，次
元削減およびクラスタリングの結果をふまえて低コストで
ラベルの確認・修正ができる補助環境を構築することが考
えられる．次に，文字認識モデルの改善を試みる．今回用
いた CNN はあくまで基本的で単純なモデルであり，さら
に精度の高いモデルが複数報告されている*13．最新のモデ
ルと提案手法を組み合わせることで文字認識精度のさらな
る向上が期待できる．さらに，本手法を用いた字母認識モ
*13 https://github.com/rois-codh/kmnist

デルを転移学習等の手法を用いて漢字認識に応用すること
も今後の課題である．
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