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マルチモーダル移動行動データからの
高速な頻出共起ルール抽出手法
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概要：本論文では，移動体から得られたマルチモーダル時系列データから高速に頻出ルールを抽出する手
法の提案を行う．近年，センサ技術の進展により小型センサデバイスを動物に添付し，GPSにより動物の
移動軌跡を計測するとともに，環境・生体センサにより移動にまつわる時系列センサデータも同時に計測
することが可能となりつつある．本研究では，移動およびセンサの時系列データを，それぞれ複数のモー
ドにセグメントし，異なるモーダルを跨いだ頻出ルールを高速に抽出する手法を提案する．たとえば移動
軌跡から抽出された「局所探索」モードと生体センサから抽出された「緊張」モードが共起することが多
いといったルールを抽出する．モードのセグメントに用いられるパラメータは様々な値をとる可能性があ
るため，得られるルールの有用性に基づきそれらを自動的に決定する．実データを用いた実験の結果から，
提案手法は高速にルールを抽出できることを確認した．
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Abstract: This paper proposes a fast method that extracts frequent patterns from multi-modal time-series
data obtained from a moving object. Due to the recent advance in sensing technologies, we can measure
trajectories of animals from GPS modules as well as time-series sensor data related to locomotion from en-
vironmental and bio-sensors using small sensor nodes attached to the animals. The proposed method first
segments time-series data, i.e., trajectory and sensor data, into multiple modes, and then extracts cross-
modal frequent patterns from the segmented time-series. For example, we extract a rule describing that a
“local search” mode extracted from trajectory data usually co-occurs with a “stress” mode extracted from
bio-sensor data. Our method finds good parameters used in the segmentation according to the usefulness of
rules. Our experiments using real datasets demonstrate the efficiency of our proposed method.
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1. はじめに

センサデバイスの小型化やバッテリ技術の進展により，

センサノードを移動体に添付して移動行動のセンシング

を行う研究がさかんに行われており，人や車にセンサノー

ドを添付して移動行動を観測する研究が多く行われてき

た [14], [31]．近年のさらなるノードの小型化により海鳥な

どの動物にノードを添付し，移動行動を観測する手法の研

究がユビキタスコンピューティングの研究分野などでも行

われつつある [2]．

動物の行動情報をセンサデバイスを用いて記録する手法

はバイオロギングと呼ばれ [25]，位置座標（軌跡）だけで

なく，環境データや生体データなどの様々な時系列データ

をセンサにより同時に計測することで，多くの研究者が動

物の移動メカニズムの解明を目指している．多くの既存研

究において，得られたセンサデータに対して研究者の経験

に基づき特徴抽出を行ったあと，分類分析やクラスタリン

グなどの手法が適用されている [28]．軌跡データなどの単

一のモーダルのみを用いた研究が大部分を占めており，軌

跡のセグメント分割や行動分類などの手法が開発されてい

る [13], [32]．しかし，外的/内的要因と動物の移動行動の

相互関係を明らかにするためには，軌跡情報のみでなく，

同時に計測された時系列センサデータを同時に解析して，

知識抽出を行う必要がある．

一般的に動物の移動は複数のモードから構成される．た

とえば，餌などの探索を局所的に行う「局所探索」や，餌

場間などの移動を行う「長距離移動」などから構成されて

いる．一方で，環境センサや生体センサから得られたデー

タにもモードは存在し，たとえば脳波の時系列データから，

動物の状態を「リラックス」モードと「緊張」モードに分

けることもできる．動物から得られた複数のモーダルの時

系列センサデータ（軌跡，環境データ，生体データなど）

をそれぞれこのようなモードにセグメントし，異なるモー

ダルをまたいだ頻出パターンを抽出することで，生態学者

にとって異なるモード間の相互関係を理解しやすい有用な

知見を提供できる．たとえば，ある動物が「長距離移動」

モードにあるときは，「リラックス」モードであることが多

いといった頻出ルールが考えられる．

このような，時系列データ（軌跡データやセンサデータ）

からのモードの抽出には，系列データクラスタリング手法
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が用いられてきた．しかし，これまでの手法では，数ある

特徴量の中からクラスタリングに用いる特徴量およびその

パラメータを，研究者の先験的な知見から主観的に一意に

決定していた．そこで，本研究ではそのような特徴量や閾

値を自動的に選択し，頻出ルールの抽出を行う手法を開発

する．ここで，本研究が対象とする動物のデータからの頻

出ルール抽出の最終目標は，有用度の高い頻出ルールを見

つけることであるため，得られる頻出ルールの有用度が最

も高くなるようなパラメータを同時に発見する（有用度の

定義は後述する）．すなわち，それぞれの系列データをある

特徴量とクラスタリングパラメータを用いてクラスタリン

グし，それらの結果から頻出ルールの抽出およびその有用

度の計算を行う．この手順を，利用する特徴量とパラメー

タを変えながら何度も行い，高い有用度が得られたモード

分けを，もっともらしいモード分けであると考える．ここ

で，時系列データをどの特徴とパラメータを使ってクラス

タリングすればよいかには正解はない．しかし，何らかの

特徴とパラメータにより得られた 2つのモードが非常に頻

繁に共起している場合，そのモード分けには何らかの意味

があるはずであり，その結果を生態学者に提示することで，

生態学的な知見が得られることが期待される．

しかし，軌跡データや時系列データから抽出される特徴

量は数多く存在し，クラスタリングパラメータも様々な値

をとりうる．そのため，時系列データのクラスタリングを

何度も繰り返し行う必要があり，その計算量は膨大となる．

そこで本研究では，パラメータを変更して何度も繰り返す

クラスタリング処理を高速化して頻出ルールを導出する手

法を提案する．時系列データのクラスタリングでは，（1）

まず時間的に近傍かつ値の類似しているデータポイントど

うしをグループ化（セグメント化）した後，（2）スペクト

ラルクラスタリング [20]を用いて時間的に離れたグループ

どうしを何らかの距離指標に基づいて併合することが多い．

すなわち，系列データのクラスタリングが 2 つのフェー

ズに分けられることに着目し，前半のフェーズを，前半の

フェーズで利用されるパラメータ値を用いて計算したあ

と，その結果を用いて後半のフェーズを，後半のフェーズ

で利用されるパラメータ値を変更して何度も繰り返すこと

で，計算の高速化を実現する．

また，ある値のパラメータを用いて前半のフェーズの計

算を行う際，他の値のパラメータで事前に計算された結果

を再利用することで，高速化を行う．前半のフェーズでは，

センサデータのシンボル化・離散化を行った後にセグメン

ト化を行うが，大きなシンボル数で計算した離散化の結果

は，小さなシンボル数での離散化の計算に再利用できるこ

とに着目する．さらに，後半のフェーズでは各セグメント

をノードとするグラフのスペクトラルクラスタリングを行

う．その際に離散化された同じ値を持つノードどうしの距

離が 0であることに着目して，元のグラフを同様のクラス
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タリング結果が得られる小さなグラフに変換することで，

その計算時間を削減する．実データを用いた実験から，提

案手法は比較手法に比べて大幅に計算時間を削減している

ことを確認した．

本論文の構成．以下では，2 章で関連研究について述べ，

3 章で提案手法を説明する．4 章で性能評価のために行っ

た実験の結果を紹介し，5 章で本論文のまとめを行う．

2. 関連研究

時系列クラスタリングに関する研究，および複数の時系

列データ間の相関を計算する研究について紹介する．

時系列クラスタリング問題．時系列クラスタリングは多く

のアプリケーションに利用される基本的な処理であるため，

これまでに高速化に焦点を当てた研究が数多く行われてい

る [1]．時系列データは高次元データとみなせる．時系列ク

ラスタリングでは，データ間の類似度（または距離）を計

算する必要があるが，高次元データにおける類似度の計算

コストは無視できない大きさである．そのため，データ間

の類似度の計算回数を削減することが高速化を実現するた

めに重要である．文献 [7]では，ランダムサンプリングを利

用し，クラスタの中心を高速に決定するアルゴリズムを提

案している．文献 [21], [22]では，相互相関と k-means法

に基づいたクラスタリングアルゴリズムを提案しており，

Dynamic time warpingなどの距離指標よりも正確かつ高

速にクラスタリングできることを示している．

1つの時系列データにおける部分シーケンスをクラスタ

リングする問題では，モチーフ [15]によるクラスタリン

グ [24]や，動径分布関数を利用してクラスタを決定するア

ルゴリズム [6]が提案されている．これらの研究は，時系

列データのクラスタリング自体を目的としているが，本研

究では，有用度が高い頻出ルールを導くことを主目的とし

ている．文献 [10]では，クラスタの数をノンパラメトリッ

クベイズにより自動的に決定する手法が提案されている．

本研究も同様にクラスタリングのパラメータを自動的に決

定するが，本研究では有用度が高い頻出ルールが導かれる

ようにパラメータを決定する．

上述のとおり，単一の時系列データのセグメンテーショ

ン/クラスタリングの高速化に関する研究は多く行われて

いる．後述する提案手法では，SAX [16] を用いて時系列

データのシンボル化を行ったあと，スペクトラルクラスタ

リングを行う．シンボル化の高速化に関しては，文献 [4]

などの研究が行われている．文献 [4]では，後述する提案

手法と同様に，シンボル数が 2倍のときのシンボル化の結

果を再利用して，SAXの高速化を行っている．後述する提

案手法では，さらにシンボルの代表値を計算する際にもシ

ンボル数が 2倍のときのを再利用している．また，本研究

ではスペクトラルクラスタリングの高速化のために，スペ

クトラルクラスタリングに用いられるグラフの削減を行っ

ている．クラスタリングの高速化という観点からは，多数

の先行研究 [22], [30]が存在しており，基本的には多くの手

法を提案手法に用いることが可能である．ただし，本研究

では類似しないシンボルどうしが同じクラスタに割り当て

られることを防ぐため，スペクトラルクラスタリングを用

いている（これらの詳細は後述する）．

時系列データ間の相関計算問題．1つのデータからは特徴

が抽出できないが，複数のデータ間で共起する特徴が存在

する場合があり，これに焦点を当てた研究が行われている．

文献 [33]は，ユーザが指定した条件（たとえば，パターン

の出現するデータの個数）に該当するパターンを抽出する

問題に取り組んでいる．文献 [9], [23]では，異なるドメイ

ンのトランザクションの集合が入力された際，同時に出現

するデータの組合せが閾値以上の回数で出現するものを抽

出する問題に取り組んでいる．これらの研究では，パター

ンの頻出回数を効率的に計算することに焦点を当ててお

り，本研究が行う有用度の高いルールが現れるパラメータ

を自動的に発見する問題とは異なる．

文献 [19]では，グラフクラスタリングを用いて 1次元

の頻出モチーフをグループ化し，頻繁に共起する異なる次

元のモチーフを発見することで，高次元の頻出モチーフを

発見する手法を提案している．文献 [27]では，確率的グラ

フィカルモデルを用いることで，人によるジェスチャとロ

ボットのアクションの関係を導く手法を提案している．一

方本研究では，固定長のモチーフではなく，動物の移動デー

タやセンサデータから得られるモードから共起するモード

を発見する．

3. 提案手法

概要．図 1 に提案手法の概要を示す．提案手法は，移動

軌跡（位置座標の時系列データ）と任意の次元数の時系列

データ（環境センサデータなど）を入力とする．また，これ

らの時系列データは同時に記録されたものとする．これら

の時系列データをそれぞれ，P と S とする．まず，それぞ

れの時系列データから特徴を抽出して，複数の 1次元の特

徴時系列データを計算する．P からは P0, P1, . . . , PN の特

徴時系列データが，S からは，S0, S1, . . . , SM が得られる

（ただし，Sに含まれる 1つの次元のデータのみを抽出して

S から抽出される特徴時系列データとしてもよい）．そし

て，それぞれの Pnと Smのペアについて，ルールとそのス

コアを導出する．スコア導出について説明する．Pnと Sm

それぞれに対して様々なパラメータを用いて時系列クラ

スタリングを行うと，パラメータごとに時系列クラスタリ

ング結果，Pn,θ0 , Pn,θ1 , . . . , Pn,θi
と Sm,θ0 , Sm,θ1 , . . . , Sm,θj

が得られる．Pn,θi
と Sm,θj

の組合せごとに，ルールとそ

の有用度（スコア）のペア群を導出する．提案手法の擬似

コードを Algorithm 1 に示す．
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図 1 提案手法の概要

Fig. 1 Overview of the proposed method.

Algorithm 1: Framework
Input: T : a set of time-series with different attributes,

αmax: maximum #symbols, αmin: minimum

#symbols, βmax: maximum cluster size, βmin:

minimum cluster size

1 /* Clustering time-series */

2 for ∀ti ∈ T do

3 μ, σ ← Compute-Mean-Variance(s) � μ is mean

and σ is standard deviation

4 for j = αmax to αmin do

5 SAX(ti, μ, σ, j)

6 Representative-Value-Computation(·)
� compute a representative value of each

symbol

7 Merge-Symbols(·) � merge the data with the

same symbol into one segment

8 Similarity-Computation() � compute

similarities between all segments

9 V ← Laplacian-Eigenmaps() � V is a set of

eigenvectors

10 for k = βmin to βmax do

11 C ← k-means(V, k) � C is a set of

clusters

12 R← R ∪ 〈i, j, k, C〉 � store the

clustering-result along with the

related paramteres

13 /* Scoring clustering-result */

14 s∗ = 0, 〈i, i′〉 = ∅, j∗ = 0, k∗ = 0

15 for ∀r ∈ R do

16 for ∀r′ ∈ R\{r} s.t. r.j = r′.j ∧ r.k = r′.k do

17 s← maxc∈r.C,c′∈r′.C Usefulness(c, c′)

18 if s∗ < s then

19 s∗ ← s, 〈i, i′〉 = 〈r.i, r′.i〉, j∗ = r.j, k∗ = r.k

20 Return s∗, 〈i, i′〉, j∗, k∗

3.1 特徴抽出

P からは，速度や角速度などの移動に関係する特徴量の

時系列データが導出される．S からは，そのセンサデータ

に応じた特徴量の時系列データが導出される．4.1 節にて，

実験に用いたデータセットごとに利用した特徴を説明する．

3.2 時系列クラスタリング

得られた Pn（もしくは Sm）に対して，与えられたパラ

メータごとに網羅的に時系列クラスタリングを行う．時系

列クラスタリングは，(1)時系列セグメンテーションと (2)

スペクトラルクラスタリングの 2つの手順に分けられる．

それぞれの手順においてパラメータが 1つずつ存在（シン

ボル数：αとクラスタ数：β）し，それぞれのパラメータ

のとる値が与えられている（α = [3, A]，β = [2, B]．ただ

し，Aと B はそれぞれ αと β の最大値である）．そして，

パラメータのとる値のあらゆる組合せ θi = (αa, βb)ごとに

クラスタリングを行う．このとき，たとえば (αa, βb)のパ

ラメータの組を用いて時系列クラスタリングを行うとき，

事前に (αa, βb−1)のパラメータの組を用いて計算を行って

いた場合は，αa を用いた時系列セグメンテーションの結

果を再利用する．ただし，シンボルを併合してクラスタを

形成するため，αa > βb となる．まず αa を用いて時系列

データを大まかにシンボル化・セグメント化し，さらに βb

を用いて詳細にクラスタ化を行うため，αa > βb を満たす

必要がある．

3.2.1 時系列セグメンテーション

ここでは，時間的かつ値的に近いデータポイントを 1つ

のセグメントとして併合することで，(2)スペクトラルクラ

スタリングの計算時間を削減する．さらに，この処理の計

算時間を削減するため，この手順を以下のように手順 1-1

と手順 1-2に分ける．

手順 1-1．まず，Pnに含まれる全データポイントの平均と

分散（標準偏差）を計算する．（アルゴリズム 3行目）こ

の処理はパラメータ αa を必要としないため，この結果は
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図 2 SAX の例．値域ごとに対応するシンボルを割り当て，それぞ

れのポイントをシンボル化する

Fig. 2 Example of SAX. Assigning symbols to each range and

then symbolize each point.

図 3 代表値の集約の例．α = 2 のときのシンボル a の代表値は，

α = 4 のときのシンボル a と b の結果から計算可能

Fig. 3 Example of aggregation of representative values. The

representative value of ‘a’ when α = 2 can be calculated

from the result of ‘a’ and ‘b’ when α = 4.

異なる αa を用いてセグメンテーションするときも再利用

する．

手順 1-2．SAX [16]を用いて各データポイントのシンボル

化を行う．SAXでは，図 2 に示すように，データ集合が

正規分布に従うと考え，αa 個のシンボルにシンボル化す

る場合，その正規分布の面積を αa 等分にするよう αa − 1

個の区切り点を定める．区切り点を定める際に，手順 1-1

で計算した全データポイントの平均と分散を再利用する．

そして，それぞれのデータポイントがどのシンボルに対応

する領域に入るかを判定することで，シンボル化を行う．

この処理にかかる処理を削減するため，他の αa を用いて

計算された結果を再利用する．提案手法では，αのとりう

る値を降順に並べ，大きい αの値から計算を行う．たとえ

ば図 3 に示すように，α = 4のときのシンボル aもしくは

bに割り当てられたデータポイントは，α = 2のときは必

ずシンボル aに割り当てられるため，α = 2のときはどの

データポイントがどのシンボルに対応するかの処理を省略

できる（アルゴリズム 5行目）．

次に，(2)スペクトラルクラスタリングで必要となる，各

シンボルの代表値（平均）を求める．すなわち，あるシンボ

ルに割り当てられたデータポイントの値の平均を求める．

この代表値の計算にかかる処理を削減するため，他の αa

を用いて計算された結果を再利用する．たとえば図 3 に示

すように，α = 2のときのシンボル aの代表値は，α = 4

のときのシンボル aと bの代表値とそれぞれのシンボルに

割り当てられたデータポイント数（na,nb）を用いて下記の

とおり計算できる．すなわち，α = 2のときのシンボル a

に割り当てられた全データを用いる必要がない．

ā(αa) =
naā(2αa) + nbb̄(2αa)

na + nb

ただし，ā(αa)は，α = αaのときのシンボル aに対応する

データポイントの平均である（アルゴリズム 6行目）．

最後に，時間的に隣接する同じシンボルを持つデータポ

イントをセグメントと考え，併合する．これにより，次の

手順において扱うデータポイントの数を削減できる（アル

ゴリズム 7行目）．

3.2.2 スペクトラルクラスタリング

次に，(1)時系列セグメンテーションの結果のクラスタ

リングを，グラフ分割手法の 1つであるスペクトラルクラ

スタリング [20]を用いて行う．スペクトラルクラスタリン

グのアルゴリズム自体は既存のものを用いるが，提案手法

ではクラスタリングに用いられるグラフのノードを削減す

ることで計算コストを削減する．ここでは，1つのセグメ

ントをグラフの 1つのノードとし，ノード（セグメント）

間のエッジ（ノード間の類似度）の重みは，そのセグメン

トに対応するシンボルの代表値間の差の絶対値の逆数とす

る．たとえば，シンボル aと bに対応するノード間のエッ

ジの重みは下記のとおりである（アルゴリズム 8行目）．

wa,b =
1

|ā(αa) − b̄(αa)| (1)

そして，スペクトラルクラスタリングでは，カットするエッ

ジの重みが最小となるように，グラフを βb のサブグラフ

に分割する．ただし，長時間の時系列データの場合，ノー

ド数が膨大となるため，グラフのノードの削減を行うこと

でスペクトラルクラスタリングの計算時間を削減する．ま

た，さらに計算時間を削減するため，この手順を以下のよ

うに手順 2-1と手順 2-2に分ける [29]．

手順 2-1．まず，(1)時系列セグメンテーションの結果か

らグラフを作成する．Pn,αa
= [s0, s1, ..., si, ...]を時系列セ

グメンテーションの結果とすると，si は i番目のセグメン

トを表し，各セグメントがそれぞれノードとなるグラフを

作成する．また，同じシンボルもしくは隣接するシンボル

（たとえば図 2 において，シンボル bに隣接するシンボル

は aと c）を持つノード間にエッジを設定する．これは，

後述するスペクトルクラスタリングの処理において，隣接

しないシンボルどうしが，間のシンボルをまたいで同じク

ラスタに割り当てることを防ぐためである（たとえば，シ

ンボル aと cに対応するノードが同じクラスタになり，b

に対応するノードが別のクラスタに割り当てられるような

状況）．i番目と j 番目のセグメント間のエッジの重みは
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式 (1)に定めたとおりである．

次に，以降のスペクトラルクラスタリングにおける計算

時間の削減を行うため，グラフのノード数の削減を行う．

このとき，削減前のグラフと同様の結果が得られるような

ノード数の削減を行う．スペクトラルクラスタリングで

は，グラフ Gを k 個のサブグラフ G1, G2, . . . , Gk に分割

する．このとき，分割によりカットされるエッジの重みの

和は下記のとおり表される．

RatioCut(G1, G2, . . . , Gk) =
k∑

i=1

Cut(Gi, Ḡi)
|Gi| (2)

Cut(Gi, Gj) =
∑

n∈Gi,m∈Gj

ws(n),s(m) (3)

ただし，s(n)は n番目のノードに対応するシンボル，Gi

は Gから Gi を除いたグラフ，|Gi|は Gi のノード数であ

る．式 (2)を最小化するカットを見つけることで，類似し

たノードが同じクラスタになるようなクラスタリングを行

うことができる．ここで，式 (1)のとおり，同じシンボル

を持つノードどうしの類似度は無限大（計算不能）とみな

し，同じシンボルを持つノードが異なるサブグラフ Gi と

Gj に含まれる場合は，式 (2)の値は∞となる．すなわち，
k < αa（k = βb）を満たす場合は同じシンボルのノードは

同じサブグラフに属するため，同じシンボルのノード間の

エッジがカットされることはない．そこで，提案手法では，

同じシンボルを持つノードを 1つに併合することで，ノー

ド数の削減を行う．これにより，併合後のグラフにおける

各ノード間の距離は下記のように表される．

WMa,Mb
=

∑

n∈Sa,n∈Sb

ws(n),s(m) (4)

ただしMa をシンボル aを持つノードを併合したノード，

Sa をシンボル aを持つノードの集合とする．このような

ノードの併合を行った後でも，下式のとおり，併合後の

ノード間のカットは併合前の同じシンボルを持つノードの

集合間のカットと同じとなるため，元のグラフと同じ分割

結果が得られる．

Cut(Sa, Sb) = WMa,Mb
= Cut({Ma}, {Mb})

このノード数を削減したグラフを用いてスペクトラルク

ラスタリングを行う．スペクトラルクラスタリングでは，

ノード間の類似度を示すラプラシアン行列を計算したあ

と，その行列の固有値分解を行うことで，固有ベクトルと

固有値を求める．上記の処理は，パラメータ βb を必要と

しないため，この結果は異なる βb を用いてクラスタリン

グするときも再利用する（アルゴリズム 9行目）．

手順 2-2．スペクトラルクラスタリングでは，上記手順

で求めた固有ベクトルを基に，k-means++法 [3]を用いて

ノードのクラスタリングを行う．k-means++法のパラメー

タであるクラスタ数として βb を用いる（アルゴリズム 11

行目）．

3.3 ルールとその有用度の導出

上記の手順で得られた Pn,θi
と Sm,θj

ごとに，ルールと

それに紐づく有用度（スコア）を計算する．

そして，すべての Pn,θi
と Sm,θj

の組合せから得ら

れたスコアの高いルールをユーザに提示する．ここ

で，Pn,θi
(p) = {sp,1, sp,2, ...} を Pn,θi

から抽出した p 番

目のモード（クラスタ）に属するセグメントの集合，

Sm,θj
(q) = {sq,1, sq,2, ...} を Sm,θj

から抽出した q 番目

のモードに属するセグメントの集合とする．上述した時系

列クラスタリング手法はルールとスコアの算出方法に影響

を受けるものではないが，本研究ではルールとスコアの算

出方法を下記のとおり定めた．

• Rule(Pn,θi
(p), Sm,θj

(q))：Pn,θi
(p) は Sm,θj

(q) とよく

共起する．

• Score(Pn,θi
(p), Sm,θj

(q)) = Corr(Pn,θi
(p), Sm,θj

(q))−
Freq(Pn,θi

(p), Sm,θj
(q))

• Corr =
Overlap(Pn,θi

(p),Sm,θj
(q))

∑
i |sq,i|

• Freq = max(
∑

i |sp,i|,
∑

i |sq,i|)
L

た だ し ，|sp,i| は セ グ メ ン ト sp,i の 長 さ と し ，

Overlap(Pn,θi
(p), Sm,θj

(q))は Pn,θi
(p)と Sm,θj

(q)に含ま

れるセグメントがオーバラップしている時間の長さ，Lは

軌跡全体のデータ長とする．Corr は，p 番目のモードと

q 番目のモードの共起度を表すが，ほぼすべてのデータ点

を含むような無意味なクラスタどうしは Corrが非常に高

くなってしまう．そこで本研究では，ほぼ定常的に起こっ

ているモードどうしに関するルールに対してペナルティを

与えるスコアの算出手法を提案する．そのため，Freqは

モードの出現時間の割合としており，これにより定常的な

モードを含むルールのスコアを下げることができる．

3.4 計算量

時系列データXiが与えられたときの計算量を検証する．

SAXとMerge-Symbolsの計算量はO(|Xi|)である．ス
ペクトラルクラスタリングに用いるグラフの構築にかかる

計算量は O(α2)で済むが，固有値分解には O(α3)かかっ

てしまう [17]．k-means++の一回の実行には O(αβ)かか

り [5]，これらの処理がある αごとに (βmax − βmin + 1)回

繰り返されるため，O(|Xi| + α3 +
∑

β αβ)の計算量とな

る．すなわち，すべての αに対して処理をすると，総計算

量は O(
∑

α(|Xi| + α3 +
∑

β αβ))となる．

実際の αと βの値は小さいため，提案手法は短時間で時

系列セグメンテーションを行うことができる．実際の実行

時間に関する評価は次章にて行う．
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4. 評価実験

本章では，提案手法の性能評価のために行った実験につ

いて説明する．

4.1 データセットと特徴量

提案手法の評価を，下記に示す 2種類の動物の移動デー

タを用いて行う．

海鳥．新潟県岩船郡粟島に生息するオオミズナギドリ

（Calonectris leucomelas）に取り付けたセンサデータロ

ガー（Axy-Trek，Technosmart，Italy）から得られたGPS

と水深センサデータを用いる．オオミズナギドリは，飛行

中に海中へ飛び込むため，水深センサデータを取得してい

る．これらのデータを提案手法を用いて分析することで，

飛び込み行動と移動モードの関係性に関するルールが抽出

されることが期待される．データ取得の詳細は文献 [18]に

示す通りである．GPSデータのサンプリング間隔は約 1

分であり，水深センサのサンプリングレートは 1.0 Hzであ

る．分析に用いた軌跡の数は 39であり，その平均長は 364

時間，平均データ点数は 17,677である．複数の軌跡を提案

手法で分析するため，抽出した特徴時系列データを連結し

て提案手法に入力した．

移動軌跡からは，速度 [m/s]，加速度とその絶対値 [m/s2]，

角速度 [rad/s]，速度の移動平均・移動分散，加速度の移動

平均・移動分散，角速度の移動平均・移動分散を計算した．

移動平均・分散の窓幅は 10，20，30，40，50分に設定して

それぞれ計算した．すなわち，移動軌跡からは 34の特徴時

系列データを抽出した．クラスタリングパラメータである

αは 4から 20，β は 2から 7まで 1きざみで変化させた．

水深センサデータは，1分おきに平均をとることで，GPS

データのサンプリング間隔に合わせた．そして，そのデー

タに対して微分を計算したあと，絶対値を計算した．この

処理により，オオミズナギドリが海に飛び込んだタイミン

グを表す時系列データが得られる．水深センサデータから

は，1つの特徴時系列データを抽出した．クラスタリング

パラメータである αは 4から 20まで 1きざみで変化させ，

β は 2と 3とした．

コウモリ．北海道大学苫小牧研究林において 16chのマイ

クロホンアレイを用いて計測した採餌飛行中のモモジロコ

ウモリ（Myotis macrodactylus）の 3次元座標のデータを

用いる．コウモリが採餌のために利用する池の周囲を 4基

のマイクロホンアレイで囲み，3次元座標および超音波の

放射間隔を計測した．マイクロホンアレイによるデータ取

得の詳細は文献 [8]に示すとおりである．コウモリが超音

波を発した際，三辺測量の原理を用いてその 3次元座標を

計測する．また，コウモリは虫を捕食するタイミングで，

通常の探索時よりもきわめて短い間隔で超音波を発するた

め [8]，いつどこで捕食を行ったかを知ることができる．分

析に用いた軌跡の数は 7であり，その平均長は 67.97秒，

平均データ点数は 971である．

移動軌跡からは，3次元空間での速度，2次元水平面での

速度，鉛直方向の速度 [m/s]および加速度 [m/s2]，角速度

[rad/s]，それらの移動平均と移動分散を計算した．移動平

均の窓幅は 1，2，3，4，5秒に設定してそれぞれ計算した．

すなわち，移動軌跡からは 70の特徴時系列データを抽出

した．クラスタリングパラメータである αは 4から 20，β

は 3から 7まで 1きざみで変化させた．

移動軌跡とともに分析するセンサデータとしては，コウ

モリの捕食位置から算出した，コウモリの現在位置周辺の

虫の密度の情報を用いた．捕食対象とする虫は短時間では

群をなして 1カ所に停滞しているとみなし，捕食位置から

虫の空間密度を求めた．具体的には，コウモリの現在位置

から半径 rメートル以内に存在する捕食位置の数をすべて

の捕食回数で割った値の時系列データを特徴時系列データ

とした．rは，0.5，1.0，1.5，2.0に設定してそれぞれ計算

した．すなわち，4の特徴時系列データを抽出した．クラ

スタリングパラメータである αは 20から 4，βは 3から 7

まで 1きざみで変化させた．

4.2 評価手法

本実験では，以下の手法を評価した．

• Proposed：提案手法

• w/o symbol：手順 1-2におけるシンボル化の結果を再

利用しない手法

• w/o reduce：手順 2-1におけるグラフのノード数を削

減しない手法

上のすべての手法の出力は同じであるため，本実験では計

算時間による比較を行った．すべての手法は C++で実装

されており，実験は，3.4GHz Intel Core i7および 16 GB

RAMで構成される PC上で行った．

4.3 評価結果

上記の手法をオオミズナギドリとモモジロコウモリの

データセットに適用した際の評価結果を表 1 と表 2 に示

す．表に示すとおり，w/o reduceの結果では，データポイ

ント数のノードから構成されるグラフのスペクトラルクラ

スタリングに非常に長時間を要する．Proposedでは，グ

ラフのノード削減により大幅に計算時間を削減できてい

る．削減を行わなかった場合のノード数はオオミズナギド

リとモモジロコウモリのデータセットにおいて，11,292お

よび 6,805であり，Proposedではそれらをシンボル数に

まで削減している．w/o symbolと比較すると，Proposed

のセグメンテーションに要する時間は 2/3程度となってい

る．削減割合は小さいものの，SAXに要する計算時間が長

いため，オオミズナギドリのデータでは約 2秒ほどの削減

となっている．実験の設定では αの最大値が 20であるた
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表 1 オオミズナギドリのデータセットを用いた際の各手法の時系

列クラスタリングに要した計算時間（秒）．

Table 1 Efficiency evaluation of Streaked Shearwater: Run-

ning time [sec].

セグメンテーション クラスタリング 合計

Proposed 4.41 6.45 10.86

w/o symbol 7.07 6.47 13.54

w/o reduce 4.43 1.50× 105 1.50× 105

表 2 モモジロコウモリのデータセットを用いた際の各手法の時系

列クラスタリングに要した計算時間（秒）．

Table 2 Efficiency evaluation of Japanese Large-footed Bat:

Running time [sec].

セグメンテーション クラスタリング 合計

Proposed 6.12 6.47 12.59

w/o symbol 8.93 6.50 15.43

w/o reduce 6.20 1.00× 104 1.00× 104

表 3 Proposed と w/o reduce のメモリ使用量（メガバイト）．

Table 3 Memory usage of Proposed and w/o reduce [MB].

オオミズナギドリ モモジロコウモリ

Proposed 2.09× 101 1.13× 101

w/o reduce 2.04× 103 7.68× 102

め，シンボル化の結果の再利用ができるのは αが 10以下

となってからである．

表 3 に，Proposedと w/o reduceのメモリ使用量を示し

ており，グラフのノード数の削減が，メモリ使用量にも大

きな効果があることが分かる（w/o symbolのメモリ使用

量は Proposedと同様である）．Proposedのメモリ使用量

は非常に小さく，オオミズナギドリ（モモジロコウモリ）

において，Proposedのメモリ使用量は，w/o reduceの約

1/100（1/70）である．また，w/o reduceは，データ点の

数が多いデータはメモリに乗らないことが予測され，メモ

リ使用量の観点からも実践性に乏しい．

最後に，それぞれのデータセットから得られた最も有用

性の高かったルールを紹介する．なお，ルールの検証はオ

オミズナギドリおよびコウモリを専門とする生物学者と

行ったものである．オオミズナギドリのデータセットから

得られた最も有用性の高かったルールは，「加速度の絶対

値の時系列（α = 16, β = 9）」と「深度センサの微分の絶

対値の時系列（α = 7, β = 3）」のモード分けから得られ

たものであった．「加速度の絶対値の時系列」から得られ

た，「加速度の絶対値が大きいモード（約 2 m/s2以上）」と

「深度センサの微分の絶対値が大きいモード（約 0.7 Pa/s

以上）」がよく共起していた．Corrの値は 0.37，Freqの値

は 40405/547990であった．図 4 に，それぞれのモードに

対応するセグメントを赤色でハイライトした，ある個体か

ら収集された軌跡データを示す．また，その際のそれぞれ

の時系列データも示す．赤色でハイライトされたデータ点

図 4 オオミズナギドリのデータから得られたルールの例

Fig. 4 Example result of Streaked Shearwater.

が，上記のモードに対応するデータ点である．加速度の絶

対値から得られたモードは「速度を急激に変更するモー

ド」，深度センサの微分の絶対値から得られたモードは「海

に深く飛び込むモード」ということができる．採餌行動中

のオオミズナギドリは頻繁に速度を変更するため，この結

果は採餌行動中に餌を見つけた際に深く飛び込んで魚を

捕まえていることを示している．一方で，高速移動を行う

「巡航モード」中にも飛び込みを行っており，オオミズナギ

ドリは移動モードによって海への飛び込み方が異なること

が示唆される．巡航モード中は移動速度が早いため，海面

付近の魚をとらえるもしくはまったく別の理由で飛び込み

を行ったと考えられる．以上のような，移動モードによっ

て飛び込み方を変更するといった知見は，オオミズナギド

リの研究ではこれまでになかったものであり，時系列デー

タを網羅的に検証する提案手法によって得られたもので

ある．

モモジロコウモリのデータセットから得られた最も有

用性の高かったルールは，「水平面速度の時系列（α = 8,

β = 3）」と「コウモリの現在位置周辺の虫の密度の時系列

（α = 13, β = 3, r = 0.5 m）」のモード分けから得られたも

のであった．「水平面速度が遅いモード（約 2 m/s以下）」

と「コウモリの現在位置周辺の虫の密度が高いモード（約

0.06以上）」がよく共起していた．Corrの値は 0.53，Freq
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図 5 モモジロコウモリのデータから得られたルールの例

Fig. 5 Example result of Japanese Large-footed Bat.

の値は 92592/403249であった．すなわち，コウモリの周

囲 0.5m以内の虫の密度（すなわち過去と未来を通じて起

こった捕食地点の密度）が高いとき，遅い速度で移動して

いた．図 5 に，それぞれのモードに対応するセグメントを

赤色でハイライトした，ある個体から収集された 3次元軌

跡データを示す．また，その際のそれぞれの時系列データ

もグラフに示す．赤色のセグメントが抽出されたモードに

対応し，青色のドットはコウモリが餌を捕食したタイミン

グを示す．密度の時系列データに示すとおり，コウモリは

高速で移動しているため，0.5 m以内に捕食地点が含まれ

る時間は短く，密度の値が瞬間的に上昇している．また多

くの場合，この瞬間的な上昇は捕食のタイミングに対応し

ている．すなわち，餌にアプローチしているタイミングで

速度が遅くなるということができ，コウモリが尾膜*1で餌

をすくいとる際に，速度に制限をかけている可能性が示唆

された．この知見は，モモジロコウモリ以外のコウモリで

は検証されているが [11], [12], [26]，モモジロコウモリに

関して捕食と速度の関係に関する研究は行われていない．

また，この知見が移動データの網羅的検証により，計算機

により自動的に得られたものであることに価値があると考

える．

5. おわりに

本論文では，移動体から得られたマルチモーダル時系列

データから高速に頻出ルールを抽出する手法の提案を行っ

*1 コウモリの尾と後ろ足の間の膜であり，餌の採取に用いられる．

た．これまでの時系列データからのクラスタリングでは，

数ある特徴量の中からクラスタリングに用いる特徴量およ

びそのパラメータを，研究者の先験的な知見から主観的に

一意に決定していた．一方，提案手法ではルール抽出と同

時に特徴およびパラメータ選択も同時に行う．このとき，

適切な特徴およびパラメータを発見するため，高速にクラ

スタリングを繰り返しつつルール抽出を行う．評価実験で

は，提案手法を用いて海鳥およびコウモリから得られた軌

跡データの分析を行い，計算時間削減を行わない単純な手

法に比べて大幅な計算時間の削減を確認した．今後は，そ

れぞれの動物から得られた頻出ルールの生物学的意味の詳

細な検証を行う予定である．
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