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巡回問題における能力の異なる複数エージェントの
自律的な行動決定手法

岩田 裕登1,a) 杉山 歩未1,b) 菅原 俊治1,c)

概要：本研究では，マルチエージェント協調巡回問題において不均一な移動速度のエージェントが直接通
信をせずに自らの移動速度に応じて分業を実現する手法を提案する．近年，ロボット技術は急速に発展し
ており，活動分野が大きく拡大している．ロボット 1台のみでは対応できない作業範囲では，複数台で協
調しながら作業することが期待されている．複数台での作業では各エージェントの能力が異なる場合もあ
り，自律的に自らの能力に適した分業を実現するメカニズムは明らかになっていない．本研究では，移動
速度が異なるエージェントを用いた巡回清掃において，自らの移動速度に応じて分業する手法を提案する．
移動速度によって選択する戦略や清掃する箇所に違いが見られた．一方，提案した手法は特定の環境にお
いては移動速度を反映した分業が実現できることが分かった．

Autonomous Target Decision Method for Heterogeneous Multi-Agent
Patrolling Task

1. はじめに

近年，ロボット技術の進歩により，ロボットの活動範囲

が急速に拡大している．清掃，警備，原子力施設や宇宙空

間などの危険な場所での作業でもロボットが活躍してい

る．こうした作業の中には，広大な範囲の作業，継続的に

行うことが期待される作業，短時間で遂行するべき作業な

どもある．1台のロボットのみでは作業できる範囲，移動

速度，バッテリ残量などが限られており，こうした作業は

困難である．これらの場合，複数台のロボットが協調して

作業する必要がある．

本研究では複数台での協調作業の中から，巡回清掃を題

材として扱っている．複数台のロボットによる巡回清掃

において，ロボットは環境全体をカバーしつつ，汚れやす

い箇所はより多くの頻度で巡回する必要がある．また，ロ

ボットにはバッテリがあり，定期的に充電基地へ戻る必要

がある．さらに，複数のロボットが同じ箇所に集中しない

ように他者との協調や競合回避が必要である．これらの状
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況下で最適な巡回を実現する手法は自明でない．このよう

な課題を解決するために，ロボットの制御プログラムを

エージェントとして捉え，エージェント間の協調により効

率的な作業を実現するというアプローチがある．エージェ

ントは環境の情報，他のエージェントの情報，自らの情報

を考慮して，適切な行動戦略を選択することが求められる．

複数のエージェントが高度に協調する手段として，エー

ジェント間で直接通信して多様な情報を交換することが考

えられる．しかし，情報の交換と受け取った情報の処理に

は大きな計算量が必要である．清掃や警備で使用されるロ

ボットは計算機能，バッテリ容量に制限がある．そこで，

我々は双方の送受信を必要とする直接的な通信を制限しな

がら，できる限り協調して高い効率を出すことに着目した．

複数エージェントの協調に関する研究の多くでは全エー

ジェントの特性が均一であると仮定して実験している．し

かし，エージェントが常に同一の特性をもつとは限らない．

例えば清掃ロボットにおいては，新しい機能が追加される，

動作の効率が改善されるなどの技術革新により，後の時期

に製造されたものが，以前に製造されたものよりバッテリ

の持ちがよく，速く移動できることが考えられる．特性が

不均一である状況でエージェント間で通信し，移動速度な

どの特性を考慮して，担当領域をそれぞれのエージェント
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に割り当てるアプローチが存在する．しかし，直接の通信

が制限された状況で特性に適した協調を実現する手法は明

らかになっていない．

本研究では，エージェントの特性のうち移動速度が不均

一な状況で，エージェント間で直接通信せずに移動速度に

適した協調を実現する手法を提案し，その有効性を実験的

に調査する．

2. 関連研究

単数または複数のエージェントでの巡回問題に関する研

究は数多く存在する．[1]では連続巡回問題を定式化して，

イベントの発生頻度が地点により異なる環境において 1台

のエージェントが地点ごとに異なる頻度で巡回する手法が

提案された．しかし，ここでは複数台での協調作業は考慮

されていない．[2]は [1]を拡張して，複数台での協調巡回

にも対応した．複数台のロボットが通信によって情報を交

換することで担当領域を分割している．ロボットの速さが

不均一な場合は速さに合った広さの領域に分割して適応す

る．[3]では，全体をカバーする経路を生成し，それをコス

トが最小になるように分割するオフラインでの協調巡回手

法が提案された．

一方，領域を分割せずに他エージェントの行動や環境の

情報に基づいて適切な戦略をとって巡回する手法が存在す

る．例えば，[4]では，エージェント間の直接の通信が制限

された状況で，各エージェントがいくつかの戦略の中から

ごみの存在期待値や各戦略で回収したごみの量に基づいて

適切な戦略を自律的に学習して選択する手法が提案されて

いる．[5]ではエージェントが通信できる範囲とメモリに

制限を設け，通信にノイズがある状況で，分散して巡回す

る手法が提案された．

ここまでに示した研究の多くではエージェントの特性が

均一であると仮定しているが，特性が異なるエージェント

を用いた研究も存在する．[6]では地上の一定領域を視野

に持つ複数の飛行ロボットによる地上の巡視を題材とし，

地上全体をカバーできる閉路を生成してエージェントごと

に分割して巡視する．隣接エージェント間の通信で互いの

担当領域・移動速度の情報を送受信して，情報をもとに互

いの担当領域を再計算する．しかし，隣接エージェントの

みと交渉することで領域を分割する手法は収束に時間がか

かる．また，[4]のような通信がより制限された状況で自律

的に特性に適した分業を促すメカニズムは明らかになって

いない．本研究では，[4]のモデルをもとに，能力が異なる

状況として移動速度が不均一な場合を想定し，自律的に特

性に適した分業を実現する手法を提案する．

3. モデル

3.1 環境の仮定

本論文では [4]で使用されたモデルを拡張している．そ

のため，[4]で用いられた仮定について述べる．まず，エー

ジェント間での直接の通信は行わない．すなわち，他の

エージェントの経路や戦略などの情報を取得できない．こ

れは，エージェント間で通信する情報を制限することで処

理が減るため，また，異なるプロトコルを持つなどの理由

で通信ができないエージェントとの協調を考慮するためで

ある．次に，エージェントは自分および他のエージェント

の位置，および移動速度が分かるとする．自分と他のエー

ジェントの位置が分かる環境の一つに，環境上に赤外線を

発する装置，各エージェントに赤外線を反射する素子があ

り，環境上の装置が反射する赤外線からエージェントの位

置を特定し，その位置情報を全エージェントにブロード

キャストする環境が想定される．また，エージェントの移

動速度は時間による位置の変化から計算することができ

る．また，エージェントは環境の構造および環境のごみの

発生確率の分布を既知と仮定した．本来，エージェントは

これらの情報をはじめから知ることはできないかもしれな

い．しかし，構造の情報を生成するアルゴリズムは [7]など

多数存在している．また，環境の各地点のごみの発生確率

を学習する手法が [8]で提案されている．本研究では，環

境や自らの特性に適した戦略を決定する手法に着目するた

め，このような仮定を導入した．最後に，複数のエージェ

ントが同一のノード・充電基地に存在でき，衝突回避を考

慮しない．衝突回避のアルゴリズムも [9]などで考案され

ている．本研究にこうした手法を利用することで衝突回避

を実現できると考えて，上記のように仮定した．

3.2 環境とエージェント

エージェントが清掃する環境をグラフ G = (V,E)と表

す．V = {v1, ...vn}をノードの集合，エッジの集合を E と

する．ノード上にはエージェントやごみが存在することも

ある．各ノードの汚れやすさを確率的に表現し，その確率

をごみの発生確率と呼ぶ．各ノード vのごみの発生確率を

p(v)(0 ≤ p(v) ≤ 1)とする．エッジは 2つのノードをつな

ぎ，エージェントはエッジで直接つながれたノード間を移

動できる．

エージェントの集合を A = {1, ...n}とする．エージェ
ント iの速さを si とする．本研究では離散時間を導入し，

1ステップをその最小単位とする．各エージェントは 1ス

テップで si回エッジを通って隣接ノードへ移動し，移動先

のノードにあるごみを回収する．時刻 tにおいてエージェ

ント iが通過してごみを回収したノードの集合を V i
t と表

す．V i
t のうち，エージェント iが時刻 tの間で最後に到着

したノードを vit とする．2つのノード vi, vj ∈ V 間の最

短距離を d(vi, vj)と表す．ここでの最短距離はグラフ上の

最短経路におけるエッジの長さの和とする．また，各エー

ジェントはバッテリを持つ．エージェント iのバッテリの

性能は (Bi
max, B

i
drain, k

i
charge)と表される．Bi

max はバッ
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テリ容量，Bi
drain はバッテリの消費率，Bi

charge はバッテ

リの充電率とする．時刻 tにおけるエージェント iのバッ

テリ残量を bi(t)(0 ≤ bi(t) ≤ Bmax)とする．速さに関わら

ず，エージェントが隣接ノードへ 1回移動すると bi(t)は

Bi
drain 減少する．速さ si のエージェントは 1ステップで

si 回移動することから，bi(t)は 1ステップで Bi
drainsi 減

少する．また，各エージェント iは充電基地 vibase から出

発し，vibase で充電する．充電基地で kicharge ステップ充電

すると bi(t)は 1増加する．また，エージェントはバッテ

リ残量が 0になると動けなくなるが，その前に必ず充電基

地に戻る．残量がなくなる前に必ず充電基地に戻るための

アルゴリズムは後に 3.4.3で説明する．

時刻 tにおけるノード v のごみの量を Lt(v)とする．各

ノード，各ステップにおいて Lt(v)が以下の式のように更

新されることでごみの蓄積を表す

Lt(v)←

{
Lt−1(v) + 1 (確率 p(v)でごみが発生した時)

Lt−1(v) (それ以外).

(1)

ただし，時刻 tでエージェントがノード vを訪れたときはご

みが回収されて Lt(v) = 0となる．エージェントは他エー

ジェントの位置が分かるため，各ノードについて最後に清

掃された時刻が分かる．時刻 tにおけるノード vのごみの

存在期待値 ELt(v)を以下の式で計算することができる

ELt(v) = p(v) · (t− tvvisit). (2)

ここで tvvisit はノード vが最後に清掃された時刻である．

3.3 評価指標

巡回清掃では，環境にごみが多く残らない，または長時

間残らないようにごみを回収することが求められる．そこ

である期間の各ノードのごみの量の総和を清掃効率の評価

指標とする．この評価指標を以下の式で定義する

Dts,te =
∑
v∈V

tc∑
t=ts+1

Lt(v). (3)

ここで ts, te はそれぞれ評価対象の時間の開始時刻，終了

時刻であり，ts < te を満たす．Dts,te が小さいほど，清掃

効率が良いといえる．

3.4 エージェントの巡回戦略

エージェントは 2つのステージで行動計画を立てる．1

つはノードの集合 V から清掃するべきノードを決定する

目標ノードの決定ステージ，もう 1つは目標ノードまでの

経路を生成する経路生成である．[4]では目標ノードを決

める手法として学習型目標決定法が提案された．本研究で

は，学習型目標決定法を拡張した手法で目標ノードを決定

する．学習型目標決定法について説明する．

3.4.1 学習型目標決定法 (AMTDS)

[4]で提案された学習型目標決定法では後に説明する複数

の戦略の中から適切な戦略を決定している．戦略 sに従っ

て目標ノードを選択してからその目標ノードまで移動した

間に回収したごみの量から報酬 uを次の式で計算する

u =

∑
t∈Ttravel

∑
v∈V i

t
Lt(v)

dtravel
. (4)

ここで Ttravel は戦略 sに基づいて目標ノードを選択して

からその目標ノードに到着するまでの時間，dtravel はその

時間にエージェントが移動した経路長を表す．報酬 uを用

いて戦略 sの行動価値 Qi(s)を次の式で学習する

Qi(s)← (1− α)Qi(s) + αu. (5)

ここで α(0 < α ≤ 1)は学習率である．エージェントは得

られた行動価値 Qi(s)を用いて，ε-greedy法によって戦略

を決定する．ε-greedy 法においては，確率 ε で全ての戦

略からランダムに戦略を選択し，1 − εの確率で行動価値

Qi(s)が最大となる戦略 sを選択する．学習型目標決定法

では，各エージェントが 1ステップあたりに回収するごみ

の量を最大化するように適切な戦略を選んでいる．なお，

学習型目標決定法では別の戦略をエージェントに追加する

ことで，その戦略も選択肢となる．

3.4.2 目標ノードの選択戦略

学習型目標決定法においてエージェントは戦略に応じて

目標ノード vitar を以下のように決定する．

• ランダム法: ノードの集合 V 全体からランダムに目標

ノード vitar を一つ選択する．

• 貪欲法: ノードの集合 V 全体のうち，ごみの存在期

待値 ELt(v)の上位 Ng 個の集合を V t
g とする．ただ

し，ELt(v)がNg 番目のノードが複数個存在する場合

は，そのすべてを V t
g に含める．V t

g からランダムに目

標ノード vitar を一つ選択する．V t
g からランダムに選

ぶようにしたのは，複数のエージェントが特定の上位

ノードを集中して目標ノードとすることを防ぎ，目標

ノードを分散させるためである．

• 斥力法: ノードの集合 V 全体のうち，ランダムにNrep

個を選んで集合 V i
rep とする．V i

rep の中で式 (6)に示

す通りに全エージェントからの距離の合計値が最も大

きいものを目標ノード vitar として選択する．

vitar = arg max
v∈V i

rep

∑
i∈A

d(vit, v). (6)

• 戦略型目標決定法: 近くに汚れたノードがある場合に

近いノードから目標ノードを選択する戦略である．自

エージェントから一定距離 drad 内にあるノードの集

合を V i
areaとし，V

i
area内のごみの存在期待値の平均を

EV i
t とする．平均値 EV i

t がしきい値 EVth より多い

場合には V i
area から目標ノード vitar を選択し，そうで
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ない場合はノード全体 V から貪欲法で目標ノードを選

択する．目標ノードに到着したときにしきい値 EVth

を以下の式で学習する

EVth ← EVth + α(EVt+k − EVth). (7)

ここで，αはしきい値の学習率，EVt+k は目標ノード

に到着した時点での自エージェントから一定距離 drad

内にあるノードの集合 V i
area のごみの存在期待値の平

均である．

3.4.3 経路生成

[4]では経路生成の手法として最短経路およびサブゴー

ル型経路計画法（the gradual path generation，GPG）が

導入された．本実験ではサブゴール型経路計画法が常に有

効な経路を生成することから，本手法のみを用いることに

する．

サブゴール型経路計画法の説明の前に，この手法で使用

するポテンシャルについて説明する．エージェント iは各

ノード v についてそのノードから充電基地 vibase に戻るた

めに必要な最小のバッテリ残量を計算する．この最小の

バッテリ残量をポテンシャルと呼び，ノード v のポテン

シャル Pi(v)を次の式で計算する

Pi(v) = d(v, vibase) ·Bdrain. (8)

サブゴール型経路計画法では，基本的には最短経路に従

うが，その経路の近くにごみが多いノードが存在する場合

にはそこに立ち寄るように経路を生成する．エージェン

ト iの現在ノード vit を 0番目のサブゴール visub,0 とする．

エージェントは n−1番目のサブゴール visub,n−1を用いて，

下記の式 (9)の条件を満たすノードのうち，最もごみの存

在期待値が大きいノードを n番目のサブゴール visub,n と

する．

d(visub,n−1, v
i
sub,n) ≤ dcl

d(visub,n, v
i
tar) < katt · d(visub,n−1, v

i
tar)

d(visub,n−1, v
i
sub,n) + d(visub,n, v

i
tar)

≤ krover · d(visub,n−1, v
i
tar)

Pi(vitar) +Bdrain · (d(visub,n−1, v
i
sub,n)

+d(visub,n, v
i
tar) ≤ bt.


(9)

ここで，dclは順序が隣り合うサブゴール間の最大距離を表

すパラメータ，katt，krover は最短経路から遠回りできる

距離の程度を表すパラメータである．決定したサブゴール

visub,n−1，visub,n が d(visub,n−1, v
i
sub,n) ≤ dcl，visub,n = vitar

を満たすとき，次のサブゴールを決める動作を終了する．

そして，サブゴール間を最短経路でつなぐことで現在ノー

ドから目標ノードまでの経路を生成する．

エージェントは充電基地まで戻ることができるバッテリ

残量を保つように経路を生成する必要があるが，それがで

きない場合は，次の目標ノードを充電基地 vibase とし，充

電基地までの最短経路を生成する．

3.5 提案手法

特性が異なる分業の形態のひとつとして，充電基地から

の距離による分業に着目した．エージェントは定期的に充

電基地に戻らなければならないため，充電基地から遠い領

域ほど満充電の状態から移動して巡回できる時間が短く

なる．よって，複数台のうち一部のエージェントは遠い領

域を多く巡回する必要がある．我々は速く移動できるエー

ジェントがその速度を生かして遠いノードを回り，遅くし

か移動できないエージェントが近いノードを回ることで，

特性に適した分業と清掃効率の向上ができるのではないか

と考えた．既存手法 [4]にこのような分業を直接促す仕組

みは含まれていない．そこで，報酬式 (4)に移動速度，充

電基地からの距離を組み込んだ．速いエージェントは距離

が遠いほど報酬を大きくし，充電基地から遠いノードへ行

くような戦略を選択することを促し，遅いエージェントは

距離が近いほど報酬を大きくし，充電基地から近いノード

へ行くような戦略を選択することを促した．これによって

距離による分業ができることを期待した．

[4]の既存手法では報酬を式 (4)で計算していた．提案手

法では報酬 uを次の式で計算する．

u =

∑
t∈Ttravel

∑
v∈V i

t

Lt(v){1 + (si − save)
(d(v, vibase)− dave)

dave
}

dtravel
.

(10)

ここで，si はエージェント i の移動する速さ，save は全

エージェントの平均の速さ，dave は環境上の各ノードと充

電基地間の距離の平均である．移動速度 si が平均 save よ

りも速いエージェントは dit が大きい，すなわち充電基地

から遠いほど報酬 uが大きくなる．一方，移動速度 si が

平均 save よりも遅いエージェントは dit が小さい，すなわ

ち充電基地から近いほど報酬 uが大きくなる．本手法は自

らの特性による分業を，距離による分業として実現しよう

とするものである．

4. 実験と考察

4.1 実験環境

清掃する環境 G は 101 × 101 のグリッド構造とす

る．各ノード v は座標をもち，(x, y) で表す．ただし，

−50 ≤ x, y ≤ 50 である．全エージェントの充電基地を

vibase = (0, 0)とする．

実験は 2つの環境で行った．環境のごみ発生確率の分布

を図 1に示す．ごみ発生確率 p(v)は図 1における赤色の

領域が 10−3，灰色の領域が 10−4 その他の白色の領域が

10−6である．環境 (a)では各地点でごみが均一な確率で発
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図 1 清掃する環境

Fig. 1 Cleaning environments.

表 1 目標選択戦略におけるパラメータ

Table 1 Parameters in target decision strategies.

目標選択戦略 パラメータ 値

貪欲法 Ng 5

斥力法 Nrep 100

戦略型目標決定法 α 0.1

drad 15

学習型目標決定法 α 0.1

ε 0.05

表 2 サブゴール型経路計画法におけるパラメータ

Table 2 Parameters in GPG method.

パラメータ 値

dcl 15

katt 1.0

krover 1.2

生する．環境 (b)ではグリッドの周囲および内側の一部の

正方形領域にごみがたまりやすい．

実験において 1回の試行のステップ数は 3000000ステッ

プとした．実験結果は 10 回の試行の平均値を使用した．

環境には 10台のエージェントを配置した．本研究では移

動速度を不均一にした状況で実験するため，10台のうち 5

台のエージェントの移動速度 si を 2，残り 5台のエージェ

ントの移動速度 si を 1とした．また，移動速度 2のエー

ジェントのバッテリ消費率は 1，移動速度 1のエージェン

トのバッテリ消費率は 2とした．バッテリの性能など，移

動速度とバッテリの消費率以外の特性は全てのエージェン

トで同一である．エージェントは既存手法である学習型目

標決定法，または提案手法のいずれかによって戦略を決定

し，目標ノードを選択する．目標ノードの選択戦略で使用

する各パラメータの値を表 1に示す．また，サブゴール型

経路計画法で使用する各パラメータの値を表 2に示す．

バッテリの性能を表 3 に示す．これにより，エージェ

ントの移動速度が 1の場合，2の場合ともに連続で 450ス

テップ稼働する．これは，エージェントの移動速度が 1の

場合，消費率Bi
drainが 2であるため，バッテリを 1ステッ

プあたり 2消費し，移動速度が 2の場合，1ステップで 2

表 3 バッテリの性能

Table 3 Parameters in battery.

パラメータ 移動速度 1 移動速度 2

移動速度 si 1 2

容量 Bi
max 900 900

消費率 Bi
drain 2 1

充電率 ki
charge 3 3

図 2 環境 (a) における既存手法と提案手法の清掃効率推移．

Fig. 2 Transition of cumulative dust accumulation over time

in Env. (a).

図 3 環境 (b) における既存手法と提案手法の清掃効率推移．

Fig. 3 Transition of cumulative dust accumulation over time

in Env. (b).

ノード移動するため，バッテリを 1ステップあたり 2消費

するからである．また，移動速度によらず，バッテリ残量

0から満充電までに 2700ステップかかる．よって，エー

ジェントは最大 3150ステップの周期で巡回と充電を繰り

返す．

清掃効率の評価指標である Dts,te は 3600ステップごと

に記録した．

4.2 清掃効率

図 1 の 2 つの環境で先行手法と提案手法での清掃効率

Dts,te を比較した．環境 (a)，(b)での結果をそれぞれ図 2，

図 3に示す． 両方の環境でどの時間帯においても既存と

提案の手法の間に清掃効率の差がなく，改善も悪化もみら

れなかった．提案手法で報酬式を変更したことによって清

掃効率が改善されないことが分かった．

4.3 エージェントの戦略

次に各目標ノード選択戦略を選んだエージェント数を調

べた．1000ステップごとに各エージェントの Qi(s)が最

大である戦略を取得し，各戦略に対し最大の Qi(s)をもつ
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図 4 環境 (a)-既存手法における速さ 1 のエージェントの

戦略ごとの台数推移

Fig. 4 Transition of the number of agents moving at a speed

of 1 per strategy with existing method in Env. (a).

図 5 環境 (a)-既存手法における速さ 2 のエージェントの

戦略ごとの台数推移

Fig. 5 Transition of the number of agents moving at a speed

of 2 per strategy with existing method in Env. (a).

エージェント数を数えた．10000ステップ，すなわちデー

タ 10セットにつき 1回，戦略ごとにエージェント数の平

均をとり，さらにそれらの 10試行での平均を計算してプ

ロットした．我々はエージェントの速さによる戦略の違い

を調べるため，エージェントの速さごとにグラフを作成し

た．本実験では表 1の通り，ε-greedy法の εを 0.05として

いる，そのため，エージェントは Qi(s)が最大となる戦略

sを 95%以上の確率で選択する．よって，本節で示す各図

はエージェントが選択する戦略の傾向を表している．以下

で環境ごとに結果を示し，考察する．

環境 (a)について，データを取得した各時刻に，各目標

ノード選択戦略 s に対し最大の Qi(s) をもっていたエー

ジェント数の推移を，既存手法の速さ 1，2についてはそれ

ぞれ図 4，5，提案手法の速さ 1，2についてはそれぞれ図

6，7に示す． 既存手法，提案手法ともに，斥力法が最大の

Qi(s)となるエージェントが最も多く，速さ 1のエージェ

ントでは全 5台中約 3.5台，速さ 2のエージェントでは約

4台であった．時間の経過によって斥力法のエージェント

数が 0.4台程度増加し，その分ランダム法のエージェント

数が減少した．また，速さ 1のエージェントに比べて速さ

2のエージェントの方が斥力法をおよそ 0.5台多く選び，

その分ランダム法は選ばない傾向があった．しかし，既存

手法と提案手法の間に明らかな違いはみられなかった．環

境 (a)はごみの発生確率がどの位置でも同じであり，ごみ

が多いノードを選ぶ貪欲法や近くにごみが多い場合に近く

図 6 環境 (a)-提案手法における速さ 1 のエージェントの

戦略ごとの台数推移

Fig. 6 Transition of the number of agents moving at a speed

of 1 per strategy with proposed method in Env. (a).

図 7 環境 (a)-提案手法における速さ 2 のエージェントの

戦略ごとの台数推移

Fig. 7 Transition of the number of agents moving at a speed

of 2 per strategy with proposed method in Env. (a).

図 8 環境 (b)-既存手法における速さ 1 のエージェントの

戦略ごとの台数推移

Fig. 8 Transition of the number of agents moving at a speed

of 1 per strategy with existing method in Env. (b).

のノードを選ぶ戦略型目標決定法よりも，エージェントが

分散して清掃する斥力法が選ばれやすいと考えられる．既

存手法でも大半のエージェントが斥力法を選択しているこ

とから，斥力法の行動価値 Qi(s)が他の戦略の行動価値よ

り差をつけて大きく，提案手法で報酬式を変えても，エー

ジェントが選択する戦略の傾向が変化しなかったと考えら

れる．

環境 (b)について，データを取得した各時刻に，各目標

ノード選択戦略 s に対し最大の Qi(s) をもっていたエー

ジェント数の推移を，既存手法の速さ 1，2についてはそ

れぞれ図 8，9，提案手法の速さ 1，2についてはそれぞれ

図 10，11に示す． 既存手法，提案手法両方において，速

さ 1のエージェントでは貪欲法が，速さ 2のエージェント
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図 9 環境 (b)-既存手法における速さ 2 のエージェントの

戦略ごとの台数推移

Fig. 9 Transition of the number of agents moving at a speed

of 2 per strategy with existing method in Env. (b).

図 10 環境 (b)-提案手法における速さ 1 のエージェントの

戦略ごとの台数推移

Fig. 10 Transition of the number of agents moving at a speed

of 1 per strategy with proposed method in Env. (b).

図 11 環境 (b)-提案手法における速さ 2 のエージェントの

戦略ごとの台数推移

Fig. 11 Transition of the number of agents moving at a speed

of 2 per strategy with proposed method in Env. (b).

では斥力法が最も多くなった．2つの戦略間のエージェン

ト数の差は，提案手法の方が既存手法よりも大きかった．

既存手法，提案手法ともに環境 (b)においては選択した戦

略の点では移動速度による分業ができていると言うことが

できる．環境 (b)はグリッドの外側にも内側にもごみがた

まりやすい領域が存在し，内側の一部の領域はその中でも

特にごみがたまりやすい．速さ 1のエージェントは満充電

の状態から移動できる距離が速さ 2のエージェントの半分

であり，充電基地から遠いノードを長時間回ることができ

ない．よって，速さ 1のエージェントは貪欲法に従って外

側の領域よりも内側の最もごみが集まりやすい領域を目標

ノードとして巡回し，速さ 2のエージェントは内側の領域

にエージェントが集中するため，斥力法によって外側の領

図 12 環境 (a) における速さごとの充電基地からの距離の推移．

左が既存手法，右が提案手法のものである．

Fig. 12 Transition of average distance from charge base per

agent’s speed in Env. (a).

図 13 環境 (b) における速さごとの充電基地からの距離の推移．

左が既存手法，右が提案手法のものである．

Fig. 13 Transition of average distance from charge base per

agent’s speed in Env. (b).

域などを巡回したと考えられる．

以上をまとめると，速さの違いによって戦略ごとに最大

の行動価値をもつエージェント数が異なり，既存手法，提

案手法の両方で戦略が異なるという点では分業が実現でき

たと言える．しかし，提案手法が既存手法と異なる結果を

示したのは環境 (b)のみであった．大半のエージェントが

特定の一つの戦略を選択するような環境では提案手法の報

酬式で選択する戦略の傾向を変えることが難しいと分かっ

た．報酬式 (10)の中で，速さ，充電基地からの距離による

報酬の変動幅を大きくすることで環境 (a)でも選択する戦

略の傾向を変えられる可能性があると考えられる．また，

外側にも内側にもごみがたまりやすい領域をもつ環境 (b)

において遅いエージェントが貪欲法，速いエージェントが

斥力法を多く選択したことから，速い，遅いエージェント

にそれぞれ斥力法，貪欲法を選択するように促すことで，

充電基地からの距離による分業を実現できる可能性がある．

4.4 充電基地からの距離

速さごとにエージェントの充電基地からの距離の平均を

100ステップごとに取得し，それらの 10000ステップでの

平均をとって 10試行での平均値をプロットして推移を確

認した．その推移を，環境 (a)，(b) についてそれぞれ図

12，図 13に示す． 両方の環境で，速さ 2のエージェント

が速さ 1のエージェントよりも充電基地からの距離の平均

が 4から 10程度大きかった，これは速いエージェントは

充電基地から速く遠ざかることができ，同じ稼働時間内で
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より長い時間充電基地から離れた場所で活動したからであ

る．環境 (b)では提案手法の方が既存手法より速さ 1，2で

の距離の差が 3程度大きかった一方，環境 (a)では提案手

法と既存手法の間に違いがみられなかった．これは 4.3で

説明したように，環境 (a)においては提案手法と既存手法

の戦略に違いがなかったためであると考えられる．一方，

環境 (b)で提案手法での速さによる距離の差が大きくなっ

たのは，既存手法と比べて速さ 1のエージェントがより貪

欲法を，速さ 2のエージェントがより斥力法を選択するよ

うになったからだと考えられる．環境 (b)においては，提

案手法が戦略のみではなく充電基地からの距離の点でも分

業を促すことができていると言える．

5. まとめ

本研究では複数エージェントによる巡回問題において，

不均一な移動速度の複数エージェントが自らの移動速度に

応じて分業することを目的に，既存手法を拡張して移動速

度と距離によって戦略の報酬値を変化させる手法を提案し

た．エージェントの移動速度が 2種類存在する状況で既存

手法，提案手法それぞれで実験し，清掃効率，エージェント

が選択する戦略，充電基地からの距離を比較した．その結

果，エージェントの移動速度によって選択する戦略の傾向

および，巡回ノードの充電基地からの距離に違いがみられ

た．一部の環境では，提案した手法は既存手法と比べて清

掃効率，戦略の傾向，巡回ノードの充電基地からの距離に

明らかな差がみられなかったが，環境の外側，内側の両方

に汚れやすい領域をもつ環境では，戦略の傾向，巡回ノー

ドの充電基地からの距離の点で提案手法が分業を促してい

ることが分かった．

今後の課題として，提案手法がもたらす差異や分業が小

さく，かつもたらす環境が限定されていることがあげられ

る．提案手法を用いたことで既存手法と比べて変化があっ

た環境は本研究で使用した環境では一つだけであり，他の

構造においても提案手法が効果をもたらす環境は少ないと

考えられる．また，別のエージェントの速さやその構成で

提案手法が効果をもたらすかどうかは不明である．多様な

条件で移動速度に適した分業を促すように手法を改善する

必要がある．既存手法の学習型目標決定法，その拡張であ

る提案手法では別の戦略を選択肢に入れることができる．

充電基地から近くまたは遠くのノードを我々は目標ノード

とする戦略を新たに導入することで，本研究の提案手法で

目的としていた充電基地からの距離による分業を実現でき

るのではないかと考えている．
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