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小疎行列積計算のGPU最適化

長坂 侑亮1,a) 額田 彰1 小島 諒介2 松岡 聡3,1

概要：バイオインフォマティクス等における深層学習的手法の適用として，高い認識精度を得ることが可
能である Graph Convolutional Networks (GCNs) が近年注目を集めている．グラフ構造を持つデータに

対する畳込み演算が可能である GCNs の処理では，疎行列積計算（SpMM）を含む膨大な演算を処理す

るために GPUが用いられている．しかしながら，GCNsで扱われるデータのグラフ構造にはノード数が

数十程度の小さいものが含まれており，小行列に対する疎行列積計算は GPUの並列性の活用が困難であ

るために，疎行列積計算が GCNの学習や推論の処理におけるボトルネックとなっている．GCNsアプリ

ケーションの処理性能向上のために，特に小疎行列に対して効果的な新たな疎行列積計算カーネルである

Sub-Warp-Assigned (SWA) SpMMと，複数の疎行列積計算を一つのカーネルで行うことによって GPU

の高い並列性と演算能力を活用可能にする Batched SpMMを提案する．NVIDIA Tesla P100 GPUを搭

載する TSUBAME3.0にて評価実験を行い，Non-batchedの手法から最大 9.27倍の性能向上を達成した．

1. はじめに

近年，画像認識などにおいて高い認識精度を達成するこ

とを可能とする深層学習の研究開発が盛んに行われている．

画像認識においては，画像の畳込みやプーリングを行う

層を重ねた Convolutional Neural Network (CNN) によっ

て，特徴抽出が行われている．一方で，画像などの規則正

しい格子構造を持つデータだけでなく，ノードとエッジに

よって関係性が表されるグラフ構造を入力として扱うこと

が可能な Graph Convolutional Networks (GCNs) が脚光

を浴び始めている [1]．化合物やタンパク質の特性を推定

するバイオアッセイにおいて，GCNsでは物質の持つ構造

をグラフとして扱うことによって高い認識精度と高速な推

論性能を実現している [2–6]．また，知識をグラフ構造と

して表した知識グラフに対するGCNsの適用も行われてい

る [7]．

通常の CNNsの処理と同様に，GCNsの処理に要する演

算量は膨大であり，高い演算能力を持つ GPUの活用が重

要となる．また，GCNsでは入力データのグラフ構造を考

慮する必要があり，グラフ構造は隣接リストや隣接行列と

して表現される．グラフの各要素間の結合は多くの場合に

おいて疎であり，隣接行列で表現される場合には疎行列と
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なる．高速なGCNsの学習や推論の実現においては，疎行

列に関する計算，特に疎行列積計算（Sparse-Dense Matrix

Multiplication, SpMM）の最適化も重要となる．しかしな

がら，GCNsで扱われるグラフにはしばしばノード数が数

十程度の小さいものが含まれており，GPUの高い並列性

の活用が困難となっている．結果として，疎行列計算に関

する箇所が GCNsの性能のボトルネックとなっている．

本論文では，小疎行列積計算の高速化を目的とした新た

な SpMMアルゴリズムと大量の疎行列積計算を効率的に

処理するための Batched手法を提案する．はじめに CSR

や TensorFlow における SparseTensor などのデータ構造

に対する新たな SpMM アルゴリズムとして Sub-Warp-

Assigned (SWA) SpMM を提案し，更に SWA SpMM に

おいて GPUのシェアードメモリを活用するためのキャッ

シュブロッキング最適化手法を示す．次に，GPUの高い

並列性と演算能力を活用可能とする Batched SpMMを提

案する．Batched SpMMは，キャッシュブロッキングを

適用するか，スレッドやシェアードメモリを各 SpMMに

どれだけ割り当てるのかを，バッチ内の行列のサイズに基

づいて適切に判断する．GCNsアプリケーションにおける

ミニバッチサイズ相当の繰り返し実行される SpMM演算

を一回の CUDAカーネル呼び出しで並列処理することに

よって，高い並列性の達成とカーネル起動コストの削減を

実現可能とする．

NVIDIA Tesla P100 GPUが搭載された TSUBAME3.0

を用いて，Batched SpMMの性能評価を行った結果，従来

の Non-batched手法から最大 9.27倍，サイズの大きい入
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力密行列に対しても 6.09倍の性能向上を達成した．また，

入力疎行列を密行列として扱った場合における cuBLAS

の Batched GEMMの評価も行っており，我々の Batched

SpMM は Batched GEMM に対しても優位な性能を示し

た．また，バッチサイズや行列サイズなどのパラメータを

変更した際の Batched手法の性能変化の傾向を明らかに

した．

2. 背景

2.1 Graph Convolution

Graph convolutionではグラフ構造を持つデータに対す

る畳込み操作が行われる．入力データとしてグラフ構造と

特徴量が与えられ，対象とするノードの隣接ノードに対し

てフィルタを掛け，足し合わせるという操作を行う．グラ

フを G = {V,E}，グラフ上のノード v ∈ V における特徴

量を xv，フィルタの集合を行列で表しW としたとき，以

下のように定式化される．

yi =
∑
j∈V

aijx
T
j W (1)

auu = 1とした上で，uから vに向かうエッジがある場合

には， avu = 1，なければ 0となる．各ノードごとの処理

をグラフ全体として行うとした場合には

Y = AXW (2)

となり，疎な特性を持つ隣接行列 Aと密行列として表され

る特徴ベクトル列やフィルタの集合である重み行列との積

演算となる．

2.2 疎行列フォーマット

行列内の要素の多くが行列の計算において影響を与えな

いゼロ要素であるような疎行列の場合には，行列内のゼロ

要素を削除し，処理に必要となる非ゼロ要素に関する情報

のみを保管するように圧縮を行う．圧縮によって疎行列に

関する処理の計算量とメモリ使用量を削減することが基

本的な目的であり，処理に合わせて様々なフォーマットが

提案されている．疎行列フォーマットとして広く用いら

れているものとして Coordinated（COO）と Compressed

Sparse Row（CSR）フォーマットがある．図 1に各疎行

列フォーマットの例を示す．COOは行列の各非ゼロ要素

に関して，値，行インデックス，列インデックスを組とし

て保持する．CSRでは同じ行インデックスを持つ非ゼロ

要素をまとめ，各行の開始インデックス row pointer（配

列 rpt）を保持した上で，各非ゼロ要素の列インデックス

と値を保持する．CSRでは COOと比較してメモリ使用

量が削減される．また，深層学習フレームワークである

TensorFlow [8]では，SparseTensorとして疎テンソルは扱

われる．図 1が示すように，SparseTensorは COOと類似
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図 1: 疎行列フォーマットの例

SparseTensorDenseMatMul(C,A,B)

1 // set matrix C to O

2 for i ← 0 to nnzA

3 do for j ← 0 to nB

4 do rid← idsA[i ∗ 2]
5 cid← idsA[i ∗ 2 + 1]

6 val← valuesA[i]

7 C[rid][j]← C[rid][j] + val ∗B[cid][j]

図 2: TensorFlowにおける疎テンソルと密行列の積計算の

擬似コード．Aは SparseTensorデータ構造として保管さ

れている．

したデータ構造であり，各非ゼロ要素のインデックスは行

と列のインデックスの組の配列として扱われる．

2.3 疎行列積計算

A, B を入力行列，ただし Aは疎行列，B は密行列であ

るとした場合，疎行列積計算では C = AB を求める．本

論文ではこれ以降，行列X の非ゼロ要素数を nnzX，行数

を mX，列数を nX と表記する．図 2に TensorFlowにお

いて SpMM計算を行うことが可能な SparseTensorDense-

MatMulの擬似コードを示す．SparseTensorDenseMatMul

では各非ゼロ要素について順次計算が行われ，CUDAで

のコードの場合には，２つある “for” ループを並列化し

nnzA ∗ nB のスレッドを起動することで各スレッドごとに

独立して一回の積和計算を行う．最終的に出力行列への足

し合わせを行う際には，各スレッドごとのメモリアクセス

について競合が発生する可能性があるため，atomicに加算

処理を行っている．Atomic処理による影響が十分に小さ

ければ，各スレッドの処理量は等しく，高い並列性を持つ

GPUにおいても良いロードバランスを達成することが可

能となる．しかしながら，本手法は行列同士の積計算であ

りながら局所性をほとんど活用できていないことに加え，

グローバルメモリ上での atomic処理によって性能が律速

している．また，スレッド数は nnzA ∗ nB となるため，小

行列の場合には GPUの高い並列性の活用が困難となる．
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3. 関連研究

3.1 SpMM for GPU

Vázquez らによって，ELLR-T フォーマットを用いた

GPU向けSpMM計算の高速化手法が提案された [9]．GPU

のメモリアクセスに適した ELL系の疎行列フォーマット

を用いており，高い SpMM性能を達成している．しかし

ながら，COOや CSRなどのフォーマットからの変換が必

要となり，各疎行列について一度しか計算を行わないよう

な処理においては，フォーマット変換のコストが性能低下

の要因となりうる．

Hongらによって，GPUでの SpMM計算向けの新たな

フォーマットである RS-SpMM (Row-Segmented SpMM)

が提案された [10]．疎行列を非ゼロ要素が偏っている箇所

とそれ以外とに分け，それぞれを別々のカーネルで処理す

る．これによって，非ゼロ要素の偏っている密な箇所に対

応するデータの再利用性が向上し，GPUのグローバルメ

モリへのアクセスを削減することに成功している．また，

偏っている箇所を判定するために性能モデルを導入してお

り，最適な場合と比較しても十分に高い性能を達成してい

る．フォーマットの変換にはパラメータの設定と DCSR

フォーマット [11]への変換が含まれるが，SpMM計算数

回分の変換コストを伴うものである．

Yangらによって，CSRでの高速なGPU向け SpMM手

法が提案された [12]．SpMVの手法として提案されている

Merge-based [13]をロードバランス改善のために SpMMに

取り入れた手法と，coalescedなメモリアクセスを実現する

ためのRow-splitting手法の 2つを提案しており，Heuristic

を用いることで二つのカーネルを行列によって適切に使い

分けている．なお，評価対象としている行列のサイズは大

きく，小行列において有効かは明らかではない．

3.2 Batched BLAS

密行列を小ブロックに分割して行われる計算 [14, 15]や

ブロック構造を持つ疎行列に関する計算 [16–18]において

は，各ブロックに関する計算は一つの密行列計算として扱

われ，大量の小密行列計算を処理する必要がある．GPU

にて小行列を扱う場合，高い並列性やメモリバンド幅を活

用することが困難であることに加え，カーネルの起動オー

バーヘッドが全体の性能を低下させるという問題がある．

これに対して新たな計算ルーチンとして，ひとまとまりの

データ集合をまとめて処理する Batched BLASが提案され

た [19–21]．バッチ内で処理するデータのサイズが異なる

場合においても，発生する処理の負荷不均衡の解消を図れ

ている．また，小行列での GEMM計算を効率よく行うた

めの手法も提案されており [22]，大量の小行列計算を高い

スループットをもって行うことが可能となった．また，小

疎行列を対象とした疎行列ベクトル積計算である Batched

SpMVも提案されている [23]．Batched SpMVでは全ての

行列が共通の非ゼロ配置を有する等の仮定を含んでおり，

極めてアプリ特化なものであると言える．そのため，GPU

における Batched SpMVでのバッチ化手法は単純にバッ

チ方向の並列度を追加しただけであり，バッチ内の疎行列

のサイズや非ゼロ配置が異なる際に発生しうる負荷不均衡

の問題が考慮されていない．

4. 提案

グラフ構造を疎行列として保管した場合，グラフ構造

に則った畳み込みを行う際には SpMM 計算が行われる．

GCNs の学習では Graph convolution 層を通じて大量の

データを処理するため，SpMM計算が繰り返し行われる．

しかしながら，疎行列の行数（列数）が数十から数百など非

常に小さい場合にはGPUの高い演算性能を活用することが

困難となる．さらに，各 SpMM計算毎に起動されるCUDA

カーネルの起動オーバヘッドが性能に対して顕著になる．

これらの問題に対して，小疎行列に対する大量の SpMM計

算のスループットを向上させる Batched SpMMを提案す

る．はじめに，CSRや TensorFlowにおける SparseTensor

等のデータ構造を対象とした新たな SpMMアルゴリズム

である Sub-Warp-Assigned (SWA) SpMMを提案する．次

に，SWA SpMMにおけるシェアードメモリを活用するた

めのキャッシュブロッキング最適化手法を示す．最後に，

Batched SpMMにおけるバッチ内の SpMM計算に対する

キャッシュブロッキング最適化適用の判断や，スレッド等の

計算リソース割当の戦略を示す．なお，全ての疎行列デー

タについてフォーマット変換を行うのは高い変換コストを

発生させるため，COOや CSR等の単純なデータ構造を対

象とし，本論文では TensorFlowにおける SparseTensorと

CSRを用いる．なお，SparseTensorでは各非ゼロ要素に

ついて行や列インデックスに基づいたソートなどは行われ

ていないことを仮定する．SpMM計算における入力密行列

の列数はGCNsアプリケーションにおいてはモデルのサイ

ズを表し，バッチ内の各 SpMM計算での入力密行列の列

数は共通であるとする．

4.1 Sub-Warp-Assigned SpMM

TensorFlow の SparseTensorDenseMatMul カーネルで

は nnzA ∗ nB のスレッドを起動し，各スレッドが一回の

積和計算を行う．つまり，nB のスレッドが各非ゼロ要素

に割り当てられるという形になる．しかしながら，実際の

CUDAの実装では，各スレッドがどの非ゼロ要素や列を担

当するのかを見つける上で多くの命令を要しており，並列

効率を低下させる要因となっている．また，SparseTensor-

DenseMatMulはメモリアクセスについても性能低下の要

因がある．nB が 32の倍数でない場合には，密行列へのア
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クセスはコアレスアクセスの条件を満たさないという問題

があり，nB が増加した場合，特に 32を超えた場合には，

多くのスレッドが同じ非ゼロ要素へのメモリアクセスを

行うため，メモリアクセス要求や命令数が不必要に増加す

る．本論文では各非ゼロ要素もしくは各行の計算に割り当

てるスレッドを最大 32スレッド，つまり 1 warpに制限し

た Sub-Warp-Assigned (SWA) SpMMを提案する．SWA

SpMMにおいて重要となる subWarpは入力密行列の列サ

イズ nB をもとに以下のように決定する．

subWarp =

32 (nB > 16)

min 2p s.t. nB ≤ 2p (nB ≤ 16)

subWarpは 2のべき乗としており，処理中に必要となる除

算や剰余計算を低コストなビット計算のみで行うことが可

能となる．また，各要素に割り当てるスレッド数の上限を

32スレッドと制限することによって，SWA SpMMでは過

剰なメモリアクセス要求や命令を削減している．はじめに

SparseTensorデータ構造向けの SWA SpMMアルゴリズ

ムを，次に CSR向けのものを示す．なお，SparseTensor

向けのアルゴリズムは簡易に COOに適用可能である．

図 3に SparseTensor向け SWA SpMMの擬似コードを

示す．各非ゼロ要素には subWarpのスレッドが割り当て

られ，subWarp内のスレッドによる入力密行列や出力行

列へのメモリアクセスは連続となる．SparseTensorDense-

MatMulと同様に，SWA SpMMは非ゼロ要素数に基づい

て並列化が行われているため，スレッド間の負荷均衡が

達成されている．なお，他の非ゼロ要素に割り当てられた

subWarp内のスレッドが同じ出力行列要素へ同時にアク

セスする可能性があるため，加算は atomic処理を用いて

行われる．

図 4に CSR向け SWA SpMMの擬似コードを示す．非

ゼロ要素が行単位で管理されているという CSRの特性を

活用し，CSR 向け SWA SpMM では subWarp を各行に

割り当てる．SparseTensor向け SWA SpMM同様，同一

subWarp内のスレッドは同じ非ゼロ要素へメモリアクセ

スを行い，入力密行列や出力行列へのメモリアクセスは連

続となる．なお，SparseTensor向け SWA SpMMとは異

なり，CSR向け SWA SpMMでは出力行列へのアクセス

に競合が発生しないため，計算された積は atomic処理を

用いずに加算することが可能となる．

4.2 シェアードメモリの活用とキャッシュブロッキング

GPUでの行列積計算の性能向上において，シェアード

メモリの活用とメモリアクセスの局所性改善は非常に重要

である．シェアードメモリは GPUの各 SMに実装されて

おり，高速なメモリアクセスを提供するものである．また，

シェアードメモリでは atomic処理についてハードウェア

レベルでのサポートがなされているため，atomic処理を

SWA SpMM ST(C,A,B, subWarp)

1 // A is stored as SparseTensor data structure

2 // set matrix C to O

3 i ← threadid

4 nzid ← i /subWarp

5 rid← idsA[nzid ∗ 2]
6 cid← idsA[nzid ∗ 2 + 1]

7 val← valuesA[nzid]

8 for j ← (i %subWarp) to nB by subWarp

9 do Atomic(C[rid][j]← C[rid][j] + val ∗B[cid][j])

図 3: SparseTensor向け SWA SpMMの疑似コード

SWA SpMM CSR(C,A,B, subWarp)

1 // A is stored as CSR

2 // set matrix C to O

3 i ← threadid

4 rid ← i /subWarp

5 for nzid ← rptA[rid] to rptA[rid+ 1]

6 do cid← colidsA[nzid]

7 val← valuesA[nzid]

8 for j ← (i %subWarp) to nB by subWarp

9 do C[rid][j]← C[rid][j] + val ∗B[cid][j]

図 4: CSR向け SWA SpMMの疑似コード

含む計算の性能向上を期待することが可能となる．SWA

SpMMにおいては出力行列の途中計算結果を保管する目的

でシェアードメモリを用いる．

出力行列が十分に小さい場合には，SparseTensor 向け

SWA SpMMは図 5-(a)に示すようにシェアードメモリを

使用する．図 3が示すように，出力行列は実際の SpMM計

算を始める前に初期化されている必要があり，特に小行列

に対する SpMM計算においては，初期化用の CUDAカー

ネル起動のオーバーヘッドは無視できないものとなるが，

出力行列に対してシェアードメモリを活用することによっ

て出力行列初期化用 CUDAカーネルの起動コストを削減

することが可能となる．一方，nB もしくは入力疎行列が

大きい場合，一つのスレッドブロックが管理するシェアー

ドメモリ上に出力行列全体を載せることが困難となる．こ

の場合には，図 5-(b) に示すように，出力行列を列方向に

分割するキャッシュブロッキング最適化を適用する．本

キャッシュブロッキング最適化によって，入力密行列に対

するメモリアクセスの局所性についても改善されており，

大きい入力行列に対してもシェアードメモリを活用した高

性能な SpMM計算を実現することが可能となる．

SparseTensor向け SWA SpMMでは，非ゼロ要素のイン

デックス情報が無い状態で各スレッドが特定できるのは出

力行列の担当する列インデックスのみであったのに対して，

CSR向け SWA SpMMでは各スレッドが担当する出力行

列要素の行と列のインデックスを容易に特定することが可

能である．そのため，シェアードメモリは出力行列全体を
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(c) CSR for larger sparse matrix (d) CSR for wider dense matrix

図 5: SWA SpMMでのシェアードメモリの活用とキャッシュブロッキング最適化

保持する必要はなく，各 subWarpごとに nB，つまり出力

行列の列数分のシェアードメモリ容量のみで十分となる．

TB をスレッドブロックサイズとし，TB/subWarp ∗ nB

がシェアードメモリの容量を超えた場合には，図 5-(d) に

示すようにキャッシュブロッキング最適化を適用する．

SparseTensor 向けのキャッシュブロッキング最適化と同

様，出力行列や入力密行列は列方向に分割される．

4.3 SpMM向け Batchedアルゴリズム

Batched SpMMでは，数十から数百の SpMM計算を一

つの CUDAカーネルによって行う．Batched SpMMは，

入力行列のサイズに基づいてキャッシュブロッキングを行

うかの判断と各 SpMM計算へ割り当てるスレッド数の決

定を行う．

SparseTensor向け Batched SpMMでは，バッチ内の出

力行列の最大サイズ，つまり maxi∈batch mAi ∗ nB に基づ

いてキャッシュブロッキングの適用を判断する．入力行列

のサイズによって以下の 3つのケースが考えられる．

( 1 ) 単一のスレッドブロックが管理するシェアードメモリ

上に出力行列全体が載る (図 5-(a))

( 2 ) キャッシュブロッキング最適化による部分出力行列が

単一のスレッドブロックが管理するシェアードメモリ

上に載る (Figure 5-(b))

( 3 ) キャッシュブロッキング最適化を適用しても部分出力

行列がシェアードメモリに載らない

なお，各 SpMM計算に割り当てるシェアードメモリの最

大を 32KBとしたときの単精度 SpMM計算において， (3)

のケースは mA > 8192となる入力疎行列の場合のみであ

る．十分な並列性のある SpMM計算に対するバッチ最適

化は本論文の対象外であり，Batched SpMMではシェアー

ドメモリを用いないカーネルを作成することによって (3)

についても対応するが，本論文が対象とするのは小疎行列

に関する SpMM計算であるため，(1) と (2) について以

下で詳細を述べる．Batched SpMMでは各行列もしくは

部分行列に関する SpMM計算に対して，一つのスレッド

ブロックを割り当てる．キャッシュブロッキング最適化の

適用判断について，単一スレッドブロックが管理するシェ

アードメモリ上に載らない出力行列がバッチ内に一つで

もある場合には，バッチ内のすべての SpMM計算に対し

て，キャッシュブロッキング最適化を適用する．例えば，

単精度にて 100 の SpMM 計算を Batched SpMM が実行

する場合を考える．各スレッドブロックに割り当てるシェ

アードメモリ容量は 32KB とする．バッチ内の任意の出

力行列をシェアードメモリに載せることが可能，つまり

mA ∗nB ∗sizeof(float) ≤ 32∗1024の場合，Batched SpMM

は 100のスレッドブロックを起動し，各 SpMM計算に一

つのスレッドブロックを割り当てる．一方，バッチ内のあ

る SpMM計算のみがキャッシュブロッキング最適化を必

要とし，出力行列を二つの部分行列に分割する必要がある

場合には，Batched SpMMでは 200のスレッドブロック

を起動し，各スレッドブロックを一つの部分行列に関する

SpMM計算に割り当てる．
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CSR向けBatched SpMMでは，各 SpMM計算に必要と

なるスレッド数は subWarp ∗mA となる．図 5-(c) が示す

ように，起動するスレッド数は入力疎行列のサイズに応じ

て増加する．CSR向けBatched SpMMでは，図 5-(d)が示

すように，nB が大きい場合でのみ，キャッシュブロッキン

グ最適化を適用する．入力密行列の列数 nB が十分に小さ

い場合には，Batched SpMMはmaxmA ∗subWarp∗batch
のスレッド数を全体として起動する．バッチ内の出力行列

がキャッシュブロッキング最適化を必要とし，出力行列が

列方向に p個の部分行列に分解される場合には，Batched

SpMMは全体として maxmA ∗ subWarp ∗ batch ∗ pのス
レッドを起動する．バッチ内の入力疎行列の行数mA に偏

りがある場合，CSR向け Batched SpMMは過剰にスレッ

ドを起動することになるが，このような余剰スレッドは起

動して直ちに終了するため，性能に与える影響は微小で

ある．

5. 性能評価

Batched SpMMの有効性を検証するために，ランダムに

生成した行列データに対して SpMM性能の評価を行った．

性能評価においては東京工業大学の TSUBAME3.0 を用

いた．CPUとして Intel(R) Xeon(R) CPU E5-2680 v4 @

2.40GHzが 2基，GPUはNVIDIA Tesla P100-SXM2 GPU

が 4基搭載されている．なお，評価では GPUを 1基のみ

用いた．Tesla P100 GPUは SMを 56，CUDAコアを計

3584個搭載しており，理論バンド幅 732GB/secの HBM2

を 16GB 有する．Shared memory は SM あたり 64KB，

L2キャッシュは GPU全体で 4MBである．OSは SUSE

Linux Enterprise Server 12 (x86 64) である．CUDA は

ver. 9.0.176である．

本評価では，一度に処理する疎行列積計算の数を batch

として行列データを生成し，全ての SpMM計算を完了す

るまでの時間を測定する．ランダム生成する疎行列デー

タは，対象がグラフデータであることから正方行列とし，

行 (=列)サイズ (dim) と nnz/rowをパラメータとして生

成する．非ゼロ配置は各行列で異なる．また，密行列の列

数 (nB)も同様にパラメータ化されている．Non-batched

手法ではバッチ内の各 SpMM 計算を逐次的に実行する．

Non-batched手法として，cuSPARSEライブラリの CSR

向け SpMM関数を用いており，“csrmm()”と “csrmm2()”

を評価し，最適なものを “cuSPARSE”として示す．加え

て，TensorFlow での SparseTensorDenseMatMul を模し

た SparseTensor形式での SpMM計算を実装し評価した．

Non-batchedに対して，CSR向けと SparseTensor向けの

Batched SpMM をそれぞれ評価した．また，Chainer を

使用した化学向けの深層学習ライブラリである Chainer

Chemistry [24]では，疎な性質を持った隣接行列を密行列

として扱うことで行列計算を行っている．本評価では，入力

疎行列を密行列として扱うことによる cuBLASライブラリ

の “gemmBatched()”の性能評価を行っており，“cuBLAS”

として示す．Batched GEMM関数は多数の GEMM計算

を処理することに最適化されており，GPUの高い計算能

力を活用することが可能である一方で，疎な特性を持つ行

列に対して適用するために多くのゼロ乗算やゼロ加算が

行われる．なお，本評価では行列計算のスループットのみ

を示すが，Batched GEMM適用によって，疎行列を密行

列として保持する必要があり，結果としてメモリ使用量

増加を引き起こす．実際のアプリケーションシナリオを

考慮した場合，密行列として保管することによるメモリ

使用量の増加は GPU上にデータを保持することを困難に

させ，結果として CPUと GPU間のメモリ転送を増大さ

せるという問題を生じさせる．性能は FLOPSで表してお

り，2 ∗ nnzA ∗ nB/exe timeで計算される．重要であるの

は実際の実行時間であるため，多くのゼロ計算が行われ

る “gemmBatched()”についてもこの性能計算方法に従う．

Batched SpMM と Batched GEMM ではデバイス上の各

行列データへのアクセスのためにポインタが必要である

が，Non-batchedにおいてはホストメモリ側に保管されて

いるデータとなっている．性能評価には，ポインタに関す

るデータ配列のホスト・デバイス間のメモリ転送時間を含

めている．なお，すべての評価は単精度にて行った．

5.1 GCNsアプリケーションを模したデータセットでの

評価

実際の GCNsアプリケーションで用いられているデー

タセット [25]に基づいて入力疎行列のパラメータを設定し

て生成した行列データに対して，SpMM性能の評価を行っ

た．図 6に示すように，各Batched手法はNon-batched手

法に対して高い比率での性能向上を達成した．各 SpMM

計算を逐次的に処理する Non-batched手法では，並列性

が低く，繰り返し発生する CUDA カーネル起動による

オーバーヘッドのために高性能を達成することが困難と

なっている．逐次的に実行する Non-batched手法に対し

て，Batched SpMMは図 6-(a) においては nB = 64で最

大 9.27倍，図 6-(b) においては nB = 512で最大 6.09倍

の性能向上を達成した．より詳細な性能分析を行うため，

NVIDIA GPU 向けのプロファイラの一つである nvprof

を用いて各 SM の稼働率 sm efficiency の評価を行った．

図 6-(b) の nB = 512において，Non-batched手法である

TensorFlowでの SpMMの sm efficiencyは 35.51%であっ

たのに対し，Batched SpMMの SparseTensor向け，CSR

向けはそれぞれ 89.07%，87.87%であり，Batched SpMM

が GPUの計算リソースを効果的に活用出来ていることを

示している．

本評価において cuBLASの Batched GEMMはゼロ計算

を含んでいるにも関わらず高いスループットを示したが，
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図 6: GCNsアプリを模したデータセットにおける疎行列積計算性能の評価．Batched SpMM (ST) は SparseTensor向け

Batched SpMMの結果を表す．

これは本評価で対象とした疎行列が小さく，ゼロ計算の割

合が小さかったためである．疎な特性を持つ行列を疎行列

として扱う Batched SpMMは，nB が大きい場合において

cuBLASに対して性能面での優位性を示しており，図 6-(a)

の nB = 64における cuBLASに対する Batched SpMMの

性能向上率は 1.26 倍であり，図 6-(b) の nB = 512 にお

いては 1.43倍の性能向上を達成した．Batched SpMMに

よって発生する CPUと GPU間のメモリ転送は Batched

GEMMで発生するメモリ転送と比較して多く，GPU上で

の SpMM自体の実行時間が大変短い場合においては通信

のオーバーヘッドが性能に対して支配的になる．その結果，

入力密行列の列数 nB が小さい場合においては，Batched

GEMMが Batched SpMMに対して高い性能値を示した．

5.2 Batched手法の比較評価

入力疎行列のパラメータやバッチサイズを変更した際

の 3つの Batched手法，cuBLAS, Batched SpMM (ST),

Batched SpMM (CSR) の性能評価結果を示す．図 7-(b)

と (d) は batchを変えた際の性能差を表しており，バッチ

サイズの増加によって全ての Batched手法が高いスルー

プットを得ていることを示している．batch = 50の時，い

ずれの Batched手法についても GPU上のすべての SMを

使えておらず，GPUの高い演算性能を活用することが出来

ていない一方，より大きなバッチサイズである batch = 100

では十分な並列性が保障され，高い性能を達成している．

図 7 の上列，つまり (a), (b), (c) はそれぞれ dim =

32, 64, 128での結果を表している．入力疎行列のサイズを

増大させることによって，CSR 向け Batched SpMM と

cuBLASが高い性能を達成した．この処理性能向上は並列

性の改善に由来するものであり，CSR向けBatched SpMM

は入力疎行列の行数に比例して起動するスレッド数が増加

し，GPUでの実行効率改善がなされる．cuBLASについて

も入力疎行列のサイズ増大に合わせて並列数が増加するが，

sparsityも同時に増加するためにCSR向けBatched SpMM

と比較して性能向上率は小さい．なお，SparseTensor 向

け Batched SpMMでは入力疎行列のサイズ増大による性

能変化は見受けられなかった．SparseTensor向け Batched

SpMMにおいても，入力疎行列のサイズ増大による並列数

増加は発生するが，同時に，キャッシュブロッキングによ

る入力密行列の分割も増加し，結果として同一非ゼロ要素

へのメモリアクセスが増加するためであると考えられる．

図 7-(e), (f) にそれぞれ nnz/row = 1, 5での性能評価結

果を示す．Batched SpMMはより疎である入力に対して，

cuBLASはより密である入力に対して性能の優位性を示し

ている．nnz/rowが小さい場合においては，SparseTensor

向け，CSR 向け双方の Batched SpMM が cuBLAS に対

して性能的に優位となっている．一方，nnz/row が大き

い場合において，SparseTensor向け Batched SpMMでは

atomic処理によるメモリアクセスの競合がより多く発生す

るため性能向上が制限される．CSR向け Batched SpMM

は atomic処理を含まないため，密な入力疎行列に対して

も最も高い性能を達成している．

5.3 行列ごとに異なるパラメータ設定での評価

バッチ内の疎行列データの次元数や nnz/row が行列毎

に異なる場合での性能評価を行った．図 8に batch = 100,

dim = [32, 256], nnz/row = [1, 5]での評価結果を示す．な

お，“gemmBatched()”ではバッチ内の行列積計算において

すべての行列のサイズが等しい必要があるため，本評価か

らは cuBLASを除外する．バッチ内の行列データにばらつ

きがある場合においても Batched SpMMは Non-batched

手法からの大幅な性能向上を示しており，nB = 1024にお
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図 7: ランダム生成したデータセットでの Batched手法の性能比較評価
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図 8: ランダム生成したデータセットでの SpMM 性能

(batch = 100, dimと nnz/rowは行列毎に異なる)

いて最大 3.29倍の性能向上を達成した．

6. 結論

化学や生物分野を含めた様々な分野への機械学習的手法

の適用において，GCNsが高い認識精度を実現している．

しかしながら，処理性能の点においては未だに十分な研究

がなされておらず，小さい疎行列に関する計算を大量に

行う必要のある GCNsでは GPUなどのアクセラレータを

活用できていないという問題がある．本論文では，次元数

が数十程度の小さい疎行列を含む多数の疎行列積演算を

GPU にて一括して効率的に行う Batched SpMM を提案

した．また，より効果的に各 SpMMの計算を行うための

新たな SpMM計算手法である Sub-Warp-Assigned (SWA)

SpMMを提案し，キャッシュブロッキング最適化による局

所性の改善をもって，効果的なシェアードメモリの活用を

実現した．ランダム生成した行列データを用いて Batched

手法とNon-batched手法についてベンチマーク評価を行っ

た結果，Batched 手法は Non-batched 手法から最大 9.27

倍の性能向上を達成した．
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