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GMMNに基づく音声合成における
グラム行列のスパース近似の検討

郡山 知樹1,a) 高道 慎之介2,b) 小林 隆夫1,c)

概要：人間の音声生成のように発話間変動を持つ音声合成の実現を目標とし，我々はこれまでに，生成的
モーメントマッチングネットワーク (GMNN)に基づく音声パラメータのランダム生成手法を提案してい
る．GMMNでは分布間の距離を表す条件付きmaximum mean discrepancy(CMMD)を最小にするように
ニューラルネットワークを学習する．音声合成のように学習データのサイズが大きい場合，CMMDを直
接求めることは計算量の観点から非現実的であり何らかの近似を行う必要があったが，これまで近似手法
について十分な検討が行われていなかった．本研究では CMMDの計算手法として，変数同士の類似度を
表すグラム行列に random Fourier features (RFF)を用いる近似手法を提案し従来のブロック対角近似手
法との比較を行う．またミニバッチの選択手法して，従来のランダム選択の代わりに K-meansクラスタリ
ングを用いて，類似した入力変数を同じミニバッチとする手法を検討する．主観評価実験では提案法が従
来法に比べ，発話間変動が知覚されやすいという結果を得た．

キーワード：生成モーメントマッチングネットワーク，統計的音声合成，ニューラルネットワーク，maximum
mean discrepancy，カーネル法

A Study of Sparse Approximation of Gram Matrices for GMMN-based
Speech Synthesis

Abstract: To realize human-like synthetic speech, synthetic speech samples should change every time even if
the same sentences is spoken. In this context, we have proposed a technique of random sampling of synthetic
speech parameters based on generative moment matching network (GMMN). GMMN is a neural network
whose parameters are trained using conditional maximum mean discrepancy (CMMD) which represents the
distance of two distributions. An issue of GMMN is that CMMD is computationally infeasible for a large
amount of data, including speech synthesis database. In this report, we propose an approximation method
based on random Fourier features and minibatch selection technique using K-means clustering. In the sub-
jective evaluations, the proposed method outperformed the conventional one in the perception of inter-speech
diversity.

Keywords: Generative moment matching network, statistical speech synthesis, neural network, maximum
mean discrepancy, kernel method

1. はじめに

深層ニューラルネット (DNN)に基づく音声合成は近年

1 東京工業大学 工学院 情報通信系
G2-4, Nagatsuta-cho, Midori-ku, Yokohama, 226–8502,
Japan.

2 東京大学 大学院情報理工学研究科 システム情報学専攻
7-3-1, Hongo, Bunkyo-ku, Tokyo, 113-8656, Japan.

a) koriyama@ip.titech.ac.jp
b) shinnosuke.takamichi@ipc.i.u-tokyo-ac.jp
c) takao.kobayashi@ip.titech.ac.jp

広く研究されており，自然音声と知覚的に差がない合成音

声を生成できるという報告もある [1], [2]．しかし，多くの

DNNに基づく音声合成モデルは言語情報から音声情報へ

の一対一の写像を学習しているため，同じ文に対して毎回

知覚的に変化のない音声を生成してしまう．それに対し，

人間が同じ文を発する場合，その音声には発話間変動があ

り，必ずしも同じように話すとは限らない．したがって，

このような現象を音声合成システムにおいて再現するため

には，同じ入力に対しどのように発話がゆらぐかをモデル
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化する必要がある．

これに対し我々は生成的モーメントマッチングネット

ワーク (GMMN)に基づく音響特徴量のランダムサンプリ

ング手法を提案している [3]．GMMNは入力変数に対する

出力変数の分布を予測する生成モデルであり，入力変数と

乱数を組み合わせることで出力分布のサンプル点を分布の

形状を考慮せず直接求めることが可能である．GMMNに

基づく音声合成では，入力変数を言語情報から得られるコ

ンテキストに，出力変数をメルケプストラムや基本周波数

などの音声パラメータとすることで，同じコンテキストで

あっても乱数の値によって異なる音声パラメータを出力す

ることを可能にしている．また，我々はこれまでに話者照

合に用いる i-vectorの生成 [4]や歌声合成におけるダブル

トラッキングの生成 [5]に GMMNを適用し，その有効性

を確認している．

一方で，GMMNの問題点として学習時における計算コ

ストが挙げられる．学習データのフレーム数が N のとき，

GMMN の学習基準である CMMD（条件付き maximum

mean discrepancy）は O(N3)の計算量を必要とする．具

体的には，入力変数に対するグラム行列の逆行列の計算

(O(N3))，および出力変数のグラム行列の計算 (O(N2))が

ボトルネックとなっている．そのため，音声合成において

CMMDを直接計算することは現実的ではない．これまで

の検討 [3]では，ランダムに選択したミニバッチそれぞれ

に対して CMMDを計算し，その和を学習時の目的関数と

していた．これは入力変数および出力変数のグラム行列を

ブロック対角行列で近似することに一致するが，近似手法

によって性能が変わることが予想される．

そのため，本研究では近似手法が GMMNに基づく音声

合成に与える影響を調査する．近似手法としては，データ

の一部分だけに注目するローカルな近似手法であるブロッ

ク対角に加え，学習データ全体のグラム行列を低ランク行

列で近似する random Fourier features (RFF)[6]を用いる

手法を提案する．また，ミニバッチを選ぶ際にランダムに

フレームを選択するのではなく，入力変数の K-meansク

ラスタリングによって類似したフレーム同士のコンテキス

トを選択する手法を提案する．実験では，合成音声の自然

性だけでなく，同じ文からランダムに生成された 2つの音

声に対して違いを知覚するかを評価する実験を行い，近似

手法およびミニバッチの選択法についてその有効性を検討

する．

2. Maximum mean discrepancyによる分
布間距離

2.1 MMD

本稿ではまずモデルの学習基準である maximum mean

discrepancy (MMD)[7] について説明する．MMDは空間

Y 上の確率変数を持つ 2つの分布 P と P̃ の距離を表す指

標であり，以下の式で定義される．

MMD = sup
∥f∥≤1,f∈F

∣∣∣EY∼P [f(Y )]− EỸ∼P̃ [f(Ỹ )]
∣∣∣ (1)

ただし，F は Y 上の正定値カーネル kの定める再生核ヒル

ベルト空間 (reproducing kernel Hilbert space, RKHS)と

する．式 (1)は関数 f によって写像された値の平均値の差

分の最大値を示し，この平均の差分により分布間の距離を

表す．Y から F への写像を ϕとすると，式 (1)の右辺第一

項はカーネル平均埋め込み µY を用いて，

EY∼P [f(Y )] = EY∼P ⟨f, ϕ(Y )⟩F

= ⟨f,EY∼P [ϕ(Y )]⟩F = ⟨f, µY ⟩F (2)

となる．ここで ⟨·, ·⟩F は空間 F 上の内積を表す．これを
用いると，

MMD = sup
∥f∥≤1,f∈F

⟨f, µY − µỸ ⟩F (3)

となり．これを最大にする f は

f =
µY − µỸ

∥µY − µỸ ∥F
(4)

で与えられるため，式 (1)は結果として

MMD2 = ∥µY − µỸ ∥
2
F

= ⟨µY , µY ⟩F + ⟨µỸ , µỸ ⟩F − 2⟨µY , µỸ ⟩F (5)

で表される．

分布 P のサンプルが DY = {y1, . . . ,yN} で得られると
き，行列表現を用いてΦ = [ϕ(y1), . . . , ϕ(yN )]

⊤ とすると，

標本平均 µ̂Y は以下の式で表される．

µ̂Y =
1

N
Φ⊤

Y1N×1 (6)

ただし，1A×B は要素がすべて 1の (A × B)行列である．

標本平均を用いると式 (5)の内積は，

⟨µY , µỸ ⟩F =
1

NÑ
Tr

[
(Φ⊤

Y1N×1)
⊤(Φ⊤

Ỹ
1Ñ×1)

]
=

1

NÑ
Tr

[
KYỸ1Ñ×N

]
(7)

となる．だたし，KYỸ = ΦYΦ⊤
Ỹ
は DY, DỸ から得られ

るグラム行列である．グラム行列の要素はカーネル関数

k(·, ·)によって求められるため，写像 ϕ(·)による無限次元
ベクトルを直接求める必要がない．式 (5)の他の内積に対

して同様の式変形を行うことで

MMD2 =
1

N2
Tr [KYY1N×N ] +

1

Ñ2
Tr

[
KỸỸ1Ñ×Ñ

]
− 2

1

NÑ
Tr

[
KYỸ1Ñ×N

]
(8)

が得られる．MMDは上記のように無限次元のベクトルを

考慮して，分布間の距離を求めることから，パラメトリッ

クな分布を仮定しないノンパラメトリックな手法と呼ばれ

ている．
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2.2 条件付きMMD [8]

次に 2つの分布 P，P̃ を，任意の入力ベクトル x(∈ X )

が与えられたときの確率変数 Y の条件付き分布とする場合

を考える．このとき，MMDと同様に関数 f ∈ F を用いて
分布間の距離を以下の式で表す．∣∣∣EY∼P [f(Y ;x)]− EỸ∼P̃ [f(Ỹ ;x)]

∣∣∣ (9)

f が RKHS F の上の元であることから条件付き平均 µY |x

を用いて

EY∼P [f(Y ;x)] = ⟨f, µY |x⟩F (10)

と表せる．ここで，F と異なる RKHS G に対し，写像
ψ : X → G を考え，条件付き平均 µY |x が G 上の元 ψ(x)

からの線形変換，すなわち

µY |x = CY |Xψ(x) (11)

で求められると仮定する．ただし CY |X は条件付き共分散

作用素と呼ばれる線形作用素である．このとき CY |X はテ

ンソル積空間 F ⊗ G 上の元であり，

⟨f, µY |x⟩F = ⟨f, CY |Xψ(x)⟩F (12)

= ⟨f ⊗ ψ(x), CY |X⟩F⊗G (13)

と変形できる [9]．ただし⊗はテンソル積である．したがっ
て，式 (9)の条件付き分布間距離の最大値は g(x) = f⊗ψ(x)
とすると，

CMMD = sup
∥g(x)∥≤1
g(x)∈F⊗G

⟨g(x), CY |X − CỸ |X̃⟩F⊗G (14)

となり，MMDと同様にして CMMDの定義

CMMD2 = ∥CY |X − CỸ |X̃∥2F⊗G (15)

を得る．

データ D = {(x1,y1), . . . , (x1,yN )}が与えられたとき，
線形作用素 CY |X の推定値は次の式で求められることが知

られている [9]．

ĈY |X = ΦY(ΥXΥ⊤
X + λI)−1Υ⊤

X (16)

た だ し ，ΦY = [ϕ(y1), . . . , ϕ(yN )]
⊤，ΥX =

[ψ(x1), . . . , ψ(xN )]
⊤ であり，λ(> 0) は正則化定数

である．これを用いると CMMDの推定量は

CMMD2 =
∥∥∥ΦY(ΥXΥ⊤

X + λI)−1Υ⊤
X

−ΦỸ(ΥX̃Υ⊤
X̃
+ λI)−1Υ⊤

X̃

∥∥∥2
F⊗G

= Tr
[
KY,YH̄−1

X,XHX,XH̄−1
X,X

]
+Tr

[
KỸ,ỸH̄−1

X̃,X̃
HX̃,X̃H̄−1

X̃,X̃

]
− 2Tr

[
KY,ỸH̄−1

X̃,X̃
HX̃,XH̄−1

X,X

]
(17)

となる．ただし，HX,X̃ = ΥXΥ⊤
X̃
は入力変数に対するグ

ラム行列，H̄X,X̃ = HX,X̃ + λIであり，他の添え字につい

ても同様である．

ここで説明を簡単にするため，2 つデータで入力

(x1, . . . ,xN ) が共通である場合を考える．このとき，

H ≜ HX,X = HX,X̃ = HX̃,X̃ となり，CMMD は以下

の式のように簡略化できる．

CMMD2 = Tr
[(

KY,Y +KỸ,Ỹ − 2KY,Ỹ

)
L
]

(18)

L = (H+ λI)−1H(H+ λI)−1 (19)

MMD と CMMD の違いは，MMD では出力変数 Y のグ

ラム行列 K に掛けられる行列が壱行列であるのに対し，

CMMDでは入力変数から得られる行列 Lが使用されてい

る点である．行列 Lの要素は入力変数の値が近いほど大き

い値を持つ傾向があり，これによって CMMDは入力変数

の値によって重み付けしたMMDと見なすことができる．

3. GMNNに基づく音声合成

GMMNに基づく音声合成 [3]では，フレームレベルの

コンテキストが与えられたときの音響特徴量の条件付き分

布を，ニューラルネットにより予測する．図 1に本研究で

用いるネットワーク構造を示す．ネットワークは，平均二

乗誤差 (MSE)基準で学習を行う DNNと，DNNのボトル

ネック特徴量 eと乱数 nの結合ベクトルを入力として発

話間変動を出力する GMMNで構成される．学習時にはま

ずMSE基準の DNNを行う．次に得られたボトルネック

特徴量 eを用いてGMMNを学習にする．このとき，MSE

基準の DNNのパラメータを固定した上で CMMDを誤差

関数として使用し，誤差逆伝搬法によりパラメータを学習

する．

なお，フレームレベルのコンテキストは高次元であるた

め，カーネル関数が疎になりやすいという問題点がある．

そこで，ボトルネック特徴量をGMMNの入力としている．

また，GMNNの出力はMSE基準 DNNとの差分とする．

GMNNの出力は必ずしも差分である必要はなく音響特徴

量を直接予測することが可能ではあるものの，事前実験に

おいて学習が安定しなかったため，本研究では差分を予測

するモデルを用いる．

4. GMNN学習のためのCMMDの計算手法

CMMDを計算するにあたり，学習データの総フレーム

数を N としたとき，式 (19)において，逆行列の計算には

O(N3)の計算量が必要となる．またトレースの計算には

O(N2)の計算量を必要とする．そのため，N が大きい場

合 CMMD自体の計算が困難であり，さらに確率的勾配法

に基づくパラメータ最適化は現実的でない．そこで本研究

では，目的関数である CMMDをミニバッチごとの値の和
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図 1 GMMN に基づく音声合成のネットワーク図

Fig. 1 Network of GMMN-based speech synthesis.

(a) ブロック対角近似

(b) RFF近似

図 2 入力変数のグラム行列の近似手法の比較

Fig. 2 Comparison of approximation method of Gram matri-

ces for input variables.

の形式で近似する手法を検討する．

4.1 グラム行列の近似

まず，出力変数に対するグラム行列に対応する行

列 G ≜ (KY + KỸ − 2Ky,Ỹ) をミニバッチに従って

diag[G1, . . . ,GS ] となるようにブロック対角行列で近似

する．Lのブロック対角成分を Li (i = 1 . . . S)としたと

き，CMMDは L =
∑S

i=1 Tr[GiLi]で近似されるため，確

率的勾配法によるパラメータ最適化が可能になる．次に

L のブロック対角成分を求める手法として，従来法であ

るHをブロック対角行列で近似する手法に加え，random

Fourier features (RFF) [6]に基づく低ランク近似を用いる

手法を提案する．この 2手法の近似方法の違いを図 2に

示す．

入力変数のグラム行列 H を diag[H1, . . . ,HS ] のよう

にブロック対角近似する場合，L も diag[L1, . . . ,LS ] で

表されるブロック対角行列となり，その値は Li =

(Hi + λI)−1Hi(Hi + λI)−1 で求められる．このとき逆

行列の計算はミニバッチごとに行うため，Liの計算量はミ

ニバッチサイズ B に対して O(B3)となる．この手法はこ

れまでの研究 [3] で行った，ミニバッチごとの CMMDを

求めてパラメータの更新を行う手法と等価である．

RFF[6]はカーネル関数を，有限次元のベクトルの内積

で近似する手法である．例えば広く使用される RBFカー

ネルは以下の式で表される．

kRBF(x,x
′) = exp

(
−1

2
∥x− x′∥2

)
(20)

この関数は正規乱数ωr ∼ N (0, I)と一様乱数 br ∼ U [0, 2π)
を用いてモンテカルロ近似ができることが知られている．

kRBF(x,x
′) ≈ 1

M

M∑
r=1

cos(x⊤ωr + br) cos(x
′⊤ωr + br)

(21)

ここでM は RFFの次元であり，M(≪ N)次元の RFFか

ら成る (N ×M)の入力変数行列

Z = [z1, . . . , zN ]
⊤

(22)

zn =
[
cos(x⊤

nω1 + b1), . . . , cos(x
⊤
nωM + bM )

]⊤
(23)

を使用すると，グラム行列Hは ZZ⊤ で表される低ランク

行列で近似できる．ここでWoodburyの公式を用いると，

行列 Lは

L ≈ (ZZ⊤ + λI)−1ZZ⊤(ZZ⊤ + λI)−1

= ZΛ−1Λ−1Z⊤ (24)

Λ = Z⊤Z/λ+ I (25)

で近似できる．Λは GMMNのパラメータに依存しないた

め，あらかじめ計算しておくことができる．このとき，ブ

ロック対角成分 Li は O(BM2)の計算量で求められる．

上記 2手法を比較すると，Hのブロック対角近似を用

いる手法では，ミニバッチごとにローカルな線形作用素

CY |X を求めてその差分を計算しているのに対し，RFF近

似ではデータ全体から求められるグローバルな線形作用素

CY |X の差分を計算していると考えることができる．また，

RFF近似では O(B3)の逆行列計算を必要としないため，

バッチサイズを大きくしても計算時間が大きく増加しない

というメリットがある．

4.2 クラスタリングに基づくミニバッチ選択

本研究ではさらに，ミニバッチの選択方法を検討する．

出力変数のグラム行列Kは音響特徴量の多様性からスパー

スになりやすく，例えば異なる音素間ではカーネル関数の

値が非常に小さくなり，ネットワークに伝播する勾配も小

さくなると考えられる．そこで，クラスタリングによって

類似したコンテキストを同じミニバッチに割り当てること

で，Kのブロック対角近似の影響が小さくなると予想され
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る．クラスタリングには GMMNの入力であるボトルネッ

ク特徴量 eに対して，各クラスタのサイズが既定値を下回

るまで，再帰的に 2クラス K-meansによる分割を繰り返

す手法を用いる．

5. 実験

5.1 実験条件

実験には日本語女性話者による異なる 203文をそれぞれ

5回読み上げた繰り返し発話を用いた．このデータの一部

は JSUT[10]コーパスに含まれている．このうち 150文を

学習セット，26文を開発セット，27文をテストセットとし

た．16kHzにダウンサンプリングした音声信号から，5ms

毎に STRAIGHTを用いて fo ，スペクトル包絡，非周期

性指標を抽出し，0–39次のメルケプストラム，対数 fo ，5

次元の非周期性指標，およびそれらの∆, ∆2と有声／無声

フラグから成る 139次元ベクトルを音響特徴量として使用

した．入力変数であるフレームレベルのコンテキストには

556次元のベクトルを用いた．入力ベクトルは平均 0，分

散 1となるように，出力ベクトルは値が [−1, 1]の範囲に

なるように，それぞれ正規化を行った．

従来法 [3]と同様に GMMNの入力にはコンテキストで

はなくボトルネック特徴量を用いた．ボトルネック特徴量

の次元は 128，GMMNの乱数の次元は 3とした．モデル構

造として，ボトルネック特徴量を抽出する DNNにはエン

コーダ部分，デコーダ部分がそれぞれ隠れ層 3層，素子数

512のネットワークを用いた．また，GMMNの構造は隠れ

層 3層，素子数 512の DNNとし，ボトルネック特徴量抽

出 DNNの出力との差分をネットワークの出力とした．そ

れぞれのネットワークにおいて，隠れ層の活性化関数には

ReLU，出力およびボトルネック層の活性化関数には tanh

を用いた．欠落率 20%のドロップアウト，係数 10−6 の重

み減衰による正則化を行い，バッチ正規化による勾配消失

対策を行った．最適化には Adamを使用し学習率を 0.001

として最大 300エポックの繰り返しを行った．ボトルネッ

ク特徴量を抽出する DNNの学習におけるミニバッチサイ

ズは 1024とした．GMMN学習におけるミニバッチには，

ランダム選択の場合に 10000サンプル，クラスタリングの

場合は最大 10000サンプルとなるように分割した．

CMMD のカーネル関数には k(x,x′) = exp(−∥x −
x′∥2/2σ2)で表される RBFカーネルを用いた．パラメー

タ σの値として，入力変数のカーネルに対しては入力ベク

トル同士のユークリッド距離の最大値の半分の値を，出力

変数に対してはユークリッド距離の中央値を用いた．

5.2 主観評価結果

聴取実験では，合成音声の自然性に加え，同じ文章に対

しランダムに生成された 2つの音声を聴いて発話間に変動

が知覚できるかを評価する試験を行った．合成音声は各文
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図 3 自然性の主観評価結果（1: とても低い音質，5: とても高い

音質）

Fig. 3 Subjective evaluation on naturalness (1: too bad, 5:

very good).
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図 4 発話間変動の主観評価結果（1: 全く同じ，5: かなり違う）

Fig. 4 Subjective evaluation on diversity of two synthetic

speech samples (1: completely equivalent, 5: very dif-

ferent).

表 1 音声合成パラメータのフレーム内標準偏差の平均

Table 1 Average of frame-level standard deviation of synthetic

speech parameters.

メルケプストラム 対数 fo 音素継続長

0th 1st [cent] [msec]

LOCAL-RAND 0.0230 0.0121 15.80 2.46

LOCAL-CLST 0.0528 0.0216 18.23 3.50

RFF-RAND 0.0208 0.0066 1.54 3.77

RFF-CLST 0.0493 0.0266 13.97 5.47

章に対し 5パターンランダム生成を行った．聴取者は 60

名で，各聴取者はランダムに選ばれた 3 文章を 5 段階の

スコアで評価した．自然性および発話間変動の結果をそれ

ぞれ図 3，図 4に示す．図中のMSEは平均二乗誤差基準

で学習したランダム生成の行われない DNN，VOCは上限

である分析合成音である．LOCALはブロック対角近似，

RFFは RFF近似をそれぞれ表し，ミニバッチをランダム

に選択した場合を RAND，クラスタリングを行った場合を

CLSTとした．

発話間変動の評価では RFF-CLSTが他の手法に比べて

発話間のばらつきが知覚できるという結果となった．一方

で自然性の評価では RFF-CLSTは RFF-RANDに比べ自
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然性が有意に低いという結果となった．この理由としては

発話間のばらつきが知覚できる代わりに，不自然に感じる

音声になっていたという理由が考えられる．

5.3 発話間変動の客観評価

主観評価実験の結果について考察を行うため，発話間の

変動の客観評価を行った．ランダムに 5パターン生成され

た音響特徴量に対し，フレーム毎（音素継続長の場合は音

素毎）に標準偏差を計算し，全フレームに対する平均を求

めた．

メルケプストラムの 0次および 1次，対数 fo ，音素継

続長に対する結果を表 1に示す．メルケプトラムではクラ

スタリングを行う LOCAL-CLSTや RFF-CLSTの標準偏

差が大きくなった．一方で音素継続長では RFF-CLSTが

最も標準偏差が大きく RFF-RANDが続いている．一方で

RFF-RANDは対数 fo においてほとんどばらつきが見ら

れなかった．また，主観評価結果と比較すると，主観評価

における音素継続長の標準偏差が大きいほど図 4の発話間

変動の主観評価結果のスコアが高くなる傾向にあることが

わかる．したがって，このような主観評価結果は音素継続

長のばらつきの影響が大きいと考えられる．

6. おわりに

本稿では，GMMNに基づく音声合成において，目的関

数である CMMDの近似方法を検討した．入力変数のグラ

ム行列の近似手法としてブロック対角近似に加え，RFFに

基づく近似手法を提案した．また，ランダムなミニバッチ

選択ではなく，K-meansクラスタリングに基づくミニバッ

チ選択法を提案した．実験では RFF近似かつクラスタリ

ングに基づくミニバッチの選択法を用いることで，発話間

変動が知覚されやすくなることを示した．今後の課題とし

て，フレームレベルではなく系列レベルのモデリングの検

討が挙げられる．
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