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画像付きフェイクニュースとジョークニュースの
検出・分類に向けた機械学習モデルの検討

柳 裕太1,a) 田原 康之1,b) 大須賀 昭彦1,c) 清 雄一1,d)

概要：SNSの発展によりあらゆる情報入手が容易になった反面、故意に作成された虚偽の情報であるフェ

イクニュースが社会問題になっている。特に画像と併せて発信されたものは、テキストのみならず画像と

併せた分析アプローチが有効である。

既にテキスト・画像を CNN によって分析して真偽を判定する自動判別モデルが提案されているものの、

ジョークとしての嘘情報と人を欺くための嘘情報が区別されていない。

本研究では、正しい情報・ジョーク情報・人を欺くための情報の 3カテゴリを分類することで、より画像

つきフェイクニュースの検出精度を向上させることを目指した．

実験結果、3カテゴリでもマクロ F値が 0.93と良好な結果を示した。

1. 序論

昨今の SNSの普及により，誰もが情報を発信・収集で

きるようになった．特に最近ではテキストのみならず，画

像や動画と併せて情報の発信が可能である．一般論とし

て，テキスト単体と比べて画像や動画と併せて発信された

マルチメディア情報の方が多くの注目を得やすい．逆にこ

れを利用して，故意に情報を捏造して発信することによっ

て人々を誤った方向へ扇動するフェイクニュースも存在

する．フェイクニュースが広まると、大規模なマイナスの

影響が出る可能性があり、場合によっては重要な公共の出

来事に影響を及ぼしたり、操作したりすることさえある．

例えば 2016年の米国大統領選では，2名の候補者を支持

させるためのフェイクニュースが多く拡散され，とりわけ

Facebook上では 3700万回以上共有された [1].

虚偽の情報ながら，扇動ではなく皮肉や風刺を込めた

ジョークニュースも存在する．有名な発信メディアとして

は，英語では the Onion，日本語では虚構新聞が該当する．

あくまで扇動ではなく笑いを提供するためのものであり，

多くの場合それは批判の的にはなりにくかった．しかしな

がら，ジョークニュースはフェイクニュースと同じく限り

なく真実を模した形式をとるため，昨今では同じく SNS上
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で拡散されやすく，同時に批判に晒されることもある．

当研究では，扇動のために故意に情報を捏造して発信さ

れた情報をフェイクニュース，事実を発信した情報を正し

いニュース，そして風刺や皮肉を込めて発信された情報を

ジョークニュースとして定義する．

フェイクニュースに限らず，風評や webページの信憑性

を評価するモデルの構築の研究は数多く行われており，特

に機械学習による分類が非常に盛んに行われている．なか

でも Granikらの研究 [2]や Gildaの研究 [3]，そして松尾

の研究 [4]により，単語埋め込みとナイーブベイズ分類器

や SVM，決定木といった教師あり学習を組み合わせるこ

とによって，フェイクニュースや流言を分類するタスクで

優秀な分類成果を挙げることが報告された．ほかにもWu

らの研究 [5]によると，SNS上で拡散された情報に対して，

“誰が・どのような経緯で拡散したか”という情報から信

憑性を判断するモデルも提案された．Rubinらの研究 [6]

によれば，正しいニュース・ジョークニュースの分類にも

機械学習によるアプローチが有効であることが示されてい

た．正しいニュース・フェイクニュース・ジョークニュー

スの 3カテゴリ分類においても研究が行われている．特に

Horneと Sibelの研究 [7]によると，フェイクニュースは正

しいニュースよりジョークニュースに近い性質をもち，真

実に近い形式をとるほど高い説得力をもつことが示されて

いた．

上記の機械学習を使った研究では，いずれもテキストの

みの情報を対象としていた．別の対象として，テキスト・

画像を併せた情報を分類する機械学習モデルの検討も数多
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く行われている．大まかな形としては，まずテキスト・画

像を何らかの方法でベクトル化する．その後 2 種のベク

トルを結合し，真偽判定を行うモデルに渡す形をとってい

る．例えば Jinらの研究 [8]では，テキストでは LSTM，画

像では VGG19を使用してベクトル化しており，それに加

えて Attentionとソーシャルコンテキスト (ハッシュタグ，

URL等)により更に高精度な分類を行うモデルが提案され

ていた．またWangらの研究 [9]では，EANNというモデ

ルが提案されている．これは画像のベクトル化においては

同じく VGG19を使用しているが，テキストではテキスト

CNNを使用していた．

上記の EANNモデルのような画像・テキスト双方を扱

うモデルでは，実際に真実・フェイクとのカテゴリ分類に

おいて画像単独・テキスト単独の分類に比べて優秀な成績

を収めていた [9]. しかしながら，あくまで “真実なのかそ

うでないのか”という 2カテゴリで分類しているため，“他

者を欺くための情報なのか，皮肉・風刺を込めた情報なの

か”という観点での分析がなされていない．

本研究では，画像つきで発信された情報に対して，正し

い情報か・フェイクニュースか・ジョークニュースかを判

断するモデルを構築する．このモデルを使い，従来から画

像・テキスト複合のデータセットに対して 3カテゴリでも

優秀な分類が行えることを示すことを目指す．それによ

り，SNSユーザの情報収集を支援するエージェントの開発

につなげることが可能となる．

上記の提案する情報分類システムを検証するために，事

前に用意されたデータセットを用いて 10 分割交差検定に

よって分析を行った．また上記システムの分類性能を評価

するために，画像・テキスト単独で分類を行った結果と比

較することで，提案システムが目標に適していることを示

すことを目指した．その結果テキスト単独でのマクロ F値

が約 0.30，画像単独でのマクロ F値が約 0.47であったの

に比べ，提案モデルのマクロ F値は約 0.93という数値を

出し，提案モデルの有効性が示された．

本論文の構成は次の通りである．第 2章では，本研究と

関連のある研究や取り組みを，画像・文章の機械学習と，

フェイクニュース対策の 2つのトピックから紹介する．第

3章では，本研究の目的と対象とする投稿を例とともに示

す．第 4章では，本研究が提案する手法を理論式と図とと

もに説明する．第 5章では，本研究の性能を試すために実

際に評価実験を行ったため，その詳細を記述する．第 6章

では，第 5章で行った実験の結果を詳細に評価している．

考察とともに，手法や結果から浮かび上がった課題につい

ても指摘する．第 7章では，本論文をまとめるとともに，

今後の発展形についていくつかの展開を記載している．

2. 関連研究

2.1 画像・文章の分析

画像分類のは近年目まぐるしい発展を遂げた．特に画像

の被写体から分類するタスクにおいては，VGG19のよう

に 16-19層の畳み込み層 (CNN)を取り入れたモデルが非

常に高い分類成果を挙げることが報告 [10]された．また，

VGG19を含めた多くのモデルでは，事前学習済みモデル

が配布されているため，自分で転移学習を行うことも容

易である．文章に関しても，画像と同じく並列実行が可能

な CNNをテキスト用にアレンジしたテキスト CNNも提

案 [11]され，広く使われている．

画像と文章を組み合わせた研究も数多くなされてきた．

例えば，画像を CNNで分析して LSTMによってキャプ

ションを生成する研究 [12]によって，より精度の高いキャ

プション生成ができたことが報告された．他にも画像に対

して文章で視覚質問 (画像に写ったものを問う) に応答す

ることを目的とした VQA[13]というモデルも提案された．

2.2 フェイクニュース対策

現在，フェイクニュースを判断する手法の 1つに有識者

によって事実関係を確認するファクトチェックがある．例

えば Politifact.comでは Truth-o-meterという独自指標に

よって，政治的主張に対して疑わしさを 7段階で評価 [14]

している．

フェイクニュース自体への対策が発展していく中で，フェ

イクニュースを “真実か嘘か”という基準から判断するこ

と自体に疑義を唱える取り組みも存在する．現在，Mike

Tamir氏によって立ち上げられた FakerFactという webア

プリケーションがある [15]. この webサイトではWaltと

いう独自の AIを搭載しており，文章を “真実か嘘か”は判

断せず，文章の論調を分類していた．

このようにフェイクニュースを判断するにあたって，近

年では “真実か嘘か”という観点にとらわれない多くのア

プローチや分類が行われていることがわかる．

3. 研究目的

今回対象とするカテゴリの投稿例を今回扱ったデータ

セットから抜粋したものが以下の図 1である．

いずれも 2013年に発生したボストンマラソン爆弾テロ

事件に関して Twitter上で投稿されたものであった．図 1a

は実際にボストン市傘下組織が作成した被疑者の情報を

Chicago Sun-Timesが Twitterに投稿したもの，図 1bは

テロ後に Redditや 4chanの有志によって実行犯の調査が

行われた件に対して “bananas”と茶化すような言葉を投げ

かけているもの，図 1cは実際に上記掲示板上で実行犯の

調査が行われた結果，全くの別人を槍玉に挙げているもの
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(a) Boston RIC released this flier showing at large

suspect Dzhokhar Tsarnaev. He may be armed &

dangerous

(b) The detail of these photos used to identify the Boston Marathon bomb-

ing suspect is bananas…

(c) Reddit is on to something... Boston Bomber #2 sure looks like missing student Sunil Tripathi.

図 1: 当研究で扱う 3カテゴリの投稿例: (a)正しいニュース，(b)ジョークニュース，(c)フェイクニュース

である．

実際に，ボストンマラソン後ではインターネット上で盛

んに犯人探しが行われた結果，事件前に行方不明になって

いたスニル・トリパティ（Sunil Tripathi）さんが犯人と

して扱われ，更にその後一般報道メディアによってトリパ

ティさんの家族に取材が行われるなど，フェイクニュース

が実害として現実になった [16]. これを受け，Redditでは

実際に犯人探しの過熱で無関係の個人とその家族に迷惑を

かけたとして謝罪した [17].

当研究では，上記対象を正確に 3カテゴリへ分類するモ

デルを構築することを目標としている．具体的には，入力

として画像と文章を持ち，それに対してどのカテゴリが該

当するかを出力するモデルとなる．

当研究を更に発展させると，SNS上でユーザや運営側を

支援するエージェント開発に繋げることができる．

4. 提案手法

4.1 モデル概観

この章では，提案モデルがもつ複合特徴量抽出器とニュー

ス分類器について紹介する．その後にこの 2要素を統合し

て転移学習が可能な表現を学習する方法について説明す

る．今回提案したモデルは，以下の図 2の通りである．

提案モデルの目的は，画像と文章で発信された情報に対

して，正しいニュースか・フェイクニュースか・ジョーク

ニュースかを分類するために，必要な特徴表現を学習する

ことであった．提案モデルは複合特徴量抽出器とニュース

分類器の大きく 2部分に分けることができた．まず複合特

徴量抽出器は，今回扱う情報が文章と画像を含むため，各

メディアに対して特徴化する抽出器があった．その後それ

ぞれの特徴を 1つに連結し，複合特徴を形成した．複合特

徴はニュース分類器に送られ，最終的には 3カテゴリのど

れに該当するかが判断された．

4.2 複合特徴抽出器

4.2.1 文章特徴

文章特徴は，入力に英語の投稿をスペース毎に分割した

英単語の連続リストをもった．まずは単語を単語埋め込

みでベクトル化した．その後単語の羅列から分類に有効

な情報を得るために，文章特徴を抽出する核として CNN

(convolutional neural networks: 畳み込みニューラルネッ

トワーク)を採用した．CNNはコンピュータビジョンやテ

キスト分類などの多くの分野で効果的であることが示され
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図 2: 提案モデル図．青: 文章特徴量抽出器，橙: 画像特徴抽出器，紫: ニュース分類器．

ていた [18], [19]. 図 2の通り，提案手法では CNNの発展

形であるテキスト CNN(Text-CNN)[11]を採用した．テキ

スト CNNの構造は図 3の通りである．複数のウィンドウ

で畳み込むことで，様々な角度から特徴を抽出することを

実現した．

these 

marines

are

protecting

the

tomb

of

unknown

soldiers

during

hurricane

sandy

複数のフィルタ長で生成された特徴マップを生成する畳み込み層 max pooling層

図 3: テキスト CNNの図．Wangらの研究 [9]を参考に作

成．

具体的な手法では，EANN が採用したテキスト CNN

と同じ流れを汲み [9], 最終の全結合層の隠れ層に独自に

dropoutを採用した形をとった．今回使用した文章特徴抽

出器の理論式を以下に引用する．

投稿の i番目の単語を k次元の単語埋め込みに変換する

際に抽出された単語埋め込みベクトルを Ti ∈ Rk とする．

このとき，n単語から抽出された投稿は以下の式 1で表現

ができる．

T1:n = T1 ⊕ T2 ⊕ . . .⊕ Tn, (1)

⊕はベクトルを連結 (concatenation)することを意味する

記号である．ここで単語埋め込み化された投稿は，畳み込

み層へ送られる．畳み込み層では h単語分のウィンドウサ

イズがある．これは単語埋め込み化された投稿から連続し

て取り出す単語埋め込みベクトルの数を意味する．i番目

を基準に h単語分取り出された場合，フィルタ時の処理は

以下の式 2の通りである．

ti = σ(Wc · Ti:i+h−1). (2)

この σ(·)は活性化関数の 1つである ReLU(ランプ関数)を

表し，Wc はフィルタの重みを意味する．式 2が投稿内で

適用されると，式 3の通り 1つの発言に対し 1つの特徴ベ

クトルが得られる．

t = [t1, t2, . . . , tn−h+1]. (3)

この tベクトルに対して最も重要な特徴を得るために，ベ

クトル内で最大値の要素のみを取り出すmax-poolingが行

われる．

これで 1 つのウィンドウサイズから 1 つの特徴が得ら

れるが，多くの粒度の特徴を得るために当手法では複数の

ウィンドウサイズから複数の値を取得している．特定の

ウィンドウサイズに着目すると，nh 分異なるフィルタが

存在することになる．もし使用可能なウィンドウサイズが

c存在する場合，全体で c · nh だけフィルタが存在するこ

ととなる．投稿から各ウィンドウサイズでmax-poolingま

でされた文章特徴は RTc
∈ Rc·nh と表現できる．

max-poolingを終えた文章特徴は全結合層に渡され，最

終的に式 4によって画像特徴抽出器が出力する特徴ベクト

ルの次元 (pとする)に合わせたテキスト特徴 RT ∈ Rp と

なる．

RT = σ(Wtf ·Rtc), (4)

ここでWtf は全結合層における重みを意味する．なお，こ
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の全結合層では隠れ層に dropoutを当研究では採用した．

dropoutは Hintonらによって提案された手法 [20]で，学

習時に指定された確率で無作為にWtf 内の要素を無効化

(0に)してモデルの自由度を制限する．これにより，モデ

ルが訓練データセットに特化しすぎて汎用性が失われる過

学習に繋がりにくくなる利点が報告されていたため，採用

した．

4.2.2 画像特徴

画像から効率的に特徴を抽出するために，当研究では事

前学習済みのVGG19[10]を起用した．VGG19は畳み込み

16層と全結合層 3層から形成され，最終的には 1000次元

の特徴ベクトルが出力される．当研究では最終の全結合層

のみ改変し，文章特徴のベクトル次元数と同じ数の次元を

もつベクトルを出力するようにした．また改変した最終全

結合層以外は，過学習を防ぐために事前学習の状態を維持

することにした．

第 4.2.1節で記したように，最終的な特徴ベクトルの次

元数は pとする．VGG19では畳み込み 16層で 7×7×512

の行列となり，その後 2層の全結合層によって 1×1×4096

に整形され，最終第三全結合層 (fc19)によって 1×1×1000

の画像特徴ベクトルを出力する．Wangらの研究 [9]では

VGGの fc19の出力を pに整形していたが，当研究では直

接 fc19を改変して 1× 1× pの画像特徴ベクトルを出力す

るようにした．この改変した fc19によって算出される画

像特徴 RV ∈ Rp は以下の式 5の通りである．

RV = σ(Wvf ·RVVGGfc18
), (5)

RVVGGfc18
は VGG19の第 18層である全結合層が出力した

1× 1× 4096ベクトルである．

こうして文章特徴・画像特徴が抽出され，最終的には 2

つの特徴ベクトルを 1 つに連結したものが複合特徴であ

る．理論式で表記すると，文章特徴 RT と画像特徴 RV が

1つに結合されるため，複合特徴 RF は以下の式 6によっ

て表現できる．

RF = RT ⊕RV ∈ R2p. (6)

以降においては，複合特徴抽出器全体を表現するときは

Gf (M ; θf )と表現することにする．M は複合特徴抽出器

へ入力される投稿，θf は学習対象となるパラメータを意味

する．

4.3 ニュース分類器

複合特徴はニュース分類器 (図 2内 ‘pred-fc’が該当)に

て正しいニュース・フェイクニュース・ジョークニュース

として分類された．具体的には隠れ層を含む全結合層と

softmaxから形成され，最終的な分類が行われた．この部

分の理論式は以下の通りである．

入力となる複合特徴は RF であるとき，ニュース分類器

は Gf (·; θd)と表現することにする．ここで θd はニュース

分類器内で学習対象となるパラメータを示す．投稿全体

に対して i番目の投稿を mi とするとき，mi がフェイク

ニュースもしくはジョークニュースである確率は以下の式

によって算出される．

Pθ(mi) = Gd(Gf (M ; θf ); θd). (7)

モデルの目的は自動で正確に正しいニュース・フェイク

ニュース・ジョークニュースを分類することである．その

ため正解ラベルとして Yd を使用して，以下の式によって

クロスエントロピー誤差を損失として算出する．

Ld(θf , θd) =

−E(m, y) (M,Yd)[y logPθ(m)+(1−y) log(1−Pθ(m))].

(8)

最後に，当研究がベースとしたWang らの研究では確

率的勾配降下法 (SGD: Stochastic Gradient Descent) に

よってパラメータを更新していたが，当研究では 2015年に

Diederik P. Kingmaらが提唱した Adamという手法 [21]

を用いてパラメータを更新することにした．

5. 評価実験

5.1 データセット

今回の実験での訓練データセットでは，Boididouらの

研究 [22]によって提案された Twitter投稿データセットを

使用した．こちらも Twitter上でフェイクニュースを検出

するために作られたデータセットであるが，付加されたラ

ベルとして Real, Fake, そして Humorがあり，ジョーク

ニュースを含めた 3カテゴリ分類に適したものとなってい

るため，当研究で採用した．データセットでは訓練用と検

証用として 2部に分かれていたが，当研究では訓練用とさ

れた部分の画像とテキストを対象に 10分割交差検定する

ことにした．

5.2 比較対象手法

今回，画像つき文章投稿を 3カテゴリに分類する提案手

法の有効性を調べるために 2 種類の比較対象手法を用意

した．1つは文章のみで投稿を分類する手法 (以降，Text

と表記)，もう 1 つは画像のみで投稿を分類する手法 (以

降，Imageと表記)であった．いずれも上記提案モデルか

ら文章・画像特徴抽出器を除外したモデルを使用した．ま

た Textは入力データを提案モデルが使用したデータセッ

トから画像を削除したものを使用した．Imageは全投稿で

使用された画像を対象とし，同じ画像に対して複数の文章

投稿があった場合は 1件として数えることにした．
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5.3 実験条件

5.3.1 Text

モデルに入力する前に，単語埋め込みへの変換の事前処

理として，スムーズに単語埋め込みに変換できるようにす

るために，投稿からハッシュタグ (#)のような記号を除去

し，全ての大文字を小文字に変換してスペースで分割した．

投稿から分割された各単語を単語埋め込みに変換する際は，

Google Newsデータセットから事前学習済みの word2vec

モデル [23]を使用した．このモデルでは，各単語を 300次

元のベクトルに変換するものであった．ここでwod2vecモ

デルに該当しない単語が出現した場合，<unknown>として

seed値固定ランダムベクトルを生成することにした．ま

た，投稿の全単語中 50%以上が<unknown>の場合，実態に

則さない学習を避けるために学習対象から外すことにし

た．その後テキスト CNNに送られ，1つの文章に対して 1

つの 300次元の特徴ベクトルが抽出され，ニュース分類器

に渡す形となった．なお，ウィンドウサイズは 2-5までの

4種類を用意し，全結合層の隠れ層は 1つ用意し，ユニッ

ト数は 300とした．隠れ層では 50%のユニットが無視され

る Dropoutを導入した．ニュース分類器内でも隠れ層は 1

つ用意し，ユニット数は 300，上記と同じ条件の Dropout

も導入した．検証にあたり最大エポック数は 100とし，過

学習の兆しが見えたら学習を打ち切る Early stoppingも導

入した．

5.3.2 Image

モデルの複雑化を避けるため，1つの投稿に複数枚画像

が付加されていた場合は最初の 1枚のみをモデルに入力さ

せることにした．画像は事前学習済み VGG19モデルに入

力し，1つの画像に対して 1つの 300次元のベクトルが抽

出され，ニュース分類器に渡す形となった．本来のVGG19

は最終層にて 1000次元のベクトルが出力されるが，最終

層のみ改変して 300次元のベクトルが出力されるようにし

た．また前記の通り過学習を避けるために最終層を除き事

前学習済みの状態を維持させることにした．ニュース分類

器とエポック数，そして Early stoppingの条件は上記Text

と同一であった．

5.3.3 提案手法

提案手法では，Textと Imageを統合した形をとったた

め，画像・文章の部分は上記と同様の条件をとった．画像・

文章の特徴を結合するため，ニュース分類器に渡されるの

は 600次元のベクトルであった．それにあわせ，隠れ層の

ユニット数も 600とした．

5.4 使用データ統計

上記の条件を踏まえ，提案手法・Text・Imageが扱う 3

カテゴリの投稿件数は以下の表 1の通りである．Textが

使用するデータは提案手法が扱うデータから画像を削除

したものであるため，提案手法と全く同じ件数になった．

Imageは，同じ画像に対して複数の投稿があったため，他

2手法と比べて非常に少なくなっている．

表 1: 提案手法と比較対象手法が扱うカテゴリ毎の投稿数

手法 Real Fake Humor

Text 3021 4233 1509

Image 172 157 82

提案手法 3021 4233 1509

5.5 評価指標

評価指標では，Precision(精度), Recall(再現率), F値 (左

2値の調和平均)を使用することにした．算出する方法上各

カテゴリ毎に上記指標があるが，今回使用するデータセッ

トでは極端にカテゴリが偏っていないので，各カテゴリの

指標を先に算出してから 3カテゴリの平均をとるマクロ平

均を評価に使うことにした．

5.6 実験結果

3モデルに対して 10分割交差検定を行った結果が以下の

表 2の通りである．

表 2: 各モデルの分類成果 (マクロ平均)

手法 Precision Recall F値

Text 0.3649 0.3677 0.3016

Image 0.4942 0.5055 0.4667

提案手法 0.9268 0.9362 0.9286

この結果を見ると，提案手法が他 2手法と比べて非常に

高い分類成果を挙げたことが読み取れた．また，比較対象

手法内で比べると画像単体の方が分類成果が良好である点

もみられた．

6. 評価

6.1 考察

今回の評価実験では，提案手法が 3 指標全てにおいて

比較対象手法より優れた分類成績を収めた．これにより，

SNS上で画像つきの投稿を対象にした場合，正しいニュー

ス・フェイクニュースの分類タスクのみならず，ジョーク

ニュースも含めた分類においても従来のマルチメディアモ

デルのアプローチが有効であることが示唆されたと考えら

れる．

また比較対象手法に限って結果を観察すると，文章単体

より画像単体の分類の方が優秀な分類成績であった．これ

は自然言語より画像の方が分類タスクにおいて研究が進ん

でいることや，SNS上の投稿であった故に単語埋め込みに

変換する際に<unknown>に変換されやすい傾向にあったこ
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とや，文章の場合英語以外の投稿に対応できないものの，

画像においては英語圏以外の投稿であっても十分言語の違

いに影響されにくかったことなど，いくつかの原因が推察

される．

6.2 課題

今回分類するにあたり，大きな課題となったのが文章投

稿の単語埋め込みへの変換であった．使用したデータが

SNS上から収集されたものであったため，事前学習済み

word2vecモデルが対応できない短縮語や造語 (ハッシュタ

グ含)といったユーザ生成コンテンツに対応することが難

しかった．

また，当モデルに限らずフェイクニュース検出というタ

スクにおいて，Wangらの研究 [9]で問題点が指摘されて

いた．訓練データセットが扱ったイベントや出来事の特殊

性の影響で，別のイベントや出来事に対して正常な判断が

できなくなる点であった．

さらに，このモデルは英語のみを対象としたものであっ

た点も挙げられた．データセット内一部では他国の言語

が含まれていたため，単語埋め込みに変換する際に大幅

に<unknown>に変換される傾向もあった．

7. おわりに

7.1 本論文のまとめ

本研究では，SNS上で画像と文章を併せて発信された情

報に対して，正しいニュース・フェイクニュース・ジョー

クニュースを判断するモデルを提案した．実際に 3カテゴ

リ分類を行った結果，文章・画像単体から分類した場合に

比べて，全ての評価指標において非常に優秀な分類成績を

挙げた．これにより SNS上における画像つき投稿に対し

て，ジョークニュースを含めた 3カテゴリ分類も有効であ

ることが示された．

7.2 今後の展望

このモデルの発展形として，いくつかの方法が考えら

れる．

例えば文章特徴生成器に対して，テキスト CNNではな

く Vosoughiらの研究 [24]によって SNS投稿を分析するた

めに提案された，文字単位でベクトル変換する方法を採用

することなどが考えられる．

また，データセットが扱う出来事やイベントによる特殊

性の対策として，Wangらの研究 [9]では敵対的生成ネット

ワーク (GAN)を模倣する形をとることが挙げられていた．

このイベントや出来事による特殊性を排するために，真偽

分類に加えて扱われたイベントも分類することによって，

特徴化する際に特殊性を排し，フェイクニュースの普遍的

な特徴を抽出するようなアプローチが行われていた．実際

にこれによって分類精度が改善した点が上記研究によって

報告されていたため，当研究でも有効に働く可能性がある．

提案手法を日本語投稿に対応させることを考えた場合，

まず SNS上で日本語による画像つきの 3カテゴリの投稿

を収集する必要があると考えられる．もしも既に日本語投

稿による 3カテゴリ分類済みのデータセットがあれば投稿

を収集する必要はないが，残念ながら国内に今回使用した

データセットに近い規模をもつものがないのが現状である．
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