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オンライン機械学習による画像カテゴリに応じた
ユーザの画像フィルタ選択の予測

土田容生1 樋口啓太1 Eshed Ohn-Bar2 Kris Kitani2 佐藤洋一1

概要：本研究では，インタラクティブシステム利用におけるユーザの選択履歴から，コンテクストに応じ
たユーザ選択をオンライン機械学習によって予測する手法を提案する．具体的には，複数の他ユーザの選

択履歴から複数の予測器を生成し，最もユーザの選択を高精度で予測するものを逐次的に学習する．適用

例として，Instagramなどの画像共有サービスにおける画像フィルタの選択支援が挙げられる．画像カテゴ
リ特徴量をコンテクスト情報として利用し，ユーザがどのような画像にどのフィルタを適用したのかを教

師データとして利用することにより，選択されるフィルタを予測する．これにより，風景・人物・食事な

どの画像カテゴリとユーザのフィルタ選択傾向を考慮したフィルタ推薦による支援が可能になる．性能評

価実験から，提案手法が通常の教師あり学習やバンディットのアプローチに比べてユーザの選択をより高

精度に予測できることを確認した．
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1. はじめに

Instagramなどの画像共有サービスが日常的に利用され

るようになり，人々が画像編集に触れる機会は増えている．

それらのサービスでは画像フィルタの利用が一般的であ

り，スマートフォンで撮影した画像に対して，事前に用意

されたフィルタを適用することで色調などを編集すること

ができるようになっている．このフィルタとは，例えば，

画像をモノクロやセピア調にするもの・赤みや青みなど特

定の色味を加える又は抑えるもの・画像の中心以外を暗く

するものなどであり，多彩に画像の明度や彩度などのパラ

メータの組み合わせを変えることが可能である．Instagram

では，このようなフィルタが 40種類用意されている．

このようなフィルタを利用した画像編集は，ワンタッチ

でフィルタを適用して編集が完了するため一見手軽そうで

あるが，実はここに問題がある．フィルタ選択では，その

画像のカテゴリ（風景・人物・食事など）に応じて選択され

る適切なフィルタの種類が異なる場合があり，さらに，そ

れを多数のフィルタの中から選び出さなければならない．
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そのため，特にフィルタ選択に慣れていないユーザにとっ

て負荷が大きいものになり得るという問題がある．

そこで本研究では，このような負荷を軽減させて意思決

定支援をするために，ユーザ傾向と画像カテゴリに応じた

フィルタ選択をオンライン機械学習によって予測する手法

を提案する．このフィルタ選択予測を推薦として提示する

ことができれば，ユーザのフィルタ選択という意思決定を

支援することができると考えられる．

教師あり学習を用いて個別のユーザに特化した予測器を

生成するには，そのユーザの訓練データが多数必要となる．

しかし本研究では，オンライン機械学習，特にエキスパー

ト統合問題 [1]に定式化し，過去の他ユーザのフィルタ選

択履歴群を利用することによって，ユーザの訓練データが

少数でも予測が可能な手法を提案する．具体的には，まず

複数の他ユーザのフィルタ選択履歴（画像カテゴリ特徴量

と選択フィルタの組）から教師あり学習によって予測器群

を生成する．そして，その予測器群の中から最もユーザの

フィルタ選択を高精度で予測するような最適な予測器を，

逐次的に学習する．このようにして学習された最適な予測

器によって予測されたフィルタを推薦フィルタとしてユー

ザに提示する．以上のような学習を画像ごとに繰り返す．
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本研究による貢献としては次の通りである．まずは，画

像カテゴリに応じたユーザのフィルタ選択を予測する手

法を提案したことである．この手法では，特に，オンライ

ン機械学習の枠組みを用いて，他ユーザのフィルタ選択履

歴群を利用することによって，ユーザの訓練データが少数

の場合でも予測が可能となった．次に，この提案手法の検

証に必要となる予測器群生成のために，他ユーザのフィル

タ選択履歴群を収集し，画像 300 枚 16 名分，計 4800 組

のデータセットを 2種類作成した．そして，これらのデー

タセットを用いて提案手法の予測性能を検証したところ，

UCB(Upper Confidence Bound)のバンディットアルゴリズ

ムや，教師あり学習といったベースラインよりも提案手法

の方が高精度であることが確認された．以上により，画像

カテゴリに応じたユーザの画像フィルタ選択支援における

画像フィルタ選択予測システムを構築した．

2. 関連研究

2.1 コンテクストとユーザ傾向による推薦

私たちは，インタラクティブシステムを通した意思決定

を日々繰り返している．このような意思決定の繰り返し

は，ユーザの認知的負荷を増加させることが示されてい

る [2], [3]．このような意思決定を支援するために，様々な

推薦システムが提案されている．従来の推薦システム [4]

では他人の利用履歴と協調フィルタリング技術が用いられ

ており，EコマースなどのWebサービス [5]や音楽サービ

ス [6]における推薦に大きな影響を与えた．近年の研究で

は，コンテクストやユーザ傾向を考慮することによって，

よりユーザに特化した音楽の推薦 [7], [8], [9]や新聞記事の

推薦 [10]が実現している．以上のようなコンテクストと

ユーザ傾向による推薦に関する研究を基に，本研究では画

像フィルタ選択という新しい問題に取り組む．

2.2 ユーザ傾向を学習するインタフェース

ヒューマンコンピュータインタラクション（HCI）研究で

は，ユーザ傾向の学習原理 [11]を取り入れることでユーザ

に特化したインタフェース [12], [13]が生み出されている．

例えば，Fendlaterらはタッチスクリーンのタイピングのた

めに，ユーザに特化したキーボードインタフェース [14]を

提案した．

Mehortraらはスマートフォンのアプリケーションからの

様々な通知をユーザに特化して受け取るためのユーザ傾向

学習手法 [15]を提案した．通知タイトルとユーザの居場所

というコンテクストを利用してユーザに特化したルールを

抽出することにより，ユーザがメッセージを受け入れるか

どうかを高精度で予測した．

また，Fogartyらはユーザに特化した画像検索を行う学

習ルール [16]を提案し，Fanらは機械学習アルゴリズムを

用いて主観的な類似性の測定 [17]を提案した．以上のよう

なユーザ傾向を学習するインタフェースに関する研究を基

に，本研究では特にユーザの画像フィルタ選択というユー

ザ傾向を，オンライン機械学習の枠組みを用いて学習する

ことに焦点を当てる．

2.3 ユーザ傾向を学習した画像審美性支援

小山らはパラメータ空間の中から画像の審美性の善し悪

しを探索するインタフェース [18]を提案した．また，同じ

く小山らは，ユーザ傾向を反映した画像編集支援として，

個人ごとの色彩編集傾向を逐次的に学習して提示する支援

システム [19]を提案した．しかしこの研究では，ユーザの

色彩編集に関する訓練データはそのユーザ当人にしか適用

することができず，より広くシステムを適用するためには

さらに多くのユーザの訓練データが必要となるという制約

がある．以上のような研究を基に本研究では，画像フィル

タ選択という審美性に関わるようなユーザ傾向に対して，

ユーザの訓練データを多数必要としない学習手法に焦点を

当てる．

3. 問題設定

3.1 フィルタ選択シナリオ

本研究では，ユーザ傾向と画像カテゴリに応じたフィル

タ選択を予測することを目的としており，ユーザが与えら

れた画像に対して，事前に定められた候補フィルタ群から

フィルタを 1枚選択するシナリオを対象としている．この

ようなシナリオ上にある本研究における全てのフィルタ選

択行動は，下記 3.2節に示すアプリケーションを通して行

なうものとする．

3.2 フィルタ選択アプリケーション

画像フィルタ選択を行う GUIアプリケーションを作成

した．

このアプリケーションは，Instagramなどの画像共有サー

ビスを参考にしたものであり，フィルタ選択を繰り返し行

うことができるものとなっている．また，提案手法のオン

ライン機械学習モデルによるフィルタ推薦機能が搭載され

ており，与えられる画像ごとに，フィルタ選択予測に基づ

いた推薦フィルタを提示することができる．図 1に，この

図 1 フィルタ選択アプリケーションのインタフェース
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アプリケーションのインタフェースを示す．インタフェー

スの右側領域には，3枚の推薦提示を含むフィルタ適用画像

(8種類)と原画像の合計 9枚が配置され，そして左側領域

には画像プレビューと操作ボタン（Nextボタンと Backボ

タン）が配置されている．ユーザはマウスクリックによっ

てこのインタフェースを操作してフィルタを選択すること

ができる．あるフィルタ適用画像がクリックされると，画

像プレビューにそのフィルタ適用画像が表示され，ユーザ

は Nextボタンをクリックするまで自由に候補フィルタを

クリックして比較した上で最終的なフィルタ選択すること

ができる．また，Backボタンで 1枚前の画像に戻ってフィ

ルタ選択をやり直すこともできる．

4. 提案手法

本研究では，問題をオンライン機械学習，特にエキスパー

ト統合問題に定式化する．具体的には，まず複数の他ユー

ザのフィルタ選択履歴 (画像カテゴリ特徴量と選択フィル

タの組)から教師あり学習により予測器群を生成する．そ

して，その予測器群の中から最もユーザのフィルタ選択を

高精度で予測するような最適な予測器を，画像ごとに逐次

的に学習する．

4.1 定式化とオンライン機械学習モデル

問題の定式化と提案手法で用いるオンライン機械学習モ

デルについて述べる．学習モデルの目標は候補フィルタ群

A(k = |A|)に含まれるフィルタ a ∈ Aというユーザの選択
を高精度に予測することである．まず，学習モデルは画像ス

テップ tでの画像に基づいて，インタラクティブシステムか

ら画像特徴量 xt ∈ Xを受け取る．次に，この画像特徴量 xt

を用いて，候補フィルタ群の選択確率 pt ∈ [0, 1]k(
∑

i pt,i = 1)

を予測する．そして，学習モデルはインタラクティブシス

テムに予測結果を渡し，ユーザフィードバックとして実際

のユーザの選択フィルタ at を受け取る．最後に，次の画

像ステップ t + 1での予測性能を向上させるために，実際

のユーザの選択フィルタと予測結果から R(at, pt)を計算し

て，予測に対する報酬値 rt を得て学習モデルを更新する．

さらに，本研究では，ユーザと画像カテゴリを考慮した

フィルタ選択予測をするために，オンライン機械学習の中

でも特に，エキスパート統合モデルを利用する．図 2に示

す通り，この学習モデルは，予測器をエキスパートとして，

予測器群 Π = {π1, π2, . . . , πN}(N = |Π|)をあらかじめ保持す
る．各予測器は画像特徴量からユーザの選択フィルタを予

測する (πi : X → A)ものである．各画像ステップ tにおい

て，学習モデルは予測器 πi を選出して予測結果 πi(xt) = pt

を獲得し，その後，ユーザフィードバックとして実際の選

択フィルタ at を受け取る．学習モデルは，全ての予測器に

対して，予測結果 πi(xt)と選択フィルタ at から，各予測器

への報酬 rt,i を計算する．学習モデルの目的関数は，この

図 2 オンライン機械学習におけるエキスパート予測器群の利用

報酬値を用いた式 (1)に示される regretを最小化させるこ

とである．

regret = max
π∈Π
ΣT

t=1R(at, π(xt)) − ΣT
t=1R(at, pt) (1)

この式 (1)の regretの値は，最適予測器の累積報酬値と学

習モデルの累積報酬値との差分を表す．第 1項は最適予測

器の累積報酬値である．各予測器には予測性能を測る評価

重みが割り当てられており，最適予測器とはその評価重み

が予測器群の中で最も大きい予測器のことである．この時

の評価重みが最適予測器の累積報酬値である．第 2項は学

習モデルの累積報酬値であり，T 回の画像ステップでの報

酬値を合計したものである．学習モデルは，画像ステップ

ごとの暫定最適予測器に従って，この差分を最小にするこ

とを目的とする．

この目的のために，学習モデルは t = 0において，各予測

器に対する評価重み w0 = {0}N を保持する．式 (2)に示さ

れるように，画像ステップ tにおいて報酬値の累積によっ

てこの評価重みは更新される．

wt,i = wt−1,i + rt,i (2)

画像ステップごとに学習モデルは，予測器群の中から最も

評価重みの大きい予測器を暫定最適予測器 π∗t として保持

する．

本研究では，エキスパートとしての過去のユーザのフィ

ルタ選択履歴群 Z = {ζ1, . . . , ζN}をデータセットとして使
用する．各選択履歴 ζ = {(a1, x1), . . . , (aT , xT )}はユーザの
選択フィルタと画像特徴量からなる．そして，N 人分の選

択履歴群を教師あり学習（Adaboostなど）に適用して N個

の予測器からなる予測器群を生成する．学習モデルは 4.3

節に示す提案手法のアルゴリズムに基づいて，画像ステッ

プごとに暫定最適予測器を逐次的に学習する．

4.2 画像からのカテゴリ特徴の抽出と予測器群の生成

3.1節で示したフィルタ選択シナリオにおいて，ユーザ

の選択フィルタは，風景・人物・食事などの画像カテゴリ

によっても変化しうるものである．例えば，Instagramに用

意されている Hudsonフィルタは屋外の風景画像に適して

おり，Lo-Fiフィルタは食事画像に適している [20]と言わ

れている．このようなことから，ユーザのフィルタ選択を

3ⓒ 2019 Information Processing Society of Japan

Vol.2019-HCI-181 No.27
2019/1/22



情報処理学会研究報告
IPSJ SIG Technical Report

高精度で予測するためには，画像カテゴリを考慮する必要

があり，本研究では特徴量として画像カテゴリ特徴量を利

用する．

画像からのカテゴリ特徴の抽出と予測器群の生成の手順

としては，次の通りである．はじめに，フィルタ適用前の

原画像を学習モデルが受け取る．次に，予測器群生成の前

処理として，画像からカテゴリ特徴量を抽出する．具体的

には，ImageNetから学習した VGG-16ネットワーク [21]

の FC7層から抽出した 4096次元のベクトルを PCAによ

り 128次元に圧縮したベクトルを作成し，これを画像カテ

ゴリ特徴量とした．そして，抽出した特徴量と，選択され

たフィルタの組を教師データとして，教師あり学習アルゴ

リズムにより予測器を生成する．教師あり学習としては，

500の弱学習器による Adaboostなどを利用する．提案手

法では，ユーザごとの選択履歴を別の教師データとして扱

い，それぞれから複数の予測器を生成する．

4.3 最適な予測器の学習

オンライン機械学習，特にエキスパート統合モデルの枠

組みにより．エキスパートである各予測器の予測結果と，

ユーザフィードバックである実際の選択フィルタに基づ

き，予測器群の中から最もユーザのフィルタ選択を高精度

で予測するような最適な予測器を，画像ごとに逐次的に学

習する．下記に示すアルゴリズムにより，ユーザが与えら

れた画像に対してフィルタを選択するたびに，最適予測器

の学習を進めることができる．

( 1 ) すべての予測器の評価重みを 0とする

( 2 ) 与えられた画像から 4.2節の方法で画像特徴量を抽出

する

( 3 ) 最も評価重みが大きい予測器を暫定最適予測器として

選出し画像特徴量に応じた予測結果を得る

( 4 ) 予測結果をもとにフィルタ選択インタフェースに推薦

を提示する

( 5 ) フィルタ選択結果を得る

( 6 ) 暫定最適予測器のフィルタ選択予測結果とユーザの

フィルタ選択結果が等しければ 1を，そうでなければ

0を学習モデルの累積報酬値に加算する

( 7 ) 各予測器に対し，それぞれの予測結果とユーザのフィ

ルタ選択結果が等しければ 1を，そうでなければ 0を

評価重みに加算する

( 8 ) （2）に戻る

5. 実験データセットの作成

予測器群を生成して提案手法を検証するために他ユーザ

のフィルタ選択履歴群を収集し，データセットを 2種類作

成した．画像・フィルタ・参加者に関して，制約の大きい

データセットと制約の小さいデータセットとなっている．

いずれのデータセットも，作成の流れは以下の通りで

ある．事前に作成した 8種類のフィルタを 3.2節のような

フィルタ選択アプリケーションに実装し，参加者は，その

アプリケーションに提示される各画像に対して，フィルタ

適用画像 8枚と原画像の合計 9枚から画像共有サービス

に投稿する際に適していると思われる画像を 1枚を選択す

る．これを画像 300枚分繰り返してもらい，16名分のデー

タを収集する．このデータ収集では，フィルタに??節のよ
うなハイライトした推薦は提示しない．それゆえ，参加者

は自身の方針に基づいて自由にフィルタを選択することが

できる．以上により，画像特徴量と選択フィルタ番号の組

を，画像 300枚 16名分，計 4800組収集したデータセット

を 2種類作成した．

5.1 Smartphone Dataset
1つ目は，Smartphone Datasetである．図 3に，このデー

タセットで使用したフィルタを適用した画像一覧を示す．

フィルタは，Instagramを参考にして 8種類作成した．特に

Instagramのサービス開始初期から利用されている 26種類

のフィルタを，類似を避けるように 8種類に分類し，それ

ぞれから代表的なフィルタを次の通りに選出した．図 3の

上段左から，フィルタなし，1977，X-pro，Lo-Fi，Inkwell，

Earlybird，Kelvin，Hudson，Valenciaである．これらのフィ

ルタの再現は photoshopにより類似のフィルタを作成した．

参加者は，Instagramなどの画像共有サービスにおいて，

フィルタを利用して画像を共有した経験のある 16名で，男

性 10名，女性 6名,年齢は 24.6歳であった．画像は，各参

加者が自身のスマートフォンで撮影した画像を事前に収集

し，その中で画像共有サービスに投稿される可能性が高い

と判断され，かつ画像内容の分布が一様になるような画像

を計 300枚を選出した．なお，画像共有サービスで散見す

るようなコラージュ画像は含めないものとした．このデー

タセットでは，参加者に依らず同一の画像を使用してフィ

ルタ選択を行なった．

5.2 Open Dataset
2つ目は，Open Datasetである．図 4に，このデータセッ

トで使用したフィルタを適用した画像一覧を示す．フィル

タは，経験者の意見に基づいて画像編集に一般的で使いや

すい 8種類を作成した．これらのフィルタの再現には，コ

マンドラインイメージコンバータである nconvertを利用し

て作成した．

参加者は 16名で，男性 13名，女性 3名，年齢は 25.0歳

であった．画像は，Googleが提供している世界最大級の

画像データセットである Open Images Dataset v3[22]から

無作為に，かつ，画像内容の分布が一様になるように 300

枚選出した．このデータセットでは，参加者ごとに異なる

300枚の画像を使用してフィルタ選択を行なった．
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図 3 Smartphone Dataset におけるフィルタ適用画像一覧

6. 予測性能評価実験

6.1 評価方法と指標

評価方法としては，16分割交差検証を用いた．提案手法

は，テスト事例以外の他ユーザの選択履歴群からそれぞれ

学習した 15個の予測器を保持する．また，そのうちの最

適予測器による予測性能も併せて評価する．これは全ての

画像ステップにおいて最適予測器を用いてフィルタ選択を

予測したと仮定してその予測性能を算出する．

比較手法は，UCB(Upper Confidence Bound)のバンディッ

トアルゴリズムと教師あり学習とした．UCBでは，提案手

法と同様に 15個の予測器を保持しており，画像ステップ

ごとに式 (3)に示すような，各予測器に対する評価値 vを

算出し，その値が最大となる予測器を利用する．

v = µit +

√
log t

2Ni(t)
(3)

µitは画像ステップ tまでの予測器 iの平均報酬であり，Nit

は画像ステップ tまでの予測器 iの選択回数である．教師

あり学習は，Smartphone Datasetでは，500の弱学習器によ

る Adaboostで学習した予測器とし，Open Datasetでは 500

の弱学習器による Random Forestで学習した予測器とした．

他ユーザごとの選択履歴を同一の教師データとして統合し

た 4500(=300*15)組から

評価指標としては，オンライン学習アルゴリズムが得た

予測結果 (アルゴリズム手順 (3))とユーザの選択結果が一

致した割合，つまり全画像ステップ T での正解率を予測性

能として採用した．

フィルタ選択候補は 9枚であるため，ユーザのフィルタ

選択がランダムに行われた場合の正解率は 0.11である．ま

た，各手法において画像ステップごとに regretを算出した．

図 4 Open Dataset におけるフィルタ適用画像一覧

以上のような性能評価実を，Smartphone Dataset と Open

Datasetそれぞれに対して行なった．

6.2 結果および考察

各データセットにおける予測性能を表 1に示した．Smart-

phone Dataset における予測性能は，ベースラインの教師

あり学習，UCBで，0.228，0.265であったのに対して，提

案手法では 0.325と高精度であった．最適予測器の精度は

0.354であった．

また，Open Datasetにおける予測性能は，ベースライン

の教師あり学習，UCBで，0.216，0.301であったのに対し

て，提案手法では 0.365と高精度であった．最適予測器の

精度は 0.386であった．よって，提案手法を用いて最適な

予測器の学習を行った方が，既存のバンディットアルゴリ

ズムで最適な予測器の学習を行う場合や，他ユーザごとの

選択履歴を統合して一つの教師データとして学習する場合

よりも，予測性能が高くなることがわかった．

続いて，各手法における画像ステップごとの regretの推

移を，図 5・6に示す．どちらのデータセットにおいても，

提案手法が 2つのベースラインと比較して，画像ステップ

数 tがより小さい段階で regretの増加が緩やかになってお

り，画像ステップ tが 300の時点での最終的な regretの値

も比較手法よりも小さくなっている．これは，提案手法の

オンライン学習モデルがより早く最適予測器を特定して

フィルタ選択予測に利用したためであると考える．

表 1 各データセットにおける予測性能
Supervised UCB Proposed Optimal

Smartphone Dataset 0.228 0.265 0.325 0.354

Open Dataset 0.216 0.301 0.365 0.386
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図 5 Smartphone Datasetにおける画像ステップごとの Regretの推移

図 6 Open Dataset における画像ステップごとの Regret の推移

7. まとめと今後の展望

本研究は，インタラクティブシステム利用におけるユー

ザの選択履歴から，画像カテゴリに応じたユーザのフィル

タ選択をオンライン機械学習によって予測する手法を提案

した．この提案手法の検証に必要となる予測器群生成のた

めに，他ユーザのフィルタ選択履歴群を収集し，画像 300

枚 16名分，計 4800組のデータセットを 2種類作成した．

性能評価実験から，提案手法がバンディットアルゴリズム

や通常の教師あり学習のアプローチに比べてユーザのフィ

ルタ選択をより高精度に予測することを確認した．また，

regretのグラフから提案手法がより早く最適予測器を特定

する様子を確認した．以上により，画像カテゴリに応じた

ユーザの画像フィルタ選択支援システムの根幹となる予測

システムを構築した．

今後は，フィルタ選択予測に用いる画像特徴量の種類を

変更した場合や，利用する予測器数を変更した場合等の性

能評価について検討したい．また，2種類のデータセット

を用いて，フィルタ選択予測に基づくハイライトの推薦提

示がユーザの選択行動にどのような影響を及ぼすかについ

て，ユーザ実験を行なって明らかにしたい．
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