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推薦論文

リアルタイム人口を用いたStacked denoising Autoencoders
によるタクシー将来需要予測

石黒 慎1,a) 菊地 悠1 深澤 佑介1

受付日 2018年4月11日,採録日 2018年10月2日

概要：タクシーの効率的な運行には，乗車需要に関する情報を運転手に与えることが有効である．本稿で
は携帯電話ネットワークの仕組みを用いたリアルタイム人口データを利用したタクシー将来需要予測を行
い，それに基づいた運行支援方法を提案する．提案法の予測には，Stacked denoising Autoencodersを利
用し，入力データとして，タクシー運行データ，リアルタイム人口データ，および，天候データを用いた．
オフラインの実験により，人口データを用いない場合の予測結果が二乗平均平方根誤差で 1.513であるの
に対し，人口データを利用することで誤差が 1.370に低下することを示した．
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Abstract: For efficient operation of taxis, it is important to give drivers various information on passengers’
demand. In this paper, we propose a taxi future demand prediction algorithm using cellular network based
real-time population data with Stacked denoising Autoencoders. In the offline experiment, we will show that
our proposal method is possible to predict with an error 0.877 by MAE when we use real-time population
data compared to an error 1.042 when we do not use the data.
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1. はじめに

近年，タクシードライバの高齢化が進んでおり，将来の

労働力を維持するために，若年のドライバの育成が急務と

なっている [1]．熟練ドライバは，どこでより多くの乗客候

補を発見できるかの知見を暗黙的に持っており，より多く

の収益を得ることができる．一方，新人のドライバはその

ような知見が少なく，効率的に乗客を発見することができ

ずに収益が低くとどまり，結果として離職などにつながる

可能性がある．また，ベテランドライバであっても，不慣

れな場所に乗客を送迎した際には，帰路で通過するエリア
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の乗車需要に関する知見がなく，慣れたエリアに戻るまで

の間，空車のまま運転してしまうことがある．このような

知識量の違いによる運行収益の格差を埋めるため，従来で

は，マニュアルや講習などによってノウハウを伝承してい

た．しかしながら，すべてのノウハウを網羅的に共有する

ことは難しく，また，乗車需要の知識は陳腐化するため必

ずしも効率的ではない．この問題を解決するため，過去の

タクシーの運行データから将来の乗車需要を予測する方法

が研究されている [2], [3]．このような仕組みを使うことで

新人ドライバは，乗車需要に関するノウハウがなくても将

来需要の予測結果に基づいて，効率的な運行を行うことが

本稿の内容は 2017 年 8 月の第 84 回 MBL 研究発表会にて報告
され，同研究会主査により情報処理学会論文誌ジャーナルへの掲
載が推薦された論文である．
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可能となる．また，タクシー利用客にとっても，乗りたい

タイミングでタクシーが来ることで，より短時間で素早く

タクシーに乗車できるメリットがある．

タクシー需要を予測するため，従来では，タクシーの乗

車データおよび天候データを考慮した手法が提案されてい

る [4]．一方，タクシーの乗車需要は，タクシーが運行して

いるエリアの人口の増減に大きく影響を受けると考えられ

る．たとえば，大きなイベントが終了する際は，タクシー

の需要が高まることが想定される．このような場合におい

ても，当該エリアの人口の変動を追うことによって，イベ

ントをあらかじめ知らなくても，人々の移動が活発になっ

ていることが分かるので，より早く需要の増加を発見する

ことが可能となる．また，電車の遅延や事故などの際にお

いても，上述の例と同様に，タクシーの需要が高まると考

えられるが，リアルタイムに人口の変化を分析することで，

タクシーの需要増加をより早く発見することができると

考えられる．そこで，本研究では，過去のタクシーの乗降

履歴，および天候データに加え，リアルタイムな人口デー

タを用いることで，タクシーの需要を予測する手法を提案

する．

ここで，タクシーの需要予測の精度を上げるため，タク

シーの乗降実績，天候データおよびリアルタイムな人口

データを組み合わせることで，乗車需要に強く関連する特

徴量を設計することを考える．しかし，各データを単純に

組み合わせた場合，膨大なパターンの組合せが考えられる

ため，人手により有用な組合せを獲得することは難しい．

近年では機械学習手法の 1つである深層学習が注目を浴び

ている．深層学習は今日までに画像認識，自然言語処理，

音声認識など様々な分野で実績を上げている [5]．深層学習

では，多層のニューラルネットワーク構造を用いてデータ

間の構造・関係性を抽象的に表現することによって，デー

タに含まれる重要な要素を抽出することができる．本研究

では，深層学習を用いたタクシー将来需要予測手法を提案

する．ここでは様々な研究で予測精度の効果が示されてい

る Stacked denoising Autoencoders（SdA）モデル [6]を用

いて個別に各層の学習を行う．

本研究の貢献は以下の 2点である．

• 異種複数データ（過去のタクシーの乗降履歴データ，
リアルタイム人口データ，天候データ）を統一的に抽

象表現するため，深層学習によってモデル化した点．

• 従来手法（タクシーの乗降履歴データ＋天候データ）
に比べ，リアルタイム人口データを追加することでタ

クシー需要予測精度の向上を確認した点．

本稿の構成は以下のとおりである．2章では関連研究を

述べる．3章では問題設定を行う．4章では人口データに

ついて説明する．5章では提案手法について述べる．6章

では実験を行う．7章でリアルタイム予測について議論を

行い，8章で結論を述べる．

2. 関連研究

これまでのタクシーの将来需要予測に関する研究につい

て述べる．

タクシーの需要予測では，推定対象とする需要をどのよ

うな空間粒度で定義するかによって，需要予測の方式が異

なる．Leeら [7]，Yueら [8]は，タクシーの乗降履歴デー

タのクラスタリングを行い，タクシー需要のホットスポッ

トを推定し，ホットスポットごとに需要を推定する手法を

提案した．Changら [9]は，タクシー乗降履歴データのク

ラスタリングを行い，クラスタ領域内の道路とクラスタを

対応付けることで，道路ごとに将来需要を推定する手法を

提案した．Liら [2]，Powellら [3]は，位置情報データを時

刻ごとグリッドごとに分け，グリッドごとの需要を推定す

る手法を提案した．

また，予測モデルについては下記の研究がされている．

Luisら [10], [11]はタクシースタンドごとの需要を予測する

ため，ストリーミングで取得されるタクシーデータをもとに

オンラインで Time-Varying Poissonモデルと ARIMAモ

デルを組み合わせて予測する手法を提案した．Kaiら [12]

は，地域ブロックごとにエントロピーを計算することで需

要の不確かさを求め，マルコフモデル，Lempel-Ziv-Welch

モデル，ニューラルネットワークの 3種の方式から，どの

予測手法が理論的に最大の予測精度となるか識別し，予測

に適用する手法を提案した．Yongxinら [4]は，タクシー

の配車要求アプリから得られる過去の履歴情報を用いて，

日時，場所，気象，料金ディスカウント情報などを組み合

わせることで生成される多次元特徴量を複数の線形回帰モ

デルで予測する手法を提案した．Neemaら [13]は，タク

シー需要の予測のために時系列データに対して，平均，線

形回帰，Loess回帰，TBATS，Holt Wintersの需要予測を

行う手法を評価した．

タクシー需要の定義の仕方について考察を行った研究も

ある．Dongxuら [14]は，空車のタクシーがどれくらい短

時間で実車に変わるかで需要の定義を設計し，需要と供給

のバランスを推定した．Afianら [15]はタクシー需要を乗

せることができた顧客と需要はあるものの乗せることがで

きていない顧客を分けることで，未遭遇の顧客からの需要

を推定する手法を提案した．Yongxinら [4]は配車要求ア

プリの履歴を用いることで，流しの運行履歴では取得する

ことができない，乗せることができなかった乗客からの潜

在需要を考慮した需要予測手法を提案している．

このように，タクシーの将来需要予測は現在まで，様々

な手法が研究されている．しかしながら，過去の研究では，

リアルタイムな人口データおよび過去のタクシーデータの

両方を用いた研究はなされていない．
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3. 問題設定

本研究では，リアルタイム人口データ，天候データおよ

び過去のタクシー乗車数を入力とし，500 mグリッド単位

で 30分先の需要（当該グリッドにおける乗車数の予測値）

を出力するアルゴリズムを提案する．予測対象となる乗車

需要は連続値となるため，回帰問題としてモデル化する．

本稿では，東京無線協同組合の 4,400台のタクシーを対象

にタクシー需要の分析を行う．同社において運行が行われ

ている主要エリアである東京 23区，および，武蔵野市，三

鷹市を含む 2,723個の 500 mグリッドに区切られるエリア

を対象として分析を行った．

3.1 共通モデル

従来研究 [2], [3]と同じく，本稿では，タクシーの需要

予測をグリッド単位で行う．グリッド単位の予測では，グ

リッドごとに個別に，グリッド数と同じ数の予測モデルを

構築する方法と，すべてのグリッドで共通の 1つの予測モ

デルを構築する方法の 2つの方針がある．ここで，グリッ

ドごとのタクシーの乗車実績数を確認する．2016年 9月 1

日～9月 14日の 14日間について，30分ウインドウ幅で，

10分スライドごとにタクシーの乗車実績の回数を集計し

た．求められた各乗車実績数の出現回数の結果を図 1 に示

す．図 1 に示すように，タクシー乗車が多く行われる高需

要なグリッドが出現することは，比較的少なく，タクシー

の乗車がほとんど行われない低需要のグリッドが多くなっ

ている．このため，低需要なグリッドでは，タクシー乗車

が行われることが稀であり，高精度に予測するために十分

な学習データ量を担保することが難しいと考えられる．そ

こで，本研究では，モデルの汎化性能を高め，より多くの

エリアと時間帯において高精度な予測を行うため，グリッ

ドごとにモデルを構築するのではなく，全グリッドで共通

図 1 タクシー乗車実績数と総出現回数（対数スケール）（2016年 9

月 1 日～9 月 14 日）

Fig. 1 Taxi boarding number and total appearance frequency

(logarithmic scale, Sep. 1st – Sep. 14th, 2016).

の単一モデルを生成することとした．

4. 人口データ

4.1 リアルタイム人口データの概要

人口データとして，携帯電話ネットワークの仕組みを利

用することで，人口を推定したリアルタイム人口統計デー

タを用いた*1．この技術では，500 m ごとの空間解像度，

10分ごとの時間解像度で，モバイル端末の台数をエリア

毎，時間ごとに推定を行う．同データにより日本全国にわ

たり，現在時刻から 30分前までの人口推定結果を利用す

ることが可能である．モバイル端末の位置登録情報を用い

ることで，モバイルネットワークの各基地局とモバイル端

末の位置関係から，各端末の位置情報の推定をすることが

可能となる．ただし，本稿で扱った人口データは，集計処

理が NTTドコモの回線利用者に限定されているため，年

齢や性別の分布に偏りが生じ得ること，少人数エリアの

ユーザの秘匿のためにデータ削除処理を行っていること，

新幹線などの通過交通による人口が含まれること，などの

理由により，データ中に様々な偏りが含まれている．そこ

で，データの偏りを低減するために，パーソントリップ調

査データとの比較に基づいた拡大推計を行うことで，日本

の各時刻各エリアにおける実人口を推定する処理を行って

いる．より詳細な人口データの作成方法については本稿の

主眼ではないため，省略することとする．

4.2 リアルタイム人口とタクシー乗車数の関係

タクシーの乗車数と人口増減の関係を検証するため，こ

れらの時系列遷移の比較を行った．平均乗車数の上位 5%と

なるグリッドについて，タクシーの乗車数と人口の互いの

相関関係を確認したところ，大きく 2つの傾向が確認され

た．1つは，タクシーの乗車数が人口の増減と同期して遷移

しているグリッド，もう 1つは，人口の増減とずれてタク

シーの乗車数が変化するグリッドである．これらの傾向が

現れた 1例として，新橋駅周辺と三軒茶屋駅周辺の 500 m

グリッドについて，タクシー乗車数と人口の時系列グラフ

を図 2，図 3 に図示する．図 2 では，実際にタクシー乗

車数と人口の遷移が同期して推移していることが確認でき

る．一方，図 3 では，タクシー乗車数が人口の増加から 5

時間遅れて増加している．図 2 の新橋周辺は，オフィスエ

リアであり，オフィスが営業している日中の時間帯にタク

シーの乗車が行われていることが想定される．一方で図 3

の三軒茶屋周辺は，繁華街であり，人の流れに合わせてタ

クシーの乗車需要が増加し，深夜になって電車の営業が終

了した後に乗車需要のピークが表れていると考えられる．

*1 本実験で使用する人口統計は，エリア毎や属性ごとの集団の人数
を示す情報であり，個人を特定できる情報をいっさい含まない．
したがって，この人口統計により個人の行動が他人に知られるこ
とはない．なお，本実験で使用する人口統計は，モバイル空間統
計ガイドラインを遵守している [25]．
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図 2 タクシー乗車数と人口の時系列グラフ（2016 年 9 月 1 日～9

月 5 日，新橋駅周辺）

Fig. 2 Taxi boarding counts and population transition graph

around Shinbashi station (Sep. 1st – Sep. 5th, 2016).

図 3 タクシー乗車数と人口の時系列グラフ（2016 年 9 月 1 日～9

月 5 日，三軒茶屋駅周辺）

Fig. 3 Taxi boarding counts and population transition graph

around Sangenjaya station (Sep. 1st – Sep. 5th, 2016).

これらの例が示すように，タクシー乗車数と人口の推移は

互いに密接に関係している可能性がある．ただし，その相

関関係はすべてのエリアで均一ではなく，エリアごとに異

なるため，需要予測モデルでは，単純な比例関係ではなく

グリッドごとの特性の違いを学習する必要があると考えら

れる．そこで我々は，このようなグリッドによって異なる

タクシー乗車需要と人口との関係を上手く扱うため，高度

な抽象表現を生成できる深層学習の手法によって，需要予

測を行うこととした．

5. 提案手法

5.1 特徴量の設計

本稿では入力データとして，タクシーデータ，人口デー

タ，天候データ，時刻データの 4種類のデータを用いる．

タクシーデータは，個々のタクシーに設置されたGPSデバ

イスより 5～10秒に 1回の周期で，緯度，経度，客車状態

(0, 1)が記録される．この情報から，タクシーの乗車，また

は，降車がなされた緯度経度と該当時刻の抽出を行った．

人口データには，4章で説明したリアルタイム人口データ

を用いる．天候データは，特にタクシー需要に大きく影響

を与えると考えられる雨量のデータを用いる．利用した天

候データは，5分ごと 1 kmメッシュ全国合成レーダ GPV

データである．このデータでは，各時刻における該当 1 km

表 1 データの詳細について

Table 1 Data Details.

メッシュの降水量が記録されている．また，時刻データと

して，10分ごとの時刻情報と平日と休日について (0, 1)で

表現した平日休日フラグ情報を用いる．各データの詳細は

表 1 のとおりである．

5.1.1 空間解像度/時間解像度の変換

各データで異なる空間解像度，時間解像度をあわせるた

め，データの集約を行った．タクシーデータについては，

過去の乗車数だけではなく，降車数も将来の乗車数に影響

を及ぼすと考えた．そこで目的変数としては将来 30分間

の乗車数を，説明変数としては過去の乗車数および降車数

の双方をそれぞれ利用した．また，グリッド単位で扱える

ようにするため，500 m/10分ごとに，将来 30分間ウイン

ドウ幅の乗客の乗車数の総和，および，乗客の降車数の総

和を計算した．人口データは，500 m/10分ごとの人口デー

タを利用している．人口データは 10分ごとに各 500 mグ

リッドのその瞬間の人数を推定したデータである．天候

データとして用いた雨量データは 1,000 m，5分ごとの降水

量データとして記録されている．同データを 1,000 mごと

から 500 mごとのデータとするため，4で割ることで空間

方向に 4分割し，5分ごとから 10分ごとのデータへと時間

方向に和を求めることで，500 mごと 10分ごとのデータへ

と変換を行った．

5.1.2 時系列特徴量/統計特徴量

タクシーの乗車数は季節，曜日（平日・休日・休前日），

および時刻によって変化する．このような時系列による変

化を予測するには，現在の時刻情報，短期間の時系列トレ

ンド，長期間の時系列トレンドの情報をそれぞれ考慮する

ことが有効であると考えた．現在の時刻情報として，平日

休日フラグおよび時刻を用いる．平日休日フラグは当日の

平日・休日判定，翌日の平日・休日判定に基づいた 2 bitの

1-of-kのデータで表現した．時刻情報は 0～24時の形で用

いると 0と 24が同時刻であるにもかかわらず大きな差を

生じてしまう．したがって本稿では，式 (1)に基づいて時
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刻を (α, β)による 2次元で表現した．また，短期間のトレ

ンドとして，タクシーデータ，人口データ，天候データの

それぞれについて，予測対象時刻から 30分前，60分前，

· · ·，6時間前と順に 30分ずつ遡った計 13期分の過去の

データを用いる．長期間のトレンドとして，過去 1年間の

タクシー乗車数，降車数，人口について各 500 mグリッド，

曜日ごと，時刻ごとに平均を計算し，予測対象時刻に該当

する統計量を利用する．

α = sin
π

12
t, β = cos

π

12
t, {0 ≤ t < 24} (1)

5.1.3 データの正規化

ニューラルネットワークの活性化関数は，入力データ

が 0付近にあるときに機能する．上記手順で作成された各

データについて，式 (2)の計算を行うことで，−1 ≤ xi ≤ 1

を満たすようにデータの正規化を行った．

x̂i =
xi − min(x)

max(x) − min(x)
× 2 − 1 (2)

5.2 深層学習による需要予測モデル

Stacked denoising Autoencodersを用いたディープラー

ニングによるタクシー将来需要予測手法について説明する．

Stacked Autoencoders [17]はAutoencoder [18]を積層した

ニューラルネットワークにより，学習を行うモデルである．

5.2.1 Autoencoderによる特徴抽出（pre-training）

Autoencoder は入力データの復元を試みるニューラル

ネットワークの手法である．図 4 に Autoencoderの模式

図を示す，この図では，入力層，隠れ層，出力層を 1つず

つ持つニューラルネットワークが表現される．

ここで，タクシーデータを xa，人口データを xb，天候

データを xc，時刻データを xd とするとき，入力ベクトル

x = {x1
a, x2

a, . . . , xNa
a , x1

b , x
2
b , . . . , x

Nb

b , x1
c , x

2
c , . . . , x

Nc
c , x1

d,

x2
d, . . . , x

Nd

d }，xi
a, xj

b, x
k
c , xl

d ∈ R が与えられるとき，Au-

toencoderは，まず式 (3)のエンコーダ y = fθ(x)を用いて

入力ベクトル xを変換した出力 yを求める．次に式 (4)の

デコーダ z = gθ′(y)を用いて，隠れ層の出力 yを入力とし

て，x̃を出力する．Autoencoderでは，ニューラルネット

ワークの説明変数，目的変数にそれぞれ同じ値を入力した

図 4 Autoencoder の模式図

Fig. 4 Schematic diagram of Autoencoder.

教師なし学習による事前学習を行うことで，エンコーダと

デコーダに変換と復元の機能を実現する．

y = fθ(x) = s(Wx + b) (3)

z = gθ′(y) = s(W ′y + b′) (4)

式 (3)のパラメータは θ = {W , b}，式 (4)のパラメータ

は θ′ = {W ′, b′}で表現される．ここで，W は重み行列，

bはバイアスベクトル，W ′ は逆変換の重み行列，b′ は逆

変換のバイアスベクトルとなる．s(x)には非線形の活性化

関数を用いる．本研究では，ReLU関数 s(x) = max (0, x)

を利用する．

復元誤差 L(x, x̃)を最小化するため，下記の目的関数を

用いて，モデルのパラメータ θ，θ′ を最適化する．

θ, θ′ = argmin
θ,θ′

L(x, z)

= argmin
θ,θ′

1
M

M∑
i=1

(xi − g(f(xi)))2 (5)

このようにして獲得されるエンコーダの出力 y により，

入力 xを復元するための情報を保持したまま，隠れ層の

ノード数の増減が可能となる．したがって，Autoencoder

は元の入力から役立つ情報を抽出することを実現する機能

を有する．

5.2.2 Autoencoderの積層によるモデル作成（fine tun-

ing）

Stacked Autoencoders のモデルでは，下層の Autoen-

coderの出力結果を入力として用いることで，Autoencoder

の層を積層し，深いネットワーク構造を表現する．ここ

で，層数が l である Stacked Autoencodersについて考え

る．Stacked Autoencodersの初めの層では，入力データを

用いたAutoencoderを学習する．初めの層の学習結果を獲

得した後は，k番目の隠れ層の出力を，k+1番目の隠れ層の

入力として用いる．このようにして，複数の Autoencoder

を積層が実現される．

本稿のタクシー需要予測では，将来の乗車需要を回帰

問題として解くアプローチをとる．このため，作成され

た Stacked Autoencodersモデルの最終層に回帰の予測器

を加える．目的変数として，当該グリッドの 30分先の乗

車需要を示すタクシーの乗車数データを入力することで，

教師あり学習を行う．この設定で，ネットワークの再学習

（ファインチューニング）を実施することで，ネットワーク

全体で，タクシーの乗車需要の予測値を出力するアーキテ

クチャを実現する．図 5 に Stacked Autoencodersの予測

器の模式図を示す．

5.2.3 Sparse Autoencoder

Autoencoderで表現されるエンコーダの出力結果 y は，

入力 xの情報を保存するが，それだけでは，有用な情報が

抽出されることは保証されない．なぜなら，隠れ層のノー
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図 5 Stacked Autoencoders による予測器

Fig. 5 Schematic diagram of Stacked Autoencoders.

ド数が入力層と等しい Autoencoderの最適化では，恒等関

数が学習される可能性があるからである [18]．したがって，

入力データのノイズから有用な情報を分離するには，更な

る制約が必要である．

入力層の次元数を d，隠れ層の次元数を d′ とした際，

d′ < dとする変換を行う場合を考える．この場合，エン

コーダの出力 yは，入力 xよりも少ない次元数で xの復元

を実現するため，次元圧縮と呼ばれる．しかしながら，低

次元の yからの復元 xは，復元誤差が大きくなり，元の x

よりも情報量が失われる可能性がある．

これに対し，d′ > dとする変換を行う場合を考える．こ

の場合，エンコーダの出力 yは，入力 xよりも次元数の多

いスパース表現によって学習される．スパース表現では，

次元圧縮より正確に元の情報を保持できる場合があり，代

替として注目を浴びてきた [19]．明示的に次元数を落とす

場合とは異なり，スパース表現では多くの 0 値を含むこ

とで，隠れ層ノードで内的に次元削減が表現される．こ

のようなデータがスパースに表現される Autoencoderを

Sparse Autoencoderという [19]．

スパース表現の獲得を促進するため，目的関数に制約を

付加する．制約条件は重みW の平均を正則化項として加

算することで与える．ノード iの重みをW i，隠れ層 j の

ノード数を Nj，隠れ層の総数を D，正則化係数を ρとす

ると，制約を加味した目的関数 L′ は式 (6)のようになる．

ここで，正則化係数 ρは 0に近い小さな値を用いることと

する．

L′(x, z) = L(x, z) + ρ

D∑
j=1

(
1

Nj

Nj∑
i=1

|W ji|
)

(6)

5.2.4 Denoising Autoencoder

次元圧縮，Sparse Autoencoderとは異なるアプローチと

して，入力データにノイズを加えたうえで，変換・復元を

行う Denoising Autoencoderの手法がある [2]．Denoising

Autoencoderでは，欠損が加わったデータから元データを

復元する処理を行うことで，入力データが元々持つノイズ

や欠損に対してロバストになること，および，元データの

復元において重要な情報が優先的に抽出されることを期待

できる．

Denoising Autoencoderのアルゴリズムでは，入力デー

タに欠損を加えたうえで，欠損が加わる前の元データの

復元を行う．xに欠損を加えた x̃を取得する．x̃に対して

Autoencoderの演算を行うことで，復元値 z を算出する．

y = fθ(x̃) = s(W x̃ + b) (7)

z = gθ′(y) = s(W ′y + b′) (8)

復元された zについて，欠損が加わる前の xとの平均誤

差の最小化を実施する．これによって，欠損のない入力 x

を用いる場合よりも有用な情報の抽出が実現される．

θ, θ′ = argmin
θ,θ′

L(x, z) (9)

5.2.5 データのミニバッチ化

ネットワークの汎化性能を上げる手法としてミニバッチ

化という手法が知られている [21]．本手法でもミニバッチ

を採用する．これまでの手順で作成された各データを 1つ

のデータセットとしてまとめ，500 m/10分ごとにデータ

セットからランダムに取得したミニバッチを取得する．

またバッチごとのデータの分布の違いを考慮するため，

活性化関数の前段で Batch Normalization [22]を用いるこ

とで，データの正規化を実施した．

6. 実験

提案法のディープラーニングを用いて，タクシーの将来

需要予測の実験を行う．

6.1 データセット

実験で用いるデータは，5.1節で作成したタクシーデー

タ，人口データ，気象データ，および時刻データである．

ここでは，東京 23区および武蔵野市，三鷹市を含むエリア

を対象とし，2015年 4月 1日～2016年 8月 31日を学習用

データ，2016年 9月 1日～2016年 9月 14日を評価用デー

タとして利用する．

6.2 評価方法

実験の評価では，10分ごと，各 500 mグリッドに関し

て，ある対象の時刻から将来 30分間に同エリアで，何台

のタクシーが乗客を乗せることができたかを計算する．

提案法の有用性を評価するため，二乗平均平方根誤差

（RMSE）の指標を用いて評価を行う．定義を以下に示す．

ここで，ti は，タクシーの実際の乗車数，t̂i は予測したタ

クシーの乗車数である．
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RMSE =

(
1
n

n∑
i=1

(ti − t̂i)2
) 1

2

(10)

6.3 Stacked denoising Autoencodersのパラメータ

探索

Denoising Autoencoderの深層ネットワークの予測性能

はネットワーク構造を規定する各ハイパーパラメータの

設定に依存する．ハイパーパラメータは各層ごとに多数あ

り，ハイパーパラメータどうしも互いに関係しているため，

組合せが多岐にわたる．探索方法としてよく知られている

グリッドサーチによる全探索は，離散的に設定されたパラ

メータ群から探索を行う物であるが，探索範囲が限られる

ため，十分に探索が実施された場合，ランダムサーチの精

度に劣ることが知られている [23]．そこで本稿ではPython

の hyperoptモジュールを利用し，ランダムサーチによる

ハイパーパラメータ探索を実施した [24]．

探索対象としたハイパーパラメータは，5.2.3項で説明

した dに相当する各層の隠れ層のノード数，denoising Au-

toencoderのノイズ係数，Sparse Autoencoderの正則化係

数，Dropoutの割合，バッチサイズである．それぞれのパ

ラメータについて表 2 の範囲で探索を実施した．

6.4 実験結果

実験の深層学習では，最適化関数として Adamを用いた

学習を実施した．3層，4層，5層の隠れ層を持った SdA

について 1,000モデルずつパラメータ探索および学習を行

うことで，精度評価を行った．表 3 および図 6 に評価結

果を示す．表 3 は，評価期間中の全データに関する平均二

乗絶対誤差の結果である．表 3 からは 3層の精度が最も

高いことが分かる．しかしながら，図 1 に示したとおり，

各乗車実績数には出現回数に大きな偏りがあり，乗車実績

数 0の際の予測誤差が，平均精度に対して支配的な影響を

及ぼしていると考えられる．このため，表 3 による評価だ

けでは，必ずしも公平な評価をすることはできない．そこ

で，図 6 では乗車実績数ごとの予測精度を示している．結

果から，乗車実績数 0では，3層の SdAによる予測結果が

最も精度が高いことが分かるが，乗車実績数 1では，4層

のネットワークによる予測精度が高く，乗車実績数 2から

5–では，それぞれのモデルについて，ほぼ同等の精度であ

り，10–から 30–では，わずかに 3層の SdAの精度が高い

ことを確認できる．乗車数 40以上では，4層のネットワー

クの乗車実績数の精度が最も高くなっている．このことか

ら，比較的，乗車実績数の小さい場合は，モデルが単純な

方が予測をしやすいと考えられ，少ない層数のモデルが僅

かに高精度となるものの，どの層数の SdAでも近しい精

度で予測ができると考えられる．一方で，乗車実績数の大

きい領域では，4層の SdAの精度が最も高く表れている．

表 2 ハイパーパラメータの探索範囲

Table 2 Hyper parameters search space.

表 3 層数ごとのモデル評価結果

Table 3 Model evaluation results for each number of layers.

図 6 各総数の SdA による乗車実績値ごとの予測精度

Fig. 6 Predictive accuracy for each boarding value by SdA of

each layer number.

これは，よりモデルの表現力が低い 3層では，需要を予測

するために必要な情報を十分抽出することができなかった

こと．また，モデルの表現力が高い 5層では，モデルが複

雑化し，ハイパーパラメータの探索範囲が広がりすぎた結

果，同じ学習時間内では十分な予測性能を得ることができ

なかったか，あるいは，モデルが過剰な表現力を持ったこ

とから，過学習が行われてしまった可能性があると考えら

れる．

次に，タクシー乗車需要の予測に関して，各種データが

どのように影響しているかを確認するため，入力するデー

タ種別を変更する実験を行った．ここでは，タクシーデー

タのみでのモデル，タクシーデータと人口データによるモ

デル，タクシーデータと気象データによるモデル，3種す

べてのデータによるモデルの計 4パターンについて，4層

の SdAに関して，パラメータ探索および学習を 1,000モデ

ルずつ行った．なお，時刻データについては，すべてのパ
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表 4 異なる入力データによるモデル評価結果

Table 4 Model evaluation results for different input data.

A：タクシーデータ，B：タクシーおよび人口データ，C：タクシー
および天候データ，D：全データ

図 7 異なる入力データによる SdA の乗車実績値ごとの予測精度

Fig. 7 Predictive accuracy for each boarding value of SdA with

different input data.

ターンにおいて入力として用いることとした．これらの異

なる入力データによる学習済みモデルから，それぞれ最も

高い予測精度を示したモデルに関して，乗車実績数ごとの

予測精度を表 4 および図 7 に示す．表 4 は，評価期間中

の全実績値について平均二乗絶対誤差を計算した結果であ

る．表 4 の結果から，タクシーデータのみによる学習に比

べ，タクシーデータに人口データや天候データを加えた場

合に，予測精度が高まることを確認できる．しかしながら，

表 3 の実験と同様に，表 4 では，出現頻度が最も高い乗車

実績数 0の誤差が大きく影響している．そこで，図 7 に示

すように乗車実績数ごとの精度についても確認を行う．

図 7 から，乗車実績数 0から 4–においては，予測精度の

差は軽微であることが確認できる．また，乗車実績数 5–以

上では，タクシーデータのみで作成されるモデルよりも，

人口データや天候データ，または全データを加えて学習を

行ったモデルの予測精度が高いことを確認できる．また，

乗車実績数 5–から 40–においては，タクシーデータに天候

データを加えたモデルの予測精度が最も高い．一方，乗車

実績数 50–以上においては，全データによるモデルの予測

精度が最も高くなることを確認することができる．この結

果から，人口データの精度に対する寄与は，より乗車実績

数が大きい，需要の高いグリッドにおいて影響が大きくな

る傾向にあるということ．また，需要の高いグリッドでは，

天候データの寄与する割合が大きくなるが，一定以上の需

要を超えるエリアでは，天候変化だけでは十分説明するこ

とのできない需要の変化があり，このような変化について，

人口データを用いることによって予測精度を向上されたの

ではないかと考えられる．

また，乗車実績数の値が 70–をピークとして，それ以上

の乗車実績数が観測されるエリア・時間帯においては，需

要予測の誤差が低下し，精度が改善している傾向がある．

乗車実績数 80以上となる乗車需要は，図 1 に見られるよ

うに，全域・全時間帯において最も高い需要であり，頻度

がきわめて少ない．このような高需要は，たとえば，大き

な駅で周期的に表れる需要のピークのような類似したパ

ターンの中で表れるものである．これに対して，70–まで

の乗車実績数は様々なエリア・時間帯において出現するも

のであり，かつ，周期的な需要のピークだけでなく，異常

値ととれるピーク需要も含まれている．このような需要に

は様々な要因が関係していると考えられ，80–以上となる

場合に比べ，高精度に需要予測を行うことがより難しい．

さらに，図 8 に東京のいくつかの特定地点における予

測値と実測値の時系列グラフの例を示す．ここでは，乗車

実績数を基準として，乗車実績数の最も大きい部類のエリ

アである (a)，乗車実績数の標準的な部類のエリアである

(b)，(c)，(d)，(e)，乗車実績数が低いものの 0ではないエ

リアとして (f)を選択することで，高需要から低需要まで

の代表的なエリアにおける需要予測結果の遷移を示した．

また，乗車実績数の標準的なエリアとしては，曜日ごとに

大きく需要が変化するエリアである (c)，(d)と，曜日にか

かわらず周期的に需要が変化するエリアである (b)，(e)の

例を示す．

(a)のように需要が 80付近を示すような高需要エリア

は，今回学習・予測に用いたエリア中では最も需要の高い

エリアの 1つである．グラフから，ピーク以外の時間帯で

は，小さい誤差で予測できていることが分かる．一方で，

ピーク時においては予測結果が下振れしてしまうことが見

られた．(b)，(c)，(d)，(e)のエリアは，平均乗車回数が上

位 10%となる需要の高いエリアである．このようなエリア

では，全域ではおおむね需要変化に追従することができて

いる．また，ピーク時の下振れは発生しているものの，(a)

の場合と比較するとその比率が緩和されている様子が確認

できる．(c)の 9月 13日や，(e)の 9月 11日において，周

期的な需要から外れる突発的な高需要が生じているケース

では，周期的な需要から外れているため，予測が外れてし

まっている．また，(c)，(d)について，曜日によって需要

が異なるような場合においては，需要の変化を追従し，正

しく予測できていることを確認できる．低需要エリアであ

る (f)では，稀に 3～4程度の乗車が生じる．このような乗

車需要は，日中に生じるなどの大まかな周期傾向はあるも

のの，周期性がある訳ではなく突発的な需要として現れる．

このケースでは，需要の高まる日中に 1～2程度として乗
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図 8 ある地点におけるタクシー需要の予測値・実測値の比較グラフ（横軸：時刻，縦軸：乗車数）

Fig. 8 Comparison of predicted and actual taxi boarding counts at a certain location

(X-axis: time, Y-axis: number of boarding).

車需要を予測しており下振れる傾向があった．(a)～(f)に

見られる周期的ではない乗車の需要は，どのようなグリッ

ドにおいても生じる可能性のあるものである．このような

需要について予測精度を高めるには，周期性の考慮だけで

はなく，異常検知に基づいた需要予測手法の導入や，イベ

ントなどに関する，さらなる外部データの追加を行うこと

が必要となると考える．

7. リアルタイム予測についての議論

提案法のタクシー乗車需要予測をリアルタイムに行うに

は，各種データをリアルタイムに取得する必要がある．本

稿で扱ったタクシーデータ，人口データ，気象データ，時刻

データは，直前 30分前を含めて，それより以前のデータで

あれば作成可能である．したがって，提案法では，5.1.2項

で示したように直前 30分前，および，それ以前の過去デー

タを入力データとして扱う設計とした．このため提案法を

用いることで，実際に需要予測をリアルタイム化した場合

にも，同等の精度で予測することが可能だと考えられる．

より高精度に需要予測を行うためには，データの取得遅

延をさらに短期間にすることで，より直近のデータを取得

する方法が考えられる．提案法で用いたデータでは，人口

データが最もデータ量が多く，作成時の計算負荷が高いた
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め遅延が生じるものである．したがって，計算機を増強す

ることや，人口統計データの集計方法に簡略化し，簡略化

された人口統計データを工夫して前処理することで，元

データと同等の精度で予測を行うことなどによって，人口

データの取得遅延をより短時間にしつつ，さらに高精度な

需要予測を行う方法も考えられるだろう．

また提案法では，30分先までの将来の乗車需要の予測

を行った．より将来の需要予測を行う場合では，取得され

る各種データと予測対象時刻との乖離が広がることとなる

ため，データ間の相関性が失われ，需要予測の精度が下が

ると考えられる．たとえば，お祭りなど，特殊な乗車需要

が発生する場合，通常の周期的な需要とは異なることとな

り，過去から直近までのタクシー，人口，雨量の変化だけ

では予測することが難しいと考えられる．このような場合

では，たとえば SNSから取得される未来のイベント情報

を用いることや，該当エリア以外も含めたより広い範囲か

つ，詳細な粒度で，人流のモデル化を行うことで，より先

の将来需要をモデル化するための工夫を加える方法が考え

られる．

8. まとめ

本稿では，Stacked denoising Autoencodersを用いたタ

クシー需要予測手法について提案した．実験では，タク

シー乗降履歴，人口，天候，時刻情報を組み合わせた位置

情報データを用いた学習を行った．実験では特に乗車数の

多い需要の高いエリア・時間帯において，人口データが精

度向上に寄与することを示した．

今後の課題は，すべてのドライバに同じ情報を見せると

タクシーの向かう場所が不均衡になり，客車効率が下がる

可能性がある点である．このため，個々のドライバの効率

的な配車制御が必要となる．
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推薦文

本稿では，タクシーの将来需要の予測とそれに基づく運

行支援手法が提案されている．タクシー運行データ，リア

ルタイム人口統計データ，雨量データを併用し，26.77%の

誤差での予測を達成している．予測手法として Stacked

denoising Autoencoderという時空間特徴量の考慮される

深層学習の一種を用いている．様々なモバイル端末が自由

に移動するような環境を各種統計データの併用により予

測するための筋道がたてられており，モバイルコンピュー

ティング分野の発展に寄与すると考え，情報処理学会論文

誌へ推薦する．
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