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符号化露光画像を用いた人物の行動認識

大河原 忠1,a) 吉田 道隆2 長原 一3 八木 康史4

概要：近年，監視カメラや車載カメラ等の IoTデバイスで撮影された映像の解析が盛んに行われている．

これらのカメラで撮影された映像は，データセンタに集約され，解析等に用いられが，一般には通信路の容

量を削減するために空間解像度や時間解像度 (フレームレート) を下げる等データの圧縮が行われている．

空間解像度を下げれば細部が不鮮明になり，フレームレートを下げれば，動きに関する情報が失われてし

まう．この空間解像度と時間解像度のトレードオフを解決する手段として符号化露光画像を用いた圧縮ビ

デオセンシング手法が提案されている．圧縮ビデオセンシングは，画像センサの各ピクセルをランダムに

露光した符号化露光画像を撮影し，符号化露光画像に含まれる異なる時間の情報を用いることで，時間空

間解像度の高いビデオを復元する．これを用いた解析として人物行動認識を考えた場合，そもそも撮影さ

れた符号化画像には時間情報が含まれているため，復元を介さなくても直接，符号化露光画像から行動認

識を行えると考えた．本研究では，符号化露光カメラにより撮影される単一の画像から Deep Learningを

用いて直接人物の行動認識を行う手法の提案を行う．比較実験として動画を用いた場合，単純な平均化し

た画像を用いた場合と比較し，本手法のデータ量に対する認識率の高さを確認した．
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1. はじめに

社会の安全性や交通監視のため，人間のオペレータに

よってカメラの監視が行われてきた．近年のカメラ数の

増加に伴い，人間のオペレータを支援，または人間のオペ

レータに取って代わる自動監視システムが注目され，監視

カメラや車載カメラ等の IoTデバイスで撮影された映像
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図 1: 提案手法の概要．符号化露光画像から直接，行動認識を

行う提案手法 (上)．圧縮ビデオセンシングを用いた映像

解析として行動認識を行った場合 (下)．

の解析が盛んに行われている．これらカメラで撮影された

映像は，データセンタ等の中央ホストに集約され，解析等
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に用いられる [1]．一般には通信路の容量やストレージの

容量を削減するために空間解像度や時間解像度 (フレーム

レート) を下げる [2]等データの圧縮が行われている．空

間解像度を下げれば細部が不鮮明になり，フレームレート

を下げれば，動きに関する情報が失われてしまうという問

題ある．この問題は，カメラで動画を撮影する際のトレー

ドオフな問題と類似する．スチルカメラでは，空間解像度

の高い画像の撮影を行うことができるが，フレームレート

を高くすることができない．一方で，ビデオカメラでは，

フレームレートの高い撮影を行うことはできるが，空間解

像度を高くすることができない．この空間解像度と時間解

像度のトレードオフを解決する手段の一つとして，圧縮セ

ンシングの中でも動画の復元タスクを行う圧縮ビデオセン

シングによる手法が提案されている [3], [4], [5], [6]．

映像解析におけるデータ圧縮のトレードオフな問題に対

し，圧縮センシングによる解決を考える．単に圧縮ビデオ

センシングを考えた場合，符号化露光画像からビデオの再

構成を行うことで，通常のビデオと同様に映像解析を行う

ことが可能である．自動監視システムでは，視野内の人間

の不審な行動を検出または予測し，オペレータに警告する

必要がある．そのため本研究では，映像解析として人間の

行動認識に焦点を当てる．人間の行動認識に圧縮ビデオセ

ンシングの適用を考えた場合，符号化露光画像からビデオ

の再構成という高次元化を行った後，ビデオから行動ラベ

ルの推定という低次元化を行うことになり非効率である．

そこで，本研究では，符号化露光カメラにより撮影される

単一の符号化露光画像からDeep Learning を用いて直接人

物の行動認識を行う手法の提案を行う．

2. 関連研究

2.1 圧縮ビデオセンシングを用いた時空間解像度のトレー

ドオフの解決

圧縮ビデオセンシングは，画像センサの各ピクセルの露

光タイミングをランダムにずらした画像を撮影すること

で，時間情報を単一画像にサンプリングする．この符号化

露光画像に含まれる異なる時間の情報をもいて再構成処理

を行うことにより，映像センサの時空間サンプリングを超

えたビデオの再構成を可能にする．この圧縮ビデオセンシ

ングのモデルは，未知の動的シーン x，符号化露光画像 y，

符号化露光パターン ϕを用いて次のように表される．

y = ϕx (1)

圧縮ビデオセンシングでは，符号化露光画像 y から未知

のビデオ y の再構成を行うが，符号化露光画像のデータ

量は，符号化露光画像のサイズW ×H であり，露光時間

を T とすると，未知のビデオのデータ量はW ×H × T と

なる．これは，観測した情報よりも多くの情報を復元する

こととなるため，一意に定めることはできない．そこで，

Hitomi ら [3]や Sonoda ら [4]は，動画は，基底となる動

画とそのスパースな係数で表現できると仮定するスパース

最適化による再構成手法を用いて，観測した情報よりも十

分少ない数の係数を求めることで，ビデオの再構成を行っ

た．Hitomi らはスパース最適化手法として，L0 ノルム正

則化を行う Orthogonal Matching Pursuit (OMP) アルゴ

リズムを用いた．一般に，スパース最適化は NP 困難な

問題であることが知られている．したがって，スパース最

適化を用いた再構成手法は，膨大な時間を要するものであ

り，実用的な手法であるとは言えない．Yang ら [5]は，動

画は，Gaussian Mixture Model (GMM) で表現可能であ

ると仮定し，符号化露光画像が与えられた事後確率の期待

値から動画を再構成する，より高速な手法を提案した．ま

た，Iliadis ら [6]は，Deep Learningを利用し，符号化露光

をエンコーダとする AutoEncoderを学習することで，符

号化露光画像から動画を再構成するデコーダを作成し，よ

り高速な再構成手法を提案した．

符号化露光パターンにも様々なものが提案されてきた．

圧縮ビデオセンシングでは，各ピクセルでランダムなタイ

ミングで露光された画像を撮影する必要がある．しかし，

一般的な CCDや CMOSセンサは，すべてのピクセルが

同時に露光するグローバルシャッタや画素の読み出し順に

露光を行うローリングシャッタが一般的であり，圧縮ビデ

オセンシングで必要なセンサは一般には存在しない．その

ため，理想的なランダムな露光を想定したものや，ハード

ウェアの実装上の制限を考慮した符号化露光パターンが用

いられている．Iliadis ら [7]は，ランダムな露光が可能な

理想的なセンサを想定し，各画素の露光時間を 16分割し，

4× 4× 16のランダムなパターンを繰り返した 8× 8× 16

の符号化露光パターンとしたシュミレーション実験を行っ

た．Hitomi ら [3] は，一般的な非破壊読み出しができな

い CMOSセンサの構造を想定して，1回の露光で開始と修

了を任意とする単一露光の符号化露光パターンを提案し，

7 × 7のパターンを用いて，シュミレーション実験と反射

光学系と Liquid Crystal on Silicon (LCoS) を用いた疑似

実装による実験を行った．Sonoda ら [4]は，ピクセル毎に

露光を制御可能なプロトタイプの CMOSセンサを用いて，

擬似ランダム露光な符号化露光を実現した．ハードウェア

の制約から縦列，横列で同時に露光する 8×8の符号化露光

パターンを用いた実証実験を行った．Yoshida ら [8]は，こ

れらの符号化露光パターンをハードウェアの制約を考慮し

た上で，符号化露光パターンとデコーダを Deep Learning

を用いて同時に最適化する手法を提案した．

2.2 行動認識における特徴表現

かつては，行動認識に 3Dモデルを利用していた．しか

し，映像から正確な 3Dモデルを構築することは難しいた

め，多くの場合，代わりに全体的または局所的なアクション
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(a) Bobickと Davis [9] のMEI

とMHI．

(b) Blank ら [10] の Space-

Time Shapes．

図 2: 行動認識に用いられていた全体を考慮する動きの表現

の表現を利用する手法が取られている．全体を考慮する表

現では，人体の構造や形状，動きのグローバルな表現を用い

ており，動きに関する情報を単一の画像にエンコードする

二値画像を累積した Motion Energy Image (MEI) や 輝度

で時間を表す Motion History Image (MHI) [9] (図 2a)，オ

ブジェクトの輪郭を時間軸に沿って積み重ねた Space-Time

Volume (STV) [10] (図 2b)が提案された．全体を考慮し

たこれらのアプローチは，視点や外観の変化を捕捉する

のが難しく，STVでは細部を捉えることができない問題

点があった．一方，局所領域を考慮する表現では，一般

的な画像認識と同様に，関心点の検出，局所記述子の抽

出，局所記述子の集約という手順に従い，行動認識のため

の局所特徴を作成する．時空間領域における関心点を検

出して，2 次元の Harris コーナー検出器を 3 次元に拡張

する Space-Time Interest Points (STIP) [11] が提案され

た．時空間の局所記述子として，Histograms of Oriented

Gradients (HOG) [12] をモーション記述子として利用す

ることが提案され [13]，また，ビデオクリップ内のピクセ

ルレベルの動きをエンコードする Histograms of Optical

Flow (HOF) が提案された．記述子の集約では，画像認識

と同様に Bag-of-Features (BoF) [14]が用いられた．特に

カテゴリー分類では，テキスト分類で高い評価を受けてい

た Support Vector Machine (SVM)が BoFベクトルに対

しても用いられるようになった [15]．

画像認識の分野で，畳み込みニューラルネットワーク

(CNN) が注目されるようになると，映像認識の分野でも

CNN を用いられるようになった．CNN は，関心点の検

出，局所記述子の抽出，局所記述子の集約のいずれの段階

でも使用でき，画像フレームを特徴化するだけでなく，オ

プティカルフローや HOGなどと組み合わせても使用され

た．Simonyan と Zisserman [16]は，RGB の画像フレー

ムとオプティカルフローを蓄積したものをそれぞれ外観と

モーション情報として用いることを提案し，また，2つの

ストリームを結合することでさらなる精度向上を示した．

UCF101や HMDB51などのデータセットにおいて Deep

Learningを使用しないかつての認識精度を大幅に改善し，

2ストリームネットワークに基づく数多くの研究がなされ

てきた．一方，Tran ら [17]は 3次元で畳み込むことで外

観とモーションを同時にモデル化するネットワーク (C3D)

表 1: 提案手法のネットワークアーキテクチャ．8層の 2次元

畳み込みと 5層の最大値プーリングと 2層の全結合層か

ら構成される単純な 2次元の CNN．

layer kernel output size params

size/stride

Conv 2D (1a) 3×3/1 112×112×64 640

Max Pool (1) 2×2/2 56×56×64

Conv 2D (2a) 3×3/1 56×56×128 73, 856

Max Pool (2) 2×2/2 28×28×128

Conv 2D (3a) 3×3/1 28×28×256 295, 168

Conv 2D (3b) 3×3/1 28×28×256 590, 080

Max Pool (3) 2×2/2 14×14×256

Conv 2D (4a) 3×3/1 14×14×512 1, 180, 160

Conv 2D (4b) 3×3/1 14×14×512 2, 359, 808

Max Pool (4) 2×2/2 7×7×512

Conv 2D (5a) 3×3/1 7×7×512 2, 359, 808

Conv 2D (5b) 3×3/1 7×7×512 2, 359, 808

Zero Padding 8×8×512

Max Pool (5) 2×2/2 4×4×512

FC (6) 4096 33, 558, 528

FC (7) 4096 16, 781, 312

Softmax 6

Total 59, 559, 168

を提案した．2ストリーム 2D CNNに劣るものの大規模動

画データセットである Sports-1M を用いて良い精度を達

成した．Kay ら [18]は，行動認識の大規模化かつ校正され

たデータセットである Kinetics を提案した．比較的小規

模な 3D CNN において，事前学習なしのモデルでありな

がら校正されたデータで学習することにより，ImageNet

で事前学習した 2D CNN に迫る精度を達成することを示

した．Carreira と Zisserman [19]は，22層の 2D CNNで

あるGoogLeNet (Inception v1) [20]を 3Dに拡張した I3D

を提案し，Kinetics データセットを用いて学習し最先端の

精度を達成した．

3. 提案手法

ビデオ監視システムにおける人間の行動認識でのデータ

圧縮のトレードオフな問題に対し，圧縮センシングの適用

を考える．単に圧縮ビデオセンシングの適用を考えた場合，

第 2.1節で述べた通り，符号化露光画像から動画の再構成

を行うことが可能である．再構成した動画から通常のビデ

オと同様に行動認識を行うことができる．しかし，これは

符号化露光画像という低次元のものから動画という高次元

なものを再構成する NP困難な問題を解き，不確実性の残

る動画を元に行動認識を行うことになる．そもそも撮影さ

れた符号化露光画像には時間情報が含まれているため，動

画の再構成を介さなくても直接，行動認識を行えると考え

られる．そこで，本研究では，符号化露光カメラにより撮

影される単一の画像から 2次元の CNN を用いて直接，人
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物の行動認識を行う手法を提案する．

本提案手法には，通常の行動認識に対して下記のような

利点がある．

I. データ量が削減できる．

提案手法では，画像センサの各ピクセルをランダムに

露光可能なセンサを用いて符号化露光画像を撮影す

る．この符号化露光の長さ分だけデータ量を圧縮する

ことが可能である．これにより，通信量の削減や伝送

にかかる消費電力の削減が期待される．

II. 撮影と同時に圧縮され効率的である．

通常の圧縮手法では，カメラで動画を撮影した後に圧

縮処理を施す．一方，提案手法では画像センサの各ピ

クセルをランダムに露光し符号化露光画像を撮影し，

動画の再構成に十分な情報を圧縮して取得するため非

常に効率的であると考えられる．そのため，動画の圧

縮処理にかかる電力などのコスト削減が期待される．

III. 3次元の畳み込みが不要となる．

第 2.2節で述べたように，近年，動画認識では 3次元畳

み込みによる時空間の特徴化で精度を改善している．

これらのネットワークは，通常ネットワークの層が多

く大規模なものが多く，ネットワークのパラメータも

多くなる．また，ネットワークを十分に学習させるた

めに必要なデータ数が増えるため，データセットも大

規模なものが必要となる．したがって，大規模 GPU

クラスタなどの演算資源が学習時に必要となり，学習

にかかる時間は膨大なものとなる．一方，提案手法で

は符号化露光画像を入力とすることで，3次元の畳み

込みを必要とせず，2次元畳み込みで時空間の特徴化

が可能となる．3次元畳み込みによるものに比べ，必

要となるパラメータ数が減少しデータ数があまり大き

くないものでも学習が可能となる．

提案手法のネットワークアーキテクチャとして，表 1 の

ような単純な 2次元の CNN を考える．3 × 3のストライ

ド 1の 8層の 2次元畳み込みと 2× 2のストライド 2の 5

層の最大値プーリングと 2層の全結合層から構成される．

計算の簡略化のために bias項を無視するとある畳み込み層

のパラメータ数 P は，その層の入力チャネル数 Cin と出

力チャネル数 Cout とカーネルサイズK を用いて，

P = Cin × Cout ×K (2)

と表される．したがって，Tran ら [17]が最も良いとする

3次元畳み込みのカーネル 3 × 3 × 3をすべての畳み込み

層で用いた場合，本提案手法は 2次元畳み込みのカーネル

3 × 3であり，畳み込み層のパラメータ数に関しておよそ

1/3となる．

提案手法のネットワークは次にように学習，評価を行う．

K 種類の行動 C = {C1, C2, . . . , CK}についてのクラス分
類を行うとする．ある行動 a ∈ C における長さ N の動画

hand clapping boxing hand waving

jogging running walking

図 3: KTH Human Action データセット．各行動クラスの 1

例．

を I = {I1, I2, . . . , IN} とする．符号化露光パターンの長
さを Lとするとビデオクリップの長さは Lであり，ビデ

オクリップは，

V = {V1, V2, . . . , V⌊N
L ⌋}

Vi = {Ii, Ii+1, . . . , Ii+L−1}
(3)

で表される．ビデオクリップに符号化露光パターンを適

用し，

Xi = ϕVi (4)

とする．I に対して，{(Xi, a)}のペアを用いてネットワー
クを学習する．各入力Xiに対する出力 Yiを動画全体で平

均し，最大値を取ったものを動画における行動ラベルとし

て評価を行う．すなわち，ある時点での入力Xi が行動 Cj

に属する確率 p(Cj |Xi)は，

p(Cj |Xi) = Yji (5)

となるので，I に対して推定される行動ラベル a∗ は，

a∗ = argmax
c∈C

 1

⌊N
L ⌋

⌊N
L ⌋∑

i=1

p(c|Xi)

 (6)

で表される．データセットの動画総数をM として，認識

精度 (Accuracy) S は次のように計算される．

S =
1

M

M∑
j=1

f(aj , a
∗
j )

f(a, a∗) =

1 (a = a∗)

0 (otherwise)

(7)

4. 評価実験

符号化露光画像から直接、行動を認識するシュミレー

ション実験を行った．
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CNN=・
(a) 符号化露光画像

CNN・ =

(b) 平均化画像

CNN=・

(c) 1フレーム画像

C3D

(d) 動画

ビデオクリップ 入力 ネットワーク

1フレーム選択

平均

8×8×16の
繰り返しパターン

図 4: 比較手法の一覧．(a) ビデオクリップに符号化露光パター

ンを適用し符号化露光画像を生成し入力とする．(b) ビ

デオクリップを時間平均化し入力とする．(c) ビデオク

リップから 1 フレーム選択し入力とする．(d) 動画を入

力とし C3Dで学習する．

4.1 データセット

シュミレーション実験には，KTH Human Actionデー

タセット [21] (図 3) を用いた．このデータセットは，固

定されたカメラで，25人の被験者による”walking”，”jog-

ging”，”running”，”boxing”，”hand waving”，”hand clap-

ping” の 6 種類の行動を 4 つのシナリオで撮影したもの

で，平均で 4 秒の 600のグレースケールのビデオがある．

25 fpsで撮影され，160 × 120の空間解像度にダウンサン

プリングされている．Schuldtら [21]の分割手法に従い，

被験者を訓練で 8人，検証で 8人，テストで 9人に分割し

使用した．

4.2 比較手法

各動画は，学習時に重複なしの 16フレームのビデオク

リップに分割され，112 × 112の空間解像度にランダムに

切り抜きを行った．このビデオクリップもしくは，このビ

デオクリップに対して圧縮処理を施したものを入力として

学習を行った．圧縮処理は，それぞれ 1/16のデータ量に

相当するよう圧縮した (図 4)．それぞれの手法は下記の通

りである．

(a) 符号化露光画像

ビデオクリップに符号化露光パターンを適用し，符号

化露光画像を生成し，これを入力とした．符号化露光

パターンは，8× 8で各ピクセル 1/16で露光するラン

(a) 符号化露光画像

(b) 平均化画像

(c) 1フレーム画像

(d) 動画

1フレーム

1フレーム

図 5: あるピクセルにおける露光の様子．格子は 1フレームを

意味し，白は露光，黒は露光していないことを意味する．

(a) 符号化露光画像では，1フレームを L分割しそれぞれ

を露光するか否かランダムに決定する．(b) 平均化画像

では，露光時間を動画 1フレームの露光時間の L倍とし

て，フレームレートを 1/Lで撮影する．(c) 1フレーム画

像は，Lフレームのビデオクリップの 1フレームである．

ダムなパターンを使用した．動画に対して 16分の 1

のフレームレートで，各ピクセルの露光時間は符号化

露光パターンによって変化する．この実験で用いた符

号化露光パターンでは，露光時間は動画 1フレームを

撮影する露光時間と等しい (図 5(a))．

(b) 平均化画像

時間情報を 1枚の画像に圧縮する単純な手法として．

ビデオクリップを時間方向に平均化した平均化画像

を用いた．平均化画像は，16分の 1のフレームレー

トで露光時間が 16 倍の動画の 1 フレームと等しい

(図 5(b))．

(c) 1フレーム画像

時間情報を持たない画像と比較するために，1フレー

ムの画像と比較した．ビデオクリップの 16フレームの

うち 1フレーム選択し，これを入力とした．1フレー

ム画像は，16分の 1のフレームレートで露光時間が等

しい動画の 1フレームと等しい (図 5(c))．

(d) 動画

ビデオクリップを入力とし，C3D [17] で学習した．

C3Dは，本来 RGBの 3チャネルであるが，グレース

ケールの 1 チャネルに変更し，事前学習無しで学習

した．

4.3 実験結果

実験結果を表 2に，それぞれの混同行列を図 6に示す．

符号化露光画像以外を入力した場合は，動画を入力した

場合の場合と比べ，著しく認識精度が低下した．図 6の

混同行列から，平均化画像を入力としたものは 1 フレー

ム画像を入力と同様に”hand waving”の認識精度の低下

や”walking”，”jogging”，”running”の区別がついていない

ことが分かった．一方，符号化露光画像を入力としたもの
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(a) 符号化露光画像 (b) 平均化画像 (c) 1フレーム画像 (d) 動画

図 6: 混同行列．縦軸が真値，横軸が推定値を示している．数値はパーセンテージを表している．

表 2: シュミレーション実験の結果．

認識精度 (Accuracy) [%]

(a) 符号化露光画像 81.57

(b) 平均化画像 65.38

(c) 1 フレーム画像 61.74

(d) 動画 84.94

は，動画を入力したものと同様の傾向を示し，認識精度に

ついても動画を入力とした場合の認識精度に迫る高い精度

を達成した．

ビデオクリップの長さ Lを変化させ，認識精度がどの

ように変化するかシュミレーション実験を行った．その結

果を図 7に示す．C3Dは 16フレームのビデオを入力とす

るため，16フレーム未満では 16/L回同じフレームを繰り

返すことで 16フレームの動画にし入力した．また，16フ

レームより多い場合は，C3Dの入力フレーム数を Lに変更

した．そのため C3Dを用いたものは，ネットワークの表

現力の向上やデータセットの不足により，公正な比較がで

きないことに注意されたい．平均化画像を入力とするもの

は，ビデオクリップの長さが 4フレームから 8フレームま

では若干の精度改善が見られたが，ビデオクリップの長さ

を長くしていくと認識精度は低下した．これは，1フレー

ム画像を入力としたものと同様の傾向を示しており，時間

を平均化すると時間情報が失われていくと考えられる．一

方，符号化露光画像を入力とするものは，ビデオクリップ

の長さが 16フレームまでは認識精度が改善した．これは

動画と同様の傾向を示しており，行動認識に必要な時間情

報を十分に有していることが考えられる．しかし，符号化

露光画像を入力としたものは，ビデオクリップの長さが 16

フレームより長くなると認識精度が低下した．これは特徴

化しなければならない時間情報が増え，今回用いた符号化

露光パターンでは時間情報を十分に表現しきれなくなった

ことが考えられる．

5. おわりに

本研究では，ビデオ監視システムにおける行動認識のト

レードオフな問題に対し圧縮センシングを適用し，符号化
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0.80
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0.90
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cu

ra
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(a) Coded Exposure Image
(b) Averaged Image
(c) One Frame
(d) Video

図 7: ビデオクリップのフレーム数に対する認識精度の変化．

露光カメラにより撮影される単一の画像から単純な 2次元

のCNNを用いて直接，人物の行動認識を行う手法の提案を

行った．提案手法の有効性を評価するため，KTH Human

Actionデータセットを用いたシュミレーション実験を行

い，本提案手法は入力データを 1/16に圧縮しているにも

かかわらず，動画を入力とした 3次元の CNNに迫る高い

精度を達成した．

今回用いた符号化露光パターンでは 16フレームより長

いフレームを圧縮する場合，時間情報を表現しきれなくな

り認識精度の低下が見られた．多くのフレームを特徴化す

る符号化露光パターンや符号化露光パターンに特化した

CNNのアーキテクチャの構築が今後の課題である．
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