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概要：本稿では，ビデオ通話やWeb会議などの映像データのトラヒックを削減する方式として，深層学習

による超解像技術を用いた伝送手法を提案する．具体的には，まず送信側においてカメラから得た各ビデ

オフレームをダウンサンプリングすることで解像度を小さくして送信する．次に受信側では，受け取った

ダウンサンプリング後の各ビデオフレームを深層学習を用いて元の画像サイズにアップサンプリングして

復元する．また，ダウンサンプリングした各ビデオフレームの送信時には，従来の映像符号化による圧縮

を併用することでさらなるデータ量の削減を達成する．実際のビデオ通話時の映像データを用いた性能評

価から，提案手法は送信データ量を 90%以上削減しつつ，SSIM (Structual SIMilarity)を指標として用い

た画像品質評価で約 0.80まで画像品質を改善できることが分かった．

1. はじめに

スマートフォンの普及によってコミュニケーションの手

段として LINEなどの SNS サービスが急速に普及してき

た [1]．その中でも，LINEや Skypeなどによるビデオ通話

が頻繁に使われるようになった．ビデオ通話では，電話や

メールなどの音声や文字だけでなく，映像情報を利用する

ことができるため，音声あるいは文字だけでは上手く伝え

ることができなかった情報を補うことができる．例えば，

映像情報から相手の表情やしぐさを確認することができる

ため，コミュニケーションが円滑になる．企業でも，Web

会議やテレビ会議などが導入されはじめている．最近で

は，カスタマーサポートにビデオ通話を利用することにも

注目が集まっている．

一般的に，映像情報はデータ量が大きいため，ビデオ通

話の使用率の上昇は通信帯域のひっ迫を招く．現在，映

像情報を伝送するときには H.264/AVC (Advanced Video

Coding)や H.265/HEVC (High Efficiency Video Coding)

などの映像符号化技術を用いて映像情報を圧縮する．しか

しながら，ビデオ通話の使用率が上昇することに鑑みると，

これらの符号化技術だけではなく，ビデオ通話に特化して

データ量のさらなる圧縮を達成する仕組みを実現する必要

がある．

このような観点から，本研究では，ビデオ通話の映像ト

ラヒックを削減する方式として深層学習による超解像技術

を用いた手法を提案する．具体的には，まず送信側ではカ

メラから得た各ビデオフレームをダウンサンプリング（低
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解像度化）して解像度を落とすことで画像サイズを縮小し

た後，縮小後のビデオフレーム全体を H.264/AVCなどの

映像符号化技術で圧縮した上で送信する．次に受信側では，

受け取った映像情報から各ビデオフレームを取り出した後，

深層学習を用いて各ビデオフレームを元の解像度にアップ

サンプリング（高解像度化）する．このとき，ビデオ通話

をするユーザに特化した生成モデルを深層学習で用いるこ

とで，高解像度化後の画像品質を向上させる．実際のビデ

オ通話時の映像情報を用いて評価した結果，送信データサ

イズを 90%以上削減しつつ，SSIM (Structual SIMilarity)

を指標とした評価で約 0.80の画像品質を達成した．

本稿の構成は以下の通りである．2 章では，本研究の背

景となる既存の技術および関連研究について述べる．3 章

では，提案手法を説明する．4 章では，実際のビデオ通話

映像を用いた評価を通して提案手法の効果を考察する．最

後に 5 章でまとめとする．

2. 関連研究

本研究は映像符号化技術，GAN (Generative Adversarial

Network)を用いない超解像技術，GANを用いた画像処理

技術に関係する．超解像技術とは，本来ディスプレイに表

示される画像よりもさらに詳細に画像を写しだすために，

元の画像から細部を予測する技術である．本来の解像度よ

りもさらに解像度をあげる技術という点で，本研究は超解

像技術の一種と考えることができる．

2.1 映像符号化技術

映像符号化は現在でもビデオ通話に一般的に使用されて
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いる技術である．1990年に策定された国際標準規格 H.261

から現在に至るまで，ITU-Tや ISO/IECが中心となって

映像符号化技術は進化を続けている．

2018 年現在における最先端の映像符号化として

H.265/HEVC が挙げられる．H.265/HEVC は現在主流

のH.264/AVC と比べて約 2倍の圧縮性能を実現している．

H.265/HEVCの利用を通して，4Kや 8Kと言った超高精

細映像を IP網で伝送すると言った応用が期待されている．

H.265/HEVCはこれまでの映像符号化と同様に，フレー

ム間予測，量子化，エントロピー符号化を用いて映像情報

を圧縮する．1990年より圧縮効率が進化し続けているこ

とに鑑みると，今後も圧縮効率は向上し続けることが予想

される．本稿では，今後も進化が予想される映像符号化と

同時に使用可能な超解像技術を，提案システムにおいて併

用することで，ビデオ通話に生じるデータ量の大幅な削減

を目指す．

2.2 GANを用いない超解像技術

超解像技術としては，単一画像を対象としたものと，複

数画像を対象としたものに分けられる．単一画像を対象と

した超解像技術としては，A+[2]，SRCNN[3]，RAISR[4]

が研究されている．例えば，A+[2]は補間法を用いること

で超解像技術の高速化を実現している．複数画像に対する

超解像技術としては，文献 [5], [6]が挙げられる．本研究で

は，単一画像を対象とした超解像技術に焦点を当てる．複

数画像を対象とした超解像技術については議論しない．

深層学習の画像生成モデルとしては，主なものに変分推論

モデル，敵対的生成モデル，自己回帰モデルなどがある．変

分推論モデルには VAE (Variational Auto Encoder)[7], [8]

がある．VAEは，入力された訓練データを正規分布の潜在

変数に変換して，その潜在変数を入力として元画像と類似

した画像を復元できるモデルである．

自己回帰モデルには，PixelCNNや PixelRNN[9]，Pixel

Recursive Super Resolution[10] がある．自己回帰モデル

では，各ピクセルごとに元画像への復元を試みる．Pixel

Recursive Super Resolution[10]では，画像認識で利用され

るネオコグリトロンモデル [11]に基づく CNN (Convolu-

tional Nural Network)[12]を用いて被写体を大まかに特定

した後，PixelCNNを用いることによってピクセルごとに

細部まで顔画像を復元できる．より高品質の高解像度画像

を生成することができる反面，計算に多大な時間がかかる

という欠点がある．

2.3 GANを用いた画像処理技術

敵対的生成ネットワーク (GAN: Generative Adversarial

Network)[13]を画像処理に利用する研究が数多くなされて

いる．GANは生成モデルと判別モデルの 2種類のニュー

ラルネットワークを用いる．生成モデルと判別モデルが交

互に精度を高め合うことによって，最終的に生成モデルは

入力データと非常によく似たデータを高速に生成すること

ができる．画像と画像の相互変換を行っている研究 [14]，1

枚の画像から未来を予測して動画を生成する研究 [15], [16]，

2次元画像から 3次元画像を生成する研究 [17]など，多様

な取り組みがなされている．

GANを超解像技術に適用する研究もなされている．中で

も，DCGAN (Deep Convolutional Generative Adversarial

Network) [18]が品質が高い画像を生成できている．DC-

GANを超解像に利用した研究としては，LPGAN (Lapla-

cian Pyramid of Generative Adversarial Network)[19]，SR-

GAN (Super-Resolution Using a Generative Adversarial

Network)[20]が挙げられる．LPGANは，GANがいきな

り高解像度の画像を生成することが難しいことを考慮し

て，GANを何段にも積み重ねて少しずつ高解像度にしてい

くことでより高品質な高解像度画像を生成する．SRGAN

は，DCGANの画像認識に利用されるVGGNet[21]を損失

関数において利用することで超解像技術を行なっている．

本研究と最も関連が深い研究として，人の顔画像に特化

して，画像サイズがより小さい低解像度の画像から高解像

度の画像を復元することを目指している研究である [22]．

srez[22]では，DCGANを利用して顔画像を復元すること

に成功している．しかしながら，DCGANを用いた高解像

度化技術では人間から見た違和感がない画像が生成できる

ものの，元の画像と類似してはいるが同一人物とは言い難

い顔が生成されることが問題となっている．

3. 提案手法

ビデオ通話における映像情報のデータ量を削減するため

に，本稿では，送信側でダウンサンプリングした映像情報

を圧縮・送信した後，受信側で顔の輪郭情報を損失関数に

用いた DCGANを利用して元映像を高品質に復元する映

図 1 提案システム概要
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図 2 学習通信フェーズ
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図 3 高解像度化通信フェーズ

像伝送手法を提案する．図 3に提案システムの基本的なア

イディアを示す．提案システムでは，まず，送信側におい

てカメラから取得した各ビデオフレームに含まれる輪郭情

報を抽出すると共に，各ビデオフレームを低解像度化する．

その後，H.264/AVCなどの映像符号化技術を用いて複数

枚の低解像度化したビデオフレームを圧縮して受信側に送

信する．受信側では，受け取った符号化映像を復号した後，

各ビデオフレームを顔の輪郭情報に基づく生成モデルを用

いて高解像度化してからディスプレイに表示する．本シス

テムの特徴として，送信側の低解像度化と受信側の高解像

度化のプロセスにおいて，各ビデオフレームにおける顔の

輪郭情報を利用する点，DCGANを用いた生成モデルを送

受信端末間で共有する点が挙げられる．

3.1 システム構成

DCGANを用いた生成モデルの共有方法としては，逐次

生成方式と事前共有方式の 2種類を想定している．

逐次生成方式

逐次生成方式は，学習通信フェーズと高解像度化通信

フェーズの 2つのフェーズから構成される．学習通信フェー

ズにおける受信側の学習が終了すると，受信側は学習が終

了したことを知らせる信号を送信側に送ることにより高解

像度化通信フェーズに移行する．

図 2 に学習通信フェーズを示す．学習通信フェーズで

は，受信側は高解像度映像のディスプレイ表示と生成モデ

ルの学習を同時に行う．送信側では，カメラから取得した

複数枚の高解像度フレームを H.264/AVCなどの映像符号

化を用いて圧縮してから受信側に送信する．圧縮後の映像

情報を受け取った受信側は，まず，受信映像情報を復号す

ることで高解像度フレームを取得してそのままディスプレ

イに表示する．それと同時に，高解像度フレームから低解

像度フレームと顔の輪郭情報を抽出する．最後に低解像度

フレーム，顔の輪郭情報を用いて元の高解像度フレームを

生成するための生成モデルを学習する．

図 3に高解像度化通信フェーズを示す．高解像度化通信

フェーズでは，送信側はカメラから取得した各高解像度フ

レームから低解像度フレームと顔の輪郭情報を生成する．

その後，複数枚の低解像度フレームを H.264/AVCなどの

映像符号化で圧縮してから受信側に送信する．圧縮後の映

像情報を受け取った受信側では，受信映像情報を復号す

ることで低解像度フレームを生成する．その後，学習通信

フェーズで得られた生成モデル，低解像度フレームから高

解像度フレームを生成してディスプレイに表示する．

事前共有方式

事前共有方式とは，送信側ユーザに関する生成モデルを

ビデオ通話の開始前に受信側に送っておくモデルである．

生成モデルを受信側に送信した後は逐次生成方式の高解像

度化通信フェーズ (図 3)と同じ動作を行う．事前共有方式

を採用することで，逐次生成方式で問題になると予想され

る学習通信フェーズのオーバヘッドは無くなるものの，生

成モデルの学習に用いた画像と異なる状況 (背景や衣服な

ど)でビデオ通話を行った場合に高解像度化された画像の

品質が下がる可能性がある．

3.2 DCGANで用いる生成モデルと判別モデル

本手法では，サイズがW ×H × C のテンソルである元

画像 IR とその元画像のサイズを rW × rH × C のテンソ

ルにダウンサンプリングした画像 IM を用いる．ここで，
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W は元画像の幅，H は元画像の高さ，C は画像のチャネ

ル数を表す．また，r はダウンスケーリング係数である．

生成モデル G(= GθG(IM ))はダウンサンプリング画像 IM

およびパラメータ θGを入力として元画像 IRと類似する画

像を生成するモデルである．このとき，生成モデルGの精

度を高めるために生成モデル Gのパラメータ θG を最適化

する．この最適化は N 枚の元画像 I
(i)
R , i = 1, ..., N とダウ

ンサンプリング画像 I
(i)
M , i = 1, ..., N を用いて以下の式で

表される．

θ̂G = argmin
θG

1

N

N∑
n=1

l(GθG(IM ), IR)

ここで，lは生成モデルの損失関数を表す．生成モデルの

損失関数に関しては 3.3節で詳細に述べる．

生成モデル Gのパラメータ最適化のために判別モデル

Dを用いる．判別モデルは与えられた画像が元画像 IR に

よる正解データ群と生成モデルが生成した画像 GθG(IM )

による偽データ群のどちらに属するかを分別する 2値分類

器である．生成モデルと判別モデルが互いに精度を高め合

うことで学習が行われる．学習はゲーム理論を応用した次

のミニマックス法によって最適化する．

min
θG

max
θD

EIR∼Pdata(I)[log (DθD (IR))]

+EIM∼Pmosaic(I)[log (1−DθD (GθG(IM )))]

DθD (IR) は入力画像 IR が正解データ群に属する確率，

1−DθD (GθG(IM )) は低解像度画像 IM から生成モデル G

によって生成されたデータが偽データ群に属する確率，E[·]
は期待値を意味する．判別モデル D は入力画像と生成モ

デル Gによって生成されたデータを正しく判別するため，

これらの確率を最大化するようにパラメータ θD を調節す

る．生成モデル Gは自身が生成したデータを判別器 Dに

正解データとして判断して欲しいため，後者の確率を最小

化するようにパラメータ θG を調節する．

次に学習モデルを示す．学習モデルは図 2 の学習通信

フェーズで生成，図 3の高解像度通信フェーズで利用され

る．図 4, 図 5に生成器のモデルと判別器のモデルをそれ

ぞれ示す．今回は srezのモデルを利用した．

図 4の生成モデルでは，1層目のバッチ正規化層と 2層

目の ReLU (Rectified Linear Unit) 層，3層目の畳み込み

層，4層目の結合層を 8層目まで繰り返し，9層目に 2倍の

Up Scale層，10層目にバッチ正規化層，11層目に ReLU

層，12層目に転置畳み込み層がある．この 1層目から 12

層目までをもう一度繰り返して 13層目から 24層目とす

る．さらに，25層目の畳み込み層と 26層目に ReLU層を

もう一度繰り返して最後の 29層目にシグモイド層がある．

図 5に判別モデルを示す．図 5に判別モデルでは，1層目

の畳み込み層と 2層目のバッチ正規化層と 3層目の ReLU

層の 3つの層を 18層目まで繰り返し，19層目に畳み込み

層，20層目に平均を取る層がある．

バッチ正規化 [23]は，入力データの各要素のバランスが

取れていない場合に，値の大きい要素が大きく影響してし

まうという問題を解消するための調整する仕組みである．

要素ごとに平均 0，分散 1に正規化している．ReLU[24]は

CNNによく利用される活性化関数である [25]. ReLU関数

は以下の式で表される．

ReLU(x) = max(0, x)

シグモイド関数は生物の神経細胞がもつ性質をモデル化

した活性化関数である．古くから機械学習に最もよく使用

されている関数である．シグモイド関数は以下の式で表さ

れる．

sigmoid(x) =
1

1 + e−x

畳み込み層は，CNNに利用される層である．画像の畳み

込みは，フィルタの濃淡パターンと類似した濃淡パターン

が画像のどこにあるかを抽出する働きがある．深層学習に

おける畳み込み層では，フィルタが重みで構成されている

ため，抽出したい濃淡構造を学習することになる．

3.3 生成モデルの損失関数

3.2節に示した生成モデルの損失関数 l は次の式で表さ

れる．

l = α1ladversarial + α2lpixel + α3lface (1)

ここで α1, α2, α3は 0から 1の実数値をとるパラメータで

ある．ladversarial は敵対的ニューラルネットワークにおけ

る生成器の損失である．ladversarial は以下の式で表される．

ladversarial =

N∑
n=1

− logDθD (GθG(IM ))

lpixel はピクセル単位での損失である，lpixel は元画像をダ

ウンサンプリングした画像 IM(x,y)
と生成器が生成した画

像をダウンサンプリングした画像 GθG(IM )( x
r ,

y
r )
との画素

値の差分の平均をとったものとして以下の式で表される．

lpixel =
1

r2WH

rW∑
x=1

rH∑
y=1

∣∣∣IM(x,y)
−GθG(IM )( x

r ,
y
r )

∣∣∣
lface は顔の特徴点の損失である．顔の特徴点の検出に

は HOG (histgram of oriented gradient)検出器 [26]を利

用した [27]．今回は，dlib と iBUG 300-W が公開してい

る既存のデータセット http://dlib.net/files/shape_

predictor_68_face_landmarks.dat.bz2を用いた．dlib

では顔におけるあご，右眉，左眉，鼻，右目，左目，口の

合計 68個の輪郭情報が検出できる．dlibで 68個の輪郭情

報の点の座標を検出する関数をΨとすると，lfaceは次の式

で表される．

lface =
1

68

68∑
k=1

||Ψ(IR)−Ψ(GθG))||2
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図 4 生成モデル
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図 5 判別モデル

lfaceは dlibによって顔の特徴点検出によって顔が検出で

きた時だけ計算できるため，顔がうまく生成されない学習

初期では lfaceが計算できない．そこで，lfaceが計算できな

い顔が検出されない場合は次の式を用いる．

l = (1− α)ladversarial + αlpixel (2)

ここで，α は 0から 1の実数値をとるパラメータである．

4. 性能評価

提案システムによる効果を確認するために，実際のビデ

オ通話映像を用いて性能評価を行った．

4.1 評価環境

本評価に用いたテスト画像群は，PENTAX KS-2を用い

て撮影した 10分間の動画から取得した．フレームレートは

30 fpsである．撮影した動画の各ビデオフレームは JPEG

を用いて圧縮した後，解像度 80× 80画素と 160× 160画

素にリサイズすることで 2種類の入力画像群を作成した．

200,000枚作成した入力画像群から無作為に 16枚を選択し

て学習に，同じく無作為に 8枚を選択して評価に用いた．

OSはUbuntu 16.04.1，CPUは Intel Xeonプロセッサー

E5-2637 v3を使用した．GPUは使用していない．損失関

数のパラメータは α = 0.90，学習係数の初期値は 0.0002，

重みの初期値は正規分布から取得したランダム値，バイ

アスの初期値は 0，学習パラメータの更新には Adam [28]

を用いた．Adamの初期値は論文 [28]の奨励値を用いて

いる．

4.2 定性評価

本章では，学習が進むにつれて生成モデルによる生成

画像がどのように変化するか議論する．図 6 に，解像度

80× 80画素の顔画像を対象としたとき，解像度 160× 160

画素の顔画像を対象としたときの生成画像の変化を示す．

より具体的には，図 6では，上段に損失関数として式 (1)

と式 (2) を用いたときの解像度 80 × 80画素の生成画像，

中段に式 (1) のみを用いた解像度 80× 80画素の生成画像，

下段に式 (1) のみを用いたときの解像度 160× 160画素の

生成画像を示している．このとき，それぞれの評価に用い

た 8枚の画像のうち，2枚に対する結果を縦に並べている．

また，図 6では，左の画像から右の画像に向けて学習が

進むごとに画像がどのように変化するのかを示している．

具体的には，左からモザイク画像，bicubic補間画像，学習

回数が 100回の生成画像，200回の生成画像，300回の生

成画像，400回の生成画像，500回の生成画像，800回の生

成画像，1,000回の生成画像，2,000回の生成画像，3,000

回の生成画像，4,000回の生成画像，5,000回の生成画像，

8,000回の生成画像，10,000回の生成画像，元画像を示して

いる．ここで，モザイク画像とは，対象画像の解像度を縦

横それぞれ 1/4倍にした低解像度画像にNearest Neighbor

補間を施したものを指す．
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図 6 学習回数に対する生成画像の変化

図 6から，生成画像は学習回数が増えるにしたがって元

画像に近くなっていることが分かる．学習回数が少ないと

人の顔には見えないが，学習回数が 1,000回を超えてくる

と元画像により近い品質が達成できていることが分かる．

また，損失関数として式 (1) と (2) を用いた上段の生成画

像と式 (1) のみを用いた中段の生成画像を比較すると，損

失関数として式 (1) と (2) を用いた生成画像の方が式 (1)

のみを用いた生成画像よりも，顔の違和感が早くなくなっ

ているため，式 (1) と (2) を用いた方が顔画像生成に適し

ているとわかる．また，解像度が 80× 80画素である中段

の生成画像と解像度が 160× 160画素である下段の生成画

像を比較すると，元の解像度が大きい画像の方がより早く

違和感のない画像が生成できることが分かる．これは，解

像度が大きい画像の方が，ダウンサンプリング後に画像に

残される情報量が多いからであると考えられる．

4.3 データサイズ削減効果

提案システムによって，ビデオ通話時に生じるデータ量

をどの程度削減できたか確かめるために，データサイズを

評価した．まず，生成モデルのデータサイズは画像サイズ

に依らず約 92MBであった．事前共有方式で生成モデルを

送ったとしても送ることができるサイズであると言える．

図 7に，評価に使用した画像とそのデータサイズを示す．

ここで，図 7の上段には解像度 80× 80画素，下段には解

像度 160× 160画素を対象としたときの画像を示している．

左側から元画像，モザイク画像，生成画像を示すとともに，

それぞれの画像の解像度とデータサイズを示している．な

お，学習回数は 20,000回としている．

!"# 80 × 80

$!"#%"
80 × 80

13,250 bytes

&!"#%"
20 × 20

1,042 bytes

'(%"

80 × 80

13,328 bytes
!"#)

*+,-./)

!"# 160 × 160

$!"#%"

160 × 160

46,340 bytes

&!"#%"

40 × 40

3,230 bytes

'(%"

160 × 160

46,186 bytes
!"#)

*+,-./)

図 7 評価に利用した画像とそのデータサイズ

図 7における元画像と低解像度画像のデータサイズは解

像度 80 × 80 画素の場合はそれぞれ 13,250 Bytes，1,042

Bytesである．一方で，解像度 160×160画素の場合は，元画

像と低解像度画像のデータサイズがそれぞれ 46,340Bytes，

3,230 Bytesであった．どちらの解像度においても，画像

情報の伝送に要するデータ量を 90％以上削減できている

ことが分かった．

4.4 画像品質

提案システムを用いて得られた生成画像の品質について

議論するため，続いて低解像度画像，生成画像および bicu-

bic 補間画像のWPSNR (Weighted Peak Signal-to-Noise

Ratio) を比較した．WPSNRとは，YCbCr色空間 (Y:輝

度，Cb:青色系統の色相と彩度，Cr:赤色系統の色相と彩度)

のそれぞれの PSNRの真値に Y : Cb : Cr = 8 : 1 : 1の重

み付き平均を行ってデシベル値に直したものである [29]．

WPSNRを用いたのは，YCbCr色空間では Y成分が Cb

成分，Cr成分よりも多くの情報を所持しているためであ
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図 8 学習回数とWPSNR との関係

る．具体的には，WPSNRを求めるために，以下の式を用

いた．

PSNR = −10 log10
MSE

2552

MSE =
1

nm

n∑
i=0

m∑
j=0

{original(i, j)− encoded(i, j)}2

ここで，(n,m) は画像の縦横のピクセル幅，original(i, j)

は高解像度画像におけるピクセル (i, j) の階調値，

encoded(i, j) は復元後画像におけるピクセル (i, j) の階

調値を表す．MSE (Mean Squared Error) は元画像と復元

後画像の平均二乗誤差を表す．WPSNRは復元画像 8枚そ

れぞれについて PSNRを計算して，真値で重み付けをして

から画像 8枚の平均を計算してデシベル値とした．

図 8に示した評価結果から，次の 2つのことがわかる．

1つ目は，学習回数が増えるごとに解像度 80 × 80画素の

元画像に対する生成画像のWPSNRと解像度 160× 160画

素の元画像に対する生成画像のWPSNRが向上している

ことである．学習回数が画像の復元量に影響することが考

えられる．

2つ目は，解像度が 80 × 80画素の画像について，損失

関数に式 (1) と (2) の両方を用いた生成画像と式 (1) のみ

を用いた生成画像のWPSNRの値があまり変わらないこ

とである．WPSNRはピクセルごとの画素値を比較してい

るため，画像を生成するモデルを評価するのに適していな

いと考えられる．

次に，SSIM [30]を用いて評価を行った．同じ位置の各

画素の輝度値がどの程度変わったかを示す PSNRと比較し

て，輝度・コントラスト・構造を軸として各画素およびそ

の周囲との相関を考慮した SSIMの方が人間の視覚的特性

を反映できることが確認されている [31]．低解像度画像と

復元画像の SSIMを比較するために，以下の式を用いた．

SSIM =
(2µxµy + C1)(2σxy + C2)

(µ2
x + µ2

y + C1)(σ2
x + σ2

y + C2)

ここで，x, y はそれぞれ元の画像と符号化後の画像にお

!"#$%&'(#)$*+$#,*-"

./0 ./1 ./2

3
3
45

/6/

/60

/62

/67

/68

.6/
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%#:)#A;$%#=9"(*)$>8/@8/?
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図 9 学習回数と SSIM との関係

ける各画素を要素とするベクトル，µx, µy はそれぞれ画

像 x, y の平均画素値，σx, σy はそれぞれ画像 x, y の画素

値の標準偏差，σxy は画像 x, y の共分散を表す．また，

C1 = (255K1)
2, C2 = (255K2)

2 と表され，パラメータ

K1,K2 は文献 [30] と同じ値 (K1 = 0.01,K2 = 0.03) を用

いている．さらに文献 [30] と同じく評価前の画像にガウシ

アンフィルタをかけて前処理をしている．SSIMは 0から

1までの値をとり，全く同じ画像の時に 1を示す．

図 9に示した評価結果から，WPSNRと同様に学習回

数が増えるに従って SSIMが増加していることが分かる．

また，損失関数に式 (1) と (2) の両方を用いた生成画像と

式 (1) のみを用いた生成画像との間で SSIMの値があまり

変わらないことが分かる．本稿における性能評価では学習

画像数とテスト画像数がともに少ない枚数で行った．生成

画像の品質には学習に用いた無作為の 16枚の画像とテス

トに用いた 8枚の無作為の画像に依存するところがあるた

め，学習と評価に用いる画像の関連性についても考える必

要がある．

続いて学習通信フェーズと高解像度通信フェーズのそれ

ぞれにおける計算量について評価を行った．図 10に学習通

信フェーズにおける学習回数と計算量の関係を示す．図 10

では，解像度 80 × 80画素の生成画像と解像度 160 × 160

画素の生成画像それぞれの学習回数に対する計算時間を示

している．図 10から，学習回数が 10,000回程度を達成す

るのに，解像度 80× 80画素の画像では 50,000秒 (約 13時

間)，解像度 160× 160画素の画像では 175,000秒 (約 48時

間) かかることが分かった．画像の解像度を大きくすると

計算に時間がかかるため，解像度の小さい画像を利用する

必要があると考えられる．なお，高解像度通信フェーズで

は，画像 16枚を生成するために要した計算時間が約 1.14

秒であった．

4.5 グレースケール画像化によるデータサイズ削減効果

提案システムが必要とする映像情報のデータ量をさらに
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図 10 学習回数と計算量の関係
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図 11 評価に用いた画像とそのデータサイズ

削減するために，画像をグレースケール化して提案システ

ムを用いた場合の評価も行った．本評価に用いたテスト画

像列は，4.1節のものと同じ動画から取得した．撮影した

動画から解像度 80× 80の入力画像群を作成した．入力画

像群は 10,000枚作成したものの中から無作為に 16枚を選

択して学習に，無作為に 8枚を選択してテストに用いた．

本評価は，グレースケールの低解像度画像を高解像度化

するために 3.2節のモデルを用いるとともに，カラー化に

は [32]を用いた．なお，損失関数は式 (2)を使用する．他

の評価パラメータや評価環境は 4.1節と同じものを用いた．

グレースケール化によってデータ量がどれほど削減でき

たかを確かめるために，データサイズを評価した．図 11

に評価に使用した画像とそのデータサイズを示す．また，

左側からカラーの元画像，グレースケール化とモザイク処

理をした低解像度画像，カラー化した生成画像を示してい

る．なお，学習回数は 10,000回としている．

図 11における元画像と低解像度画像のデータサイズは，

それぞれ元画像が 13,575 Bytes，低解像度画像が 465 Bytes

であった．すなわち，画像情報の伝送に要するデータ量を

96％以上削減できていることが分かる．

5. おわりに

本稿では，ビデオ通話における映像トラヒックを削減す

る方式として，深層学習による超解像技術を用いた方式を

提案した．本提案手法によって，画像品質をある程度保っ

たままデータ量を大きく削減することが確認できた．
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