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概要：マイコンの高機能化・省電力化およびセンサーの小型化にともない，各センサーが一定のデータ処
理能力と通信能力を備え，センシングデータを無線でリアルタイム集約する無線センサーネットワーク

（Wireless Sensor Network, WSN）の現実性が高まりつつある．しかし，WSNにおいては，現場に設置さ

れるWSNからの継続的なセンシングデータを集約するための回線保持の必要性やクラウドにデータを集

約することによるプライバシーの懸念などの課題がある．これに対し，我々の研究グループでは，従来ク

ラウドで行っていたデータ学習や異常検出，判定などのタスク処理をセンサーネットワークのデータ処理

機能にオフロードし，センサーネットワーク内（網内）でそれらを効率よく行うための自律的な知能セン

サーネットワークの新しい分散実行アーキテクチャを提案し，畳込みニューラルネットワーク（CNN）を

網内実行するためのプロトコル設計を行ってきている．本論文ではその分散実行プロトコルを Intel Edison

からなるセンサーネットワーク上に実装し，実行負荷ならびに通信容量に関する評価を行ったため，それ

について報告する．歩行者の通常行動ならびに異常行動（転倒）に対しアナログ人感センサーアレイによ

り生成されるデータを用いて網内学習を実施した結果，Edisonは最大でもアイドル時（0.046Ah）の 2倍

未満の電流量（0.080Ah）で動作した．また，学習時の通信による消費電力への影響は微量であることを確

認した．

1. はじめに

分散コンピューティングのフレームワークは，サーバー

やクライアントの通信性能や可用性，性能差などに応じ，

クライアント指向やサーバー指向へと常に変遷している

が，近年では，クラウドサービスの信頼性と可用性向上に

より，データ処理をクラウドで集約して行う傾向がある．

IoTに関するサービスでは，このクラウドヘビーコンピュー

ティングに基づいており，それによって多くのツールが

利用可能となっている．一方，マイクロソフトや Google

TensorFlow [1,2] などによるいくつかの IoTツールは，機

械学習等により訓練された判定関数などを IoTデバイスに

導入できるエッジヘビーコンピューティング機能をサポー

トしつつある．これにより，全センシングデータをクラウ

ドサーバーに送信するための通信リソースを確保する必要

がなくなり，プライバシーデータをローカルで処理するこ

とも可能となる．

そういった既存ツールおよび既存アプローチのほとんど

は，学習済みの判定機能の一部または全部をクラウドから
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エッジデバイスに移行し，それ以後の検知や判定をエッジ

サイドで行うことで，クラウドへのデータ量を削減するこ

とが目的である．したがって，学習段階では依然として，

学習機能を有するクラウドサーバーあるいはホームゲー

トウェイなどにすべてのデータを集約する必要がある．一

方，現在 IoTデバイスと呼ばれるセンサーノードは，メモ

リ量や処理能力という点での性能向上が著しく，センシン

グやそのデータ送信のみならず，機械学習においても一部

のタスクを実行することが可能であると考えられる．現状

の無線センサーネットワーク（WSN）は，経路制御を含む

データ集約プラットフォームとみなされることが多いが，

これらのノードをシームレスに連携させることで，より多

くのメモリと処理能力が利用可能となり，センシング・学

習・フィードバックのプロセスのほとんどがセンサーネッ

トワーク内で完結するような，知的な局所型データ処理プ

ラットフォームを形成できる．

これに対し，我々の研究グループでは，WSNにおいて

深層学習およびそれを用いたデータ処理を行うための新し

い手法を提案している [3–5]．同手法では，WSNの各セン

サーノードから連続的に生成されるデータを 2次元や 3次

元の地理的データ (例えば，温度データ等)として扱い，畳

み込みニューラルネットワーク (CNN)の各順伝播ユニッ

ト（畳み込み処理（フィルタ）やプーリング，全結合など）
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を，WSN内のノード（センサーノード）のいずれかに割

り当てる．また，逆伝播時のパラメータ更新処理を分散型

で行う仕組みを開発することで，ユニットのパラメータ更

新を分散環境で実現する．

同手法においては，通信量やノード処理負荷の偏りをな

るべく少なくするユニット割り当て方法ならびにプロトコ

ルの実現指針を示しており，シミュレーションにおいて，

各ノードの最大処理負荷や最大通信量を抑制しながら分散

環境で CNNを実現できることがわかっている [5]．しか

し，現実のセンサーノードに対するコード実装はまだなさ

れておらず，CNNの分散実行ならびに近隣ノードとの通信

によるノードの処理負荷や通信量の実ノードでの評価は行

われていなかった．我々の目標は，それらのセンサーノー

ドを将来的に省電力化し，エナジーハーベストなどで動作

させることで，ニアゼロエネルギーでの知的センサーネッ

トワークを実現することである．そのためには，実ノード

における分散学習やデータ交換がどの程度のオーバヘッド

で実施され，負荷分散が実ノードからなるセンサーネット

ワーク上でも実現されていることを検証する必要がある．

本論文では，文献 [5]の分散 CNNを Intel Edisonに実

装し，その処理負荷ならびに通信量などを評価したため，

それについて報告する．実装した分散 CNNの性能検証の

ため，実環境で取得したセンシングデータを用いた実験を

行った．具体的には，6 × 6の薄型でエネルギー効率の高

いモーションセンサーアレイを構築し，その前を通過する

通常歩行（正常状態）ならびにその前での転倒動作（異常

状態）を識別する分類器を CNNで構築するシナリオを対

象とし，36台の Edisonを用いて分散学習を行う．1台の

Edisonがモーションセンサー 1つのデータを保持し，各

Edisonが CNNにおけるユニットの役割を果たすことで，

CNNの処理を 36台の Edisonに分散させる．このもとで，

この分散型による学習精度への影響の評価を行った．ま

ず，学習時間短縮のため，分散型学習プロセスを 1台に導

入し，分散学習の精度評価を行った．その結果，提案手法

（分散型 CNN）の学習精度は 89.7275%，データをWSNで

集約して学習を行う方式（通常型 CNN）では 91.875%と

なり，通常の CNNと遜色ない学習精度を達成できること

が確認された．また，分散型学習の際の処理負荷ならびに

通信量評価のため，36台の Edisonを用いて分散学習を行

い，そのときの各 Edisonの処理負荷および通信量の評価

を行った．具体的には，USB電流チェッカーを用いて積算

電流量を測定し，同時に送受信データ量を測定した．その

結果，各 Edisonの学習により増加した積算電流量は最大

でも 0.034Ahであり，学習を行っていない場合の積算電流

量（0.046Ah）よりも小さく，通常の 2倍未満の消費電力

で分散学習を行うことができることが確認された．また，

通信量については，割り当てられているユニットによって

異なるものの，いずれの場合も通信量増加に対する積算電

流量はほとんど変わらないことがわかった．

2. 関連研究と位置づけ

近年，深層学習は多層ニューラルネットワークを学習す

る方法として幅広く研究されており [6]．音声認識 [7, 8]，

物体認識 [9,10]，画像検索 [11,12]，および強化学習 [13,14]

など様々なデータ解析において大きな成果が得られている．

一般的に，深層学習はデータ量が増加するほど高い精度を

得ることができるが，画像などの高精細データにおける訓

練では数千万のパラメータと数十億の訓練データが必要と

なる．したがって，それだけの膨大なデータ量により訓練

する場合にはデータ量に応じた処理コストが要求される．

そこで，訓練にかかる処理負荷の軽減を目指した分散実

行手法が提案され，また，それらの手法を容易に扱うこと

を可能にする Theano [15]，Torch [16]，cuda-convnet and

cuda-convnet2 [17]，Decaf [18]，Overfeat [19]，Caffe [20]

など多くのフレームワークが開発されている．

文献 [21]では，大規模な深層学習のモデル学習のため

に，数千のコアおよび数千の計算スレッドを有する GPU

と分散システムを用いる手法を提案している．GPUは数

千の ALUコアを搭載しているため数値演算能力が優れる

一方，メモリ制限が課題となる．この問題を解決するため，

マルチ GPUを用いたデータ並列化，モデル並列化，およ

びデータモデル並列化からなる分散システムを導入してい

る．データ並列化は，各 GPUが同じモデルと異なるデー

タセットで学習を実行し，その後異なる GPUから学習し

たパラメータ勾配を同期する手法である．モデル並列化は，

大規模なモデルを分割し，分割したモデルを各 GPUで担

当し，各 GPUが同じデータセットを異なるモデルで学習

する手法である．しかしデータ並列化では，計算ノードが

多数ある場合にはスムーズに学習を行うため学習率を下げ

る必要があり，モデル並列化では，モデル間の通信コスト

が問題となる．これに対し，データモデル並列化は，全結

合層と畳み込み層の特性から，畳み込み層をデータ並列化

し，全結合層をモデル並列化することで，大規模な深層学

習のモデルより高速な学習を実現している．他に深層学習

の並列化として，文献 [22]では 16,000個の CPUを用いる

ことで数十億のパラメータを持つ大規模な深層学習モデル

での学習精度を向上させる手法が提案されている．また文

献 [23]では，6,000万のパラメータと 65万のニューロンを

持つ大規模な畳み込みニューラルネットワークにおいて，

GPUを用いることによる学習高速化が報告されている．

文献 [24]では，大規模な深層学習のモデルを学習する

ための手法として，SINGAという一般的な分散型の深層

学習のプラットフォームを提案している．SINGAは畳み

込みニューラルネットワーク（CNN），ボルツマンマシン

（RBM），および再帰ニューラルネットワーク（RNN）の

一般的な深層学習モデルをサポートする．SINGAは，パ
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ラメータ勾配を計算する TrainOneBatchと順伝播を行う

NeuralNetからなるWorkerユニットと，結果を集約する

Stubユニット，パラメータを更新する Serverユニットの

3つのコンポーネントを提供し，これらのユニットをユー

ザーが設定することで分散深層学習を行える．Workerの

NeuralNetでは CNNや RBN，RNNのニューラルネット

ワークを設定でき，大規模なモデルでは，次の 4つの並列化

手法（(1) 全てのレイヤーを異なるサブセットに分割，(2)

1つのレイヤーをバッチ次元によってサブレイヤーに分割，

(3) 1つのレイヤーを特徴次元によってサブレイヤーに分

割，(4) (1)～(3)の手法の組み合わせ）が提供される [25]．

また，TrainOneBatchでは，パラメータ勾配を計算するた

めに順伝播型ニューラルネットワークや RNNなどで用い

られるバックプロパゲーションとエネルギーモデルで用い

られる対比分散アルゴリズムが提供されている．文献 [26]

では，並列確率勾配降下アルゴリズムが提案されている．

SINGA では Worker と Server を用いた多様な同期お

よび非同期のフレームワークを提供でき，例えば Sand-

blaster [22]や AllReduce [27]といった同期フレームワー

クやDownpour [22,28]やDistributed Hogwild [29]といっ

た非同期フレームワークが知られている．同期フレーム

ワークは，分散により 1回の学習速度を早くすることがで

き，非同期フレームワークは収束率を高めることができる．

学習速度と収束率はトレードオフの関係であり，異なるフ

レームワークを組み合わせて収束率と学習速度における最

適性を得ることができる．

様々な分散学習のオープンソースパッケージも開発さ

れている．All of Distributed Machine Learning Toolkit

(DMTK) [30]や Distributed TensorFlow [1]，ChainerMN

[31]はデータ並列化によって分散学習を実行する．データ

の並列化は，分割されたデータセットを各 GPU上でミニ

バッチとして処理することで学習速度を向上させるが，全

てのパラメータ勾配を集約してパラメータを更新する必要

がある．すなわち，データの並列化には，低遅延で高品質

なネットワークが必要となる．

近年では，モバイル端末による深層学習に関する研究も

なされている．MoDNN [32]は，事前に学習したCNNモデ

ルをモバイル端末上に分割することによって，CNNの高速

化を行う手法を述べている．DeepX [33]や DeepMon [34]

では，複数のコプロセッサで計算処理を分割することに

よって，モバイル端末上での CNNの実行が可能であるこ

とを示している．これらのアプローチでは，事前に学習し

た CNNをモバイル端末上で実行することが可能であるが，

モバイル端末上で学習を実行する手法については触れられ

ていない．

3. 提案手法の概要

以下では，我々が提唱している無線センサーネットワー

クにおける網内学習機構 MicroDeepについてその概要を

述べる．

3.1 想定環境

MicroDeepでは，ある程度のプロセシング能力と通信機

能を搭載したセンサーノードが無線通信によってWSNを

構成している状況を想定する．WSN内のセンサーノード

同士はOLSRなどの適切な経路制御プロトコルにより互い

に通信可能な状態であるとする．

MicroDeepでは，入力層，T 層の隠れ層 (1 ≤ T )，全結

合層 f，出力層 oからなる一般的な CNNを対象とする．t

層目の隠れ層 (1 ≤ t ≤ T )は畳み込み層 c(t) およびプーリ

ング層 p(t) からなり，プーリング層は任意であるものとす

る．各層のユニットはXY 座標を用いて，ユニットの座標

を非負の整数値で (x, y)のように表し，左下のユニットを

原点 (0, 0)とする．本稿で用いる CNNパラメータ等の表

記を表 1に示す．

MicroDeepでは多地点センシングデータを画像のような

２次元データとみなし，各データを有するセンサーノード

が周辺のセンサーノードから畳み込みなどに必要なデータ

を受け取り CNNの順伝播を実現する．

センサーノードのユニットの割り当てについて，本稿で

は，文献 [5]の手法を用いて，2つのセンサーノード間の

物理的距離をWSNにおけるそれらの間の無線リンクに対

応させることによって，センサーノードの座標を CNNの

XY座標に適合させる．具体的には，各センサーノードの

位置情報に基づいて，CNNの XY座標平面に割り当てる

簡単な手法を用いて， (x, y)の CNNの各ユニットを (x, y)

のセンサーノードに割り当てる．理想的には，N ×M のア

ドレス空間に対し，N ×M 個のセンサーノードがグリッ

ド状に配置され，センサーノードが XY 座標平面に 1 対

1のマッピングが可能であり、CNNのすべてのユニット

をそれらのセンサーノードに割り当てることができる状態

である．しかし，実環境においては，配置の制約などから

グリッド状にセンサーノードを配置できない事があり，図

1(a) に示すように全ての座標平面にセンサーノードが割

り当てられない場合が考えられる．このような場合，セン

サーノードが割り当てられなかった座標はセンサーノード

の欠損として，データの欠けた面的なデータとして CNN

のユニット処理を行う．各センサーノードが XY座標平面

に割り当てられると，図 1(b)に示すように，座標 (x, y)の

センサーノードは，CNNにおいてその座標系に割り当て

られた各層のユニットの処理を行う．

3.2 分散実行プロトコル

MicroDeepでは，CNNの各ユニットをセンサーノード

に対応づける．順伝播では．各センサーノードはWSNを

介して，(入力層を含む)ユニットの出力データを交換し，
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表 1 CNN のパラメータ表記

パラメータ 詳細

(N,M) 入力データサイズ

T 隠れ層の数

c(t) t 番目の畳み込み層

p(t) c(t) の後のプーリング層

c
(t)
k (x, y) (x, y) 座標の k 番目のフィルタの c(t) のユニット

p(t)(x, y) (x, y) 座標の p(t) のユニット

f(x, y) (x, y) 座標の全結合層のユニット

o(x, y) (x, y) 座標の出力層のユニット

K(t) c(t) のフィルタ数

h(t) c(t) のフィルタサイズ

s(t) p(t) のプーリングサイズ

(a) WSN の座標系への割当

(b) CNN の座標系への割当

図 1 センサーノードのユニット割当

ユニットの処理を行う．出力層のユニットを割り当てられ

ているセンサーノードは，出力データと正解データから逆

伝播処理を行う．逆伝播では，各ユニットが前のユニット

の伝播のみに基づいて分散実行し，重みを更新する．した

がってユニット間での重み共有は行わず，その更新はユ

ニット毎に独立して行われる．

図 2に，畳み込み 2層，プーリング 1層の場合における

CNNの順伝播と逆伝播の処理を示す，WSN上でこの処理

を行うための，(1)順伝播におけるユニットの実行，(2)逆

伝播におけるユニット毎の重み更新，の各処理およびセン

サーノードが割り当てられない座標が存在する場合の処理

(a) 順伝播

(b) 逆伝播

図 2 分散型 CNN の処理例

について次節以降で述べる．

3.2.1 順伝播処理

説明の簡単のため，本章ではWSN内の N ×M 個のセ

ンサーノードが N ×M のアドレス空間に割り当てられた

とする．センサーノードが欠損している場合については後

述する．

順伝播処理では，センサーノード間の通信によって，

通常の CNN と同様に行われる．具体的には，センサー

ノード (x, y)は，割り当てられた各層のユニット c
(t)
k (x, y)，

p(t)(x, y)，f(x, y)，o(x, y)を実行する．つまり CNNにお

いて (x, y)に対応する全てのユニットは，センサーノード

(x, y)で実行される．

畳み込み層のユニット c
(t)
k (x, y)を実行するために，周囲

のノードからデータを取得する際に，そのノードまでの距

離を表したものであるオフセット Ox, Oy を導入する．オ

フセット Ox, Oy はプーリング処理を行う度に，以下の式

によって加算される．

(O(t)
x , O(t)

y ) = (O(t−1)
x + s(t−1), O(t−1)

y + s(t−1))

ただし，前の層にプーリング層がなければ，s(t−1) = 0と

する．畳み込み層のユニット c
(t)
k (x, y)は，前の層のユニッ

ト p(t−1)(x+ i ·Ox, y + j ·Oy)に対応するセンサーノード

からデータを受信し，畳み込み処理を行う． ただし，i，

j は ρ
(t)
k ≤ i, j ≤ ρ

(t)
k とし，ρ

(t)
k ，ρ

(t)
k は

ρ(t)
k

= −⌊h
(t)

2
⌋, ρ

(t)
k = ⌊h

(t)

2
⌋ − d.

とする．このとき，フィルタサイズ h(t) が奇数のとき
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d = −1，偶数の時 d = 0である．入力データとして，前の

層にプーリング層が存在しない場合は，入力層および畳み

込み層のデータを用いて計算される，

プーリング層のユニット p(t)(x, y)は，前の層のユニット

c
(t)
k (x + i · O(t)

x , y + j · O(t)
y )に対応するセンサーノードか

らデータを受信し．プーリング処理を行う．ただし，ρ
(t)
k ，

ρ
(t)
k の導出の際には，フィルタサイズ h(t)の代わりに，プー

リングサイズ s(t) を用いる．

3.2.2 逆伝播処理

通常の逆伝播アルゴリズムでは，逆伝播によって求めら

れた各層の全てのユニットの微分結果を用いて，その層に

おけるユニットの重みを更新する集中型の処理である．こ

れを分散環境で模擬するため，ユニットが後の層のユニッ

トから微分結果を取得し，その結果のみを用いて重みを更新

する分散アルゴリズムを設計する．したがってMicroDeep

では，各ユニットは他のユニットと重みを共有しない．

出力層のユニットが実行され，正解データを取得すると，

微分 δ を計算し，その結果を前の層のユニットへ送信す

る．微分 δ を受け取ったユニットは，以下の式によって，

前の層へ送信するための δを求める．このとき．w
(t)
i およ

び δ
(t)
i は，T − 1層での i番目のユニットから T 層での j

番目のユニットへの重みおよび微分を表す．

δ
(t)
i =

∑
j

δ
(t+1)
j (w

(t+1)
j f ′(u

(t)
j ))

そして各ユニットは，以下の式によって，他のユニットの

微分結果を用いずパラメータ更新を行う．そのため，各ユ

ニットで別々にパラメータが更新される．このとき，ϵは

学習率で z(t) は前の層の出力結果を表す．

w
(t+1)
i = w

(t)
i − ϵδ

(t)
i z

(t)
i

3.2.3 ノード欠損時の処理

実環境では必ずしも全ての座標にセンサーノードが存在

するとは限らない．例えば，センサーノードが 11個しか

配置されていない場合，4 × 3の空間を網羅することはで

きない．そういったセンサーノードの欠損に対しても学習

処理を可能にするための方法を述べる．

センサーノードがセンサーデータを生成するため，セン

サーノードの欠損は，CNNの入力データを失うことを意味

する．そこで，欠損部分の入力データを必要とするユニッ

トは，その部分を 0で補間する．この補間による入力デー

タは，畳み込み処理の線形結合性より無視される．また，

センサーノードの欠損は入力データの欠損だけでなく，畳

み込み層の出力結果を失うことでもある．そのため，畳み

込み層の出力を必要とするユニットは，同様に 0 として

補間する．この補間データは，次の層の畳み込み層および

プーリング層の処理によって無視される．次の層が畳み込

み層の場合は，上述と同様に線形結合性により無視され，

図 3 システムの概要

図 4 実装した焦電型赤外線センサーモジュール

プーリング層の場合は，活性化関数 ReLUにより入力デー

タが非負の値であり，それにMAXプーリング処理を行う

ため，0は無視される．プーリング層におけるユニットの

欠損も同様である．

全結合層および出力層の場合は，処理を 1つのノードに

集約して行うため，このセンサーノードの欠損は，順伝播

および逆伝播処理を行うことができないということであ

る．したがって，この場合には，代替ノードを設け，その

ノードが処理を行うものとする．

4. MicroDeepの実装

4.1 システムの概要

MicroDeep を実現するシステムの概要を図 3 に示す．

本システムはセンサー部の自由な空間配置を実現するた

め，センサー部をセンサーノードとは独立にセンサーモ

ジュールとして実現し，１対１対応するセンサーノードと

は IEEE802.15.4準拠の通信で接続する．各センサーノー

ドはセンサーモジュールで収集されたデータを用いて，他

のノードとの通信により分散学習を実行する．CNNの分

散実行処理を行うセンサーノードとして Intel Edisonを使

用し，グリッド状に配置する．

4.2 センサーモジュールの実装

センサーモジュールとして，検知範囲内の熱源の変化を

アナログ電圧として出力する焦電型の赤外線センサー素子
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図 5 センサーモジュールアレイ

図 6 実装したセンサノード

を準備した．この焦電型赤外線センサー素子は，検知範囲

の熱源の増減に反応する特性を有する．センサーの検知範

囲内の熱源配置に変化がない場合，センサー素子の出力電

圧は一定であるが，検知範囲内を人が通過すると出力電圧

は大きく変化し，時間経過とともに定常状態の出力電圧へ

と振動しながら収束する．使用した赤外線センサ素子をセ

ンサーモジュール化したものを図 4に示す．この焦電型赤

外線センサーを，2.4GHz 帯無線（IEEE802.15.4）を使用

した無線マイコン TWELITEに接続し，赤外線センサー

素子がアナログ出力する 0-2.4Vの範囲の電圧を．同様に

TWILITEを接続したセンサーノード（Intel Edison）に向

けて毎秒約５回送信する．なお，センサーモジュールは無

線送信部を含めて 3.3Vのボタン電池 1個で駆動し，大き

さは縦 4.2cm，横 3.5cmである．

本研究では，センサーノードと同数である 36 個の赤外線

センサーモジュールを作成し，図 5に示すように横 30cm，

縦 20cm の間隔で縦横 6 個ずつグリッド状に配置しセン

サーアレイを構築した．なお，後述する実験では，センサー

モジュールによって収集したデータを予めセンサーノード

に与えたうえで実行処理を行っている．

4.3 センサーノードの実装

センサーノードには Intel Edison を使用し，以下で述べ

る機能を実装している．Intel Edisonの CPUは 500MHz

デュアルコア，MCUはインテル Quarkプロセッサー・マ

イクロコントローラー 100MHz，RAMは 1GBytes，内部

ストレージは 4GBytesであり，デュアルバンドWi-Fiと

Bluetooth4.0を搭載する．Breakout Board を介した Edi-

sonの GPIOと TWELITEのチップを接続したセンサー

ノードを図 6に示す．

4.3.1 センサー間ネットワークの構築

センサーノード間の通信については，実装の簡便を考慮

し，Wi-Fi APを複数用意し，APを介したインフラストラ

クチャーモードで実現している．なお，アドホックモード

でのメッシュネットワークの構築も試行したが，安定性に

課題を残したため，そのような方針としている．BATMAN

プロトコル等の利用も可能であるが，ルーティングオーバ

ヘッドが大きいこと，ならびに研究室レベルの大きさでは

全ノードが 1ホップ内に収まってしまい，APを利用する

場合と差異がないため，APによる接続としている．

Edison は格子状に配置し，位置に応じて IP アドレス

を付与する．すなわち，今回は既にグリッド状になって

いるWSNを想定し，その位置情報に基づいて CNNのユ

ニットが割り当てられていると仮定する．位置と IPアド

レスが相互に変換可能な割り当て規則を採用することで，

MicroDeepで必要な位置情報通信を疑似的に実現する．

4.3.2 CNNユニットの実装

各センサーノードは，順伝播における畳み込み層，プー

リング層，全結合層のユニットを有し，データの送信ノー

ドおよび受信ノードの位置情報から IPアドレスを求め，

TCPソケット通信でデータ交換を行う．逆伝播では，順

伝播と逆のデータの流れで処理が行われるため，順伝播で

作成したソケットを利用してデータの送受信を行う．逆伝

播のユニットの処理が完了した後，畳み込み層ユニットが

割り当てられているノードでは，受信した前の層のデータ

を用いてノード毎にパラメータの更新を行う．この際ノー

ド間の通信は行われない．

4.3.3 欠損プログラム

ノード間通信が不安定な場合やノードが動作停止した場

合などはノード欠損として扱う．そのようなノード欠損

は，ノード間データ送受信ソケットの監視および一定時間

のタイムアウト処理により判断する．具体的には，ノード

への接続要求，データ送受信待ちにおいてタイムアウト時

間を設定し，タイムアウトとみなした場合は以降その通信

先のノードは欠損として扱う．なお，タイムアウト時間は

各層の実行時間を考慮し，層毎に決定する．

今，入力層にセンサーデータ入力があった時刻を便宜上，

時刻 0とする．第 n層の順伝播におけるタイムアウトの時

刻を Fn，逆伝播におけるタイムアウト時刻を Bn とする．

また，初期接続要求のタイムアウト時間を tc，各層におけ

る順伝播処理時間を tf，逆伝播処理時間を tbとし，最後の

層を Lとする．このとき，以下のようにタイムアウト時刻

を定義する．
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(a) (b) (c)

図 7 センサーからの入力データの視覚化

F1 = tc + tf

Fn =

n−1∑
i=0

Fi + tf

BL =

L∑
i=0

Fi + tf + tb

Bn =

L∑
i=n+1

Bi + tb

ソケットについては読み込みおよび書き込みができなく

なった場合を切断とみなし，ノード欠損として扱う．これ

により欠損とみなされたノードにはデータを送信せず，そ

のノードから受信するはずのデータは 0として扱う．

5. MicroDeepを用いた異常歩行検知と評価

実装した MicroDeep を用いて以下の性能評価実験を

行った．

5.1 データセット

図 5のセンサーアレイを用いて壁に設置し，5人の被験

者にその前を歩行または転倒してもらい，計 55回の歩行サ

ンプルを取得した．センサーアレイの前を人が通過した際

の出力電圧の変化を PCに表示させた様子を図 7に示す．

55回中 23回は転倒動作であり，それらには「異常」のラ

ベルを，通常の通過動作には「正常」のラベルを付与した．

取得したデータは毎秒約 5フレームの 6× 6ピクセルの動

画とみなすことができる．今回は，2秒程度で人の通過を

検知できることから 10フレームを 1データとしている．

また，スライディングウィンドウを用い，1フレームごと

にスライドさせたデータを構成し，6× 6× 10のデータを

計 1600収集し，CNNへの入力データとした，うち 1070

個は「正常」ラベル，530個は「異常」ラベルであった．

5.2 学習精度とデータ通信量の評価

まず，評価の効率化のため，実装したMicroDeepを 1ノー

ドに集約し，仮想的な分散環境において学習精度を評価し

た．本評価では，畳み込み層 1層，プーリング層 1層，全結

合層 1層，出力層 1層の CNNを用いた．CNNのハイパー

パラメータはそれぞれ以下のように設定した．MicroDeep

による分散学習の場合は，フィルタ数：K(1) = 5，フィルタ

サイズ：h(1) = 3，プーリングサイズ：s(1) = 2，パディン

(a) 最適なパラメータ選択の場合 (b) 制約の中でのパラメータ選択

の場合

図 8 各センサーノードのデータ通信量

グサイズ：0，全結合層のユニット数：50，バッチサイズ：

1，学習回数：10であり，比較対象として最適なハイパー

パラメータ設定がなされた集中型 CNNの場合は，フィル

タ数：K(1) = 20，フィルタサイズ：h(1) = 3，プーリング

サイズ：s(1) = 2，パディングサイズ：0，全結合のユニッ

ト数：70，バッチサイズ：4，学習回数：10とした，10回

ずつ学習と評価を行った結果を平均化したものを学習精度

とした．なお，学習には時間を要するため，学習精度の評

価時にはデータ送受信を省略するため，前述のように 1台

に分散プロセスを導入し，仮想的に分散学習を行っている．

また，データ通信量は 1回の送受信データを 1として評価

を行った．

その結果，最適なハイパーパラメータを設定した場合に

おいて，学習精度は 91.875%，各センサーノードの通信量

は図 8(a)で示され，最大通信量は 360となった．一方，提

案手法において，学習精度は 89.7275%，各センサーノー

ドの通信量は図 8(b)で示され，最大通信量は 210となっ

た．したがって，提案手法の性能としては，通常の最適化

された CNNと比較して，およそ 2%の学習精度の低下が

みられたが，データ通信量はおよそ 40%削減された．

また，通常の CNNにおいて提案手法と同じハイパーパ

ラメータを設定した場合，学習精度は 90.4775%となり，提

案手法における重み共有を行わないパラメータ更新でも，

精度の差は 1%未満であり，通常の CNNと同程度の学習

精度を達成可能であることが確認できた．

提案手法の学習精度は，依然として高い精度を達成して

おり，分散学習を実行するにあたって，十分な精度だとい

える．

5.3 センサーNWのノードの欠損による影響

一部のセンサーが欠損している状態での評価についても

行った．6× 6のセンサーノードのうちランダムに 1割 (3

個)および 2割 (7個)のセンサーノードが欠損している場

合について評価を行った．その結果，1割のノード欠損で

は 89.7075%，2割のノード欠損では 89.03%となった．こ

の結果から，センサノードの 2割が欠損したとしても，セ

ンサーネットワークの性能を維持できることが確認された．

また，プーリング層の処理を行っている 4つのノードの

うち 3つが欠損した場合には 81.125%となった．これは重

要な特徴が欠損しすぎることによって，大幅な学習精度の

低下となった．しかし，このような欠損の状況は非常に稀

であり，また，このような最悪な状況でも学習精度はある
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表 2 各ノードの積算電流量

各ノード 学習時 通常時 増加量

入力層のノード 0.063Ah 0.046Ah 0.017Ah

畳み込みノード 0.078Ah 0.046Ah 0.032Ah

プーリングノード 0.079Ah 0.046Ah 0.033Ah

全結合ノード 0.080Ah 0.046Ah 0.034Ah

程度維持できているといえる．

5.4 Edisonによる消費電力と実行時間の評価

図 9のように実際に，36台の Edisonに分散型深層学習

を実装し，学習を行った際の消費電力と実行時間について

の評価を行った．消費電力については，36台のうち同層の

ユニットが割り当てられているノードの消費電力の差は微

量であると考え，割り当てられているユニットごとに，入

力層のノード，畳み込みノード，プーリングノード，全結

合ノードの 4種類に分割して評価を行った．消費電力の評

価方法については，USB電流チェッカーを用いて，学習を

初めてから終わるまでの積算電流量を測定する．その学習

にかかった積算電流量と，学習にかかった実行時間と同じ

時間の何も実行しない場合の Edisonの積算電流量を比較

することで，分散学習による 1つのノードにおける消費電

力を求める．また，その時の送信データ量と受信データ量

についても ifconfigコマンドを用いて同様の方法で評価を

行った．5.2節と同様のパラメータにおいて，分散学習を

実行した．この時の様子を図 10に示す．その結果，実行

時間は 30:33となり，積算電流量，送信データ量および受

信データ量は表 2，3，4のようになった．送信データおよ

び受信データ量の結果から，仮想的にデータ通信量の評価

を行った図 8と比較しても，同様の比率であり，5.2節の

仮想的な評価によって，データ通信量を評価することがで

きるといえ，提案手法によってデータ通信量を削減するこ

とができることが分かる．

入力層のノードは，データの送信のみを行い，計算処理

を行わないため，他の Edisonと同期すること無く送信デー

タを送るとプログラムが終了する．一方，他のノードは，

データの送受信の後，計算処理を行うため，他のノードの

処理を待つ必要がある．そのため，学習が終わるまでプロ

グラムを動かし続ける必要がある．そのため，入力層の

ノードのみ積算電力量が低い結果となったと考えられる．

また，各ノードのデータの送受信量については，層が深い

ノードほど処理が多いため，送受信データ量が大きい結果

となった．これら 2つの結果から，送受信データ量の増加

による積算電力量への影響は軽微であることが分かる．し

たがって，分散学習において，センサーノード間の通信量

を許容することができると考えられる．

次に学習において実行時間の要因と考えられるパラメー

タのうちフィルタ数，学習回数，ユニット数およびバッチ

サイズを変更した時の実行時間について評価を行った．な

図 9 Edison による評価実験の様子

(a) 実行初期 (b) 実行途中 (c) 実行終了時

図 10 分散学習時の Tester

表 3 各ノードの送信バイト数

各ノード 学習時 通常時 学習時-通常時

入力層のノード 1.2MiB 249.8KiB 950.2KiB

畳み込みノード 8.3MiB 250.0KiB 8.1MiB

プーリングノード 15.7MiB 246KiB 15.5MiB

全結合ノード 20.2MiB 236.3KiB 20.0MiB

表 4 各ノードの受信バイト数

各ノード 学習時 通常時 学習時-通常時

入力層のノード 569.6KiB 423.4KiB 146.2KiB

畳み込みノード 7.5MiB 408.7KiB 7.1MiB

プーリングノード 14.6MiB 420.8KiB 14.2MiB

全結合ノード 16.6MiB 393.5KiB 16.2MiB

(a) フィルタ数を変更したとき (b) 学習回数を変更したとき

(c) ユニット数を変更したとき

(仮)

(d) バッチサイズを変更したとき

図 11 パラメータを変更したときの実行時間の変化
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お，ノード数の関係上，層数とフィルタサイズの変更はで

きなかったため，それらは同じとしている．フィルタ数 5，

学習回数 5，ユニット数 50，バッチサイズ 160に固定した

とき，それぞれのパラメータを変更した時の実行時間を図

11に示す．図 11の結果から，実行時間の要因となるパラ

メータの中で．フィルタ数，学習回数，ユニット数に関し

ては，実行時間とほぼ比例関係にあり，バッチサイズに関

しては，バッチサイズを増やすごとに徐々に実行時間の短

縮率が低下することが確認された．

6. おわりに

本研究では，無線センサーネットワーク内で深層学習

を実行する MicroDeepの実装と評価について述べた．Mi-

croDeepでは，CNNのユニットを無線センサーノードに

割り当て，センサーノード間の通信によって CNNの学習

を分散実行する．モーションセンサーアレイを用いて，そ

の前を通過する際の通常歩行および転倒動作を検知する

シナリオを対象とし，この分散実行プロトコルによる学習

精度への影響を，通常の学習プロトコルと比較することで

評価を行った．また，実際に分散学習プロトコルを Intel

Edisonからなるセンサーネットワーク上に実装し，Edison

の処理負荷および通信量に関する評価を行った．その結

果，分散型による学習精度への影響およびデータ通信によ

る消費電力の増加は軽微であり，分散学習時の消費電力は

アイドル時の 2倍未満であることが確認された．

なお，今回は，センサーモジュールによって予め収集し

たデータを用いた分散学習を行ったが，今後はセンサーモ

ジュールで収集したデータをセンサーノードで逐次学習す

るシステムの実現を目指していく．また，欠損ノードの早

期発見機構なども実装し，実環境での実行に耐えうるシス

テム実装を行っていく予定である．最終的には，この分散

学習システムをエナジーハーベスティングなセンサーに導

入し，WSN内でエネルギー効率の高い深層学習を実現し

ていきたいと考えている．
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