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概要  データマイニング分野で重要な問題の一つに頻出パターン抽出問題がある。頻出パターン抽出

手法では、多くの拡張手法を生んだ Apriori が有名である。2000 年になると Apriori よりも高速な手法とし

て、FP-growth が提案されたが、従来の並列化手法の多くは、依然として Apriori に基づいている。本稿で

は、並列にディスクアクセスを行い、FP-tree をローカルに構築することによって、FP-growth を並列化す

る。本手法を 32 ノードクラスタ上で実験した結果、最小サポートを 0.25%とした場合に約 2 倍の速度向上

を得ることができた。また、最小サポートを 2%とした場合、約 130 倍の速度向上を得ることができた。 
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Abstract   
Frequent patterns mining is one of the important problem in data mining research. The Apriori is a prominent 

algorithm followed by many variants. In 2000, the FP-growth, which is reported to be faster than the Apriori, was 
proposed. However, many parallel algorithms of frequent pattern mining are still based on the Apriori. In this paper, 
we propose a parallelized version of the FP-growth, which accesses disks in parallel and constructs local FP-trees 
on each local memory. As a result of the evaluation using 32 node PC cluster, our method is approximately 2 and 
130 times faster than sequential FP-growth, when minimum support is 0.25% and 2%, respectively. 
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1. はじめに  
近年、ネットワーク環境の整備、記憶装置の

低価格化が進むにつれて、大量のデータを蓄積

することが可能となった。しかし、データは記

号の列にすぎず、データから情報を見出すのは

本来ユーザの役割である。無秩序に集められた

大規模なデータから、有用な知識を抽出するデ

ータマイニング技術が注目されている。  
データマイニング技術における重要な手法の

一つとして、頻出パターン抽出がある。頻出パ

ターンは、購買データから併売パターンを抽出

するバスケット解析、Web ログからユーザの行

動パターンを抽出する Web ログ解析、DNA 解

析などに利用される。頻出パターンを抽出する

ためには、大規模なデータに対して処理を行う

ため、効率よく頻出パターンを抽出する手法の

研究が行われている。  
従 来 の 頻 出 パ タ ー ン 抽 出 手 法 の 多 く は 、

Apriori アルゴリズム [1]をベースとする、候補パ

ターンを生成する手法であった。近年では、

Apriori とは異なるアプローチで頻出パターン

を抽出する手法の研究も行われている。また、

頻出パターン抽出処理は、並列性が高く、PC ク

ラスタなどをターゲットとした、並列化手法の

研究も行われている。しかし、従来の並列化手

法は、なおも多くが Apriori に基づいている。そ

こで本稿では、Apriori に基づかない FP-growth
アルゴリズ ム [2]の並列 化手法を提 案する 。
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FP-growth は、後に拡張手法 [6]を生む重要なア

ルゴリズムであり、並列化を行えば、それらの

アルゴリズムの高速化にも貢献できると考えら

れる。  
本稿では、第 2 節で従来の頻出パターン抽出

手法について、逐次アルゴリズムと並列アルゴ

リズムに分類して述べる。第 3 節では、FP-growth
アルゴリズムの並列化手法について述べる。第

4 節では、第 3 節で述べた手法の性能評価につ

いて述べる。第 5 節で、まとめをおこなう。  

2. 従来手法  
第 2 節では、頻出パターン抽出問題について

概要を述べ、従来行われてきた頻出パターン抽

出手法について述べる。  

2.1 頻出パターン抽出問題  
頻出パターン抽出問題は、以下のように定義

される。アイテムの集合を I={i1, i2, …, im}、ト

ランザクションデータベースを T ={t1, t2, …, tn | 
t i⊆ I }とする。T の各要素 t i をトランザクション

とする。アイテム集合 X のサポート support(X)
は、T 全体に対して X を含むトランザクション

の割合を表す。 k 個のアイテムからなるアイテ

ム集合を k-itemset とする。頻出パターンとは、

ユーザが与えた最小サポートを満たすアイテム

集合である。頻出パターン抽出問題は、ユーザ

が与えた最小サポートを満たす全ての頻出パタ

ーンを、T から抽出することである。  

2.2 従来の頻出パターン抽出アルゴリズム 
本節では、これまでに多くの手法で引用され

ている Apriori ベースのアルゴリズムについて

述べる。その後、近年提案されている、トラン

ザクションデータベースを別のデータ構造に変

換し、頻出パターンを抽出する手法について述

べる。  

2.2.1 Apriori アルゴリズム  

効率的に頻出パターンを抽出する手法として、

1994 年に提案されたアルゴリズムが Apriori で

ある [1]。Apriori は、多くの拡張手法のベースと

なるアルゴリズムである。  
Apriori は、発見された頻出アイテムセットか

ら候補アイテムセットを生成し、数え上げを行

う。Apriori は、1 回目のスキャンで頻出 1-item
を抽出し、k 回目のスキャンで頻出 k-itemset を
抽出する。頻出 k-itemset から候補 (k+1)-itemset
を生成し、数え上げを行う。  

Apriori アルゴリズムの問題点は、候補パター

ンの数が莫大になるということである。また、

候補パターンをチェックするために、データベ

ースを繰り返しスキャンする必要がある。具体

的には、データベース中の頻出パターンを構成

する要素数の最大値が k であるとすると、k 回

のスキャンが必要である。  

2.2.2 Apriori 拡張手法  
Apriori の拡張手法は、前節で述べた問題点を

緩和することで効率化・高速化を図る。  
1997 年に Park らによって提案された Dynamic 

Hashing Pruning(DHP)は、ハッシュ表を用いるこ

とによって、候補アイテムセット数を減少させ

る手法である [3]。DHP は、特に要素数 2 の候

補アイテムセット数を減少させることができる。 
1997 年に Stanford 大学の Brin らによって提案

された Dynamic Itemset Counting(DIC)アルゴリ

ズムは、Apriori アルゴリズムのスキャンコスト

を抑える手法である [4]。DIC は、データベース

を等分割する。1 回目のデータスキャンにおい

て、パーティション k を読んでいるあいだに、

要素数 k のアイテムセットを数え始める。DIC
は、パーティションごとでデータ内容に均一性

がある場合に効果的である。  
 

2.2.3 FP-growth アルゴリズム  
2000 年に、Han らが提案した FP-growth アル

ゴリズムは、候補パターンを生成せずに、全て

の頻出パターンを抽出する [2]。FP-growth は、

FP-tree 構造と呼ばれる特殊なデータ構造を利

用する。FP-tree 構造は、巨大なトランザクショ

ンデータベースがコンパクトに圧縮されたデー

タ構造であるため、スキャン回数を減らすこと

ができる。  
FP-tree 構造においては、頻出アイテムのみが

頻出パターン抽出に使われる。頻出アイテムを

発見するために、データベースを 1 回スキャン

する必要がある。抽出された頻出アイテムをサ

ポートの値により、頻度が降順になるように並

び替える（このリストを F-list とする）。そして、

空（null）のラベルを持つ木のルートを作る（こ

の木を T とする）。頻出 1-item から FP-tree 構造

を構築するために、2 回目のスキャンが行われ

る。2 回目のスキャンでは、具体的には、以下

の手順で FP-tree 構造を構築する。各トランザク

ションに対して、  

1. トランザクションから頻出アイテムを抽出し、

F-list に従ってソーティングを行う。  

2. T が F-list の要素である子を持っていれば、そ

の子のカウントを 1 増やす。そうでないと

きは、新しくカウント 1 を持つ子を作る。  

3. F-list の最後の要素まで 1、2 の操作を繰り返

す。  

全てのトランザクションで処理を終えたら、

同じ名前（アイテム ID）を持つノードにリンク

を付ける。さらに、各頻出アイテム a i に対して、

先頭の a i を指すヘッダテーブルを作成する。  
表 1 のようなトランザクションデータベース

から、FP-tree 構造を構築する例を示す。ここで、

最小サポート値を 3 とする。  
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表  1：トランザクションデータの例  

TID Items Frequent Items
100 f, a, c, d, g, I, m, p f, c, a, m, p 
200 a, b, c, f, l, m, o f, c, a, b, m 
300 b, f, h, j, o  f, b 
400 b, c, k, s, p c, b, p 
500 a, f, c, e, l, p, m, n f, c, a, m, p 

 
1 回目のスキャンでは、頻出 1-item が抽出さ

れ、F-list<(f:4), (c:4), (a:3), (b:3), (m:3), (p:3)>が
生成される。続いて 2 回目のスキャンを行う。

各トランザクション中の頻出アイテムは、F-list
の順序に従って並べ替えられる。最初のトラン

ザクションから、最初の枝である <(f:1), (c:1), 
(a:1), (m:1), (p:1)>を得ることができる。2 番目

のトランザクションから、<f, c, a, b, m>という

枝が得られる。この枝は、最初に作られた枝<f, 
c, a, m, p>と<f, c, a>を共有するので、prefix 部

分のノードのサポートがインクリメントされる。

そして、新しいノード (b:1)が生成され、 (a:2)の
子としてリンクされる。もうひとつの新しいノ

ード (m:1)が、(b:1)の子としてリンクされる。以

降のトランザクションに対しても、同様の処理

を繰り返して、図 1 に示す FP-tree 構造が構築さ

れる。  

 

図  1: FP-tree 構造の例（文献 [2]より）  

FP-growth アルゴリズムは、FP-tree 構造の以

下の 2 つの特徴を利用する。１つ目は、どんな

頻出アイテム a i に対しても、先頭の  a i を示すヘ

ッダテーブルから、a i のノードリンクをたどる

ことにより、a i を含む生成可能な頻出パターン

を全て得ることができるということである。２

つ目は、パス P にあるノード a i を含む頻出パタ

ーンを数えるためには、パス P におけるノード

a i の prefix-path を求めるだけでよく、prefix-path
にあるノードのカウントは、ノード a i のカウン

トと等しいということである。  

2.2.4 Pattern Decomposition 

2001 年に Zou らによって提案された Pattern 
Decomposition(PD)は、FP-growth アルゴリズム

と同様に、データベースを別のデータ構造に変

換し、頻出パターンを抽出する手法である [5]。
FP-growth と異なる点は、PD は新しいデータ構

造を前もって構築しないという点である。その

代わりに、パスを経るごとに、非頻出アイテム

セットを用いて、データセットを分解しサイズ

を小さくする。  

PD は、頻出パターンを発見するためにボトム

アップ探索を行う。データセット D1 に対して、

パス 1 から開始する。パス k において、長さ k
の頻出アイテムセットが抽出される。以下に、

パス k における処理を示す。  
1. Dk にある全ての k-itemset を数え、頻出アイテ

ムセット Lk と非頻出アイテムセット～Lk を

生成する。  
2. ～Lk にあるアイテムセットを含まない Dk+1 を

得るために、Dk を分解する  
こ こ で 、 ア イ テ ム セ ッ ト I の 分 解

(decomposition)とは、～Lk に含まれる非頻出ア

イテムセットを含まない、 I の最も大きい部分

集合 S を見つけることである。つまり、S に含

まれる k-itemset はすべて Lk で頻出である。  

2.2.5 逐次アルゴリズムのまとめ  

従来の多くの頻出パターン抽出手法は、

Apriori をベースとして、改良を加えるもの

であった。FP-growth が提案された 2000 年

以降は、トランザクションデータを、独自

のデータ構造に変換することで、効率よく

頻出パターンを抽出する手法が提案されて

いる。本稿で紹介した FP-growth や、PD 以

外 に も 、 H-Mine[6] や Oppotunistic 
Projection(OP)[7]といった手法が提案され

ている。H-Mine は、密なデータセットに対

しては、FP-growth を適用する。図 2 に頻出

パターン抽出手法の変遷を示す。  
 

 

図  2: 頻出パターン抽出手法の変遷  

2.3 従来の並列化アルゴリズム 
頻出パターン抽出を高速化するために、並列

化の研究が行われている。以下では PC クラス

タなどの分散メモリ型並列計算機をターゲット

とした並列化手法について述べる。  

2.3.1 Count Distribution 

Apriori の最も簡単な並列化手法は、1996 年に

Agrawl ら に よ っ て 提 案 さ れ た Count 
Distribution(CD)である [8]。CD では、トランザ

クションデータベースを複数のノードに分配し、

各ノードで独立に候補アイテムセットの出現頻

度を求める。Apriori アルゴリズムの k 回目のパ
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スが以下のように並列化される。  
1. 要素数 k の候補アイテムセットを全ノードに

送信する。  
2. 各ノードで、割り当てられたトランザクショ

ンデータをスキャンして、候補アイテムセ

ットの出現頻度を数える。  
3. 1 つのノードで 2.の結果を候補アイテムセッ

トごとにマージして、データベース全体で

の出現頻度（グローバルサポート）を求め

る。  
4. 同じノードで要素数 k+1 の候補アイテムセッ

トを生成する。  
以上の 1～4 の処理を候補アイテムセットがな

くなるまで繰り返す。  
CD ではローカルディスク中の候補アイテム

を数えている間は、各ノードが独立して動作で

きるので、候補アイテムセットが 1 つの主記憶

に収まる場合は、高い台数効果が期待できる。  

2.3.2 Hash Partitioned Apriori 

CD は候補アイテムセットを全ノードに複製

するため、候補アイテムセットが各ノードの主

記憶に収まらない場合、並列に処理を行っても

高速化が達成できなかった。1996 年に東京大学

の Shintani ら に よ っ て 提 案 さ れ た Hash 
Prtitioned Apriori(HPA)は、ハッシュ関数を用い

て候補アイテムセットをノードごとに分割し、

ノード全体での記憶効率を高めることができる

手法である [9]。HPA の手順は以下のとおりであ

る。  
1. 要素数  k の各候補アイテムセットをハッシ

ュ関数によって決定されるノードに送信す

る  
2. 各ノードで、割り当てられたデータベースの

各トランザクション t に対して    
a) t から要素数 k の部分集合をすべて作り、

各々について 1.のハッシュ関数を適用し

て決定されるノードに送る。  
b) 要素数 k のトランザクションを受信したノ

ードは、それと一致する候補アイテムセッ

トを探し、その出現数を 1 増やす。  
3. 各ノードが、候補アイテムセットが頻出か否

かを決定し、結果を１つのノードに集める。 
4. 結果が集められたノードで、要素数 k+1 の候

補アイテムセットを生成する。  
HPA では記憶効率を高めることができ

る代わりに、ノード間の通信やハッシュ関

数の計算を繰り返す必要がある。この問題

を 緩 和 す る た め に 提 案 さ れ た の が
HPA-ELD(HPA with Extremely Large itemset 
Duplication) ア ル ゴ リ ズ ム で あ る [9] 。
HPA-ELD では頻度の高い候補アイテムセ

ットを各ノードで複製して保持し、複製さ

れた候補は CD と同様に処理される。この

方法によって、アイテムセットの通信量を

減らすことができる。  

3. FP-growth 並列化手法  
第 2 節で述べたように、従来の頻出パターン

抽出並列アルゴリズムの多くは、Apriori を並列

化した手法であった。本論文では、Apriori をベ

ースとしない FP-growth アルゴリズムを並列化

することで、頻出パターン抽出の高速化を図る。 

3.1 FP-growth 並列化のポイント 
FP-growth アルゴリズムは、大きく分けて以下

の 2 ステップに分けることができる。  

STEP1 FP-tree 構造の構築  

STEP2 FP-tree 構造に対するマイニング  

ここで、並列化を行っていない FP-growth を

実行したときに、STEP1 と STEP2 を処理するた

めに必要な時間を図 3 に示す。また、FP-growth
総実行時間に対する、STEP1 処理時間と STEP2
処理時間の割合を図に示す。以上の実行時間は、

データセット T25I15D100k を入力データとして、

最小サポートを変化させて計測した。  
図 3 を見ると最小サポートが 0.4%以上の場合、

FP-tree 構築時間が FP-growth の総実行時間の

80%以上を占めていることがわかる。つまり、

最小サポートが 0.4%以上の場合は、FP-tree 構

築を高速化すれば総実行時間を大幅に短縮でき

ると考えられる。  
いっぽう、最小サポートが 0.4%未満の場合は、

総実行時間に対する FP-growth 時間の割合が増

えてくるため、FP-tree 構築の高速化とともに木

の走査を高速化することが必要となる。  
上記の点を踏まえると、FP-growth を高速化す

るためには、FP-tree 構築実行時間（STEP1 実行

時間）を短縮することが主要課題となる。  
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図  3: 最小サポートと FP-tree 構築時間の関係  

3.2 FP-tree 構築の並列化  

FP-tree 構造は、トランザクションデータ内の

頻出パターン抽出に必要な情報のみを圧縮した

コンパクトなデータ構造である。つまり、FP-tree
を構築するためには、トランザクションデータ

に対してスキャンを行う必要がある。並列化に

研究会Temp 
－330－



 

 5

よって得られる大きな利点の一つとして考えら

れるのが、トランザクションデータに対するス

キャンを並列化できることである。例えば、 p
台のノードのディスクにデータが格納されてい

れば、シーケンシャルにデータを読む場合に比

べて、単位時間あたり p 倍のデータ量を読むこ

とができる。この利点を生かして、FP-tree 構築

を並列化する。各ノードはローカルディスクか

ら、ローカル FP-tree を構築する（図 4）。  
 

 

図 4: FP-tree 構築の並列化  

具体的には以下の手順をとる。CD と同様に、

トランザクションデータを先頭から均等に各ノ

ードに分配しておく。  

1. 各ノード Pn がローカルディスク Dn からアイ

テムのサポートを求める。  
2. データベース全体でのサポートを得るために

ローカルサポートをマージする。  
3. 各ノード Pn がローカルな FP-tree である Tn

を構築する  

以降で、各手順をさらに詳細に説明する。  

3.2.1 ローカルアイテムの数え上げ  
1 度目のスキャンでは頻出 1-アイテムを数え

る。効率よく頻出アイテムを列挙するために、

入力データを各ノードにあらかじめ分配してお

く。各ノードには同数のトランザクションが分

配される。各ノードは、トランザクションに現

れるローカルなアイテムを数える。ローカルな

アイテムをカウントしている間、各ノードは独

立して動作する。  

3.2.2 グローバルサポートの数え上げ  
各ノードにおいてローカルなアイテムのカウ

ントが終了したら、入力データ全体でのサポー

トを得るために、ローカルサポートをマージす

る。マージにあたっては、各ノードが他のノー

ドにローカルサポートを送信することによって、

全てのノードでグローバルサポートが数えられ、

頻出でないアイテムが除かれる。見つかった頻

出アイテムは、サポートが降順に並ぶようにソ

ートされる。このリストが FP-growth における

F-list である。  

3.2.3 ローカル FP-tree 構築  
ローカル FP-tree を構築するために、2 度目の

データベーススキャンを行う。各ノードはロー

カルなトランザクションからローカル FP-tree
を構築する。各トランザクションに対して F-list
にある頻出アイテムだけが集められる。 F-list
の順序にしたがって各アイテムの頻度が降順に

並ぶようにソートされる。  
各トランザクション内でソートされたアイテ

ムは、ローカル FP-tree を構築するために以下の

ように使われる。  

1. トランザクションに出現するアイテムに対し

て、 root に子ノードが存在するかどうかを

チェックする。  
2.  子ノードが存在すれば、子ノードのサポー

トをインクリメントする。  
 子ノードが存在しなければ、出現したア

イテムのために、新しいノードを追加し、

サポートを 1 とする。  
3. 読み込んだアイテムを新しい root として、ト

ランザクションに出現する次のアイテムに

対しても手順 1.を繰り返す。  

以上の手順で、各ノードのローカルディスク

からローカル FP-tree を構築する。ヘッダテーブ

ルには、データベース全体で頻出するアイテム

と、そのサポートが格納されている。また、ヘ

ッダテーブルは、各ノードのローカル FP-tree
で最初に出現する各アイテムへのリンクを持つ。 

3.2.4 FP-growth 並列化  
STEP2 で は STEP1 で 構 築 し た ロ ー カ ル

FP-tree に対して、マイニングを行う。各ノード

がローカル FP-tree から、条件付き pattern base
を生成する。条件付き pattern base とは、あるア

イテム集合 X よりも前に現れたアイテムのリス

トである。各ノードが、X についての条件付き

pattern base の対応するアイテムをマージし、同

一アイテムのグローバルなサポートを求める。

X の条件付き pattern base のサポートが最小サ

ポートより大きければ、条件付き FP-tree にアイ

テムを追加する。生成された条件付き  FP-tree
は、全ノードで共有され、この木に対してマイ

ニングを行う。  

4. 性能評価  
第 3 節で述べた手法を 32 ノード PC クラスタ

上で実装した。各ノードは、Intel Pentium4 プロ

セッサ 2.40GHz と、1GB(512MB×2)のメモリを

持つ。また、各ノードは、1000Mbps イーサネッ

トで接続されている。並列アルゴリズムの実装

に は 、 フ リ ー な 通 信 ラ イ ブ ラ リ で あ る

MPICH(Version 1.2.5)を用いた。また、性能を評

価するために、IBM 人工データセット生成プロ

グラム [10]を用いた。このプログラムは、入力

パラメータによって性質の異なるデータセット

を生成する。今回の実験では、T25I15D100k と

してデータセットを生成した。  
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ノード台数を 1 台から 32 台まで変化させて、

最小サポート値 2.00%、1.60%、1.20%、0.80%、

0.40%、0.25%の場合について実験を行った。ノ

ード台数が 1 台の場合は、並列化を施していな

いプログラムを実行し、実行時間を測定した。

実験結果を、PU 台数と速度向上率の関係でグラ

フに表したのが図 5、図 6 である。また、最小

サポートと実行時間の関係でグラフに表したの

が図 7 である。  
図 5 を見ると、最小サポートが 2.00%の

場合、ノードを 32 台投入すると約 130 倍の

速度向上を得ることができている。投入し

たプロセッサ台数以上の台数効果が得られ

ている要因は、ディスクアクセスを並列化

したことによって、ボトルネックであるデ

ィスクアクセスにかかる時間が短縮された

ためであると考えられる。  
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図  5: PU 台数と速度向上率の関係  
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図 6: PU 台数と速度向上率の
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図 7: 最小サポートと実行時間の関係  
 

図 7 において、ノード台数を固定して見

ると、最小サポートが小さくなるにつれて、

台数効果が小さくなっている。最小サポー

トが 0.25%の場合、得られた速度向上は約 2
倍（4 ノード使用時）だった。これは 3.1 で

述べたように、最小サポートが大きいほど、

FP-tree 構築に占める時間的割合が大きく、

FP-tree 構築の並列化が効果的に働くためで

ある。もう一つの原因は、最小サポートが

小さければ小さいほど、頻出アイテム総数

が多くなり、FP-growth（STEP2）実行時の

通信コストが高くなるためであると考えら

れる。  
以上の結果により、ディスクアクセスを

並列化することによる、FP-tree 構築部分の

並 列 化 が 有 効 で あ る こ と が わ か っ た 。

FP-tree 構築部分を並列化することによって、

頻出アイテムセットを抽出する時間を短縮

することができた。  

5. おわりに  

データマイニング分野の重要な問題とし

て、頻出パターン抽出がある。頻出パター

ン抽出は、バスケット解析や DNA 解析など

に適用されるが、大規模なデータを対象に、

処理を行うため時間が掛かるという問題が

ある。従来の頻出パターン抽出を高速化す

る研究は、多くが Apriori に基づいていた。

最小サポート
6

35

1.20%

0.80%

0.40%

0.25%

関係  

2

1PU

2PU

4PU

8PU

16PU

32PU

本稿では、Apriori に基づかない FP-growth
の並列化を提案した。ディスクアクセスを

並列化し、FP-tree をローカルに構築するこ

とで並列化を実装した。最小サポートを

0.25%として 32 ノードクラスタで実験を行

った結果、約 2 倍の速度向上を得ることが

できた。また、最小サポートを 0.25%とし

て同じ実験を行った場合は、約 130 倍の速

度向上を得ることができた。  
今後の課題としては、最小サポートが小

さい場合に、並列処理効率が低下するとい

う問題を解決するアルゴリズムの検討があ

げられる。また、Apriori アルゴリズムをベ

ースとする CD や HPA といった従来の並列

化手法と比較を行う必要がある。  
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