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推薦論文

Stacked Convolutional Denoising Autoencoders
を用いた2誘導心電図からの特徴抽出および不整脈分類

高橋 柊1,†1 落合 桂一1,a) 深澤 佑介1

受付日 2018年3月1日,採録日 2018年9月7日

概要：さまざまなモノおよびコトをインターネットに接続することで，ログ収集および相互制御を行う
Internet of Things（IoT）に注目が集まっている．IoTの活用により，今までセンシングが困難であった情
報がリアルタイムに取得可能となることが期待されている．1つの例として心電計測があげられる．心電図
（ECG）をリアルタイムに解析することができれば，IoTデバイスの活用によりリアルタイムに不整脈など
を検出することが可能となる．本研究では，Stacked Convolutional Denoising Autoencoders（SCDAE）
を用いた，ECG波形からの高レベルな特徴抽出を提案する．また，事前学習した SCDAEの構造および重
みを抽出し，全結合層を追加した分類器を再学習する不整脈分類手法を提案する．未知の ECG波形から
の不整脈分類において，提案手法が既存手法（Accuracy：92.7%）に対し高精度（Accuracy：95.3%）で
あることを示す．
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Abstract: Internet of Things (IoT) which connects various kinds of things via internet each other and gath-
ers logs has much attention. It is expected for utilizing IoT to make it possible to acquire information which
was conventionally difficult to sense in real-time. One example is electrocardiography. If we can analyze
electrocardiogram (ECG) in real time, it becomes possible to detect arrhythmia in real time by using the IoT
device. In this paper, we propose high level feature extraction from ECG waveform using Stacked Convolu-
tional Denoising Autoencoders (SCDAE). ECG classifier is built by combining the architecture and weights
of SCDAE with fully connected layer. Evaluation results show that the proposed method (Accuracy: 95.3%)
outperforms the existing works (Accuracy: 92.7%) for unseen ECG beats.
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1. はじめに

近年，さまざまなモノおよびコトをインターネットに接

続することで，ログ収集および相互制御を行う Internet of
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Things（以下，IoT）に注目が集まっている [1]．IoTの活

用により，今までセンシングが困難であった情報がリアル

タイムに取得可能となることが期待されている．高河原

ら [2]は服型ウェアラブルデバイス「hitoe」を用いること

で，装着者の心電波形を検出する手法を提案している．服

本論文の内容は 2017 年 6 月の第 83 回 MBL 研究発表会にて報
告され，同研究会主査により情報処理学会論文誌ジャーナルへの
掲載が推薦された論文である．
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型デバイスおよび IoTの活用により，リアルタイムに心電

波形を検出することが可能となる．

本研究は，心電図（ECG; Electrocardiogram）からの不

整脈自動検出を目的とする．ECGをリアルタイムに分析

することができれば，IoTの活用によりリアルタイムなス

トレス度合い，不整脈検出が可能となる [3]．ECGからの

不整脈検出には以下のような問題が存在する．

観測対象による波形変化

ECG波形は観測対象者や観測時間によって変化する．

そのため，観測対象に対しロバストな不整脈の検出を

行うことは困難である．

心拍変動による波形変化

ECG波形は観測対象者のストレス状態や興奮，運動

などの生理学および精神的変化によって変化する．そ

のため，測定状態に対しロバストな不整脈の検出を行

うことは困難である．

観測ノイズ

ECG波形には観測ノイズが含まれている．そのため，

分析前には適切なノイズ除去が必要である．

観測対象および心拍変動による波形変動や観測ノイズに

対しロバストな不整脈検出が可能となれば，人や観測状態

を選ばずリアルタイムに不整脈検出が可能となる．本研究

では，Stacked Convolutional Denoising Autoencoders（以

下，SCDAE）を用いた ECGからの不整脈分類手法を提

案する．観測対象および心拍変動による波形変動に対し

て，SCDAEの畳み込み層が高レベルの特徴抽出を行い，

プーリング層が特徴の位置普遍性を獲得することが期待で

きる．また，SCDAEを事前学習（pre-training）をしたの

ち，SCDAEのエンコーダ部分に全結合のニューラルネッ

トワークを追加し再学習（fine-tuning）することで，観測

ノイズに対し頑強な分類モデルの構築が期待できる．

本研究の貢献は以下のとおりである．

• ECGからの不整脈分類において問題となる心拍変化

および観測ノイズ問題に対し，SCDAEを用いた高レ

ベルの特徴抽出について提案した．

• 事前学習された SCDAE に全結合層を追加すること

で，未知のユーザについて高精度な分類能力を持つ分

類器を提案した．

本論文では，次章にて関連研究について述べ本研究との

差分について説明する．次に，3 章にて提案手法の詳細を

説明する．4 章では実データを用いた実験を行い，既存手

法と提案手法の精度について検証する．最後に 5 章にて本

研究のまとめおよび今後の課題について述べる．

2. 関連研究

2.1 不整脈検出の流れと関連研究

ECGからの不整脈検出については，多くの手法が提案さ

れている．図 1に 2誘導ECGの概要を示す．ECGは心臓

図 1 ECG の概要

Fig. 1 Example of ECG.

の電気的な活動を記録している．2誘導 ECGでは，一般に

MLIIおよびV1の 2種類の波形が観測され，各波形の相互変

化を観察することで，不整脈の診断が可能となる．ECG波

形は，心拍間隔（以下，RRI）を基準に分割され，windowごと

に不整脈であるか否かが決定される．そのため，ECG分類に

は各windowから有効な特徴を抽出することが求められる．

ECG波形からの特徴抽出にはウェーブレット変換をも

ちいた研究がある．Srivastavaら [4]は離散ウェーブレッ

ト変換（DWT; Discrete wavelet transform）を用い，ECG

波形の周波数特性を抽出したのち，fuzzy hybrid neural

networkにより波形を分類する手法を提案している．DWT

を用いたスペクトル解析により圧縮された特徴が，ECG

波形分類に有効であることを示している．Tang ら [5]は

ECG波形よりピーク点（P，Q，R，Sおよび T点）を検

出し，各ピーク点間の距離および RSにより次元削減した

特徴を用い quantum neural networks（QNN）により波形

を分類する手法について提案している．しかし，これらの

手法はウェーブレット変換により抽出された特徴を用いる

ため，観測対象による波形変化が存在するという ECGの

特性上，未知の観測対象から得られた ECGデータを分類

することは困難である．

Osowskiら [6]は観測対象によって変化する ECG波形か

らラベルごとに共通した特徴を抽出するため，higher order

statistics（HOS）を用いた特徴抽出について検討している．

HOSを用いることで観測対象が異なる ECG波形について

も，ラベルごとに共通した特徴が抽出可能であることを示

している．

2.2 深層学習による不整脈検出の関連研究

Kiranyazら [7]は，不整脈検出の対象の患者のECGをト
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レーニングデータに用いた patient-specificな不整脈検出モ

デルを提案した．このモデルでは，1次元の Convolutional

Neural Networks（以下，CNN）を利用して不整脈を検出

する．評価では，特定の種別（4.1 節で後述するラベル Sお

よび V）の不整脈の検出性能で評価を行っている．Zubair

ら [8]は，Kiranyazらと同様にCNNを用いることで，未知

の観測対象におけるECGからの不整脈検出について検討し

ている．CNNを用いることで，新たに観測された ECG波

形について高精度に不整脈検出が可能であることを示して

いる．Rahhalら [9]は，オンラインでの不整脈検出を目的

に能動学習により不整脈検出のモデルを学習する枠組みを

提案し，その中で Stacked Denoising Autoencoders（以下，

SDAE）を用いたモデルを提案した．Rajpurkarら [10]は，

iRhythm Technologies *1の Zio Patch monitorを利用し約

30,000人の不整脈患者の 1誘導 ECGデータセットを構築

した．これは，不整脈検出の既存研究で広く使われている 2

誘導 ECGデータであるMIT-BIHデータベース（48人 30

分間の ECGデータ．詳細は 4.1 節を参照）*2より大規模で

ある．このデータを利用し，34層の CNNモデルを学習し

14種類の不整脈の種別に分類した．Pourbabaeeら [11]は，

発作性心房細動（Paroxysmal Atrial Fibrillation，PAF）の

検出を対象に CNNを特徴抽出に利用し，得られた特徴量

をKNNや SVMによって分類することで PAFを検出する

手法を提案した．この研究では PAFの検出に特化してお

り，複数種類の不整脈検出は評価されていない．

本研究では SCDAE を用いた ECG からの特徴抽出お

よび不整脈分類について検討する．既存研究においても，

CNNや SDAEを用いた ECG波形の分類手法が提案され

ているが，CNNに Denoising Autoencoder（以下，DAE）

を組み合わせた SCDAEによる不整脈分類は提案されてい

ない．SCDAEを用いることで，未知のユーザやノイズに

対しより頑強な特徴を抽出する．また，学習された重みを

用いた分類器を構築することで不整脈分類を行う．関連研

究と比較し，未知のデータに対する不整脈分類精度が高精

度であることを示す．

3. 提案手法

本研究では，SCDAEを用いた ECGからの特徴抽出およ

び不整脈分類について検討する．提案手法は以下の 2つの

ステップから構成される．なお，本研究における未知ユー

ザは，トレーニングデータに含まれないユーザのことと定

義する．

i) SCDAEによる特徴抽出（pre-training）

各波形からノイズを除去する SCDAEの事前学習（pre-

training）を行う．SCDAEにより，未知のユーザおよ

びノイズに対して頑強な特徴抽出が期待できる．

*1 http://irhythmtech.com/
*2 https://physionet.org/physiobank/database/mitdb/

ii) 分類器の構築（fine-tuning）

SCDAEの学習により得られたモデルより，エンコー

ダ部分を抽出し全結合層を追加した分類器を構築す

る．SCDAEの事前学習により得られた重みを利用し

分類器の fine-tuningを行うことで，高精度な分類器の

構築が期待できる．

3.1 SCDAEによる特徴抽出（pre-training）

Autoencoder（以下，AE）はニューラルネットワークを

使用した次元圧縮アルゴリズムである [12]．入力データと

出力データが同じようになるようニューラルネットワー

クを学習させることで，多量の特徴量から入力データの説

明に有効な圧縮された特徴量の抽出が期待できる．入力

x ∈ R に対し，エンコーダ y = fθ(x)とデコーダ gθ′(y)，

学習すべき重み θ, θ′ および損失関数を Lとしたとき，AE

は式 (1)の最適化問題として定義される．

minθ,θ′
1
2

n∑
i=1

L(xi, g(f(xi))) (1)

ただし，活性化関数を σ，学習により求められる重みを

W，バイアスを b，θ = {W, b}としたとき，fθ(x)は式 (2)，

g′θ(y)は式 (3)として定義される．

fθ(x) = σ(Wx + b) (2)

gθ′(y) = σ(W ′
x + b′) (3)

Vincentら [13]は AEの入力ベクトルにノイズを加える

ことで，AE と比較しより汎化された特徴の抽出を行う

DAE について提案している．図 2 に DAE の例を示す．

DAEでは入力X = xについての破壊プロセス（corruption

図 2 DAE の例：x にノイズを加えた x̃ を入力し x を復元する

Fig. 2 Example of DAE: Recovering x from x̃ which is added

noise.
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process）C(X̃|X)から X̃をサンプリングすることで，入力

ベクトル xを x̃に破損させる．破損させた x̃を入力とし，

AEと同様に xを復元するようなニューラルネットワーク

を学習させることで，AEと比較しより有効な特徴量の抽

出を試みる．入力データ X を生成する分布を P (X)とし

たとき，DAEは式 (4)の期待値最適化問題として定義さ

れる．

minθ,θ′EX∼P (X),X̃∼C(X̃|X)L(X, g(f(X̃))) (4)

近年，画像認識，言語処理などさまざまな分野において

CNNが高い認識精度を示している [14], [15], [16]．CNNで

は，畳み込み層（Convolutional layer）およびプーリング層

（Pooling layer）から構成されるニューラルネットワークで

ある．畳み込み層を用いることで入力データに出現するパ

ターンを認識し，プーリング層により入力データにおける

パターン出現位置について頑健なモデルを生成することが

可能となる [17]．Masciら [18]は AEのエンコーダ層およ

び中間層に CNNを利用した Convolutional Auto Encoder

（以下，CAE）を提案している．CAEより学習された重み

を用いた分類器が CNNと比較しよりよい分類精度である

ことを示している．Duら [19]は CAEを多層化し，入力

データにノイズを付加した SCDAEを提案している．既存

の特徴抽出手法と比較し，SCDAEがより汎化した特徴を

抽出することを示している．

本研究では，DAEのエンコーダ層とデコーダ層に畳み

込み層およびプーリング層を持つ SCDAEにより ECGか

ら特徴抽出を行う．ECG波形からの不整脈検出には，観

測対象および心拍変動による波形変化と観測ノイズ問題が

存在する．畳み込み層により高レベルの特徴認識を行い，

プーリング層により特徴の位置不変性を獲得することがで

きれば，観測対象および心拍変化に対し頑強な特徴を抽出

可能であると考えられる．また，入力データにノイズを加

えることで，観測ノイズに対して頑強な特徴抽出が期待で

きる．

SCDAEは式 (4)の期待値最適化問題と共通した性質を持

つが，エンコーダ fθ およびデコーダ gθ′ が全結合のニュー

ラルネットワークと異なる．SCDAEにおけるエンコーダ

を convfθ，デコーダを convgθ′ とすると，k ∈ H 番目の

フィルタ convfθ(x̃)k は式 (5)，convgθ′(y)は式 (6)により

定義される．ただし，∗は畳み込み処理とする．

convfθ(x̃)k = σ(x ∗ W k + bk) (5)

convgθ′(y) = σ

(∑
k∈H

convfθ(x̃)k ∗ W ′k + b′k
)

(6)

SCDAE のエンコーダ層における畳み込み処理の前後に

はプーリング層を挿入する．Pooling層はエンコーダでは

MaxPooling を行い，デコーダ層では，Upsampling を行

う．MaxPoolingは畳み込み層で計算されたフィルタの非

最大値以外を削除し，Upsamplingでは入力の値と同様の

値を任意の回数繰り返す．

SCDAEの損失関数 LSCDAE には二乗誤差（MSE）を用

いる．入力をノイズを加えた x̃，出力を xとしたとき，損

失関数 LSCDAE は式 (7)で定義される．

LSCDAE(θ) =
1
2n

n∑
i=1

(xi − x̃i)2 (7)

3.2 分類器の構築（fine-tuning）

SCDAEは分類機能を持たない．不整脈の検出を行うた

めに，3.1 節で学習した SCDAEのエンコーダに全結合の

ニューラルネットワークを追加する．図 3 に分類器構築の

概念図を示す．事前に学習した SCDAEの重みおよびエン

コーダの構造を抽出し，出力に全結合層（Fully connected

layer）を追加する．全結合層の出力数を分類したい不整脈

のラベルと揃えることで分類器を構築し，入力 x̃に対し，

出力を与えられたラベルとして分類器を学習する．

分類器における出力層の活性化関数には，softmax関数

を用いる．softmax関数を用いることで，各ユニットの出

力を各ラベルへの所属確率として扱うことが可能となる．

ここで，出力層におけるユニット数をN，入力を x，ユニッ

ト iの出力を xi としたとき，ユニット iの出力 p(i)は式

(8)で定義される．

p(i) =
exi∑N

j=1 exj

(8)

分類器の損失関数 LCLF には cross-entropy を用いる．

サンプル数を n，分類クラス数をm，サンプル iにおける

クラス j の分類器出力を pij としたとき，損失関数 LCLF

は式 (9)で定義される．

LCLF (θ) = − 1
n

n∑
i=1

m∑
j=1

yij log(pij) (9)

図 3 分類器の構築

Fig. 3 Building classifier.
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表 1 不整脈の 5 分類

Table 1 Number of samples for each class.

Label Description
Count

Train Test

N Normal beat 8,963 80,774

S Supraventricular ectopic beat 336 4,457

V Ventricular ectopic beat 993 9,201

F Fusion beat 191 1,162

Q Unknown beat 7 15

4. 実験

提案手法の有効性を確認するため評価実験を行った．こ

こでは実験の詳細と評価結果について説明する．評価は，

以下の 2つを行った．

評価 1 既存研究と同一条件による手法の性能比較評価

評価 2 未知ユーザに対する分類性能の評価

4.1 実験条件

実験データには，既存研究でひろく使われている 2誘導

ECGデータであるMIT-BIHを用いた．MIT-BIHには 48

人の 30分間における ECGデータが存在する．各レコード

には RRIおよびラベルが存在し，ラベルは AAMI *3の推

奨する 5分類に再分類可能となっている．表 1 に AAMI

の推奨する不整脈の 5分類と，ラベル数を示す．本研究で

は，先行研究と同様の条件で実験するため，MIT-BIHか

ら 4レコード（102，104，107，217）を除外し，44レコー

ドに含まれる 100,389の windowを対象とする．

ECG波形は windowごとに RRIの差異が存在する．ま

た，観測対象者ごとに振幅に差異があるため，正規化をす

る．windowごとに RRIが統一されたデータを生成するた

め，フーリエ変換を用いデータを固定レートにリサンプリ

ングする．次に，windowごとに異なる振幅を 0–1間隔に

正規化する．本実験では，各 windowを 160サンプルの固

定レートにリサンプリングしたのち，正規化を行った．

評価 1では，Zubairら [8]の研究と同一の条件で評価を行

う．具体的には，MIT-BIHのうち，最初の 20人（100–124）

の全区間からラベル N，S，Vをランダムに 75サンプル，

ラベル F，Qは全サンプル抽出した合計 245サンプルと，

全ユーザ（100–124および 200–232の 44人）の最初 5分

間の全データをトレーニングデータとして利用する．24人

（200–232）の後半 25分のデータをテストデータとして用

いる．また，テストデータのうちランダムにサンプリング

した 5,000件をバリデーションデータとして利用する．な

お，バリデーションデータに利用したデータはテストデー

タから除いた．

評価 2では，未知ユーザに対する分類性能を評価するた

*3 http://www.aami.org

表 2 SCDAE の構造

Table 2 Architecture of SCDAE.

Layer Type Shape Activation

Encoder

0 Noise (160, 2)

1 Conv2D (160, 16) Relu

2 MaxPooling (80, 16)

3 Conv2D (80, 8) Relu

4 MaxPooling (40, 8)

5 Conv2D (40, 4) Relu

6 MaxPooling (20, 4)

Decoder

7 UpSampling (40, 4)

8 Conv2D (40, 8) Relu

9 UpSampling (80, 8)

10 Conv2D (80, 16) Relu

11 UpSampling (160, 16)

12 Conv2D (160, 2) Relu

め，100–124および 200–232の 44人を 5つのグループに

ランダムに分け，Leave-One-Group-Out Cross-Validation

により評価を行った．グループが 5つのため 5分割交差検

証（各グループ 8人または 9人のデータを含む）を行った．

すなわち，4つのグループに含まれるデータで学習し，残

りの 1つのグループでテストを行うという評価を 5回繰り

返した．トレーニングに用いるグループのデータのうちラ

ンダムに 5,000件をバリデーションデータとして利用した．

なお，バリデーションデータに利用したデータはトレーニ

ングデータから除いた．

4.2 実験結果

表 2 に 2 つの評価で利用した SCDAE の構造を示す．

SCDAEでは，3層の畳み込み層およびプーリング層を利

用した．また，活性化関数には Relu [20]を用い，最適化ア

ルゴリズムには nadam [21]を利用した．また，破壊分布と

して平均 0，標準偏差 0.001のガウス分布を用いた．

4.2.1 評価 1の結果

本項では，既存研究と同一条件による性能比較の評価結

果について述べる．図 4 に SCDAEの学習曲線を示す．テ

ストデータにおける損失（loss）およびバリデーションデー

タに対する loss（val-loss）が学習回数ごとに少なくなって

いることが分かる．図 5 にテストデータの一部を SCDAE

により復元した例を示す．復元されたデータが入力波形の

ノイズを取り除いているとともに，特徴については引き続

き保持していることが分かる．

学習した SCDAEよりエンコーダ部分の構造および学習

された重みを抽出し，全結合層を追加することで分類器を

構築する．表 3 に構築された分類器の構造を示す．エン

コーダ層に 32次元および 5次元の全結合層を追加した．

また，損失関数には cross-entropy，最適化アルゴリズムに

は nadamを利用した．

図 6 に分類器の学習曲線，図 7 に学習回数ごとの Ac-
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図 4 SCDAE の学習曲線

Fig. 4 Learning curve of SCDAE.

図 5 SCDAE の復元例

Fig. 5 Examples of recovered ECG by SCDAE.

表 3 分類器の構造

Table 3 Architecture of classifier.

Layer Type Shape Activation

Encoder

0 Noise (160, 2)

1 Conv2D (160, 16) Relu

2 MaxPooling (80, 16)

3 Conv2D (80, 8) Relu

4 MaxPooling (40, 8)

5 Conv2D (40, 4) Relu

6 MaxPooling (20, 4)

Classifier
7 Dense 80 Relu

8 Dense 5 SoftMax

curacyを示す．テストデータにおける損失（loss）および

バリデーションデータに対する loss（val-loss）が学習回数

ごとに少なくなっていることが分かる．Accuracyについ

ても学習を重ねるごとに，トレーニングデータおよびテス

トデータにて増加していることから，分類器が高精度であ

るとともに汎化能力を持っていることが分かる．

学習した分類器でテストデータを分類した際の分類精度

を表 4，分類結果を表 5 に示す．十分な観測データが存在

するラベルN，Vについては precision/recallともに高い精

度で分類できていることが分かる．ラベル S，Fについて

図 6 分類器の学習曲線

Fig. 6 Learning curve of classifier.

図 7 分類器の Accuracy

Fig. 7 Accuracy of classifier.

表 4 テストデータの分類精度

Table 4 Performance for test data.

Label Precision Recall F1-score Support

N 0.95 0.99 0.97 80,774

S 0.87 0.44 0.59 4,457

V 0.94 0.84 0.89 9,201

F 0.90 0.52 0.66 1,162

Q 0.00 0.00 0.00 15

表 5 テストデータの分類結果

Table 5 Results of classifier for each class.

Label
Classification result

N S V F Q

N 80,437 118 175 44 0

S 2,292 2,033 128 4 0

V 1,221 46 7,841 93 0

F 280 2 66 814 0

Q 13 0 2 0 0

は，precisionが高い一方で，recallが低い．これは，表 1

に示したようにラベル S，Fのトレーニングデータが少な

いためであると考えられる．ラベルQ（Unknown beat）に

ついては分類ができていない．これは，ラベルQのデータ

数が極端に少ないため，分類器が十分な学習を行えないた

めであると考えられる．また，Unknown beatは波形にラ

ベルをつけることが困難なデータであるため，ラベルリン

グが適切でない可能性がある．

提案手法と既存研究の Accuracyの比較を表 6 に示す．
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表 6 既存研究との精度比較

Table 6 Comparison of accuracy between the proposed

method and existing methods.

Osowski Srivastava Tang Zubair Proposed Proposed

’04 [6] ’13 [4] ’14 [5] ’16 [8] (SC) (SCDAE)

Acc 86% 85% 91.7% 92.7% 95.1% 95.3%

表 7 未知ユーザに対する分類の精度比較

Table 7 Accuracy for unseen data.

Proposed (SC) Proposed (SCDAE)

Accuracy 87.6% 91.7%

提案手法はCNNを積層（stack）し多層にした要素（Stacked

CNN，以下 SCモデル）と DAEを使って事前学習した要

素が含まれる．そのため，SCモデルと，SCモデルにDAE

を適用した SCDAEモデルの 2種類の精度を既存研究と比

較した．SCモデルも SCDAEモデルもどちらも分類精度

（Accuracy）が，既存研究と比較し高いことが分かる．SC

モデルと SCDAEモデルの差は 0.2%であった．このこと

から，既存研究 [8]と同一の条件では CNNを積層にする

効果の方が DAEの効果より大きいと考えられる．

4.2.2 評価 2の結果

本項では，未知ユーザに対する分類性能の評価結果につ

いて説明する．DAEは汎化性能の向上に寄与すると考え

られるため [13]，未知ユーザに対する分類性能を SCモデ

ルと SCDAEモデルで比較する．

表 7 に Leave-One-Group-Out Cross-Validationで 5分

割交差検証を行った結果を示す．SCモデルより SCDAE

モデルの方が未知ユーザを高精度の分類を行うことができ

た．トレーニングデータにテストデータのユーザが含まれ

る評価 1では SCモデルと SCDAEモデルで分類精度に大

きな差はなかったが，未知データのみを分類する評価 2で

は DAEを加えたモデルの方が高精度に分類を行うことが

できた．この結果に対して，対応のある t検定を行ったと

ころ，有意水準 5%で有意な差があった．このことから，

DAEを適用することが未観測データからの不整脈検出に

有効であるといえる．

なお，学習に要した時間は，学習に用いたサンプル数の

平均 80,551.2サンプルで 697.11秒であった．また，推論に

要した時間は，テストに用いたサンプル数の平均 15,137.8

サンプルで 0.856秒であった．実行環境は，OSは Ubuntu

16.04，CPUは Intel Xeon CPU 3.20GHz（16コア），メ

モリ 128 GB，GPUに TITAN X（メモリ 12 GB）を利用

した．

5. まとめ

本研究では，SCDAEを用いた ECGからの不整脈検出

手法を提案した．ECGからの不整脈検出で問題となる観

測対象および心拍変動による波形変化については，CAEに

よる高レベルかつ位置普遍性を持つ特徴抽出に着目し，観

測ノイズについては DAEによるノイズ除去に着目するこ

とで，SCDAEによる特徴抽出が有効であることを示した．

また，事前学習した SCDAEの構造および重みを利用した

分類器を構築し再学習することで，既存研究と比較し未知

の波形分類が高精度で行えることを示した．

今後の課題として 2誘導 ECGだけではなく，臨床分野

で活用されている 12誘導 ECGについて SCDAEを適用

することがあげられる．12誘導 ECGは，2誘導 ECGと

比較し多量かつ空間的な心電情報を観測することが可能で

ある一方，情報が多量であるため目視での検査には限界が

ある．そのため提案手法を適用することで，効率的に不整

脈の分類が可能となることが期待できる．また，本論文で

はDAEのノイズとして平均 0，標準偏差 0.001のガウス分

布を利用したが，他の関数やパラメータを利用することに

よって分類性能を向上できる可能性があるため，それらの

評価も今後の課題である．
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推薦文

本研究は 2誘導心電図から不整脈を発見するための手法

について提案している．心拍特徴の観測対象の違い，心拍

特徴の動的な変化，観測ノイズ，といった実用上不可避な

問題に対して，それらに頑健な特徴抽出を実現し，さらに

未知の心拍波形について高精度な分類能力を持った分類器

を実現している．この研究のアプローチは他のセンサ信号

処理でも参考にしうる点が多いことから，情報処理学会論

文誌へ推薦する．
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