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概要：本研究では，ゲーム上のオープンワールドな環境において，キャラクタが環境に応じた行動を自動
的に選択できるキャラクタ AIを開発する．従来のキャラクタ AIでは，環境に付与されるタグを認識する

か，環境に対して行う動作の全パターンをあらかじめ記憶させる必要があった．しかし，オープンワール

ドなゲームでこの方法を用いるには作業コストが大きくなる．本研究は，様々な材質・形状・大きさ・位

置情報の物体がキャラクタに向かって飛んでくるゲームにおいて，事前に全パターンを記憶させることな

く，キャラクタ AIがランダムフォレストにより機械学習することにより自動的に行動を選択できるよう

にするものである．実験により本システムの有効性を検証した．

Character AI That Controls Motion According to Circumstances

Abstract: In this reserch, we debeloped the character AI that can select behavior according to the environ-
ment in open world game. In the conventional character AI, it was necessary to recognize the tag attached
to the environment or store in advance the entire order of the action to be performed on the environment.
However, the cost of using this method is very high in open world game. This reserch’s game is the game
which objects of various shapes, materials, sizes and positions fly to character. We created a character AI
that learns machine using random forest. And we developed a character AI that can automatically select
actions. without storing all the patterns in advance. We evaluated the effectiveness of this character AI by
experiment.

1. はじめに

昨今のゲーム開発において，グラフィック技術の向上や

ゲーム機器の処理能力の向上によりオープンワールドな

ゲームが多く開発されている．オープンワールドなゲーム

では様々な環境がシームレスに繋がっており，様々なオブ

ジェクトが存在している．このような環境の中でゲーム上

のキャラクタを自然に動かしたり，ゲームでのストーリー

を演出するためにゲーム AIと呼ばれる人工知能が利用さ

れる．三宅らの事例 [1]によるとゲーム AIはゲーム上の

キャラクタへの指示や，目的の位置までのナビゲーション，

キャラクタの意思決定等を行う．ゲーム AIの中で，ゲー

ムキャラクタの意思決定を担うものをキャラクタ AIと呼

ぶ．キャラクタ AIはそれぞれの物体を認識し，意思決定

を行う必要がある．三宅の記述 [2]ではこれからのキャラ

クタ AIについて，複雑になった環境の中で周囲の環境を

認識し，リアルタイムに自身の身体の応じた可能性を見出
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し環境に応じた柔軟な運動を実現する人工知能が必要とし

ている．

キャラクタ AIに関する研究はいくつかなされているが，

用いられている手法は大きく分けて 2つに分かれている．

キャラクタ AIに物体や行動を起こすタイミングを記憶さ

せる手法と物体にタグと呼ばれる情報を埋め込む手法で

ある．

キャラクタ AIの記憶による手法は，キャラクタ AIに

行う行動とその行動を起こすタイミングを紐づけて記憶さ

せ，その状況になった時に紐づけられた行動を起こす手法

である．この手法を元にした事例，研究は多い．Israらの

研究 [3][4]では，キャラクタ AIにアクションタプルと呼

ばれる形式を用いて記憶を保存させている．アクションタ

プルには「行うタイミング」「行う動作」「行う対象」「行

う期間」「行う価値」の 5項目が含まれており，「行うタイ

ミング」をトリガーとしてキャラクタがその状況になった

時に紐づけられた情報を元に行動を選択することができ

る．田中らの事例 [5]では Israらの研究と同様にオブジェ

クトと行う動作の組み合わせをキャラクタ AIに記憶させ
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ている．また動作を行なっている間に行う価値の数値を減

少させることにより動作を行う期間を動的に変化させてい

る．Shirakamiらの事例 [6]ではキャラクタの攻撃動作に

関して，どの攻撃動作でどの場所に攻撃できるかをシミュ

レートし幾何学近似した情報をキャラクタ AIに記憶させ

ている．これによりキャラクタ AIが攻撃対象がいる位置

によって攻撃動作を自動的に選択することを可能としてい

る．しかし，この手法を用いてオープンワールドのゲーム

に対応させる際に，行う行動とタイミングの紐づけを全て

のパターンにおいて記憶させなければならない．そのため

オープンワールドなゲームにおける開発負担が大きいほ

か，膨大な量のパターンを全て網羅するのは現実的ではな

いという課題がある．

物体にタグを埋め込む手法は，キャラクタに行動に関す

る情報を記憶させるのではなく，インタラクションをさせ

たいオブジェクトに対してキャラクタの動作に関する情報

をタグとして埋め込み，キャラクタがそのタグに触れたり

そのタグを認識した際にタグに含まれた動作を行うという

形式である．Grinsvenらの研究 [7] ではオブジェクトの一

部一部にタグを埋め込むことでキャラクタが「掴む」とい

うタグの部分を掴んだり，「乗る」というタグの部分に乗る

ことを可能としている．また，Israらの研究 [8] では，オ

ブジェクトから幾何学的特徴を抽出し，そこからキャラク

タの動作に関するタグを自動生成するシステムを開発して

いる．これによりゲーム開発に置けるタグの埋め込み作業

の負荷を軽減している．しかし，これらの研究では想定さ

れているキャラクタは一種類のキャラクタであり，キャラ

クタの大きさが異なる場合や，行う動作自体が異なる場合

はそのキャラクタ用のタグが必要となる．

記憶やタグに頼らずにキャラクタに動作を決定させる事

例もある．Kawachiらの事例 [9]では，キャラクタが進行

方向に障害物を認識した際にその障害物や障害物周辺の環

境に対してシェイプキャストを行い，その障害物に対して

乗り越えるか立ち止まるかを選択している．この事例では

キャラクタ AIに乗り越えられる物体を覚えさせているわ

けでもなければ，障害物側に乗り越えられるかどうかのタ

グをつけているわけでもないことがわかる．しかしこの事

例は乗り越え動作に限られた事例であるためこの手法で全

ての動作に対応できるとは言えない．

本研究ではこれらの課題を解決するため，機械学習を行

うキャラクタ AIの開発を目指した．

森川の記述 [10]によるとキャラクタ AIに機械学習をさ

せる問題の一つとして短い時間で学習を終了しないといけ

ないという問題を提示している．そのため本研究では機械

学習にランダムフォレストを用いた．

ランダムフォレストとは Breimanにより提唱されたア

ンサンブル学習アルゴリズム [11]であり学習，処理時間が

早く，過学習を起こしにくいという特徴がある．この手法

は多くの研究に利用されており，スポーツにおける多様な

要因からチームの勝敗を推定する研究 [12][13]や，画像を

入力とした画像分類の研究 [14][15]等がある．しかしラン

ダムフォレストをキャラクタ AIの意思決定に用いた研究

は未だない．

そのため本研究では，ランダムフォレストを用いてオー

プンワールドな環境下において物体の基本的な情報から行

動を選択できるようなキャラクタ AIの開発を行う．

2. キャラクタが動作する環境

本研究では図 1のように様々な材質・形状・大きさ・位

置情報の物体がキャラクタに向かって飛んでくるゲームに

おいて，キャラクタが 7つのアクションのうち一つを選択

するシステムの開発を行った．

2.1 物体

本システムでは図 2のような物体を生成している．物体

には以下の情報があり，この情報をもとにキャラクタ AI

が行動を判断する．

• x軸の大きさ

• y軸の大きさ

• z軸の大きさ

• y軸の位置

• 物体の材質
• 物体の形状
これらの情報の詳細を以下に示す．

2.1.1 x，y，z軸の大きさ

オブジェクトは x，y，z軸の大きさを持っており，float

図 1 本システムのゲーム
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図 2 本システムでの物体の例

型の変数として保存している．また x軸はキャラクタから

みた物体の横幅，y軸はキャラクタからみた物体の縦幅，z

軸はキャラクタからみた物体の厚さを意味している．この

値をランダムに設定することで，元の形からそれぞれの軸

へ拡大縮小を行っている．

2.1.2 y軸の位置

y軸の位置はキャラクタからみて物体の中心座標の高さ

を意味している．物体がキャラクタに近く際の y軸の位置

は一定である．

2.1.3 物体の材質

物体は「雪」「土」「木」「レンガ」「鉄」の 5種類の材質

のうちの一つを持っており，それをナンバリングした値を

持っている．また，「雪」「土」はキャラクタにとって壊せ

るものという意味を持ち「レンガ」「鉄」はキャラクタに

とって避けるものという意味を持つ．「木」は物体の大き

さによりキャラクタにとっての意味が変わる．

2.1.4 物体の形状

物体は「立方体」「球」「円柱」「カプセル」の 4種類の形

状のうちの一つを持っており，それをナンバリングした値

を持っている．

2.2 キャラクタ

キャラクタは「ジャンプ」「小ジャンプ」「スライド」「しゃ

がみ」「キック」「パンチ」「体当たり」の 7種類のアクショ

ンを行うことができる．アクションについて「ジャンプ」

「小ジャンプ」「スライド」「しゃがみ」は避けるための動作

であり，「パンチ」「キック」「体当たり」は物体を壊すため

の動作である．実際の動作を図 3に示す．

図 3 キャラクタのアクション

3. キャラクタAI

本研究のキャラクタ AIは物体を認識した際に物体の大

きさや物体の位置の高さを自身の身体の大きさとの比率

に変換して認識する．そのためランダムフォレストに入力

される数値は身体の大きさとの比率となっている．また，

キャラクタ AIはランダムフォレストからの出力を受けて，

そのアクションを実行する．

3.1 ランダムフォレスト

ランダムフォレストとは breiman により提唱されたア

ンサンブル学習アルゴリズム [11]である．この手法では，

学習時にデータをランダムに分割し，それぞれのデータを

用いて複数の決定木を生成する．出力時には生成された決

定木全てに入力を行い，それぞれの決定木の出力のうち，

もっとも多い出力をランダムフォレストの出力とする．ラ

ンダムフォレストによる学習と出力の仕組みを表した物を
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図 4,図 5に示す．これにより，決定木学習で問題となって

いた過学習しやすいという課題を解決している．

ランダムフォレストは他の機械学習手法と比べ，多クラ

ス分類に適性があることや，学習速度や識別速度が速い，

過学習を起こしにくいといったメリットがあげられる．こ

れらを踏まえ，本研究では機械学習にランダムフォレスト

を用いることとした．

本研究で作成したランダムフォレストはキャラクタが認

識した物体の x軸の大きさ，y軸の大きさ，z軸の大きさ

y軸の位置，材質，形状の 6項目を入力として 7種類の動

作の中の一つを出力とする．

3.2 教師データ

本研究ではランダムフォレストに学習させるデータに

ついて，物体の情報をそれぞれランダムに生成し，以下の

ルールに基づいて行うアクションを選択するスクリプトを

作成し，教師データを作成した．これは本システムがノイ

ズのないルールベースのデータを正しく識別できるどうか

を確認するためである．また，以下のルールの中に示され

ている数値は全てキャラクタが自身の身体の大きさの比率

とした時の数値である．

3.2.1 壊すか避けるか

キャラクタのアクションは大きく分けて物体を壊すアク

ションと物体を避けるアクションがある．そのためはじめ

にこれらのどちらを行うかを決定する．

物体の材質が「雪」「土」であるなら壊すアクションを行

い，「レンガ」「鉄」であるなら避けるアクションを行う．

物体の材質が「木」である場合，z軸の大きさが 0.3以下で

図 4 学習時のランダムフォレスト

図 5 出力時のランダムフォレスト

あれば壊すアクションを行い，0.3より大きい場合は避け

るアクションを行う．

3.2.2 壊すオブジェクトに対して

壊すオブジェクトに対して物体の大きさが 1.0より大き

い場合「体当たり」を行い，1.0以下の場合には「パンチ」

「蹴り上げ」のどちらかを行う．「パンチ」「キック」の 2

種のアクションに関して，き物体の位置が 0.5以下，また

は物体の形状が「球」であり物体の位置が 0.6以下の場合

「キック」を行う．それ以外の場合は「パンチ」を行う．こ

こでのルールを図解したものが図 6である．

3.2.3 避けるオブジェクトに対して

避けるオブジェクトに関しては物体の位置と y軸の大き

さから物体の上端と下端を算出し判断する．物体の上端が

0.3以下の場合は「小ジャンプ」を行い，0.6以下の場合は

「ジャンプ」を行う．物体の下端が 0.6以上の場合は「しゃ

がみ」を行い，0.3以上の場合は「スライド」を行う．ここ

でのルールを図解したものが図 7である．

4. 予備実験

ランダムフォレストモデルを作成する際に最適なデータ

数を求めるため以下のような予備実験を行なった．

4.1 予備実験 1

前述した教師データをランダムに 700生成し，そのうち

500を学習用データとしてランダムフォレストに学習させ，

残り 200のデータをテスト用データとして適合率，再現率

を求めた．また，学習に使用する決定木の数は 20とした．

予備実験の結果適合率および再現率は表 1の通りになっ

た．表 1をみると「ジャンプ」「スライド」「キック」「パン

チ」に関して比較的高い適合率，再現率を得ていることが

わかる．しかし他のクラスの適合率，再現率は 70％以下

となっている．なぜこのような偏りができたのかを検討す

るため用意した教師データについて各クラスの正解データ

の数を算出した．算出したデータの数は表 2の通りになっ

図 6 壊す動作のルール

図 7 避ける動作のルール
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表 1 各クラスの適合率，再現率
適合率 再現率

ジャンプ 86.84% 94.29%

スライド 90.91% 95.24%

小ジャンプ 66.67% 50.00%

しゃがみ 80.00% 66.67%

キック 76.19% 84.21%

パンチ 82.22% 84.09%

体当たり 46.67% 33.33%

た．表 2を見ると学習用データ，テスト用データ共にクラ

スごとの偏りがあることが確認できる．そのため，予備実

験での結果にて再現率，適合率に偏りがあった要因は教師

データの偏りが原因の一つであると考えられる．

4.2 予備実験 2

予備実験 1にて課題となったデータ数の偏りについて，

はじめに約 5000個のデータを生成し，その中から各アク

ションが正解のデータを 260個ずつ抽出した．予備実験 2

では最適なデータ数を求めるため各アクションのデータの

うち 60をテストデータとし，残りのデータのいくつかを

学習用データとして用いて各アクションに対する適合率，

再現率を求めた．

実験の結果，適合率は図 8のようになり再現率は図 9の

ようになった．図 8と図 9について，横軸が各アクション

の学習データである．例として 100 である場合は各アク

ションのデータを 100個ずつ学習しており総学習データは

700になる．

図 8，図 9を見るとともに各データが 180になるまで平

均は上がっており，それ以降は若干下がっている傾向が見

表 2 教師データの内訳
学習用データの内訳 テスト用データの内訳

ジャンプ 80 個 35 個

スライド 84 個 42 個

小ジャンプ 15 個 8 個

しゃがみ 29 個 12 個

キック 131 個 38 個

パンチ 108 個 44 個

体当たり 53 個 21 個

合計 500 個 200 個

図 8 適合率の変化

図 9 再現率の変化

られる．これはデータ数が大きくなったことによる過学習

であると考えた．そのため決定木の数を 20から 30に増や

した状態で同様の実験を行なった結果，図 10，図 11のよ

うになった．

図 10，図 11を見ると平均に関しては 200まで緩やかな

上昇傾向が見られ，200の時は適合率，再現率ともに 85%

以上となっている．そのため本研究では学習データ数を各

アクション 200の 1400個，決定木 30本のランダムフォレ

ストモデルを用いることとした．

5. 実験

予備実験で求められたランダムフォレストの条件を基に

評価実験を行った．この実験の目的は開発したキャラクタ

AIがキャラクタの身体のサイズが異なる場合でも正しく

動作を選択できるか検証することである．

はじめに予備実験と同様の学習データを用いてランダム

フォレストモデルを作成する．次にテスト用のデータとし

てキャラクタのサイズを 1.5倍にした状態での教師データ

図 10 適合率の変化 (決定木 30 本)

図 11 再現率の変化 (決定木 30 本)
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と 0.5倍にした状態での教師データを生成した．それぞれ

の条件にて各アクションにつき 60 個のデータを抽出し，

キャラクタのサイズが 1.5倍のデータを 420個，キャラク

タのサイズが 0.5倍のデータを 420個用意した．これらの

データを用いてそれぞれの条件のデータに関する混同行列

を作成し，適合率と再現率を求めた．

実験の結果，キャラクタサイズを大きくした場合が表 3

のようになり，キャラクタサイズを小さくした場合表 4の

ようになった．

6. 考察

実験の結果キャラクタサイズを大きくした場合とキャラ

クタサイズを小さくした場合の適合率，再現率をみると，適

合率に関しては全てのアクションに関して 70%以上の値を

出している．再現率に関してはキャラクタサイズを小さく

した時の「しゃがみ」以外のアクションに関しては 75%以

上となっているが「しゃがみ」の再現率に関しては 68.33%

と他のアクションに比べ低い値となっている． これについ

て「しゃがみ」が正解であるテスト用データをどのように

判断しているかを調査した結果，表 5 のようになった．表

5は「しゃがみ」が正解であるデータ 60個をランダムフォ

レストがどのアクションに判断したかを表たものである．

表 5をみると「しゃがみ」以外に「スライド」と判断し

ていることがわかる．また表 3をみると「小ジャンプ」と

「しゃがみ」の再現率が低いことが他のアクションの再現

率と比べ低くなっており，これも先ほどと同様にランダム

フォレストの判断について調べると表 6のようになった．

表 6をみると「小ジャンプ」の一部を「ジャンプ」と判

断し，「しゃがみ」の一部を「スライド」と判断している

ことがわかる．教師データの項で前述した通り物体の位置

表 3 キャラクタサイズを大きくした時の適合率，再現率
適合率 再現率

ジャンプ 81.16% 93.33%

スライド 78.38% 96.67%

小ジャンプ 95.92% 78.33%

しゃがみ 93.75% 75.00%

パンチ 80.88% 91.67%

キック 90.57% 80.00%

体当たり 100.00% 98.33%

表 4 キャラクタサイズを小さくした時の適合率，再現率
適合率 再現率

ジャンプ 92.06% 96.67%

スライド 72.46% 83.33%

小ジャンプ 96.49% 91.67%

しゃがみ 80.39% 68.33%

パンチ 100.00% 88.33%

キック 93.44% 95.00%

体当たり 90.91% 100.00%

表 5 「しゃがみ」が正解のデータについての結果
ジャンプ 00

スライド 19

小ジャンプ 00

しゃがみ 41

パンチ 00

キック 00

体当たり 00

合計 60

表 6 「小ジャンプ」「しゃがみ」が正解のデータについての結果
小ジャンプ しゃがみ

ジャンプ 13 00

スライド 00 15

小ジャンプ 47 00

しゃがみ 00 45

パンチ 00 00

キック 00 00

体当たり 00 00

合計 60 60

と大きさから物体の上端と下端の位置を算出し，上端の位

置が 0.3以下であれば小ジャンプを行い 0.6以下であるな

らジャンプを行う．物体の下端の位置が 0.6以上で「しゃ

がみ」を行い 0.3以上で「スライド」を行う．条件からわ

かる通り「小ジャンプ」と「しゃがみ」はそれぞれ条件が

「ジャンプ」「スライド」の条件の中に含まれていることが

わかる．そのためキャラクタのサイズが変化し，相対的な

物体の大きさや位置が変わったことで学習データにはない

未知の大きさとなって「小ジャンプ」や「しゃがみ」のよ

うな他のアクションの条件の中に含まれているアクション

の再現率が低くなったと考えられる．

しかし，「ジャンプ」と「スライド」の再現率がともに

80%を超えていることから物体を避ける際に上に避けるか

下に避けるかに関しては高い精度で判断できていることが

わかる．

壊すアクションに関して，キャラクタサイズを大きくし

た場合と小さくした場合ともに適合率や再現率に大きな減

少が見られないことから，教師データのルール通りにラン

ダムフォレストが判断できていると考えられる．

本研究ではキャラクタのサイズが変化した時でも従来通

りの判断が行えるようなランダムフォレストモデルの作成

を目指したが，他のアクションの条件の中に条件が含まれ

ているようなルールではキャラクタサイズを変化させた時

により条件が広い方のアクションを選んでしまうことがわ

かった．そのため今後の展望としてアクションそれぞれを

行う負担具合を説明変数として入れること等の対策を施し

た上で再度同様の実験を行う．
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7. まとめ

本研究では，キャラクタが環境に応じた行動を自動的に

選択できるキャラクタ AIの開発を目指し，物体の情報を

相対的に認識し判断するランダムフォレストモデルを作成

した．その結果，ほとんどのアクションで 80%以上の適合

率，再現率を出したが，他のアクションの条件の中に条件

が含まれるようなアクションの適合率，再現率はキャラク

タサイズが変化した時に大きく減少することがわかった．
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