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GraphCNN向けの疎行列積計算Batch最適化

長坂 侑亮1,a) 額田 彰1 小島 諒介2 松岡 聡3,1

概要：バイオインフォマティクス等における深層学習的手法の適用として，高い認識精度を得ることが可
能である Graph Convolutional Network(GCN) が近年注目を集めている．グラフ構造を持つデータに対す

る畳込み演算が可能である GCNの処理では，疎行列計算（SpMM）を含む膨大な演算を処理するために

GPUが用いられている．しかしながら，GCNで扱われるデータのグラフ構造にはノード数が数十程度の

小さいものが含まれており，小行列に対する SpMMは GPUの並列性の活用が困難であるために，疎行列

計算が GCNの学習や推論の性能のボトルネックとなっている．GCNの処理性能向上のために，複数の

データに対する SpMM計算を一つのカーネルで行うことで GPUの高い並列性と演算能力を活用可能に

する Batched SpMMと，GPUのメモリ階層を活用した Batched SpMM Dynamicを提案する．NVIDIA

Tesla P100 GPUを搭載する TSUBAME3.0にて評価実験を行い，GCNアプリケーションに Batched手

法を適用することによって学習と推論の双方において高速化を実現し，学習性能は最大 1.64倍，推論性能

は最大 1.38倍の性能向上を達成した．

1. はじめに

近年，画像認識などにおいて高い認識精度を達成するこ

とを可能とする深層学習の研究開発が盛んに行われてい

る．画像認識においては，画像の畳込みやプーリングを

行う層を重ねた CNN (Convolutional Neural Network) に

よって，特徴抽出が行われている．一方で，画像などの規

則正しい格子構造を持つデータだけでなく，ノードとエッ

ジによって関係性が表されるグラフ構造を入力として扱う

ことが可能な Graph Convolutional Network (GCN) が脚

光を浴び始めている [1]．化合物やタンパク質の特性を推

定するバイオアッセイにおいて，GCNでは物質の持つ構

造をグラフとして扱うことによって高い認識精度と高速な

推論性能を実現している [2–6]．また，知識をグラフ構造

として表した知識グラフに対する GCNの適用も行われて

いる [7]．

通常の CNNの処理と同様に，GCNの処理に要する演

算量は膨大であり，高い演算能力を持つ GPUの活用が重

要となる．また，GCNでは入力データのグラフ構造を考

慮する必要があり，グラフ構造は隣接リストや隣接行列と

して表現される．グラフの各要素間の結合は多くの場合
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において疎であり，隣接行列で表現される場合には疎行

列となる．高速な GCNの学習や推論の実現においては，

疎行列に関する計算，特に疎行列積計算（Sparse Matrix

Multiplication, SpMM）の最適化も重要となる．しかしな

がら，GCNで扱われるデータのグラフ構造にはしばしば

ノード数が数十程度の小さいものが含まれており，GPU

の高い並列性の活用が困難となっている．また，小疎行列

に関する SpMM計算を効果的に処理するための機構や研

究がこれまでなされておらず，小疎行列を並列に処理する

ための方法は明らかではないために，GPUの高い演算能

力を十分に活用出来ずに GCNの計算処理を進めていくこ

とを余儀なくさせられている．結果として，疎行列計算に

関する箇所が GCNの性能のボトルネックとなっている．

GCN の処理性能向上のために，GPU の高い並列性と

演算能力を活用可能とする Batched SpMM を提案する．

GCNにおけるミニバッチサイズ相当の繰り返し実行され

る SpMM演算を一回の CUDAカーネル呼び出しで並列処

理することによって，高い並列性の達成とカーネル起動コ

ストの削減を実現可能とする．また，Batch最適化した際

の SpMM計算における効果的な GPUの shared memory

の活用方法として Batched SpMM Dynamicを提案する．

小疎行列の場合だけでなくサイズの大きい疎行列の場合

においても，キャッシュブロッキングを行うことによって

shared memoryの恩恵を享受することが可能であり，様々

なサイズの疎行列がバッチ内に混在する場合においても，

dynamic parallelismによって高い実行効率を実現する．
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NVIDIA Tesla P100 GPUが搭載された TSUBAME3.0

を用いて，はじめに Batched手法の予備評価を行った結

果，従来の Non-batched手法から最大 7.6倍，サイズの大

きい入力行列についても 2.3倍の性能向上を達成した．ま

た，予備評価ではバッチサイズや行列サイズなどのパラ

メータを変更した際の各最適化手法の有効性を明らかに

した．GCNアプリケーションへの Batched手法の適用に

よって，学習と推論の双方において高速化を図ることに成

功しており，学習性能はNon-batchedと比較して最大 1.64

倍，推論性能は最大 1.38倍の性能向上を達成した．

2. 背景

2.1 Graph Convolution

Graph Convolutionではグラフ構造を持つデータに対す

る畳込み操作が行われる．入力データとしてグラフ構造と

特徴量が与えられ，対象とするノードの隣接ノードに対し

てフィルタを掛け，足し合わせるという操作を行う．グラ

フを G = {G,E}，グラフ上のノード v ∈ V における特徴

量を xv，フィルタの集合を行列で表しW としたとき，以

下のように定式化される．

yi =
∑
j∈V

aijx
T
j W (1)

uから vに向かうエッジがある場合には， auv = 1，なけ

れば 0となる．各ノードごとの処理をグラフ全体として行

うと考えた場合には

Y = AXW (2)

となり，疎な特性を持つ隣接行列 Aと密行列の積演算とな

る．このような演算を行うGraph Convolution層を重ねて

いくことによって，Graph Convolutional Networkを実現

している．

2.2 疎行列フォーマット

行列内の要素の多くが行列の計算において影響を与えな

いゼロ要素であるような疎行列の場合には，行列内のゼロ

要素を削除し，処理に必要となる非ゼロ要素に関する情報

のみを保管するように圧縮を行う．圧縮によって疎行列に

関する処理の計算量とメモリ使用量を削減することが基

本的な目的であり，処理に合わせて様々なフォーマットが

提案されている．疎行列フォーマットとして広く用いら

れているものとして Coordinated（COO）と Compressed

Sparse Row（CSR）フォーマットがある．図 1に各疎行列

フォーマットの例を示す．COOは行列の各非ゼロ要素に

関して，値，行インデックス，列インデックスを組として保

持する．CSRでは同じ行インデックスを持つ非ゼロ要素を

まとめ，各行の開始インデックス row pointer（配列 rpt）を

保持した上で，各非ゼロ要素の列インデックスと値を保持

する．CSRでは COOと比較してメモリ使用量が削減され

る．また，深層学習フレームワークである TensorFlow [8]

では，SparseTensorとして疎テンソルは扱われる．図 1の

TFが示すように SparseTensorは COOと類似したデータ

構造であり，各非ゼロ要素のインデックスは行と列のイン

デックスの組の配列として扱われる．

a
b c

d e

a b c d e
1 0 1 1 2

0 1 3 5

values

col ids

rpt

0 1 1 2 2
1 0 1 1 2

row ids

col ids

a b c d evalues

0 1 1 2 21 0 1 1 2ids

a b c d evaluesTF

COOCSR

図 1: 疎行列フォーマットの例

2.3 疎行列積計算

A, B を入力行列，ただし Aは疎行列，B は密行列であ

るとした場合，疎行列積計算では C = AB を求める．本

論文ではこれ以降，行列X の非ゼロ要素数を nnzX，行数

を mX，列数を nX と表記する．図 2に TensorFlowにお

いて SpMM計算を行うことが可能な SparseTensorDense-

MatMulの擬似コードを示す．各非ゼロ要素について順次

計算が行われる．CUDAのコードの場合には，２つある

forループを並列化し nnzA ∗ nB のスレッドを起動し，各

スレッドで独立にひとつのmultiply-add計算を行う．最終

的に出力行列への足し合わせを行う際には，正しく処理す

るために atomicAddを用いている．Atomic処理による影

響が十分に小さければ，各スレッドの処理量は等しく，高

い並列性を持つ GPUにおいても良いロードバランスを達

成することが可能となる．しかしながら，本手法は行列同

士の積計算でありながら局所性をほとんど活用できていな

いことに加え，グローバルメモリへの atomic処理によっ

て性能が律速している．また，スレッド数は nnzA ∗ nB と

なるため，小行列の場合には GPUの高い並列性の活用が

困難となる．

SparseTensorDenseMatMul(C,A,B)

1 // set matrix C to O

2 for i ← 0 to nnzA

3 do for j ← 0 to nB

4 do rid← idsA[i ∗ 2]
5 cid← idsA[i ∗ 2 + 1]

6 val← valuesA[i]

7 C[rid][j]← C[rid][j] + val ∗B[cid][j]

図 2: TensorFlowでの SpMM計算

c⃝ 2018 Information Processing Society of Japan 2

Vol.2018-HPC-167 No.7
2018/12/17



情報処理学会研究報告
IPSJ SIG Technical Report

3. 関連研究

3.1 SpMM for GPU

Vázquez らによって，ELLR-T フォーマットを用いた

GPU向けSpMM計算の高速化手法が提案された [9]．GPU

のメモリアクセスに適した ELL系の疎行列フォーマット

を用いており，高い SpMM性能を達成している．しかし

ながら，COOや CSRなどのフォーマットからの変換が必

要となり，各疎行列について一度しか計算を行わないよう

な処理においては，フォーマット変換のコストが性能低下

の要因となりうる．

Hongらによって，GPUでの SpMM計算向けの新たな

フォーマットである RS-SpMM (Row-Segmented SpMM)

と SpMM計算手法が提案された [10]．疎行列を非ゼロ要

素が偏っている箇所とそれ以外の２つに分け，それぞれを

別々のカーネルで処理する．これによって，データの再利

用性が向上し，GPUのグローバルメモリアクセスを削減

することに成功している．また，偏っている箇所を判定す

るために性能モデルを導入しており，最適な場合と比較し

ても十分に高い性能を達成している．フォーマットの変換

にはパラメータの設定と DCSRフォーマット [11]への変

換が含まれるが，SpMM計算数回分の変換コストを伴うも

のである．

Yangらによって，CSRでのGPU向けの高速な SpMM手

法が提案された [12]．ロードバランス改善のために SpMV

の手法として提案されている Merge-based [13]を SpMM

に取り入れた手法と，coalescedなメモリアクセスを実現

するための Row-splitting手法の 2つを提案している．更

に，Heuristicを用いて，行列によって二つのカーネルを適

切に使い分けている．なお，評価対象としている行列のサ

イズは大きく，小行列において有効かは明らかではない．

3.2 Batched BLAS

密行列を小ブロックに分割して行われる計算 [14, 15]や

ブロック構造を持つ疎行列に関する計算 [16–18]において

は，各ブロックに関する計算は一つの密行列計算として扱

われ，大量の小行列計算を処理する必要がある．GPUに

て小行列を扱う場合，高い並列性やメモリバンド幅を活用

することが困難であることに加え，カーネルの起動オー

バーヘッドが全体の性能を低下させるという問題がある．

これに対して新たな計算ルーチンとして，ひとまとまりの

データ集合をまとめて処理する Batched BLASが提案され

た [19–21]．バッチ内で処理するデータのサイズが異なる

場合においても，発生する処理の負荷不均衡の解消を図れ

ている．また，小行列での GEMM計算を効率よく行うた

めの計算も提案されており [22]，大量の小行列計算を高い

スループットをもって行うことが可能となった．また，小

疎行列を対象とした疎行列ベクトル積計算である Batched

SpMVも提案されている [23]．

3.3 GCN Application

化学や生物分野での深層学習の活用の一端として GCN

の適用が近年盛んに行われており，研究開発を支えるため

のソフトウェア開発も進められている．

創薬や材料化学など幅広い分野において深層学習の手法

を適用することを目的とした DeepChemがオープンソー

スとして公開されている [24]．DeepChemではグラフ構造

を隣接リスト（Adjacency lists）として保管しており，各

ノードに着目しながらその近傍についての情報をリストか

ら集め計算を行う．そのため，小さい行列の場合ではGPU

の高い並列性を活用することが困難である．

Chainerを使用した化学向けの深層学習ライブラリであ

る Chainer Chemistryがオープンソースとして公開されて

いる [25]．入力として化合物等の分子構造を受け取り，性

質予測に深層学習的手法を適用することを可能としている．

グラフ構造を持った入力データに対して GCNを適用して

いる．疎な性質を持った隣接行列を扱っているものの，密

行列として扱っているために実際の計算では多くのゼロ演

算が発生している．また，グラフのサイズが巨大になった

場合にはデータをメモリに載せるのが困難になるという問

題がある．

4. 提案

グラフ構造を疎行列として保管した場合，GCNアプリ

ケーションにおいてグラフ構造に則った畳み込みを行う

際には SpMM計算が行われる．GCNの学習では Graph

Convolution 層を通じて大量のデータを処理するため，

SpMM計算が繰り返し行われる．しかしながら，疎行列の

次元数が数十から数百など非常に小さい場合には GPUの

高い演算性能を活用することが困難となる．また，GPU

においては，各 SpMM 計算毎に起動される CUDA カー

ネルの起動オーバヘッドが性能に対して顕著になる．こ

れらの問題に対して，大量の小疎行列の SpMM計算のス

ループットを向上させる Batched手法を提案する．また，

TensorFlowで実装された GCNアプリケーションに対す

る効果的な Batched手法の適用についても述べる．なお，

全ての各疎行列データについてフォーマット変換を行うの

は高い変換コストを発生させるため，COOなどの単純な

データ構造を対象とする．本論文では，TensorFlowにお

ける SparseTensorのデータ構造を用いる．なお，各非ゼ

ロ要素について行や列インデックスに基づいたソートなど

は行われていないことを仮定する．

4.1 Batched SpMM

図 3にBatched SpMMのアルゴリズムを記す．Batched

SpMMでは一つのカーネルで複数の SpMM計算を並列に行
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Active Threads

Idle Threads

Input Matrix (sparse)

Input Matrix (dense)

Output Matrix (dense)
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図 3: Batched SpMMの概略

Active Threads

Idle Threads
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Output Matrix (dense)

Global Memory

Shared Memory

図 4: Batched SpMM Dynamicの概略

うことが可能であり，CUDAカーネルの起動オーバーヘッ

ドを大幅に削減することが可能となる．各データに関する

SpMM計算は TensorFlowの SparseTensorDenseMatMul

に準拠しており，1 CUDA threadにて 1つのmultiply-add

計算を行い，atomicAdd を用いて出力行列への加算を行

う．最も計算量が多い SpMM計算に合わせてスレッド数

を決定するため，各 SpMMを処理するために起動される

スレッド数はmaxi nnzAi ∗nBi となる．しかしながら，図

3に示すように各 SpMM計算同士で計算量に大きな偏り

がある場合には大量のアイドルスレッドが発生するため，

期待した性能向上が得られない可能性がある．

4.2 Batched SpMM Dynamic

Batched SpMMでは元の TensorFlow実装と同様 global

memory への atomic 処理を行う．しかしながら，global

memoryへの atomic処理はコストが高く，性能低下の一

因となりやすい．各スレッドブロックで共有される shared

memoryではハードウェアレベルで atomic処理がサポート

されているため，高速に atomic処理を高速に行うことが期

待できる．キャッシュブロッキングと dynamic parallelism

を組み合わせることによって，行列のサイズが異なる場

合においても柔軟に shared memoryを活用することが可

能である Batched SpMM Dynamic を提案する．図 4 に

Batched SpMM Dynamicの動作例を示す．

出力行列が十分に小さい場合（図 4左），1スレッドブロッ

クを用いて 1つの SpMM計算を行う．Batched SpMMで

は各スレッドで一つの multiply-add計算を行っていたが，

Batched SpMM Dynamicでは各スレッドは必要に応じて

複数回の multiply-add計算を行う．一つの SpMM計算を

一つのスレッドブロックで行うことによって，出力行列の

局所性だけでなく，入力の密行列に関しても L1キャッシュ

での再利用性が望める．

サイズの大きい行列での SpMM計算では，図 4中央のよ

うに出力行列が shared memoryに収まらない場合が発生

する．この場合には，出力行列と入力密行列に対して列方

向に分割を行うキャッシュブロッキングを施す．各部分出

力行列が shared memoryに収まるサイズで分割サイズを

調整する．各部分行列の計算はそれぞれ独立しているため，

並列に処理することが可能であり，一つのスレッドブロッ

クを用いて一つの部分行列に関する SpMM 計算を行う．

このキャッシュブロッキングによって，shared memoryを

活用した高速な計算が可能となるだけでなく，列数の大き

い入力密行列についてもアクセスの局所性を得ることが可

能となる．

バッチ内のデータによっては，全てのデータに対し

てキャッシュブロッキングが必要になるわけではない．

Batched SpMM Dynamicでは，dynamic parallelismを用

いて新たにカーネルを起動し，キャッシュブロッキングを

施して SpMM計算を行う場合と，そのまま 1スレッドブ

ロックのみで shared memoryを用いた SpMM計算を行う

場合とをデータに応じて動的に選択する．Shared memory

活用の制約を取り払いキャッシュブロッキングを効果的

に適用できるだけでなく，各 SpMM計算において無駄な

くスレッドを起動することが可能になるため，occupancy

を高くすることが可能となる．なお，出力行列の行数，つ

まり入力疎行列の行数が大きい場合（図 4右），出力行列
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を列方向に分割しても shared memoryに載せることが困

難なため，キャッシュブロッキングを用いることは出来な

い．この場合，必要な分だけスレッドを用意したカーネル

を dynamic parallelismで別途起動し SpMM計算を行う．

この時，shared memoryは用いない．

4.3 GCNアプリケーションへの適用

GCNアプリケーションにおいては，ミニバッチ単位で

処理がまとまって行われており，ミニバッチサイズに比例

した回数分の密行列積，加算，SpMM計算が行われる．そ

れぞれの行列サイズが小さいため，各計算をミニバッチ単

位でまとめて行うことが処理性能の点において重要とな

る．アプリケーションへの Batched手法の適用によって，

ミニバッチの計算をまとめて処理することが可能となる．

Backward 処理における SpMM 計算に対しても Batched

手法を適用することによって，カーネルの起動オーバー

ヘッドを削減し，GPUの高い並列性を活用することが可

能となる．

5. 性能評価

Batched手法の有効性を検証するために性能評価を行っ

た．はじめに，Non-batched手法と提案手法であるBatched

手法について，ランダムに生成した行列データに対して

SpMM性能の予備評価を行った．次に，GraphCNNアプ

リケーションにおける Batched手法の有効性を示す．

性能評価においては東京工業大学の TSUBAME3.0を用

いた．CPUとして Intel(R) Xeon(R) CPU E5-2680 v4 @

2.40GHzが 2基，GPUはNVIDIA Tesla P100-SXM2 GPU

が 4基搭載されている．なお，評価では GPUを 1基のみ

用いた．Tesla P100 GPUは SMを 56，CUDAコアを計

3584個搭載しており，理論バンド幅 732GB/secの HBM2

を 16GB 有する．Shared memory は SM あたり 64KB，

L2キャッシュは GPU全体で 4MBである．OSは SUSE

Linux Enterprise Server 12 (x86 64) である．CUDA は

ver. 9.0.176である．対象とする GraphCNNアプリケー

ションは TensorFlow で実装されており，TensorFlow の

バージョンは 1.8.0，cuDNNは ver.7.0である．すべての

評価は単精度にて行った．

5.1 ベンチマーク評価

ランダムに生成した疎行列データ集合を用いて，SpMM

の Batched手法についてベンチマーク評価を行った．本

評価では，Non-batchedとして cuSPARSEの SpMM関数

と TensorFlowでの SparseTensorDenseMatMulを模した

COO 形式での SpMM 計算を用意した．Non-Batched に

対して，Batched SpMM (Batched)，Batched SpMM Dy-

namic (Batched dynamic) を評価した．また，バッチ内の

出力行列全てが shared memoryに収まると仮定できる場

2
1

2
3

2
5

2
7

2
9

Column size of right hand matrix

2
4

2
2

2
0

2
2

2
4

2
6

G
FL

O
P

S

cuSPARSE
COO
Batched

Batched_small
Batched_dynamic

図 5: ランダム生成したデータセットに対する SpMM性能

（バッチサイズ=100, 疎行列の次元数=64, nnz/row=3）

合には，dynamic parallelismを用いずに 1カーネルのみ

で shared memoryを用いた SpMMを行うBatched shared

を評価に加えた．ランダム生成する疎行列データについて

は，対象がグラフデータであることから正方行列とし，行

(=列)サイズ (dim) と nnz/rowをパラメータとして生成

した．非ゼロ配置は各行列で異なる．また，密行列の列数

(nB)も同様にパラメータ化されている．

図 5 に dim=64, nnz/row=3, batchsize=100 の場合の

Non-Batchedと Batchedの各 SpMM手法の性能を示す．

逐次的に処理する cuSPARSEや COOでは，GPUの並列

性を活用できていないために各カーネルを起動する際の

オーバーヘッド等により性能が低下しているのに対して，

Batchedの 3手法は大幅な性能向上を達成している．全て

の出力行列が shared memoryに格納可能な nB = 128にお

いて，Batched sharedはNon-Batchedな手法に対して 7.6

倍の性能向上を達成している．また，Batched dynamicは

単一の SpMM計算の出力行列が shared memoryに載らな

い場合においても shared memoryを用いた SpMM計算を

行うことが可能であり，nB = 512においても 2.3倍の性能

向上を得ている．Batched手法は多くの小疎行列積計算を

処理する上で高いスループットを発揮しているが，入力密

行列の列数である nB を増加させた場合には，Batched手

法と Non-Batched手法の性能的ギャップは減少する．単

一の SpMM計算が必要とする並列数が増加し，GPUの性

能を活用することが可能となることに加え，相対的にカー

ネル起動のオーバーヘッドが小さくなるためである．

次に，一度に処理する量であるバッチサイズを変更した際

の性能を評価した．図 6, 7にそれぞれバッチサイズ 50，100

の場合でのBatchedの 3手法の性能を示す．図 7から，より

大きなバッチサイズにすることによって Batched dynamic

が性能向上をもたらしていることがわかる．Batched small

と Batched dynamicでは sharedに収まる範囲で一つのス

レッドブロックを用いており，1つもしくは 2つのスレッ
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図 6: ランダム生成したデータセットに対する Batched

SpMM性能（batchsize=50, dim=64, nnz/row=3）
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図 7: ランダム生成したデータセットに対する Batched

SpMM性能（batchsize=100, dim=64, nnz/row=3）

2
1

2
3

2
5

2
7

2
9

Column size of right hand matrix

0

10

20

30

40

50

60

70

G
FL

O
P

S

Batched
Batched_small
Batched_dynamic

図 8: ランダム生成した疎行列データセットに対するBatched

SpMM性能（batchsize=100, dim=32, nnz/row=3）

2
1

2
3

2
5

2
7

2
9

Column size of right hand matrix

0

10

20

30

40

50

60

70

G
FL

O
P

S
Batched
Batched_small
Batched_dynamic

図 9: ランダム生成した疎行列データセットに対するBatched

SpMM性能（batchsize=100, dim=128, nnz/row=3）

ドブロックが各 SM に割り当てられる．バッチサイズが

50 の時には GPU 内にある SM を全て活用することは出

来ない．小さいバッチサイズでは GPUの性能を完全に活

用することが困難である一方，バッチサイズが 100の場合

においては，Batched dynamicでのキャッシュブロッキン

グによって増加した並列数も合わさり，十分な並列数を確

保することが可能となる．このとき Batched dynamicは，

sharedメモリについて最適化を行っていない Batchedと

比較して，性能の優位性を得ることが可能となる．

次に，dim や nnz/row を変更した際の性能を示す．図

8と 9にそれぞれ dim=32，128であり，他のパラメータ

は図 7と同様 nnz/row=3, batchsize=100である場合での

評価結果を示す．疎行列の次元数が大きい場合において，

Batched dynamicは高い優位性を示している．これはバッ

チサイズを増加させた時と同様で，dim の増加によって

Batched dynamicの並列数が向上することが理由である．

NVIDIA GPUにおける Profilerツールである nvprofを用

いることで，GPU内の各 SMの稼働率 sm efficiencyを評

価した．Batched dynamicの sm efficienctyは，dim=32,

64, 128に対してそれぞれ 75.97%, 81.32%, 87.11%となり，

次元数を増加させることで Efficiencyが向上することが確

認された．

図 10と 11に batchsize=100，dim=64，nnz/rowがそれ

ぞれ 1と 5の場合の性能評価結果を示す．Sparsityが異な

る場合，Batched smallと Batched dynamicは密な行列に

おいて優位になる．nnz/row=1 の場合，shared memory

へのアクセスが複数回行われる可能性が低い．そのため，

shared memoryを用いることによる atomic処理の高速化

と局所性改善の効果が小さい．一方，nnz/row が大きい

場合には shared memory へのアクセスが増加するため，

shared memoryを活用する効果が性能に大きく表れる．

最後に，密行列の列数 nB 以外の各パラメータを同時

に変えた場合，つまりバッチ内の疎行列データの次元数

や nz/row が全て異なる場合での性能評価を行った．図

12に batchsize=100，dim=[32, 256]，nz/row=[1, 5]での

評価結果を示す．なお，全ての SpMM計算の出力行列が
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図 10: ランダム生成した疎行列データセットに対する

Batched SpMM性能（batchsize=100, dim=64, nnz/row=1）
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図 11: ランダム生成した疎行列データセットに対する

Batched SpMM性能（batchsize=100, dim=64, nnz/row=5）
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図 12: ランダム生成したデータセットに対する SpMM性

能（batchsize=100, dimと nnz/rowは固定せず）

shared memory に収まるという仮定は成立しないため，

Batched smallは除外する．バッチ内の行列データにばら

つきがある場合においても，Batched手法によって Non-

batched手法からの大幅な性能向上を達成した．また，1つ

の SMに一つの SpMM計算を割り当てるやり方では負荷

不均衡が発生してしまうことに加え，密行列側のサイズが

大きくなってきた場合には高速な shared memoryの活用

等が重要となってくる．Batched dynamicではキャッシュ

ブロッキングと dynamic parallelismの活用により，良い

ロードバランスを達成しつつメモリアクセスの局所性を得

ることが可能である．

5.2 GCNアプリでの性能

TensorFlowで実装されたGCNアプリケーションに対し

て，Batched手法を適用をした場合の性能評価を行った．

表 1に今回用いたデータセットと各データセットでのアプ

リケーションの設定を記す．データセットには，Tox21 [26]

に加えて，Reaxysデータベース [27]から代表的な 100種

表 1: GCNアプリケーション評価でのデータセットと設定

行列数
最大
次元数 Epoch

バッチサイズ
(Training/Inference)

Tox21 7,862 50 50 50 / 200

Reaxys 75,477 50 20 100 / 200

表 2: GraphCNNでの学習性能の評価 [秒]

CPU GPU

Non-Batched Batched Speedup

Tox21 757.97 807.12 632.27 1.20x

Reaxys 16712.41 2845.93 1732.77 1.64x

表 3: GraphCNNでの推論性能の評価 [秒]

CPU GPU

Non-Batched Batched Speedup

Tox21 2.44 2.24 1.71 1.31x

Reaxys 45.67 22.02 15.94 1.38x

類の反応を選び作成した，化合物構造式のグラフ表現から

それらの反応を予測をするデータセットの二種類を用い

た．行列数は隣接行列を表す疎行列と featureを表す密行

列のペア数である．学習は k-分割交差検証の手法を用いて

行っており，今回の評価ではどちらのデータセットにおい

ても k=5である．推論では学習によって生成されたモデ

ルを用いて，全データについて推論を行うのに要した時間

を評価した．学習，推論共に 5回の実行の平均実行時間を

結果として記す．なお，Batched手法は Batched dynamic

を用いた．

表 2, 3にそれぞれ GCNアプリケーションの学習性能と

推論性能を示す．Tox21データセットにおける学習では，

CPUのみを用いた学習が Non-Batchedでの GPU実行よ

りも高速であった．これは，Tox21はデータセットとして

小さく，行列データや特徴ベクトルを CPUの Last-level

キャッシュに載せることが可能であるためである．一方，
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図 13: GraphCNN性能の Timeline可視化

表 4: GraphCNNにおける各カーネルの実行時間 [µsec]

Non-Batched Batched

Matmul 1,232 31

Add 950 30

SpMM 1,518 181

GPUでの Non-Batched手法では，並列度が不足しており

GPUの演算性能を活用出来ていないだけでなく，CUDA

カーネルの起動コストが高速化を阻害しているという問

題点がある．これに対して，Batched手法の適用によって

GCNアプリケーションの性能を大幅に向上させることに

成功した．特に，データ数やバッチサイズが大きいReaxys

においては Batched手法の効果が顕著に現れており，学習

性能については Non-Batched手法と比較して 1.64倍の高

速化を達成している．また，推論についてはバッチサイズ

を大きくすることが可能であるため，Batched手法の効果

をより大きくすることが可能となる．結果として Batched

手法は最大 1.38倍の推論性能の高速化を達成した．

TensorFlow の性能解析ツールである Timeline を用い

て，各カーネルの性能を評価した．図 13に Tox21データ

セットを用いた際の Non-Batchedと Batchedでのそれぞ

れのカーネルの実行状況を示す．図 13では Non-Batched

手法，Batched 手法どちらも等幅で示しているが，実際

の各カーネルの所要時間は表 4 にそれぞれ記す．同じ区

間において，Non-Batched 手法では CUDA カーネルは

batchsize ∗ 3 = 150回起動していたのに対し，Batched手

法ではカーネル起動回数は 3回のみであり，カーネル起動

によるオーバーヘッドを大幅に削減できたと言える．また，

Batched手法を用いることでMatmulについては実行時間

を 40分の 1程度にまで削減することに成功している．こ

れは元のNon-Batched手法ではGPUの並列性を活用でき

ていなかったことを示唆しており，Batched最適化によっ

て GPUの稼働率が向上していることが確認できる．

6. 結論

化学や生物分野を含めた様々な分野への機械学習的手

法の適用において，Graph Convolutionが高い認識精度を

実現している．しかしながら，処理性能の点においては未

だに十分な研究がなされておらず，小さい疎行列に関す

る計算を大量に行う必要のある GCNでは GPUなどのア

クセラレータを活用できていないという問題がある．ま

た，小疎行列演算，特に疎行列積演算を多数処理するシ

ナリオはハイパフォーマンスコンピューティング領域の

中においても存在せず，このような処理の高速化手法は

明らかではなかった．本論文では，GCNの高速化を目的

として，次元数が数十程度の小さい疎行列を含む多数の

疎行列積演算を GPUにて一括して効率的に行う Batched

SpMMを提案した．また，SpMM計算を shared memory

を活用して効果的に行うために，キャッシュブロッキング

や dynamic parallelismの手法を導入した処理方法である

Batched SpMM Dynamicを併せて提案した．ランダム生

成した行列データを用いて Batched手法と Non-Batched

手法についてベンチマーク評価を行った結果，Batched手

法は Non-Batched手法から 2.3倍の性能向上を達成した．

また，GCNアプリケーションに対して Batched手法を適

用した結果，学習に要する時間を最大 1.64倍短縮すること

に成功した．

今後の課題として，Batched手法によって SpMMに関

係する部分の高速化がなされたが，その結果としてアプ

リケーションのホットスポットが遷移した．GCNアプリ

ケーションのさらなる高性能化のために，性能解析や最適

化を行っていくことを考えている．また，Batched手法は

カーネル起動のオーバーヘッドを削減するだけでなく，各

計算の局所性向上や計算機の occupancy向上も果たして

いる．Batched手法がより一般に拡張可能かどうか，CPU

や Intel KNLに対して適用し検証する必要があると考えて

いる．
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Garzón, E. M.: Fast sparse matrix matrix product based
on ELLR-T and gpu computing, 2012 IEEE 10th Inter-
national Symposium on Parallel and Distributed Pro-
cessing with Applications (ISPA), IEEE, pp. 669–674
(2012).

[10] Hong, C., Sukumaran-Rajam, A., Bandyopadhyay, B.,
Kim, J., Kurt, S. E., Nisa, I., Sabhlok, S., Çatalyürek,
Ü. V., Parthasarathy, S. and Sadayappan, P.: Ef-
ficient sparse-matrix multi-vector product on GPUs,
Proceedings of the 27th International Symposium on
High-Performance Parallel and Distributed Computing,
ACM, pp. 66–79 (2018).

[11] Buluc, A. and Gilbert, J. R.: On the representation and
multiplication of hypersparse matrices, IEEE Interna-
tional Symposium on Parallel and Distributed Process-
ing, 2008. IPDPS 2008., IEEE, pp. 1–11 (2008).

[12] Yang, C., Buluc, A. and Owens, J. D.: Design Princi-
ples for Sparse Matrix Multiplication on the GPU, arXiv
preprint, No. arXiv:1803.08601 (2018).

[13] Merrill, D. and Garland, M.: Merge-based parallel sparse
matrix-vector multiplication, SC ’16 Proceedings of the
International Conference for High Performance Com-
puting, Networking, Storage and Analysis, IEEE Press,
p. 58 (2016).

[14] Dong, T., Haidar, A., Luszczek, P., Harris, J. A., To-
mov, S. and Dongarra, J.: LU Factorization of Small
Matrices: Accelerating Batched DGETRF on the GPU.,
HPCC/CSS/ICESS, pp. 157–160 (2014).

[15] Haidar, A., Dong, T. T., Tomov, S., Luszczek, P. and
Dongarra, J.: A framework for batched and GPU-
resident factorization algorithms applied to block house-
holder transformations, International Conference on

High Performance Computing, Springer, pp. 31–47
(2015).

[16] Zheng, R., Wang, W., Jin, H., Wu, S., Chen, Y. and
Jiang, H.: GPU-based multifrontal optimizing method in
sparse Cholesky factorization, 2015 IEEE 26th Interna-
tional Conference on Application-specific Systems, Ar-
chitectures and Processors (ASAP), IEEE, pp. 90–97
(2015).

[17] Venkat, A., Mohammadi, M. S., Park, J., Rong, H.,
Barik, R., Strout, M. M. and Hall, M.: Automat-
ing wavefront parallelization for sparse matrix compu-
tations, SC ’16 Proceedings of the International Con-
ference for High Performance Computing, Networking,
Storage and Analysis, IEEE Press, p. 41 (2016).

[18] Li, X., Li, F. and Clark, J. M.: Exploration of multi-
frontal method with GPU in power flow computation,
2013 IEEE Power and Energy Society General Meeting
(PES), IEEE, pp. 1–5 (2013).

[19] Abdelfattah, A., Haidar, A., Tomov, S. and Dongarra, J.:
Performance, design, and autotuning of batched GEMM
for GPUs, International Conference on High Perfor-
mance Computing, Springer, pp. 21–38 (2016).

[20] Nath, R., Tomov, S. and Dongarra, J.: An improved
MAGMA GEMM for Fermi graphics processing units,
The International Journal of High Performance Com-
puting Applications, Vol. 24, No. 4, pp. 511–515 (2010).

[21] Haidar, A., Dong, T., Luszczek, P., Tomov, S. and Don-
garra, J.: Batched matrix computations on hardware ac-
celerators based on GPUs, The International Journal
of High Performance Computing Applications, Vol. 29,
No. 2, pp. 193–208 (2015).

[22] Masliah, I., Abdelfattah, A., Haidar, A., Tomov, S.,
Baboulin, M., Falcou, J. and Dongarra, J.: High-
performance matrix-matrix multiplications of very small
matrices, European Conference on Parallel Processing,
Springer, pp. 659–671 (2016).

[23] Anzt, H., Collins, G., Dongarra, J., Flegar, G. and
Quintana-Ort́ı, E. S.: Flexible batched sparse matrix-
vector product on GPUs, Proceedings of the 8th Work-
shop on Latest Advances in Scalable Algorithms for
Large-Scale Systems, ACM, p. 3 (2017).

[24] : DeepChem, https://deepchem.io/.

[25] pfnet research: Chainer Chemistry,
https://github.com/pfnet-research/chainer-chemistry.

[26] for Advancing Translational Sciences,
N. C.: Tox21 Data Challenge 2014,
https://tripod.nih.gov/tox21/challenge/about.jsp.

[27] : Reaxys, https://www.reaxys.com/.

c⃝ 2018 Information Processing Society of Japan 9

Vol.2018-HPC-167 No.7
2018/12/17


