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ユーザ投票と情報アイテム間類似度を併用した情報推薦システム 
－擬似投票方式の提案と評価－ 

宇 田 隆 幸†1  藤 井  敦†2  石 川 徹 也†2 

 情報推薦システムは，ユーザの嗜好に関する情報を用いて新規情報に対する嗜好を予測し，嗜好に合うアイ
テムを提示する．協調フィルタリングに基づくシステムは，アイテムの内容解析をせず，他のユーザからの評
価（アイテム-ユーザ評価マトリクス）を用いて推薦アイテムを決定する．対象ユーザと嗜好が似たユーザが好
むアイテムは優先され，嗜好が異なるユーザが好むアイテムの優先度は下がる．ユーザがアイテムを選ぶたび
に嗜好情報が更新されるため，検索キーワードの入力が必要ない．しかし，評価値疎ら問題や再生起問題によ
り，未評価の（推薦対象にならない）アイテムが多く存在する．本研究は，ユーザの評価とアイテム間の類似
度を併用して，推薦対象アイテム数を増やす「擬似投票方式」を提案する．新聞記事を対象にした評価実験の
結果，本方式によって，推薦精度を落とすことなく推薦対象アイテム数を増やすことができた． 

A Recommender System Integrating User Votes and Item-based Similarity: 
Evaluation of a Pseudo-Voting Method 

TAKAYUKI UDA, †1   ATSUSHI FUJII†2   and  TETSUYA ISHIKAWA†2 

  Recommender systems utilize user profiles to predict his/her preference for unseen 
information items, and present preferable items. The collaborative filtering (CF) method does 
not analyze the content of items, but utilizes user rating (an item-user matrix) to determine 
recommending items. CF-based systems (do not) favor items rated highly by the users whose 
preference is (not) similar to that of a target user. Users can update their profiles by selecting 
items and do not need to submit search keywords. However, due to the sparsity and recurring 
startup problems, many items are not rated and thus cannot be recommended to users. To 
resolve these problems, we propose "pseudo-voting method", which increases the number of 
rated items by integrating user rating and content-based item similarity. We show the 
effectiveness of our method by means of experiments. 

1.  は じ め に 

近年のWWW利用形態を知る目的で，不慣れなユー
ザ層やモバイル環境での利用に焦点を合わせ「WWW
の利用形態」と「求める機能」に関する調査を行った☆．

この調査から「ユーザは有効な情報へ簡単な手段で辿

り着きたい」との結果を得た．この背景として，ユー

ザの情報検索苦手意識が挙げられる☆☆．このことに対

して，情報推薦システム 12), 19) は，キーワード入力が

不要であり，欲しいアイテムを選ぶだけで推薦の正確

性が向上するので，ユーザの苦手意識を克服できる効

果が望める．研究において評価実験が行われているシ

ステム 3), 5), 12), 15), 10) や，Amazon.com6), 14) などに代表

される電子商取引サイトが中心であり，ユーザ向けの

情報を対象としたシステムはまだない．また，WWW
は世界中の情報が対象であり，ユーザの行動範囲に的

を絞った情報，すなわち地域情報を対象とした情報推

薦システムは，著者らが知る限りない． 
先行研究 5), 12) では，情報推薦システムのアルゴリズ

ムの一つである協調フィルタリング(CF)アルゴリズム
が扱われてきた．CFは，推薦アイテムを決定するとき
「アイテム－ユーザ評価マトリクス」を参照する．CF
の問題点として，情報（アイテム）数およびユーザ数

が大規模になるほど，評価値疎ら問題（Sparsity 
problem）および再生起問題（ Recurring startup 
problem）が深刻になる．その結果，推薦対象アイテム
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や推薦対象ユーザの網羅性が低下する． 
このような背景から，本研究では CF のかかえる評

価値疎ら問題と再生起問題を解消させるため，擬似投

票方式を提案し，ユーザによるアイテムへの評価投票

履歴と実際のアイテム（地域情報）を用いて評価実験

を行う． 
以下，2章で先行研究について説明し，3章で本研究

の特長の１つである擬似投票アルゴリズムを提示し， 
4章で評価実験および考察を行う． 

2.  先 行 研 究 

2.1   利用する情報による分類 
情報推薦システムは，一般のユーザを対象とし，Web

サイトで既に稼働していて，電子商取引では売上促進

に効果が出ている 6)．推薦情報を生成するときの利用

する情報に着目すると表１に分類できる 18)．各方式は，

単独で実装されることや，各々の長所を生かし短所を

補う目的で複数の方式を組み合わせて実装されること

がある． 
表1の各方式を検討すると，狭義の情報推薦方式は，

以下の点で他の方式より優れている． 
・ マーケティング専門家によって手動で行われ

る準備作業が不用である（最小限度人的資源

対応） 
・ ユーザ数やアイテム数の増加に追随できる（拡

張性） 
・ 意外性のあるアイテムを推薦できる（有効情

報推薦対応） 

表 2 情報推薦システム（狭義）の分類 
Table 2  Classification of recommender system methods. 

方式 概要 特徴 

内 容
ベース
方 式
15) 

ユーザの評価したアイテムや閲覧したアイテムが
与えられると，それと類似する検索式を自動生成
することにより推薦対象アイテムを探し出す．こ
のため，検索ベースアルゴリズムとも呼ばれる． 

評価履歴が少ない間は容易に検索式を生成できる反面，評価
履歴数が増加すると検索式の生成が困難となる．他のユーザ
の意見を参考にしないので，意外性のある情報の推薦は難し
い．ただし，意味的学習辞書を構築することで意外性のある
情報を推薦するアルゴリズムも研究されている 13)． 

推薦対象アイテムを提示するとき，嗜好が類似す
るまたは正反対である他のユーザによる評価履歴
を参考にする．CFを分類すると，(a)相関係数法，
(b)クラスタモデル，(a)(b)の組み合わせ型や(a)(b)
の亜種 2), 3), 10) が存在する． 
(a)相関係数法 12), 15) 
Ｎ次元の「アイテム－ユーザ」評価マトリクス
を用いてユーザ間の嗜好類似度に基づいて推薦
対象アイテムを計算する． 

協 調
フィル
タリン
グ方式 
(CF 方
式) 

(b)クラスタモデル 4), 16) 
類似するユーザを多数のセグメントに分類し，
同じセグメントに属する他のユーザの意見を参
考にして推薦アイテムを計算する．  

(a)(b)いずれの場合も，評価履歴の蓄積量が少ない間，ユー
ザによる評価履歴が疎らであるため，推薦可能なアイテムや
ユーザの網羅性に欠ける．または，推薦アイテムを提示でき
る場合でも，推薦予測の正確性は低い． 
 
計算量は，(a)に比べが(b)が優位である． 
推薦予測の正確性は，(b)に比べ(a)が優位である 6)． 
 
(b)固有の問題として，ユーザの分類問題が研究されている．
 
(a)(b)いずれの場合も，オンラインでの計算量を減少させる
ため，可能な限りオフラインで事前計算を行っている． 

ハイブ 
リッド 
方式 

内容ベース方式と CF方式の短所を補いかつ長所
を生かす目的で，両方式を結合したタイプ 3),  10)．
ユーザの評価履歴が少ない間は内容ベース方式を
用いて推薦アイテムを提示し，評価履歴蓄積量が
閾値を越えると CF方式で推薦アイテムを提示す
る． 

推薦対象ユーザや推薦対象アイテムの網羅性が高い．長所短
所は，内容ベースフィルタ方式と CF方式のいずれもあわせ
持つ．そのため，両方式の結合技法，すなわち最適な切替タ
イミング（閾値）は，ユーザやアイテム固有の特性によって
変化するので，閾値調整問題がある． 

表 1情報推薦システム（広義）の分類 
Table 1  Classification of existing recommender systems. 

方式 利用する 
情報 概要 特徴 

チェック
ボックス
方式 

ユーザが
登録した
嗜好情報 

ユーザは推薦アイテムを受け取るために，自身の嗜好を
前もって登録する．システムは登録された嗜好情報に基
づいてアイテムを推薦する．  

システムの構築は容易である反面，ユー
ザに意外性のあるアイテムが推薦され
る頻度は低い． 

ル ー ル
ベ ー ス
方式 

サイト運
営者が登
録した推
薦ルール 

サイトの管理者が，ユーザの評価したアイテム（例．閲
覧や購入）と推薦したいアイテムとの対応ルールを作成
する．システムは登録されたルールとユーザの評価した
アイテムを照合することでアイテムを推薦する． 

システムはサイト運営者の意志を反映
することができる．ユーザ数やアイテ
ム数が増加すると，ルール作成や保守
が困難になる． 

狭 義 の
情 報 推
薦方式 

ユーザの
行動履歴 

システムはユーザの行動履歴から個々のユーザの嗜好を
推測し，推薦アイテムを自動生成する 3), 7), 13), 10), 12)． 

ユーザの行動履歴やアイテム数が増加
すると，推薦アイテムを生成するため
のオンライン計算コストが増大する．
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・ 推薦アイテムの予測計算を自動で行える（運
用コストが低い） 

以降は，狭義の情報推薦方式を情報推薦システムと

同義で扱う． 
2.2   アルゴリズムによる分類 
情報推薦システムはフィルタリングアルゴリズムを

利用する．推薦アイテムを提示するとき利用する情報

に着目すると，フィルタリングアルゴリズムは表 2 の
ように分類できる． 
表 2の各方式を検討すると，相関係数法を用いた CF

方式は，以下の点で他の方式より優れている．  
・ システム側の事由で(例．計算量過多の防止)

予測精度を低下させない 3), 8)（ユーザ指向） 
・ 意外性のあるアイテムを推薦できる（有効情

報の推薦） 
・ ユーザはマウスクリックするだけでよくキー

入力が不要である（簡易操作性） 
以下，相関係数法を用いた CF方式（CFアルゴリズ

ム）について説明する． 
2.3 CFアルゴリズム 
CF方式は，嗜好の類似するまたは嗜好が逆である他

のユーザの評価投票値☆ を参考にして推薦アイテムを

予測計算するために「アイテム－ユーザ」評価マトリ

クスを持つ．CF アルゴリズムを図１に示す．図 1 に
おいて，m はユーザ数，n はシステムが蓄積している
アイテム数である．全ユーザを U={u1, u2, ..., um}とし，
全アイテムを I={i1, i2, ..., in}とする．ユーザ uj が評価投

票したアイテム集合を
juI ∈ Iとする．ユーザ uj の評価

投票したアイテム kに対する評価投票値を rj, kとする．

ユーザに対して推薦を行う場合，CFを行うとは，ユー
ザ{u1, u2, ..., um}のアイテム{i1, i2, ..., in}に対する評価 rj,k

から，アイテム
juj Ii ∉ (ユーザ uj が評価投票していな

いアイテム)の評価 rj,kの予測値Pi,kを算出することであ

る．ただし，ユーザ ujに対して推薦されるアイテムは

予測値の中で嗜好度の高い 上位 Nアイテムとする．代
表的な Pi,kの算出法は，式 1である． 

∑
∑ −⋅
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m mi

mkmm mi
iki uusim

rruusim
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ここで，Pi,kはユーザ uiに対するアイテム kへの嗜好度
合い予測値， ir はユーザ uiが行った全ての評価投票の

平均投票値，Σmはアイテム kへ評価投票を行ったユー
ザ集合，sim(ui, um)はユーザ uiとユーザ umの嗜好の類似

度（式 2），rm,kはユーザ umがアイテム kへ行った評価

投票値， mr はユーザ um が行った全ての評価投票の平

均投票値とする． 
ユーザ間の類似度 sim(ui, um)は式 2を用いる． 
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(2)

ここで，Σjはユーザ uiとユーザ umの双方が評価投票

を行っているアイテム集合， ri,jはユーザ uiがアイテム

j へ行った評価投票値， rm,j はユーザ umがアイテム j
へ行った評価投票値である． 

2.4 CFアルゴリズムの問題点 
CF アルゴリズムは，先行研究において表 3 に示す

問題点が指摘されている． 
評価値疎ら問題と再生起問題は，推薦アイテムの予

測計算で使用する（式 1，2）に現れる集合（Σmや Σj）

を狭める点で問題が指摘されている．これら問題の悪

影響として，評価実験（後述）で示した通り，推薦対

象ユーザと推薦対象アイテムの網羅性が低下する． 

3.  提案する手法 

3.1 評価値疎ら問題と再生起問題の解消 
問題点の項で前述した通り，評価値が疎らであると

相関係数を用いて嗜好の類似度を計算することができ

ないので，表 3の問題点 1が発生する．また，新規登
録された直後のアイテムへは，どのユーザも評価投票

を行っていないので，問題点２が発生する．本研究に

おいて当２つの問題点の解決方式を提案する． 
(1) 評価値疎ら問題の解消法 
評価値疎ら問題は，評価値が疎らであるため，ユー

ザ間の嗜好度の類似性（相関計数）を計算できない．

そこで，この問題を解決するために，ユーザが評価投

票を行ったとき，システムは，①投票されたアイテム

と類似するアイテムを見つけだし，②見つかったセル

（図 3 SV-1）がユーザによって評価投票されていない
場合，そのセルにユーザ投票値と同じ値を投票する．

この処理を「擬似投票」と呼ぶことにする．換言する

 
図 1 協調フィルタリングの概念図 

Fig．1  Overview of collaboration filtering. 

 ☆ 評価投票値は，ユーザが閲覧したアイテムに対する嗜好度を数値

化したものである．本研究では，嗜好度が高いアイテムに投票値3，
中程度のアイテムに 2，好まないアイテムに 1を割り当てた． 
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と，アイテムの内容に基づく類似性を利用した擬似投

票は，欠損値補足である． 
Sarwar らは，評価値疎ら問題を解消させるために

アイテムに基づくCF☆ を提案している 2)．この方式は，

ユーザ投票値を利用してアイテム間の類似度を計算し

ている．この結果を推薦アイテム予測計算に利用して

いるので，アイテムの内容の類似度は対象にしていな

い．この結果，意外性のあるアイテムは推薦されない． 
擬似投票は， 
「あるアイテムを嗜好するユーザは，内容的に 
類似する他のアイテムも同じように嗜好する」  

という仮説に基づいている． 
擬似投票アルゴリズムを以下に示す． 
擬似投票(UserId, ItemId_U, RealVoteVal) { 
  For each(システムに蓄積されている全アイテム:ItemId_S) { 
    If (類似判定(ItemId_U¸ ItemId_S, 類似閾値) == 類似 

&& ユーザが過去に評価していない(ItemId_S) == YES) { 
  擬似投票値記録(ItemId_S, RealVoteVal); 

    } 
  } 
} 

擬似投票の基礎をなすアイテム間の類似判定は，「ア

イテムの内容が類似しているか」に着目する必要があ

るので，アイテム内の語の出現頻度に基づいて 9)，Dice
係数を利用してアイテム間の類似度を計算する（式3）． 

22
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 (3)

ここで，
21 ,iiS はアイテム i1とアイテム i2間の類似度，

21 ,iit Τ∈ はアイテム i1とアイテム i2の両方に含まれる

索引語☆☆ の集合，
1i

f はアイテム 1i に含まれる索引語
の出現頻度，

2i
f はアイテム 2i に含まれる索引語の出

現頻度， tif ,1
はアイテム i1に含まれる索引語 t の出現

頻度， tif ,2
はアイテム i2に含まれる索引語 tの出現頻

度である． 
擬似投票では，2つのアイテムの類似判断のために，

類似度計算結果に基づく閾値を設定する必要がある．

閾値を高く設定すると「アイテム－ユーザ」評価マト

リクスのスパース性は解消される反面，擬似投票ノイ

ズが増加し，かつ，推薦アイテム計算処理量が激増す

る関係がある． 
本研究において，閾値は，以下のいずれの条件も満

たす場合に類似すると仮定した． 
条件 1 あるアイテムと他のアイテムによるア

イテムペア集合の上位 25%を対象 
条件 2 アイテムペア内で１つ以上の同じ語が

出現すること 
上記の類似条件が満たされる場合，ユーザによる現実

の投票１回につき自動投票が行われ，複数アイテムに

対して自動投票されることもある．ただし，擬似投票

を行うことにより，推薦アイテム予測計算時にノイズ

が発生する．このノイズ除去を行う機構として，推薦

アイテムの計算処理後，上位 Nアイテムを推薦するた
めにアイテムを並べ替える．並べ替え処理では，擬似

表 3 協調フィルタリングの問題点 
Table 3  Problems on collaboration filtering algorithm. 

1．Sparsity Problem：評価値疎ら問題 10), 17) 
 多くの情報領域において，アイテム数は利用頻度の高いユーザにおいても吸収でき得ないほど存在しており，全ての情報

の評価を含む「アイテム－ユーザ」評価マトリクスは巨大になる反面，その評価値のセルはスパースになる．相対的に密
集したフィルタリング領域でも，98～99%が抜け，CF 予測の基礎を形成するために必要となる十分な情報を見つけるこ
とが難しくなる． 

2．Recurring Startup Problem：再生起問題 17) 
 新聞記事のように毎日発行される新着アイテムは，評価の対象とならないアイテムが多出し「アイテム－ユーザ」評価マ

トリクスのアイテム列を占有する．このようなアイテムは，ユーザによるアイテムへの評価値を参考にできないので推薦
対象アイテムからはずれる． 

3．Cold Start／New User Problem：評価値無し問題 10), 17) 
 評価値の存在しない間，そのアイテムに対する予測値は提供できない．特に初期の時点においては，予測の基礎となる評

価値がわずかしかないので，しばしば不正確な予測がされることになる 1)．長期間稼働中のシステムでさえ，新規ユーザ
に対しては予測値を提供することもできない．コールドスタート問題の極端なケースとして，CF システムが稼働した直
後，全てのユーザは全てのアイテムに対してこの問題による悪影響を受ける． 

4．Gray sheep Problem：迷える子羊問題 10), 11) 
 ユーザの嗜好が，他のユーザの嗜好傾向グループの境界領域に存在する場合，システムから推薦アイテムを受け取れ

ないユーザが発生する．このようなユーザは，きわめてまれにしか予測アイテムを受理できない．  
5．Scalability Problem：拡張性問題 2), 6) 
 大規模な「アイテム－ユーザ」評価マトリクスの場合，メモリベース手法では，計算量過多が生じ計算できない．評

価投票数の多いユーザの場合，類似する嗜好を持つ他のユーザを瞬時に探すことは困難である． 

 ☆ アイテムに基づく CF とは，図 1のマトリクスにおいて，列方向に
着目した投票値の相関からアイテム間の類似度を計算し，推薦ア

イテムを提示する手法である．これに対して，行方向すなわちユー

ザ間の投票値の相関に着目する方式をユーザに基づく CF と言う．
一般に，評価値が疎らである場合，推薦対象アイテムの網羅性は，

アイテムに基づく CF の方が優位である． 

☆☆ 索引語は，[名詞]，[名詞－接尾]が連続する場合，名詞を結合す
る処理を行うことで特徴語に近づくような配慮を施した． 
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投票履歴も併用参照して推薦されたアイテムの優先度

を下げた． 
(2) 再生起問題の解消法 

CF は，アイテムを推薦するとき，嗜好の類似する
他のユーザの意見（アイテムへの投票値）を参考にす

るので，新しいアイテムなど，評価値の与えられてい

ないアイテムへの推薦はされない．しかし，本研究シ

ステムでは，擬似投票を行うことによって，新聞記事

のように日々生成される新しいアイテムに対しても擬

似投票が行われるので，再生起問題も解消している． 
3.2 拡張性の確保 
CF では，推薦アイテムの予測計算時に完全な「ア

イテム－ユーザ」評価マトリクスを使用する．そのた

め，その計算量は O(Usermax × Itemmax)の空間サイズに
比例して増大する．しかし実際は，評価マトリクスは

非常にスパースであるためO(Usermax + Itemmax)に近似す
る．ところが，擬似投票を行うため，本研究における

空間サイズは，O(Usermax × Itemmax)に近づく．そこで，
ユーザ uiに対するアイテム kへの嗜好度合い予測値Pi,k

の計算と，上位 Nアイテムの選択処理を分離すること
にした．具体的には前者をオフラインで実行し，後者

をオンラインで実行する．この結果，特に計算処理量

過多の前者をオンライン計算（メモリベース計算）か

ら切り離せるので，応答速度の高速化とスケーラビリ

ティを確保できる方式になっている． 
3.3 実装 
提案方式における推薦アイテム予測計算の正確性を

実証するためにシステムを構築した．処理手順は図 2
に示す通りである．図2の擬似投票処理を実施すると，
図 3 に示すように「アイテム－ユーザ」評価マトリク
スのスパース性がある程度解消される．図 2 のユーザ

／アイテム毎の推薦度合い計算処理は，式 1 で示した
アルゴリズムを用いて計算する．計算量を減少させる

目的で，アイテム数に着目した次元減少を行っている．

具体的には，推薦対象ユーザの居住地に基づいて，日

刊新聞のエリア版に特定地域の記事が掲載されると同

様，居住地外のアイテムは推薦しない．そして，ある

ユーザに対して上位Nアイテムを選択する処理のみが
オンラインで動作する．本研究では，上位Nを 100ア
イテムに設定した． 

4.  評価実験 

4.1 研究データ（評価実験の準備） 
(1) アイテムの標本 
評価実験用データは，図 4 で示すサイト☆に蓄積さ

 
図 2．システム全体図 

Fig 2  System overview. 

 ☆ サンケイリビング新聞社が提供している地域情報サイト｢えるこ

み｣．同サイトでは，女性のために生活情報が提供されている．

評価実験で使用したアイテムの種類は，イベント・教養＆カル
チャー・生涯学習・グルメなどの地域情報である．地域新聞紙と

同様に，それぞれのアイテムはそのアイテムの発生地と広域性に

応じて，１つ以上の地域に配信されている．同サイトにおけるア
イテムの配信地域は，首都圏エリアが 18 地区，大阪神戸エリア

が 13 地区，国内のその他地域を 42 地区にそれぞれセグメント化

されている． http://www.lcomi.ne.jp/ 

 
図 3．擬似投票の効果 

Fig 3  Effectiveness of pseudo voting method. 

http://www.lcomi.ne.jp/
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れているアイテムのうち，2002 年 10 月 27 日～2003
年 2月 15日（12週間）の間１回以上表示されたアイ
テムを対象として，その内６％を標本化した．上記期

間中，各アイテムは，１つ以上の地域に配信されてい

て，各ユーザに閲覧される可能性がある．アイテムの

標本数は，2,424である． 
 (2) ユーザ評価投票履歴の標本 
研究用ユーザ評価値投票履歴データは，図 4 で示す
ページで，ユーザによって直接評価投票された履歴の

うち，2002年 10月 27日～2003年 2月 15日（12週
間）に評価投票のあった 17,869 である．その後，ア
イテムの標本化に伴い，評価実験対象外となったアイ

テムへの投票も除外したので，アイテム標本に存在す

るアイテムに対するユーザ評価投票履歴数は 1,344件
である． 
なお，評価実験に先立ち，ユーザ評価投票の正規化

を行っている．正規化方法は「同一ユーザによる同一

アイテムへの評価投票」は，第一印象を重視して，初

回の評価投票値を履歴として残し，他の評価投票値は

除いた．正規化後のユーザ評価投票履歴数は，1,275
である（以降，ユーザ評価投票履歴の標本数と呼ぶ）．

なお，標本化前の投票者ユニーク数は 1,001人で，ユー
ザ評価投票履歴標本における投票者の異なり数は 756
人である． 
(3) 実験データ観察期間 
ユーザ評価投票履歴の標本数は，時間経過と共に増

加する．標本数が増加すると，嗜好度の相関係数が計

算可能になるユーザペア数が増加する．また，ユーザ

ペア内でどちらも評価している平均アイテム数も増加

する．同時に，情報推薦システムで利用されている性

能評価指標のMAE☆ 値も変化する．そこで，MAEと
「アイテム－ユーザ」評価マトリクスのスパース率の

変化を観察するために，観察期間を分割した（表 4）．
擬似投票によって「アイテム－ユーザ」評価マトリク

表 4．実験結果 
Table 4  Experimental results. 

投票件数 スパース性 MAE 期間
ID 観察期間 ユーザ 擬似 増加率 ユーザ投票 擬似投票 解消率 ユーザ投票 擬似投票 差分 
1 ～ 1 週間 91 7,327 8,051 99.9506% 96.3756% 3.5750 35.6 38.0 -2.4 
2 ～ 2 週間 160 13,733 8,583 99.9499% 96.0661% 3.8838 28.7 32.5 -3.8 
4 ～ 4 週間 351 54,796 15,611 99.9479% 92.4985% 7.4493 22.6 26.3 -3.7 
8 ～ 8 週間 654 55,084 8,423 99.9487% 96.1186% 3.8300 21.1 24.7 -4.6 

12 ～12 週間 941 992,415 105,464 99.9486% 50.5866% 49.3619 18.2 23.4 -5.2 

☆  MAE（Mean Absolute Error）：ユーザによる評価投票値と予測
値間の平均絶対値エラー．これは，統計的精度測定基準

(Statistical accuracy metrics)の一種で，テストデータセッ

トにおける数値的推薦スコアと，「アイテム－ユーザ」評価マ
トリクスにおける実際のユーザ評価値とを比較することによっ

てシステムの正確さを評価する． 

図 4．アイテムページの例 
Fig 4  Example item page. 

表 5．アイテム集合要素数と投票者ペア数 
Table 5  Numbers of item sets and user pairs. 

投票者ペア数 期間
ID 

アイテム集合
の要素数 ユーザ投票のみ 擬似投票含む

１ 1 75 24 
１ 2 3 42 
１ 3～10 0 524 
１ 11～100 0 2,052 
１ 101 以上 0 200 
１ 合計 78 2,842 
２ 1 313 7 
２ 2 4 16 
２ 3～10 0 193 
２ 11～100 0 1,330 
２ 101 以上 0 224 
２ 合計 317 1,770 
期間 ID ４，８の記述は省略． 
１２ 1 7,984 1,357 
１２ 2 77 2,250 
１２ 3～10 4 29,518 
１２ 11～100 0 215,273 
１２ 101 以上 0 34,841 
１２ 合計 8,065 283,239 
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スの欠損値が設定され，その結果，表 4 の「スパース
性」欄から，同マトリクスのスパース性が解消されて

いることが確認できる．同列の「ユーザ投票」および

「擬似投票」欄は，「アイテム－ユーザ」評価マトリ

クスのセルに投票値が設定されていない割合を示して

いる． 
4.2 実験結果 

(1) 問題点の解消度合い 
擬似投票の効果を示すため，ユーザによる現実の投

票数と擬似投票数との比較を表 4 の「スパース性」欄
に示した．同欄の「解消率」は，「擬似投票」から「ユー

ザ投票」を減じた値を示しており，この値が擬似投票

処理による効果である． 
ところで，式２のΣjは，ユーザ uiとユーザ umの双

方が評価投票を行っているアイテム集合を指す．この

アイテム集合数（ユーザペア数）が増加するほど，推

薦可能なユーザ数が増加する．また，このアイテム集

合の平均要素数が増加すると，ユーザ間の嗜好の類似

度計算結果において，その正確性が向上する．式２の

Σj の集合要素数が擬似投票によって増加したことは，
表 5に示した． 
 (2) 推薦予測精度 
表 4の「MAE」欄に，ユーザによる評価投票値のみ

の場合と，擬似投票も行った場合との（MAE）比較を
示した．表 4の「MAE」欄から，システムによる擬似
投票処理を行っても，情報推薦システムの最終評価，

すなわち推薦アイテムの予測の正確性は，大きく低下

しないことを確認した．MAEは式 4にて算出した． 

N
predictionrating

MAE
N

i ii∑ =
−

= 1  (4)

式 4 では，rating がユーザによる評価値を示し，
prediction がシステムによる推薦スコアを示し，N が
ratingと predictionのペア数を指す． 
(3) 考察 
表 4の「投票件数－増加率」欄に示した通り，シス

テムによる擬似投票処理によって，その処理を行わな

い場合と比較して，8K～105K %のアイテムに対して評

価値を与えることができた．この結果，表 5 に示した
通り，ユーザペアに対する嗜好の類似度を計算すると

き，擬似投票処理によって共通するアイテムへの評価

投票数が増加することを確認できた．この結果，嗜好

の類似度を計算可能となるユーザ数が増加し，推薦可

能なユーザの網羅性と推薦可能なアイテムの網羅性が

高まった． 
また，擬似投票処理を実行することで「アイテム－

ユーザ」評価マトリクスのスパース性は，3.58～49.36%

の範囲で解消することが確認できた．この解消率のば

らつきは，システム稼働期間の長短と，長文のアイテ

ムが出現することにより類似と判断されるアイテム数

が増加したためである．稼働期間によっては解消率に

若干のゆれを伴う．その原因は，(1)新規蓄積アイテム
数と新規ユーザ数の増加率，(2) 新規蓄積アイテムに
包含される特徴語の分布に左右される．しかし，稼働

期間が長期に及ぶほど，解消率が向上する傾向が示さ

れることを確認できた． 
一方，システムによる擬似投票処理を実施した場合

でも，表 4 に示した通り，情報推薦システムの性能評
価指標として広く用いられている MAE の劣化は微少
であること☆☆ を確認できた．これは，擬似投票を実施

することによって得られる効果（評価値疎ら問題と再

生起問題の解消）と失う効果と比較した場合，得られ

る効果が大きいことを示している． 

5.  結論 

「あるアイテムを嗜好するユーザは，内容的に類似

する他のアイテムも同じように嗜好する」という仮説

の妥当性が，評価実験により証明された．この仮説成

立を前提条件とした「システムによる擬似投票アルゴ

リズム」は，CFにおける推薦可能アイテムと推薦可能
ユーザの両方に対して，予測の網羅性を高めることが

できた．そして，同アルゴリズムを搭載することで表

面化する大規模化の困難性に関しても，大部分の処理

をオフラインで処理できるので，Webページ閲覧時の
応答速度において問題は発生しない． 
今後は，性能評価値（MAE）をさらに向上させるた

めに，以下の点の研究を行い，現実社会のユーザに対

して，より質の高いアイテムを短時間で推薦できるシ

ステムを構築する． 
・ ユーザペアの嗜好度合い類似計算の精度向上

を目指し，アイテム評価投票値以外の説明変

数の探究 
・ MAEを低下させる悪影響因子を発見し，推薦
アイテムの予測計算時に悪影響因子に関連す

る説明変数の重みを減少させるアルゴリズム

の探究 
・ 擬似投票の正確性向上を目指し，アイテム間

の類似度計算方式の探究 
 

 ☆ 予測(prediction)は，上位 100 アイテムを対象にしている．  
☆☆ 表 4 で MAE は最大 5.2%劣化している．これは，100 個のアイテム

を推薦した場合，擬似投票によって平均 5.2 個の嗜好に合わない

アイテムの推薦が増加することを意味する． 
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