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転移学習を用いたWi-Fi電波による
屋内日常物の状態推定に関する検討
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概要：センサ技術・IoT技術の進展により，実世界から収集されたセンサデータを用いたコンテキスト認

識技術が盛んに研究されており，特に普及が著しいWi-Fiの電波を用いた認識技術が注目を集めている．

防犯や屋内のオートメーションへの応用に向けて，Wi-Fi電波を用いた日常物の状態推定手法が近年研究

されているが，従来の手法は教師あり学習の枠組みを用いていた．しかし，部屋内の窓やドアなどの配置，

Wi-Fi送信機と受信機の位置によりWi-Fi電波の伝搬の仕方は異なるため，観測されるWi-Fi電波の特徴

は環境に大きく依存する．したがって，ある一つの環境のデータで学習された日常物状態推定モデルは，

他の環境における推定には利用できない．環境ごとに学習用データを収集するコストは非常に高く，その

導入は非現実的である．本研究では，日常物の状態変化前後における，受信機で観測された電波の到来角

の環境非依存的な変化を，Domain Adversarial Neural Network (DANN)を用いた転移学習により認識す

る手法を考案した．提案手法により，ラベルあり学習データの存在しない転移先環境においても，高精度

に日常物の状態変化を検出できる．
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1. はじめに

近年，センサ技術・IoT技術・人工知能技術の進展によ

り，実世界から収集されたセンサデータを用いたコンテキ

スト認識技術が盛んに研究されており，医療，防犯，福祉，

オートメーションなどの様々な分野での応用が期待されて

いる．その中でも，防犯や屋内のオートメーションへの応

用に向けて，ドアや窓といった屋内のオブジェクトの状態

を自動的に認識する技術が多く開発されている．従来の手

法では，カメラや日常物に添付したセンサなどを利用した

ものが多いが [1] [2] [3]，プライバシの問題や各検知対象に

センサを取り付けるコストなどの問題がある．広い環境を

対象とする場合や対象物が非常に多い場合，数多くのセン

サが必要であるため，導入コストが高くなる．さらに，セ

ンサの数が多い場合，電源の供給や，管理，メンテナンス

などのコストも膨大である．そこで，各検知対象にセンサ

を取り付ける必要のない，Wi-Fi電波を用いた日常物の状

態推定手法が注目を集めている [4]．Wi-Fi技術は，近年

あらゆる場所に浸透しており，家庭や駅，学校などの様々

な場所でアクセスポイントが既設されているため，Wi-Fi

電波を用いた屋内日常物の状態推定は低いコストで導入で
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きる．

従来の屋内日常物の状態推定手法では，Wi-Fi電波の伝

搬状態を記述するチャネル状態情報 (Channel State Infor-

mation: CSI)を抽出し，教師あり学習で認識を行う手法が

用いられてきた [4]．しかし，部屋内の窓やドアなどの配

置，送信機と受信機の位置によりWi-Fi電波の伝搬の仕方

は異なるため，観測されるWi-Fi電波の特徴は環境に大き

く依存する．したがって，ある一つの環境のデータで学習

された日常物状態推定モデルは，他の環境における推定に

は利用できない．環境ごとに学習用データを収集するコス

トは非常に高く，その導入は非現実的である．

この問題の解決方法の 1つとして，環境に非依存な現象

や特徴を用いて認識を行うというアプローチが考えられ

る．Wi-Fi電波は障害物に当たって反射するため，検知対

象となる日常物のドアや窓の開閉状態によって，検知対象

の方向からの電波が変化すると考えられる．例えば，ある

環境内にWi-Fiの送信機と受信機，ドアが設置されている

とする．そのドアが閉状態に変化したとき，ドア板により

反射された電波が受信機により受信される．一方，そのド

アが開状態にあるとき，ドア板により反射されていた電波

は部屋の外に伝搬していく．そのため，受信機からはその

ドア方向から到来する電波は減衰することになる．環境が

異なっても変化する電波の到来角が異なるだけであり，ほ
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ぼ同様の現象が観測されると考えられる．これは環境に非

依存的な変化であり．本研究ではこの情報を用いて認識を

行う．

近年の多くのWi-Fi 受信機（アクセスポイント）には

Multiple-Input and Multiple-Output (MIMO)用に複数の

アンテナが搭載されており，電波が到来する方向により，

それぞれのアンテナに到着するタイミングが異なるため，

観測される位相も異なる．Multiple Signal Classification

(MUSIC)アルゴリズムを適用することで，この位相差か

ら，到来方向ごとの電波の強度を得ることが可能である．

すなわち，電波の到来角 (Angle of Arrival: AoA)を得るこ

とができる．提案手法では，日常物の状態変化前後の AoA

を比較することで，日常物の状態変化に関する環境非依存

的な特徴を抽出したあと，転移学習によりある環境（転移

元環境）で取得したラベルあり学習データを用いて異なる

環境（転移先環境）での日常物の状態推定を実現する．こ

れにより，転移先環境でラベルあり学習データを収集する

コストを削減することを試みる．転移学習を行う既存手法

は多く存在するが，Domain Adversarial Neural Network

(DANN)は近年パフォーマンスの高さと実装の容易さによ

り注目が集まっており [5]，本研究は DANNを用いて，転

移元環境で得られたラベルありデータの転移学習を行う．

本稿の以降の構成は以下の通りである．まず，2節にて

Wi-Fi CSIの概要や屋内日常物の状態推定に関する関連研

究を紹介した後，3節ではWi-Fi CSIと転移学習を用いて

屋内日常物の状態推定を行う提案手法について述べる．4

節では提案手法の検証実験を行い，その結果について報告

し，5節で本稿のまとめを行う．

2. 関連研究

Wi-Fi電波によるコンテキスト認識は，ユビキタスコン

ピューティング分野においてこれまでに盛んに研究され

てきた．Wi-Fi電波による屋内日常物の状態変化認識，位

置推定，行動認識のなどの研究が行われてきたが，その

多くがWi-Fi の受信電波強度 (Received Signal Strength

Indicator: RSSI)と電波のチャネル状態情報 CSIを用いて

いる.特に電波の詳細な伝搬情報を得られる CSIは近年注

目を集めている.

2.1 CSIを利用したコンテキスト認識

2.1.1 チャネル状態情報 CSI

近年の多くのWi-Fi 受信機（アクセスポイント）には

MIMOシステムが用いられる．MIMOシステムでは，送

信機と受信機は両方複数のアンテナを持ち，それらを通し

通信を行われる．送信機のアンテナを Nt，受信機のアン

テナを Nr とすると，通信路の組み合わせが NtNr 個とな

る．送信ベクトルを xと受信ベクトル yとすると，

y = Hx+ n

となる．hmnを行列Hのm行，n列の要素とすると，hmn

は m番目の受信アンテナと n番目の送信アンテナ間の伝

搬路の伝搬状態を表す CSIとなる．hmn は複素数である

ため，hmn = ∥hmn∥ej
̸ hmn と表すことができる．∥hmn∥

が振幅，̸ hmn が位相となる．　

2.1.2 CSIによる屋内日常物の開閉状態変化認識

尾原ら [4]は環境内に市販のWi-Fi電波送受信機を 1台

ずつ設置し，受信機で観測されるWi-Fi電波のチャネル状

態情報 CSIを用いることで日常物の状態変化を検知する手

法を提案した．CSIデータに対して，ノイズと必要な情報

を含む成分を分離するために，独立成分分析 (Independent

Component Analysis: ICA)を行った後，畳み込みニューラ

ルネットワーク (Convolutional Neural Network: CNN)と

Long-Short-Term Memory (LSTM) から構成するニュー

ラルネットワークを用いて特徴学習と認識を行う．さら

に，その認識結果を隠れマルコフモデル (Hidden Markov

Model: HMM) を用いて日常物の状態遷移の制約を考慮し

たデコードを行うことで，高精度の認識率を実現できた．

各環境でラベルありの学習データを取得する必要があり，

評価実験ではドアごとに約 100回の開閉を行った学習デー

タを必要としていた．また，他の研究でもWi-Fi の CSI

を用いた屋内日常物の状態変化の推定は行われているが，

どの研究も教師あり学習の枠組みで認識を行っている．一

方，本研究は転移学習を用いて対象環境でのラベルありの

データの収集コストを削減する．

2.1.3 CSIを用いた行動認識

Wi-Fi電波は人間により反射するため，屋内の人の動き

によって，Wi-Fi電波の伝搬状態が変化する．身体部位の

動きによって変化したチャネル状態情報 CSIの振幅と位相

を用いて，屋内の人の「横になる」，「転がる」，「歩く」，「走

る」，「座る」，「立つ」の 5つの行動を認識する研究が行わ

れている [6]．他にも，人間のジェスチャ認識や手の動きを

トラックする研究などが多く行われている [7] [8]．

2.1.4 CSIを用いた位置推定

Manikanta ら [9] は Wi-Fi の CSI を用いて，受信機へ

の電波の到来角 AoA と電波の飛行時間 (Time of Flight:

ToF)をパラメータとするスペクトラムを計算する手法を

MUSICアルゴリズムに基づき開発したこのスペクトラム

からターゲットである送信機の距離と方向を計算し，ター

ゲットの位置推定を行った．Liらは，この手法をさらに

発展させ，デバイスフリーに移動ターゲットの位置を推定

する手法であるDynamic-MUSICを開発した [10]．ドップ

ラーシフトにより移動ターゲットに反射した電波の周波

数が変化するため，移動ターゲットからの電波と静止障害

物からの電波の成分が分離可能となる．そして，移動ター

ゲットからの到来角 AoAを求めることでデバイスフリー
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図 1 ドアの開閉の状態と電波の伝搬の変化

で移動のターゲットの位置推定を実現した．

2.2 RSSIを利用したコンテキスト認識

HebaらはWi-Fi電波の受信電波強度RSSIを利用し，事

前の学習が必要ないデバイスフリーのジェスチャー認識手

法を開発した [11]．手のジェスチャーにより，観測される

Wi-Fi電波の RSSIの変化は主に「Rising edge」，「Falling

edge」と「Pause」の 3つの種類に分けられる．この 3つ

種類の変化と観測される RSSI変化の速さと大きさを抽出

することで，手のジェスチャーの認識を行った．

2.3 屋内日常物の開閉状態変化認識

ドアや窓といった日常物の開閉状態を検知するために，

加速度センサをはじめ，振動センサ，やスイッチセンサな

どの小型センタを用いた手法が多く研究されてきた [2] [3]

[12] [13]．しかし，広い環境を対象とする場合や対象物が

非常に多い場合，数多くのセンサが必要であるため，電源

の供給や，管理，メンテナンスなどのコストが膨大である

という問題がある．

気圧センサを用いた屋内日常物の開閉状態変化認識の研

究も行われている．Patelら [14]は，人間の動きとドアや

窓の開閉動作による気流の乱れで気圧の変化が起きるとい

う現象を利用し，エアコンフィルタに設置した気圧センサ

を用いた認識を行った．Wuら [15]はスマートフォン内の

気圧センサを用いて，ドアの開閉イベントを認識する手法

を実現した

Thilinaら [16]はスマートフォンから発信した音を用い

て，ドップラーシフト効果により変化したドアの開閉動作

による反射音の周波数を利用し，屋内のドアの開閉イベン

トの認識を実現した．

3. 提案手法

3.1 提案手法の概要

環境内にWi-Fiモジュールを搭載した送信機と受信機が

それぞれ 1つずつ設置されていると想定し，その環境内の

ドアや窓といった屋内日常物の開閉状態を検知対象とする．

まず提案手法の基本的な考えについて，図 1を用いて説

明する．図 1のように，Wi-Fi電波は障害物に当たって反

射するため，検知対象となる日常物のドアや窓の開閉状態

によって，検知対象の方向からの電波が変化すると考えら

れる．特にドアの開状態において，受信機が受信するドア

の方向からの到来電波は，閉状態に比べて減衰すると考え

られる．環境が異なっても減衰する電波の到来角が変化す

るだけであり，ほぼ同様の現象が観測されると考えられる．

本研究では，このドアの開閉による特定の到来角からの減

衰/増加の現象を利用して，環境に依存しない開閉状態推

定手法を提案する．

提案手法は，教師あり機械学習を用いるため，学習フェー

ズと推定フェーズに分けられる．学習フェーズでは，転移

元環境（ソースドメイン）で得られたラベルありのデータ

と，転移先環境（ターゲットドメイン）のラベルなしのデー

タを用いて，環境に非依存なドアの開閉を推定する推定器

を学習する．ここで本研究におけるラベルとは，検知対象

となるドア等がどのように状態変化したかを示すラベルで

あり，「開から閉」への変化か，「閉から開」への変化か，

「変化なし」かの 3つの状態変化のラベルである．ドア等

の状態が変化したタイミングでは，「開から閉」もしくは

「閉から開」のラベルが付けられており，それ以外は「変化

なし」のラベルが付けられている．推定フェーズでは，転

移先環境のラベルなしのデータを，学習した推定器を用い

て推定する．

提案手法の学習フェーズの概要を図 2に示す．転移元と

転移先それぞれ受信機によりチャネル状態情報 CSIをパ

ケットごとに取得することを想定する．ただし，転移元の

ラベルありデータと転移先のラベルなしデータは事前に収

集されているものとする．提案手法では，Wi-Fi信号が安

定している時間的に隣接する 2つの区間のデータを比較し

て，その区間の間に，環境内のドアなどの日常物にどのよ

うな状態変化が発生しているか，もしくは発生していない

のかを推定する．そのため，まず転移元および転移先環境

の CSIデータを用いて，Wi-Fi電波の伝搬状態が安定して

いる区間を検出する．Wi-Fi信号が安定していない区間に

は，歩行者がWi-Fi送受信機に近接した際に引き起こされ

る伝搬状態の大きな変化等が含まれるため，推定には利用

しない．

次に，検出された安定区間のウインドウ内の CSIデータ

を切り出して，到来角変化の計算を行う．そして，時間的

に n秒離れて隣接する 2つの安定区間のデータを用いそれ

らの区間で変化した到来角を計算する．

到来角変化計算のフェーズでは，ウインドウ内の CSI

データから Multiple Signal Classification (MUSIC) アル

ゴリズムを用いて，到来角 (AoA) と電波の飛行時間 (ToF)

のスペクトラムをそれぞれ求める．そして，隣接するウイ

ンドウ間でスペクトラムの差分を計算する．転移元で得ら

れたラベルありのスペクトラムの差分と転移先で得られ

たラベルなしの差分を用いて，転移先の状態変化を認識す
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図 2 学習フェーズの概要

図 3 電波が角度 θ で入射するとき，隣接するアンテナ間で d sin θ

の経路差が生じるため，2πd(sin θ)f/c の位相差が生じる

る Domain Adversarial Neural Network (DANN) を学習

する．

推定フェーズでは，転移先環境において観測した CSI

データに対して転移元と同様の前処理（安定区間検出と差

分計算）を行った後，スペクトラムの差分を DANNを用

いて認識する．すなわち，スペクトラムの差分が，転移先

環境におけるいずれかの日常物の「開から閉」への変化，

「閉から開」への変化，「変化なし」のいずれに対応するの

かを推定する．ここで，DANNでは，環境内のドアや窓を

区別して状態変化を推定しない．すなわち，ある環境にお

ける，いずれかのドアが開状態もしくは閉状態に変化した

（もしくは変化なしか）という推定のみ行う．

3.2 データの取得と安定区間検出

送信機は定期的にパケットを受信機に送信し，受信機は

各パケットに関するチャネル状態情報 (CSI) のデータを

取得する．本研究で対象とする環境に存在するドア等の日

常物の状態変化や環境内の人が移動した際に，Wi-Fi電波

の伝搬状態が大きく変化する．そのため，まずその変化区

間を検出して除去する．CSIの各チャネルの各サブキャリ

アごとに得られる振幅に対して移動分散を計算し，その移

動分散の値がしきい値を超える場合，それを変化区間とす

る．その後，変化区間以外の区間を安定区間とし、その区

間の CSIデータを用いて到来角を計算する．

3.3 到来角の計算

MUSIC アルゴリズムを用いた到来角推定手法 [10] で

は，複数の直列している受信アンテナを想定している．あ

る角度から到来する電波はそれぞれのアンテナで受信され

るタイミングが異なるため，それぞれのアンテナで受信し

た電波の位相が異なるという現象を利用し，AoAを計算

する．図 3のように，受信機にM 個のアンテナが直列し

ていると想定する．電波の到来角 AoAを θ，アンテナ間

隔を d，電波の周波数を f，光速を cとする．ある 2つの

隣接するアンテナ間の電波の経路差は d sin θ であり，そ

の位相差は 2πd(sin θ)f/cである．これを複素表現すると，

ϕ(θ) = e−j2πfd(sin θ)/c となる．1番目のアンテナの位相を

基準とし，全てのアンテナの位相を以下のように行列でま

とめて表現すると，下記のようになる．

a(θ) = [1, ϕ(θ), ..., ϕM−1(θ)]⊤

1番目のアンテナで観測する信号を s(t)とおくとすべての

アンテナで観測される信号はX(t) = a(θ)s(t) +N(t)と表

現される．ここで，N(t)はノイズベクトルである．信号が

n個存在する場合，アンテナで観測される信号行列は下記

のように変換される．

X(t) =
n∑

i=1

a(θi)si(t) +N(t) = AS(t) +N(t)

ここで，si(t)は i番目の信号，θi は i番目の信号の AoA

である．信号行列X(t)の自己相関Rxx(t)は信号の部分空

間とノイズの部分空間の 2つに分けられる [10]．Rxx(t)は

M 個の固有値を持つ．その中で，最小 (M − n)個の固有

値を持つ固有ベクトルはノイズベクトルに対応し，それ以

外の n個の固有値を持つ固有ベクトルは受信信号に対応す

る．ノイズの固有ベクトルから構成されるノイズ部分空間

は EN = [e1, ..., eM−n]．MUSICスペクトラムは

PMUSIC(θ) =
1

aH(θ)ENEH
Na(θ)

となり，到来角 θ1, θ2, ..., θn においてピークを取ることに
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図 4 左はドアが閉の状態，右はドア開の状態のスペクトラム

なる．

また，異なる伝搬路では，電波の飛行時間 (ToF)も異な

るため，ToFによって位相も異なる．上の式を ToF (τ)に

も対応するように拡張すると，拡張したMUSICスペクト

ラム [9]は

PMUSIC(θ, τ) =
1

aH(θ, τ)ENEH
Na(θ, τ)

となる．AoAが θ1, θ2, ..., θnかつ ToFが τ1, τ2, ..., τnにお

いてピークを取ることになる．したがって，MUSICアル

ゴリズムにより，AoAと ToFを変数とするスペクトラム

P (θ, τ)を求めることができる．図 4は，ある環境におい

て，ドアが閉状態および開状態でぞれぞれ取得したスペク

トラムの例である．図に示すとおり、開状態の際は、閉状

態に比べて −80度方向から到来する電波が減衰している

ことがわかる.

3.4 DTWを用いた差異計算

安定区間における、２つの隣接するウインドウ間におい

て上記で計算したスペクトラムがどの程度変化したかの差

異を計算する．しかし，受信機におけるパケット検出遅延

(Packet Detection Delay: PDD) とサンプリング周波数オ

フセット (Sampling Frequency Offset: SFO) の影響によ

り，パケットごとに計算される ToFにはずれがあるため，

スペクトラム間の直接減算により差異の計算を行うことが

不可能である．各パケットのToFのずれを考慮して減算す

るために，Dynamic Time Warping (DTW)アルゴリズム

を使用する．図 5に示すように，DTWは 2つの時系列間

の距離計算を系列の伸縮を許容して計算するアルゴリズム

であり，最も類似している点同士のアラインメントを取っ

た上で点同士の距離計算を行う．提案手法では，DTWを

用いて 2つのスペクトラムの各時刻のアライメントを取っ

た上で減算を行う．各時刻のデータ点は多次元データ（次

元数は AoAの粒度：181次元）となるため，DTWにおけ

る各データ点の距離計算にはユークリッド距離を用いた．

3.5 ニューラルネットワークの構造

本研究では，転移先環境（ターゲットドメイン）でラベ

ルありデータを収集せずに，ターゲットドメインの日常物

図 5 左図は 1 次元の 2 つの系列データをタイムスタンプのみで点

同士のアライメントを取った例，右図は DTW でアライメン

トを取った場合の例

の状態推定を行う，Domain Adversarial Neural Network

(DANN) を用いて，転移元環境で得られたラベルありデー

タの転移学習を行う．詳細な DANNのアーキテクチャー

を図 6に示す．DANNは主に 3つのサブネットワークか

ら構成される．図中の特徴抽出層，状態変化分類器とドメ

イン分類器の 3つのサブネットワークに対応し，ドメイン

分類器では入力されたデータ（スペクトラムの差分）がど

のドメインから得られたかを出力する．例えば，ソースド

メインの数が 2の場合，ターゲットドメインと合わせて 3

クラスの分類器となる．状態変化分類器は入力データが開

から開への変化に分類されるか，閉から開への変化に分類

されるか状態変化が起こっていないかのいずれかを出力す

る 3クラス分類器である．

ドメイン分類器の直前に，学習の際の逆伝搬（バックプロ

パゲーション）に対して負の係数を乗算することで勾配を

逆転する役割を持つ勾配逆転層 (Gradient Reversal Layer)

を導入する．勾配逆転層を導入しない場合，通常のネット

ワークの学習では，出力層の損失 (loss)を小さくするよう

にネットワークのパラメータが更新される．一方，勾配逆

転層を導入する場合，誤差を最小化するための勾配が逆転

され，図 6のネットワークではドメイン分類の誤差が大き

くなるようにパラメータが更新される．そのため，勾配逆

転層はソースドメインとターゲットドメインの分類性能を

低下させる働きをもつ．一方で状態変化の分類性能は向上

させるようにネットワークが学習される．すなわち，ネッ

トワークはドメインの分類は失敗するが，状態変化の分類

は成功するように学習される．そのようなネットワークの

特徴抽出層では，ドメインに依存せずに状態変化を分類で

きる特徴が抽出される．

3.6 モデルの訓練

ソースドメインとターゲットドメインにおいて観測した

CSIデータから安定区間における隣接するウインドウ間の

AoAと ToFのスペクトラム（181× 100の 2次元の行列）

を得る．2つのスペクトラムの差異を計算したあと，2次

元の行列を 18100 次元のベクトルに変換する．これらの

ソースドメインとターゲットドメインのベクトルがニュー

ラルネットワークの学習データとなる．ただし，ソースド
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図 6 DANN モデルのアーキテクチャ

メインのベクトルにのみ状態変化のラベルが貼られてい

る．一方，それぞれのベクトルはどのドメインで取得され

たかは既知であると想定しているため，ドメインのラベル

はソースおよびターゲットドメインの両方のベクトルに対

して貼られているものとする．ただし学習する際は，ソー

スドメインのデータとターゲットドメインのデータの量は

ランダムサンプリングなどにより揃えるようにする．ター

ゲットドメインのベクトルには，日常物の状態変化のラベ

ルが存在しないため，そのベクトルを用いてネットワーク

のパラメータを更新する際は，状態変化分類器のパラメー

タの更新は行わない．一方で，ソースドメインから得られ

たベクトルを用いる際には，ネットワークの全パラメータ

を更新する．状態変化分類器では，実際のラベル（正解）

と Softmax層の出力との交差エントロピーを小さくする

ように訓練する．一方，ドメイン分類器では，勾配逆転層

を利用することで，ドメイン分類の性能を低下させるよう

に，実際の正解ラベルと Softmax層の出力との交差エント

ロピーを逆に大きくするように訓練する．学習に用いる勾

配法には Adam Optimizerを用いた．

3.7 推定フェーズ

推定フェーズでは，ターゲットドメインで観測した CSI

データから安定区間のウインドウ内の AoAと ToFのスペ

クトラム（181× 100の 2次元のデータ）を得る．2つのス

ペクトラムの差異を計算したあと，2次元の行列を 18100

次元のベクトルに変換する．このターゲットドメインのベ

クトルがニューラルネットワークのテストデータとなる．

検知対象がどのように状態変化（開→閉か，閉→開か，変化

なしか）をするかを表す確率が状態変化分類器の Softmax

層により出力される．出力される確率のうち，最大となる

確率に対応するクラスが，推定される状態変化となる．変

化なしと推定された場合は，現在の状態は，前回に推定さ

れた状態変化の推定結果に基づき決定される．例えば，前

回の結果が「開→閉」だった場合は，現在の状態は「閉」

となる．ただし，転移先環境に複数の検知対象がある場合

は，DANNは対象（ドア等）を限定した出力は行わない．

図 7 実験室の配置

4. 検証実験

4.1 データセット

本検証実験で使用した部屋，送信機，受信機 1，受信機

2，日常物の窓 1，2とドアの配置を図 7に示す．送信機と

受信機は共に Intel 5300 NIC Wi-Fiモジュールを搭載した

PCである．実験の際は送信機からパケットを約 3000 Hz

で受信機に送信するように設定した．本検証実験では，ド

アを認識対象とし，2つの窓の状態の違いおよび受信機の

位置を転移学習の対象とする．例えば窓 1が開状態，窓 2

が閉状態にあるときと，窓 1が閉状態，窓 2が閉状態にあ

るときは，電波の伝搬が大きく異なるため，本実験ではこ

れは異なるドメインとし，転移学習を行う．窓 1と 2の開

閉状態におけるドメインの定義を表 1に示す．同様に，受

信機の位置が異なると，電波の伝搬も大きく異なるため，

異なるドメインとみなす．日常物の窓 1，窓 2とドアには

それぞれ 2種類の状態があるため，8つの組み合わせがあ

り，各組み合わせ（状況）ごとに 2つの受信機から約 15

秒間の CSIデータを取得した．これを 1セットとし，合計

4セットのデータを取得した．セット 1～3を学習データ，

セット 4をテストデータとして利用する．なお，正解ラベ

ルを付与するために，日常物の開閉状態をウェブカメラで

撮影した．

表 1 窓の開閉状態間の転移におけるドメインの定義
ドメイン名 窓 2 窓 1

D0 閉 閉

D1 閉 開

D2 開 閉

D3 開 開

4.2 評価方法

本検証実験では，まず各ドメインの初期状態として，ド

アが閉じている状態を考える．そして，初期状態に得られ

たスペクトラムと，任意のタイミングで得られたスペクト

ラムの差異を計算し，閉状態から開状態に変化したか，変

化していないかの 2値分類を行う．すなわち，図 6の状態
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図 8 窓の開閉状態間の転移におけるドアの状態の認識率

図 9 受信機間転移後のドアの状態の認識率

変化の出力は 2 クラスのいずれかとなる．評価指標とし

ては，スペクトラムのペアごとに行った推定の正解率を用

いる．

セット 1～3のソースドメインとターゲットドメインか

らは各 300個のスペクトラムのペアから差異を抽出し分類

を行う．

4.3 実験結果

4.3.1 窓の開閉状態間の転移

受信機 1において，ターゲットドメインにおけるドアの

開閉の認識率を図 8に示す．有効性を確認するために，受

信機 1において，ドメイン D0からドメイン D1へ，ドメ

イン D0からドメイン D2へ，ドメイン D0からドメイン

D3へ，ドメイン D1からドメイン D0へ．ドメイン D1か

らドメイン D2へ．ドメイン D1からドメイン D3へ，ド

メイン D2からドメイン D3への適応をそれぞれ検証した．

Train on Sourceはソースドメインからのラベルありデー

タのみを学習した場合，Train on Targetはターゲットドメ

インからのラベルありデータのみを学習した場合，DANN

はドメイン適応した場合の結果である．実験結果から，ド

メイン適応により，ソースドメインのみの学習に比べて，

ドアの開閉の認識精度が向上しており，提案手法の有効性

が確認できた．

4.3.2 受信機間転移後の認識率

次に，異なる位置にある受信機間の転移について検証す

る．受信機１のドメイン D0, D1, D2, D3をソースドメイ

ン，受信機 2の各ドメインをターゲットドメインとすると

きのドアの開閉の認識率を図 9に示す．いずれの場合でも

提案手法により，ドアの開閉の推定精度が向上しているこ

とが分かる．しかし，All Domains → D2の場合の精度が

ほとんど向上していなかった．D2の認識率は，ターゲッ

トドメインで学習した場合でも 0.445であり，これ以上の

向上は困難であると考えられる．

5. おわりに

本研究では，DANNを用いた転移学習によりラベルあり

学習データの存在しない転移先環境においても，日常物の

状態変化を推定する手法を提案した．検証実験により，提

案手法を用いることでラベルが存在しない環境においても

高い精度で状態変化を認識可能であることを確認した．今

回は環境内に人が存在しない際のを用いて検証したが，今

後は人がいる環境で取得されたデータを用いた検証を行う

予定である．
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