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概要：楽曲タグ予測手法には，人間の手によって特徴量抽出プロセスが設計される hand-crafted特徴量を

用いた手法と，ニューラルネットワークを用い人間の介入を減らした end-to-endと呼ばれる手法の 2つ

が存在する．後者には，生の音源波形やメル周波数スペクトログラムに対してニューラルネットワークを

用いることで特徴変換を自動化できるというメリットがあるが，高精度を達成するために，ニューラル

ネットワークのパラメータ数が膨大になる傾向がある．そこで本研究では，end-to-endにおいてニューラ

ルネットワークのみで一貫していた特徴変換の一部を音特有の特徴抽出アルゴリズムで置換し，ニューラ

ルネットワーク自身の特徴変換を削減するという発想から，インプットデータとして hand-crafted特徴量

を使用した多入力型の CNN に基づく楽曲タグ予測モデルを提案し，評価を行う．CNNによる特徴変換

部の convolutional blockの種類や層数，また，畳み込み層とマックスプーリング層のフィルタサイズなど

が異なる計 9種類のモデルを作成し，MagnaTagATuneデータセットに対して比較を行った．その結果，

convolutional blockに ReSE blockを用いたモデルが既存研究の最大値と同等の精度を約半分のパラメー

タ数で達成した．
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Automatic tagging using multi-input CNN for hand-crafted features
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Abstract: There are two methods for predicting tags of music. The first is a method using hand-crafted
features that the feature extraction process is designed by the human. The second is a method called end-
to-end that reduces engineering effort by the neural network. In the latter case, there is an advantage that
the feature extraction process can be automated by using the neural network for the raw waveform or mel-
spectrogram. However, in order to achieve high performance, the number of parameters of the neural network
tends to become enormous. Therefore, in this research, from the idea of replacing part of the consistent fea-
ture transformation in the neural network at end-to-end with sound-specific feature extraction algorithms,
we propose the tag prediction model based on multi-input CNN using hand-crafted features as input data
and evaluate it. We create 9 models that the types and numbers of convolutional block, the filter size of
the convolutional layer and max-pooling layer are different and compare it using MagnaTagATune dataset.
As a result, the model using the ReSE block achieves the performance equivalent to the maximum value of
previous works with about half the number of parameters.
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1. 序論

コンピュータサイエンスにおいて，人間が持つ知覚機能

を機械に付加する研究は盛んに行われている．例えば，顔
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認証や機械翻訳技術への応用が可能なため，機械に画像中

の物体を認識させたり，言語を理解させる研究が行われて

いる．本研究ではそのような分野の中で，音をトピックに

扱うmachine hearing[1]と呼ばれるテーマに着目する．機

械が人間のような聴覚機能を獲得できれば，音声を文章に

変換したり，雑多な音の中から人間の声だけを抽出したり

と様々な技術への応用が考えられる．

Machine hearingにおいて，人間のような知覚機能を機

械に付加するために，生の音源波形を特徴量と呼ばれる音

固有の表現に変換することが必要となる．様々な手法が提

案されているが，それらは 2つに大別される．

( 1 ) 特徴量への変換プロセスが人間の手によって設計さ

れる hand-crafted 特徴量を用いた手法が存在する．

Hand-crafted特徴量をロジスティック回帰やサポート

ベクターマシンのような機械学習アルゴリズムのイン

プットデータとして使用することで，モデルを作成す

ることが可能だ．ここでモデルとは，生の音源波形を

特徴量に変換し，予測値の出力までを行う一連のアル

ゴリズムのことを指す．

( 2 ) 一方近年，ニューラルネットワークの発展により，特

徴抽出プロセスへの人間の介入を減らした end-to-end

と呼ばれる手法が誕生し，盛んに研究されている．

end-to-endでは，生の音源波形から特徴量を自動で抽

出し，ニューラルネットワーク内部で一貫したモデル

を作成することが可能だ．しかし，高精度なモデルを

作成するために，ニューラルネットワークのパラメー

タ数が膨大になり，多くの学習データ，計算量を必要

とする傾向がある．

そこで本研究では，hand-crafted 特徴量を用いた手法と

end-to-end 手法の 2 つを組み合わせた新たな手法を提案

し，人間の特徴抽出プロセスへの介入が少ない，かつ，

ニューラルネットワークのパラメータ数を抑えた音知覚モ

デルの作成を目指す．ここで作成したモデルの評価を行う

ため，音楽情報検索（MIR: Music Information Retrieval）

の主要なタスクの 1 つであるオートタギングを用いる．

オートタギングとは，楽曲に割り振られたジャンル，ムー

ド，楽器といったタグを高精度で予測するタスクである．

本手法の要点は，生の音源波形から音色やリズムといった

音特有の特徴量を手動で抽出し，ニューラルネットワーク

のインプットデータとして使用することで，end-to-endに

おいてニューラルネットワークのみで一貫していた特徴抽

出プロセスを 2段階に切り分けた点にある．

以下，第 2章に本研究で提案するハイブリット手法につ

いて説明する．第 3章では，実験に使用したデータセット

や実験手順について述べる．第 4章では，オートタギング

タスクにおける作成したモデルの数値実験結果を示す．最

後に第 5章で，結論を述べる．

2. 提案手法

本研究で使用するモデルは，hand-crafted 特徴量の抽

出，convolutional blockによる特徴変換，Fully Connected

（FC） layerによる予測値の出力の 3段階から構成される．

音特有の特徴抽出アルゴリズムから得られた 13 種類の

hand-crafted特徴量各々に対し convolutional blockによる

特徴変換を行い，得られた 13個の新たな特徴量を global

max poolingを用いて集約し，2層の FC layerのインプッ

トデータとして使用することで楽曲タグ予測モデルを作成

する．以下に詳細を示す．

2.1 Hand-crafted特徴量

機械学習アルゴリズムのインプットデータとして使用す

る hand-crafted特徴量を抽出するための第一段階として，

生の音源波形を楽曲特有の性質を反映した特徴量に変換す

る必要があり，それらを抽出するアルゴリズムとして様々な

ものが提案されている．例えば，参考文献 [2], [3]ではそれ

ぞれ，（timbral texture，rhythmic content，pitch content）

の 3種類，（dynamics，rhythmic，spectral，harmony）の

4種類といった様々な組み合わせの特徴量が抽出される．

アルゴリズムの種類によるが，これらの特徴量は～50 [ms]

程度の範囲から抽出されることが多い．この短い範囲は

analysis windowと呼ばれる．Analysis windowから抽出

された特徴量は，サポートベクターマシンのような機械学

習アルゴリズムのインプットデータには適切ではなく，そ

れらに適切な処理を施すことも hand-crafted特徴量を抽

出するための重要なプロセスである．参考文献 [2]では，

analysis windowにより抽出された特徴量から 1 [s]程度の

範囲で平均値や標準偏差といった統計量を計算し，最終的

なインプットデータとして使用している．

本手法では，analysis windowにより得られた特徴量を

そのまま CNNのインプットデータとして用いることで，

analysis windowから得られた特徴量をより適切な特徴量

に変換するプロセスを CNN内部で行う．つまり本手法に

おいて hand-crafted特徴量とは，analysis windowから得

られた特徴量のことを指す．本研究では試験的に，hand-

crafted特徴量として参考文献 [4]で定義されている Time

Domain Physical, Frequency Domain Physical, Cepstral

Domain Perceptualの中で，MIRtoolbox[5]で実装されて

いる Root Mean Square（RMS），zerocross，pulseclarity，

beatspectrum，flux，centroid，rolloff，flatness，entropy，

skewness，kurtosis，chromagram，13次元Mel Frequency

Cepstral Coefficients（MFCC）の計 13種類を選択する．

2.2 Convolutional block

参考文献 [6], [7], [8], [9] では，畳み込み層とマックス
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図 1 アーキテクチャ a の概略図

プーリング層からなる convolutional blockが提案され，生

の波形に対しては 1次元の畳み込み層と 1次元のマック

スプーリング層が，メル周波数スペクトログラムに対して

は 2次元の畳み込み層と 2次元のマックスプーリング層

が使用される．この convolutional blockを basic blockと

呼ぶ．また参考文献 [10]では，画像認識分野で大きな成果

を挙げている ResNets[11]と SENets[12]を応用した Res，

SE，ReSE blocksを提案し，精度の上昇に成功している．

そこで本研究では，basic blockだけでなく，参考文献 [10]

で特に高い精度が得られている SE，ReSE blocksの 3種

類を hand-crafted特徴量に対して使用したモデルを作成

し，比較を行う．ここで，本研究で使用する hand-crafted

特徴量には RMS や zerocross のような 1 次元特徴量と，

chromagramやMFCCのような 2次元特徴量の 2種類が

存在する．そこで，1次元特徴量には，生の波形と同様に

1次元の畳み込み層と１次元のマックスプーリング層を使

用し，2次元特徴量には，メル周波数スペクトログラムと

同様に 2次元の畳み込み層と 2次元のマックスプーリング

層を使用する．

2.3 モデルアーキテクチャ

hand-crafted特徴量が抽出される際，window lengthと

hop lengthの値はモデルの性能に影響を与えることが想定

される．また，畳み込み層とマックスプーリング層のフィ

ルタサイズ，convolutional blockの層数も同様にモデルの

性能に影響を与える重要なパラメータである．しかし，そ

れらのパラメータが異なるモデルをいくつも作成し，実験

を行うことは，多くの計算時間が必要となる，また，本研

究で使用するデータセットのみに過剰に適合したモデルに

なるといった 2点から適切でないと考える．そこで，3つ

の convolutional blocksと以下に説明するアーキテクチャ

a，b，cを組み合わせた計 9種類のモデルを作成し，比較

を行う．

a: window lengthと hop lengthにMIRtoolboxのデフォ

ルト値を使用したアーキテクチャである．hand-crafted

特徴量ごとにwindow lengthと hop lengthの値は異な

るため，抽出される特徴量のサイズは異なる．そこで，

全ての特徴量において層数は 3に固定し，convolutional

blockの最終層から得られる特徴量の次元数が（4 ×

フィルタ数）となるように，マックスプーリング層の

フィルタサイズを 1から 5の範囲で調節する．

b: 抽出される全ての hand-crafted 特徴量のサイズが 3

の倍数である 243になるように window length，hop

length を調節したアーキテクチャである．マックス

プーリング層のフィルタ数を 3，層数を 5とすること

で，convolutional blockの最終層から得られる特徴量

の次元数が（1 × フィルタ数）となるように調節する．

c: 抽出される全ての hand-crafted 特徴量のサイズが 2

の倍数である 128になるように window length，hop

length を調節したアーキテクチャである．マックス

プーリング層のフィルタ数を 2，層数を 7とすること

で，convolutional blockの最終層から得られる特徴量
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表 1 MTAT における 9 種類のモデルの結果

アーキテクチャ

Block a b c

Basic 0.9076 0.9084 0.9068

SE 0.9083 0.9091 0.9093

ReSE 0.9110 0.9104 0.9096

の次元数が（1 × フィルタ数）となるように調節する．

ここでアーキテクチャ b，cにおいて，window lengthと

hop lengthの比がMIRtoolboxのデフォルト値と同じにな

るように調節を行い，全てのアーキテクチャにおいて，畳

み込み層のフィルタサイズはマックスプーリング層のフィ

ルタサイズと同じ値を使用する．また 13種類の特徴量の

中で，pulseclarityは window length，hop lengthのデフォ

ルト値が 5 [s]，0.5 [s]と大きな値が設定されている．そこ

で例外として，アーキテクチャ aでは window length，hop

lengthの値を 1 [s]，0.1 [s]とし，アーキテクチャ b，cで

は抽出される特徴量のサイズが 27，32となるように調節，

かつ，層数を 3，5と減らすことで対応する．最後にアー

キテクチャ a，b，cの順にニューラルネットワークのパラ

メータ数，計算コストが少ないことを明記しておく．アー

キテクチャ aの概略図を図 1に示す．

3. 実験

3.1 データセット

本研究では，MagnaTagATune（MTAT）[13]データセッ

トを用いる．MTATは長さ 29 [s]程度のファイル 25863曲

からなり，各曲に対してジャンル，楽器，ムードといった

188個のタグが割り振られているデータセットである．参

考文献 [6], [7], [8], [9], [10]と同じように，トレーニング，

バリデーション，テストデータは 12:1:3に分割し，最もよ

く使用される 50個のタグを使用する．

3.2 評価

MTATは各曲に割り振られているタグの総数が 50個で

それぞれ異なる．そこで評価指標として，不均衡なデー

タセットに対して頑健性を持つ Area Under an receiver

operating characteristic Curve（AUC）を用いる．50個の

タグ各々に対し AUCを計算し，50個の値の平均値を最終

的な評価指標として使用する．また本研究では，各曲を 10

個のセグメントに分割し，モデルのインプットデータとし

て使用する．そこで，10個のセグメントから得られる予測

値の平均値を使用することで各曲ごとに評価を行う．

3.3 各種パラメータの詳細

FC layerの output層の活性化関数として，sigmoid関数

を用いる．また損失関数には，binary crossentropyを用い

る．全てのモデルは，nesterov momentumが 0.9の SGD

を用い，バッチサイズ 23でトレーニングを行う．初期学

表 2 MTAT における既存研究との比較

モデル AUC パラメータ数

Temporal pooling and multiscale[14] 0.8610

Transfer learning[15] 0.8800

2D CNN + mel-spec[6] 0.8815

Deep bag-of-features[16] 0.8880

Timble CNN[17] 0.8930 191k

2D CNN + mel-spec[8] 0.8940 22M

Bag of multi-scaled features[18] 0.8980

PersistentCNN[19] 0.9013

Multi-level + multi-scale[9] 0.9017

SampleCNN-ReSE + multi-level[10] 0.9113 27M

a-ReSE 0.9110 13M

習率は 0.01に設定し，20エポックが経過するごとに 1/5

に減らす．FC layerの最終層の手前でドロップアウト率が

0.5のドロップアウト層を使用する．全ての convolutional

blockにおいて，活性化関数として ReLU関数を使用し，

バッチ正則化，weight decayが 0.001の L2正則化を適用

する．Hand-crafted特徴量はインプットデータとして使用

する前，スケールを整えるために正規化を行う．

4. 結果

4.1 MTATでの作成したモデルの比較

表１に，MTAT における 9 種類のモデルの AUC を示

す．3 つのアーキテクチャ全てで ReSE，SE，basic の順

に高い精度が得られた．また，basicの中で b，SEの中で

c，ReSEの中で aにおいて最も高い AUCが得られた．そ

れぞれの blockとアーキテクチャの組み合わせには相性が

存在することが分かる．さらに，層数が 3と少なく，パラ

メータ数の最も少ないアーキテクチャ aに ReSE blockを

用いたモデルが最も高い 0.9110の AUCを達成した．

4.2 MTATでの既存研究との比較

表 2に，本研究で最大性能が得られた a-ReSEモデルと

既存研究との比較を示す．a-ReSEモデルは，既存研究で

最も高い AUCを示すモデルと同程度の値を約半分のパラ

メータ数で達成した．ReSEは basicと比べ，高い精度が得

られる反面パラメータ数が多く，層数が深くなるにつれモ

デル全体のパラメータ数が膨大になる傾向がある．本手法

で作成したアーキテクチャ aは，3層と少ない ReSE block

で十分に高性能な特徴量を生成することができた．その結

果，精度を保ったままパラメータ数を抑えることに成功し

たといえる．

5. 結論

本研究では，楽曲タグ予測において大別していた hand-

cradted特徴量を用いた手法とニューラルネットワークを用

いることで人間の介入を減らした end-to-end手法の 2つか

ら着想を得た，hand-crafted特徴量に対する多入力CNNに
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基づく楽曲タグ予測モデルを提案した．MagnaTagATune

データセットに対する評価実験の結果，CNNによる特徴

変換部に ReSE blockを 3層用いたモデルが最大精度を示

し，約半分のパラメータ数で既存研究の最大値と同等の精

度を達成した．これらの結果から，ニューラルネットワー

クで一貫していた特徴変換プロセスを音特有の特徴抽出ア

ルゴリズムで置換することで，ニューラルネットワーク自

身のパラメータ数を削減し，高精度を達成できる可能性を

示した．

謝辞 GPUサーバを御提供頂いた電気通信大学 人工知

能先端研究センター，研究室内の計算機環境構築に御尽力

頂いた澤原 雅隆氏に感謝する．

参考文献

[1] Richard F. Lyon, ”Machine hearing: An emerging field,”
IEEE signal processing magazine, vol. 27, no. 5, pp. 131-
139, 2010.

[2] G. Tzanetakis and P. cook, ”Musical genre classification
of audio signals,” IEEE transactions on speech and audio
processing, vol. 10, no. 5, pp. 293-302, 2002.

[3] Babu Kaji Baniya, Joonwhoan Lee and Ze-Nian Li, ”Au-
dio feature reduction and analysis for automatic music
genre classification,” IEEE international conference on
Systems, Man, and Cybernetics (SMC), 2014.
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