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概要：強化学習は Atari 2600 などのビデオゲームで多くの成功を収めているが， Real-Time Strategy

(RTS) ゲームにおいては，強化学習を用いた AIはまだ人間のトッププロに勝利できていない．その理由

の一つには， RTS ゲームが時間的に定常な 1人ゲームであるとみなすことができず，強化学習の仮定を

満たせないということが挙げられる．本研究では，研究用の RTS ゲームである ELF Mini-RTS を対象と

し，一般の RTS ゲームに解を与えるための第一歩として， Mini-RTS を二人零和展開型ゲームであると

みなしてゲーム理論的なアプローチで実験的に解を求めた．より具体的には，ナッシュ均衡戦略を求める

手法である Neural Fictitious Self-Play (NFSP) が方策勾配法とも組み合わせられることを示し，これを

Mini-RTS に適用することで戦略を計算した．実験の結果，方策勾配法を組み合わせた NFSP は Mini-RTS

における搾取されにくい戦略を求めることができ，かつその学習速度は通常の自己対戦を用いて事前学習

することで向上させられることが示された．

Computing Equilibrium Strategies for Mini-RTS with Self-Play
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Abstract: Despite the notable successes in video games such as Atari 2600, current AI is yet to defeat hu-
man champions in the domain of Real-Time Strategy (RTS) games. One of the main reasons is that an RTS
game is a multi-agent game, in which reinforcement learning methods cannot simply be applied because the
environment is not a stationary Markov decision process. In this paper, we present a first step toward finding
a game-theoretic solution to RTS games by using Mini-RTS, a small but nontrivial RTS game provided on
the ELF platform, as our testbed. More specifically, we show that Neural Fictitious Self Play (NFSP), a
game-theoretic approach for finding Nash equilibria, can be effectively combined with policy gradient rein-
forcement learning and be applied to Mini-RTS. Experimental results also show that the scalability of NFSP
can be substantially improved by pretraining the models with simple self-play using policy gradients, which
by itself gives a strong strategy despite its lack of theoretical guarantee of convergence.

1. はじめに

近年の深層学習の発展によって，強化学習は多くの複雑

なゲーム環境で成功を収めている．特に，Atari 2600 の

ゲーム環境では，強化学習によって画像情報のみからほと

んどすべてのゲームについて人間を超えるスコアが達成
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されている [1], [2], [3]．しかしながら，リアルタイムスト

ラテジー (RTS) ゲームの分野では，強化学習を用いた AI

はまだ人間のトッププレイヤの実力を上回っていない [4]．

RTS ゲームは，チェスや囲碁に続く多人数強化学習にお

ける次世代の挑戦対象であると考えられており [5], [6]，こ

の RTS ゲームにおいて強いプレイヤを求める手法が望ま

れている．

大規模な RTSゲームにおける研究を効率よく行うために，

いくつかの研究用ゲーム環境が提案されている [4], [7], [8]．

強化学習の研究を高速に行うためのプラットフォームの一

つである ELF (Extensive, Lightweight, and Flexible plat-

form) [5]では， Mini-RTS と呼ばれる研究用の RTS ゲー
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ムが提供されている．このゲームは RTS ゲームとして

は小規模であるものの， fog-of-war や リソース管理など

RTSゲームの特徴をすべて保持しており，かつ既存の他

のゲーム環境と比較して高速に動作する．本研究では，よ

り大規模な RTS ゲームを解くための第一歩として，この

Mini-RTS におけるゲーム理論的な意味での解を求めるこ

とを目指す．

RTS ゲームにおける強いプレイヤを作成するためには，

戦略と戦術のトレードオフ，リアルタイムな意思決定，事

前知識の活用など，様々な難点が存在している [9], [10]

が，本研究ではそのうち多人数性を主な研究対象とする．

RTS ゲームは二人以上の多人数ゲームであり，学習する

プレイヤにとって環境が時間的に定常ではない．これは，

強化学習が環境に対して設ける仮定の一つである Markov

Decision Process (MDP) 性に反する．

多人数ゲームで強化学習を行う手法として，自己対戦

(self-play) が挙げられる [6], [11]．最も単純な自己対戦で

は，各プレイヤが同時に相手プレイヤに対する報酬を最

大化するように学習する．自己対戦では，各プレイヤが合

理的に (rational) 学習していて，かつその学習が収束すれ

ば，その戦略の組はナッシュ均衡になることが知られてい

る [12]．しかしながら，自己対戦では学習が収束する保証

はなく，実際に収束せず振動する例も観測されている [13]．

Heinrich らは，これらの手法とは根本的に異なるアプ

ローチとして，ゲーム理論の Fictitious Play (FP) に相

当するアルゴリズムを機械学習を用いて行う Fictitious

Self-Play (FSP) と呼ばれる手法を提案した [14]．FP はい

くつかの条件の元でナッシュ均衡戦略に収束することが

証明されているため，その近似である FSP も通常の自己

対戦と比べてより収束する可能性が高いと考えられる．実

際に， FSP に深層学習の手法といくつかの改良を加えた

NFSP (Neural Fictitious Self-Play) は，単純なポーカーの

ゲーム環境において，事前知識を用いることなく近似的な

ナッシュ均衡戦略を得ることに成功した [15]．

本研究では，この NFSP に対して方策勾配法 (policy

gradient method) が適用でき，かつその手法を用いて

Mini-RTS の均衡解を得ることができることを示す．また，

方策勾配法と組み合わせることによって， NFSP のネッ

トワークを通常の self-play の学習で事前学習できるよう

になり，それによって NFSP の学習速度を向上させられ

ることを示す．この研究は，我々の知る限り初めて非自明

な RTS ゲームの均衡解を求めることに成功した研究であ

り，したがってより複雑な RTS ゲームを解くための重要

な第一歩である．

2. 背景

2.1 強化学習と Markov Decision Process

強化学習では，環境のモデルとして MDP を仮定する

ことが多い． MDP 環境 E における強化学習では，プ
レイヤは各時刻 t で状態 st ∈ S を受け取り，合法手集
合 A 上の確率分布を表す関数 π : S × A → [0, 1] から

行動 at ∈ A を選択する．この関数を方策 (policy)，あ

るいは多人数ゲームの文脈では戦略 (strategy) と呼ぶ．

環境 E は選択された行動 at を実行し，状態遷移関数

T (st+1 | st, at) と報酬関数 R (rt+1 | st, at, st+1) を用いて

次状態 st+1 と報酬 rt+1 を返す．プレイヤの目的は，累積

期待報酬 E [Rt] = E
[∑∞

k=0 γ
krt+k

]
を最大化することで

ある．

あるプレイヤから見て区別できないような状態があ

る場合，その MDP 環境は Partially Observable MDP

(POMDP) と呼ばれる．POMDP 環境 Ep における強化
学習では，プレイヤは観測 ot = O(st) を受け取り，行動

at ∈ A を戦略からサンプルすることで選択する．観測関
数 O は，環境 Ep の真の状態 s からプレイヤへの観測を与

える関数であり，プレイヤの戦略 π は状態ではなく観測に

依存する．

MDP 環境の状態 s について， s での累積期待報酬を表

す状態価値関数 Vπ (s) ， s から行動 a を取った後の累積

期待報酬を表す行動価値関数 Qπ (s, a) ，V に対する Q の

利得差を表す advantage Aπ (s, a) を，以下で定義する．

Qπ (st, at) = E

[ ∞∑
k=0

γkrt+k

]
Vπ (st) =

∑
a∈A

π (a | st)Qπ (st, a)

Aπ (st, at) = Qπ (st, at)− Vπ (st)

2.2 展開型ゲーム

本研究では， RTS ゲームを展開型ゲームとして扱うこ

とで均衡戦略の計算を行う．展開型ゲームは多人数の不完

全情報ゲーム環境を表すモデルの一つであり，各プレイヤ

から見た状態をゲーム木のように扱うことで状態遷移を表

現する．

展開型ゲームにおいては，各プレイヤが必ずしも状態の

すべてを観測できるわけではない．プレイヤ i から見て

区別できないような状態の集合を情報集合と呼び， Ii(s)

で表す．各プレイヤは，各情報集合に対する行動の確率

分布である戦略 πi を持つ．また，すべてのプレイヤの

戦略の組 π = {π1, · · · , πN} を戦略プロファイルと呼ぶ．
戦略プロファイルに対する各プレイヤの期待累積報酬を

Ri(π)と表記する．あるプレイヤ iについて，i以外の戦略

π−i = {πj | j ∈ N , j ̸= i} を固定し，その戦略に対する期
待累積報酬を最大化する戦略 π∗

i = arg max
πi

[Ri (πi, π−i)]

を考えるとき，この戦略を π−i に対する最適応答戦略と

呼ぶ．すべてのプレイヤの戦略が，自分以外の相手に対し

て最適応答戦略になっているような戦略プロファイルを，
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ナッシュ均衡戦略と呼ぶ．

プレイヤが 2 人であり，かつ常に報酬の和が 0 である

とき，このゲームは二人零和ゲームであるという．また，

各プレイヤが一度観測した状態をすべて記憶していると

き，このゲームは完全記憶 (perfect recall) ゲームであると

いう．

展開型ゲームは，あるプレイヤに注目し，その他のプレ

イヤの戦略を固定することで，POMDP であるとみなすこ

とができる．さらに，そのゲームが完全記憶ゲームである

とき，このゲームは MDP であるとみなすことができる．

2.3 Neural Fictitious Self-Play

Neural Fictitious Self-Play (NFSP) は， FSP の関数近

似器として，ニューラルネットワークと Deep Q-Networks

(DQN) [1] を用いたものである．FSP は，標準型ゲーム

におけるナッシュ均衡戦略を求める手法である Fictitious

Play (FP) を展開型ゲームにも適用できるようにし，さら

に機械学習の手法を用いてテーブルを持てないようなゲー

ムにも適用できるようにしたものである．

FP では，繰り返し self-play を行いつつ，各イテレー

ションで相手プレイヤの平均戦略に対する最適応答戦略を

計算する．同時に，各プレイヤはこれまでの最適応答戦略

の平均となる戦略を計算する．FSP では，この計算のうち

最適応答戦略を求める部分を強化学習で，平均戦略を求め

る部分を教師あり学習で近似することで，すべての情報集

合における確率分布を保持・更新しなければならないとい

う問題点を解消しつつ，最新の機械学習のアルゴリズムを

適用できるようにしている．

FSPは特定の機械学習の手法に依存しない汎用的なアル

ゴリズムであるが，ここにニューラルネットワークによる

強化学習・教師あり学習を適用したのが NFSPである，ま

た，NFSPでは教師あり学習のサンプリング方法を改善す

るために，通常の circular replay buffer ではなく reservoir

buffer を用いている．これによって，有限のメモリでも

データ全体から等確率でサンプリングして保持することが

でき，平均戦略の計算を効率よく行えるようになっている．

また，NFSP では教師あり学習が相手の変化により鋭敏に

反応できるようにするために， anticipatory dynamics [16]

を用いて buffer 内のデータの先読みを行っている．

2.4 Proximal Policy Optimization

DQN のような value-based な手法は，確率的なプレイ

ヤを表現できないため，後述する通り通常の自己対戦では

ナッシュ均衡解が存在しない可能性がある．NFSP に適用

することで間接的に確率的なプレイヤを表現することはで

きるが，本研究ではより直接的に， policy-based な手法で

ある Proximal Policy Optimization (PPO) [17] を強化学

習として用いた．

PPOは，Trust Region Policy Optimization (TRPO) [18]

を単純化し，性能を落とすことなく実装面・速度面で改

善させた手法である．TRPO では， surrogate objective

function と呼ばれる目的関数を，ある条件の元で最大化す

ることで戦略の更新を行う．

この最適化問題における制約条件は，確率分布がデータ

生成時の確率分布から外れすぎて，データに対する更新が

真のパラメータを悪化させるのを防ぐために導入されてい

る． PPO では，この制約条件を単に確率のクリッピング

に置き換えている．PPO では以下の目的関数を制約条件

なしに最大化する．

L(θ) = Êt

[
min

(
rtÂt, clip (rt, 1− ϵ, 1 + ϵ) Ât

)]
(1)

ここで， rt = πθ(at | st)
πθold

(at | st) は現在の確率の元の確率に対

する比であり， ϵ は比の上限を決めるしきい値， Ât は

advantage At の推定量である．この最適化問題は TRPO

の最適化問題に比べて単純であり，かつ実験的に TRPO

よりよい性能が出ることが知られている．

3. ELF Mini-RTS

本研究の目的は，ELF Mini-RTS において，任意のプレ

イヤに搾取されないような均衡戦略を求めることである．

Mini-RTS におけるプレイヤの目的は，戦車を作成し，

相手の基地を破壊することである．各プレイヤは自分の基

地，数種類のユニット，そしてリソースを持っている．プ

レイヤはリソースを消費することで兵士を作成でき，空き

地に兵士を送りリソースを消費することで兵舎を作成で

き，兵舎に兵士を送りリソースを消費することで戦車を作

ることができる．

Mini-RTS はフレーム単位で動作する．プレイヤは各フ

レームで各ユニットにどの行動を行うかの命令を送り，そ

れらの行動が実行されて環境が遷移し，新たな観測が返る，

というサイクルを繰り返すことでゲームが進行する．ゲー

ムには fog-of-war があり，観測は自分のユニットがいる周

囲についてのみ観測可能であり，他の部分はマスクが掛け

られている．したがって，このゲームは不完全情報ゲーム

である．

「兵士 1を 2ピクセル右に移動させる」といった局所的

な命令を指定する代わりに， Mini-RTS では「空いている

兵士に兵舎を建設させる」「基地を防衛する」といった大

域的な命令を選択することができる．これらの命令は全ユ

ニットに同時に作用する．簡単のため，本研究ではこれら

の大域的な命令のみを用いた．具体的には，プレイヤは各

フレームで 9つの行動から 1つを選択する．その内訳は，

建設に関する行動が 4種類（兵士・兵舎・近接戦車・遠隔

戦車），攻撃に関する行動が 4種類（攻撃，離れて攻撃，攻

撃して戻る，基地を防衛する），何もしない行動が 1種類と
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なっている．

また，環境からプレイヤに与えられる観測は，ゲーム画

面を 20× 20のグリッドに分割し，その各グリッドにある

オブジェクトや基地の残り耐久力などを表す 22× 20× 20

の値である．

4. 提案手法

本研究では，RTSゲームを二人零和完全記憶展開型ゲー

ムであるとみなし，自己対戦の手法を適用することで均衡

戦略を得ることを目指す． RTS ゲームには多くのユニッ

トが存在しているが，プレイヤはすべてのユニットの観測

を得ることができ，かつすべてのユニットに命令を出すこ

とができる．したがって，プレイヤが二人であれば，勝敗

のみを報酬とすることでこのゲームは二人零和ゲームとみ

なすことができる．また，先述した通り， fog-of-war に

よって観測が制限されているため，このゲームは不完全

情報ゲームである．ほとんどの RTS ゲームは離散的なフ

レームで管理されており，プレイヤの意思決定が十分速け

ればこれは順番に手番を行うゲームであるとみなせるた

め，このゲームは展開型ゲームであるとしてもよい．ゲー

ムが完全記憶であるかどうかは，プレイヤが過去の観測を

すべて記憶しているかどうかに依存する．このことについ

ては第 6節で後述する．

完全情報ゲームでは，ナッシュ均衡であるような戦略プ

ロファイルの中に，すべての状態において確定的に行動を

決定するような戦略プロファイルがあることが知られてい

る．しかしながら，不完全情報ゲームにおいては，そのよ

うな戦略プロファイルは一般には存在しない．確定的でな

い（確率的な）プレイヤを通常の自己対戦でも得るために，

本研究では NFSP の強化学習アルゴリズムとして，方策

勾配法の一種である PPO を用いた．この NFSP と PPO

を組み合わせたアルゴリズムをアルゴリズム 1に示す．

このアルゴリズムでは，行動を決定する関数と学習を行

う関数がコールバックとして各 Γi に登録される．10行目

の各ステップにおいて，各 Γi では複数のゲームスレッド

が同時に実行され，いずれかのコールバックが適切なバッ

チとともに呼び出される．

本研究では，ゲームインスタンス Γi を各プレイヤ p に

ついて並列に作成し，実行した．各インスタンスではプレ

イヤ p が強化学習に，それ以外のプレイヤが教師あり学習

に従って行動し，各 Γp ではプレイヤ p のみが学習を行う

ようにした．このアルゴリズムは，各ゲームの先頭で強化

学習か教師あり学習を選択し，各プレイヤを等価に扱うと

いう元の NFSP のアルゴリズムとは大きく異なっている．

元のアルゴリズムでは，各プレイヤ p は 4種類の経験デー

タを得ることができる．すなわち， (πp, π−p) ， (πp, β−p)

， (βp, π−p) ， (βp, β−p) である．ここで， π は教師あり

学習を， β は強化学習を表す．また，−p はプレイヤ p を

アルゴリズム 1 NFSP with PPO
Γ = {Γi | i = 1, 2, · · · , N} is a set of Game instances and N

is the number of players

1: function Main(Γ, N)

2: for p = 1, 2, · · · , N in parallel do ▷ p is a learning player

3: Γp.Initialize()

4: Γp.RegisterCallback(p, Trainer)

5: Γp.RegisterCallback(p, RLActor)

6: for q = 1, · · · , p− 1, p+ 1, · · · , N do

7: Γp.RegisterCallback(q, SLActor)

8: end for

9: repeat

10: Γp.DoStep() ▷ Multiple games are executed

concurrently and a corresponding callback is called at a step

11: until Time steps exceed the certain limits

12: end for

13: end function

14: function Trainer(p, batch)

15: {Sτ , Aτ ,Πτ , Rτ}{τ=t,··· ,t+T−1} ← batch

▷ State, action, probability distribution, and reward

▷ Πt is a probability distribution of NNRL at t

16: Calculate LRL with eq. (2)

17: Memorize {Sτ ,Πτ} in bufferMSL

18: Sample S,Π←MSL

19: Calculate LSL with closs entropy

20: Optimize NNRL and NNSL with LRL and LSL

21: end function

22: function RLActor(p, batch)

23: S ← batch

24: π ← NNRL(S)

25: return Sampled a← π

26: end function

27: function SLActor(p, batch)

28: S ← batch

29: π ← NNSL(S)

30: return Sampled a← π

31: end function

除く全プレイヤを表す．もし強化学習が off-policy であれ

ば，自身が βp で行動したデータだけでなく， πp に従って

行動したデータも強化学習に用いることができる．しかし

ながら，もし強化学習が on-policy であれば， (πp, ·−p) は

強化学習の学習には用いることができなくなってしまう．

教師あり学習も自身が πp に従って行動したデータは学習

に用いないので，強化学習が on-policy の場合，元のアル

ゴリズムのままでは多くのデータが無駄になってしまう．

これを避けるため，アルゴリズム 1 では学習するプレイヤ

のみが強化学習に従って行動を行うようになっている．

16行目において， LRL は PPO と同様に，以下の式で

計算される．

LRL = Lpolicy + αLentropy + βLvalue (2)

ここで，Lpolicy は式 (1) で表される PPO の目的関数を

−1倍したものであり，Lentropy =
∑

a πθ(a | s) log πθ(a | s)
はプレイヤに探索を行わせるための正則化項である．ま
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た， Lvalue は Vθ と Vtarget のクリッピング付き二乗誤差

である．具体的には，式 (1) において，推定量 Â は

δt = rt + γVθ(st+1)− Vθ(st)

At = δt + kδt+1 + · · ·+ kT−t+1δT−1

Āt =
At −meant′(At′)

stdevt′(At′) + ϵstd

のように計算され， Lvalue は

Vclip(s) = clip (Vθ(s)− Vθold(s),−ϵv, ϵv) + Vθold(s)

Lvalue =max
(
(Vθ)− Vtarget)

2
, (Vclip − Vtarget)

2
)

と計算される．

本研究では， Vtarget として Vtarget = At + Vθold を用い

た．これは OpenAI Baselines [19] の実装と同じである．

NFSP に加え，本研究では PPO を用いた通常の自己対

戦も使用した．アルゴリズムは NFSP のものとほとんど

同一であるが，教師あり学習が存在せず，すべてのプレイ

ヤが強化学習に従って行動する点が NFSP とは異なって

いる点である．

5. 実験

5.1 実験設定

実験はすべて，以下の設定で行った．

バッチサイズは 128 とし，時間方向のバッチサイズは 50

とした．アルゴリズム 1 の 18行目の reservoir sampling

では，一度に 512 個のデータをサンプルした．フレームス

キップは 50 に設定した．すなわち，各プレイヤは 50 フ

レームごとに行動を選択するようにした．各 Γi では 512

ゲームを並列に実行した．ニューラルネットワークのモデ

ルとしては，64チャンネル， 3× 3 カーネルの畳み込み層

と α = 0.1 の leaky ReLU を組み合わせたレイヤを 4 枚

並べ， 2 枚ごとに 2 × 2 max pooling レイヤを挟むこと

で body block を構成した．すべてのモデルはこの body

block に適切なヘッダ πSL ， πRL ，または VRL をつけ

た構造になっており，ヘッダはすべて 1層の全結合層から

なっている．ただし，π· には確率分布を表すためにソフ

トマックス層が付いている．Body block のパラメータは，

πRL と VRL を共有させ， πSL は別のパラメータを用い

た．また，プレイヤ間ではすべてのネットワークを共有し

た．最適化には勾配を 0.5 でクリッピングした確率的勾配

降下法を用いた．学習率として強化学習のモデルには 0.01

を，教師あり学習のモデルには 0.001 を用いた．式 (2) の

計算に用いるハイパーパラメータは，α = 0.01，β = 0.5，

γ = 0.99，k = 0.95，ϵstd = 10−8，ϵv = 0.1 を用いた．

5.2 Mini-RTS における自己対戦

通常の自己対戦および NFSP を用いて Mini-RTS の均

衡解が得られるかを確認するために，これらの手法を用

図 1 Mini-RTS における各プレイヤの勝率．横軸は学習に用いた

ゲームの数を対数で示している．上図が AI-Simple との対戦

結果を，下図が AI-Hit-and-Run との対戦結果を示している．

いてプレイヤを学習させ，ルールベース AIに対する勝率

を計測する実験を行った．Mini-RTS には AI-Simple と

AI-Hit-and-Run の 2種類のルールベースAIが用意されて

おり，前者は単にユニットを一定数生産して攻撃するだけ

だが，後者はより複雑な戦略を用いるようになっている．

人間のプレイヤにプレイさせた結果，それぞれに対して

90%，50% の勝率であったことが報告されている [5]．

このゲームは二人零和対称ゲームなので，もしプレイヤ

がナッシュ均衡戦略の一部であるような戦略を取っていれ

ば，そのプレイヤはどんなプレイヤにも搾取されず，必ず

50% 以上の勝率を得る．ゲームが十分小さければ，戦略が

どれだけナッシュ均衡戦略に近いかを表す可搾取量を計算

することができる [20]が，Mini-RTS は状態量が多すぎる

ため，このような評価手法は適用できない．可搾取量の近

似や下界を与えるアルゴリズムは他にも存在するが [21]，

上界を計算することはできず，Mini-RTS のような十分大

きいゲームで戦略がナッシュ均衡に近づいていることを確

実に評価する手法は存在しない．本研究では，単に評価対

象となる戦略をルールベース AIと対戦させ，その勝率を

評価指標とした．この値は可搾取量の下界の推定量になっ

ている．

図 1 に実験の結果を示す．AI-Simple に対する勝率で

比較すると，対戦相手を AI-Simple に固定して学習させ

た PPO プレイヤが最も高い勝率を得ているが，このプレ

イヤは AI-Hit-and-Run に対する勝率が非常に低くなって

おり，学習時の対戦相手に特化した戦略を学習したことで

搾取されやすい戦略になってしまっていることがわかる．
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AI-Hit-and-Run に対して学習させた PPO プレイヤも同

様に，学習時の相手に対しては最も良い勝率を出すことが

できるが，それ以外の相手には搾取されてしまうことがわ

かる．

NFSP を用いて学習させたプレイヤは，学習は他の手法

と比べて遅いものの，どちらのルールベース AIに対する

勝率も学習が進むにつれて上がっていることがわかる．こ

のことから，単純な PPO のような特定の相手に特化した

戦略ではなく，より搾取されにくい，ナッシュ均衡に近い

戦略が得られていると考えられる．

また，通常の自己対戦を用いて学習させたプレイヤは，

AI-Hit-and-Run に対する勝率で NFSP より早く同じ結果

に到達しており，AI-Simple に対する勝率では NFSP より

も高い勝率を得ることに成功している．NFSP は最適応答

戦略と平均戦略の両方を同時に学習する必要があるのに対

して，通常の自己対戦では最適応答戦略のみを学習すれば

良いので，もし通常の自己対戦もナッシュ均衡戦略に収束

するのであれば NFSP よりも速く収束することが期待さ

れる．通常の自己対戦では戦略が収束する理論的な保証は

ないが，戦略が収束すればその戦略はナッシュ均衡である

ため，実験的には NFSP よりも良くなることがある．実際

に自己対戦が振動して収束しない例も報告されている [13]

が，今回の実験ではそのような結果は観測されなかった．

自己対戦でない通常の強化学習アルゴリズムを用いて

学習させる際に，Tian らは AI-Simple と AI-Hit-and-Run

を 50% ずつ混ぜ合わせた AIを対戦相手として学習させる

ことで性能が向上することを示した [5]が，今回はこの実

験は行わなかった．本論文の目的は任意の相手に対して搾

取されないプレイヤを構成することであり，そのためには

少なくとも 1つ学習時に見ることのできない対戦相手を用

意する必要があるからである．

図 1 から分かる通り， PPO を用いて特化した戦略を学

習させた場合でも，勝率は 65% 程度に留まっている．こ

れは，Mini-RTS がランダム要素の強いゲームであること

に起因する．Mini-RTS では，ゲーム開始時に，リソース

や基地の位置，ユニットなどがお互いのプレイヤにランダ

ムに配られる．このユニットの数などは非対称であり，か

つフレームスキップが大きいため，もしゲーム開始時に相

手プレイヤが多数のユニットを持っており，自分が一切ユ

ニットを持っていなかった場合，プレイヤは相手プレイヤ

の攻撃をどうやっても防ぐことができない．実際，純粋な

ランダムプレイヤに対して PPO を用いて 107 ゲーム学習

させたプレイヤを用意し，簡易的な実験を行ったところ，

同じランダムプレイヤに対する勝率は 71% に留まってし

まい，十分学習させたプレイヤであっても 29% のゲーム

でランダムプレイヤに敗北してしまうという結果が得ら

れた．

実験で得られたプレイヤをより詳細に分析するため，別

表 1 各プレイヤに対して PPO を用いて最適応答戦略を計算させ

たときの PPO プレイヤの勝率．† が付いている結果を除い
て，いずれも 107 ゲームの学習を行った．

Agent Win rate

Random 0.71

AI-Simple 0.62

AI-Hit-and-Run 0.65

PPO against AI-Simple > 0.80†

PPO against AI-Hit-and-Run 0.56

Raw self-play with PPO 0.45

NFSP with PPO 0.44

図 2 NFSP プレイヤ（左下赤枠）と，それに対して学習させた PPO

プレイヤ（右上青枠）の対戦のスクリーンショット．青色の戦

車は近接戦車を，緑色の戦車は遠隔戦車を表す．NFSP プレ

イヤは（画像左）まず近接戦車を建設し，（画像右）次に遠隔

戦車を建設した．

の PPO プレイヤを用意し，実験で得られたプレイヤに対

して 107 ゲーム対戦させて学習させ，勝率を計測した．も

し PPO が最適な戦略に収束すれば，この勝率は対象とな

るプレイヤの，不完全記憶かつフレームスキップがある状

況下における可搾取量を表すことになる．

結果を表 1に示す．他のプレイヤと比較して，自己対戦

及び NFSP を用いて得られたプレイヤが搾取されにくい

戦略になっており， PPO が 50% 未満しか搾取できてい

ないことがわかる．この結果は，これらのアルゴリズムに

よって得られた戦略が，不完全記憶かつフレームスキップ

があるような任意の戦略に対して搾取されないことを示唆

している．

得られた戦略が具体的にどのようなものなのかを確かめ

るため，NFSP によって得られたプレイヤとこれに対して

学習させた PPO プレイヤの対戦結果のスクリーンショッ

トを図 2 に示した．この対戦では，NFSP プレイヤはまず

2体の近接戦車を建設し，1体の遠隔戦車を建設し，その

後に一斉攻撃を仕掛けている．この行動は人間にとって合

理的な挙動である．なぜなら，ゲームの性質上，近接・遠

隔戦車はそれぞれ防御・攻撃に優れており， fog-of-war に

よって相手がいつ攻撃してくるかわからない状況下では，

まず防御ユニットを建設してから攻撃ユニットを建設する

ことで相手の攻撃に備えつつ攻撃の準備を行うことができ

るからである．

図 3 に別の例を示す．この例では，Mini-RTS のランダ

ム性により，ゲーム開始時点で PPO プレイヤには兵舎が
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図 3 NFSP プレイヤ（右上赤枠）と，それに対して学習させた PPO

プレイヤ（左下青枠）の対戦のスクリーンショット．（画像左）

PPO プレイヤの戦車によって NFSP プレイヤの基地が攻撃

されているが，かろうじて耐えている．（画像右）相手の攻撃

を耐えた直後， NFSP プレイヤは遠隔戦車を建設した．

ある一方で，NFSP プレイヤには兵舎がないという大きな

差が開いている． NFSP プレイヤが兵舎を建設している

間に，PPO プレイヤは兵舎を使って戦車を建設し，NFSP

プレイヤに攻撃を仕掛けてきている．しかし， NFSP プ

レイヤは防御に優れた近接戦車ではなく，攻撃に優れた遠

隔戦車を新たに建設し，相手プレイヤにカウンターを仕掛

けることでこの試合に勝利している．今回の実験設定では

すべての命令が大域的であるため，相手が攻撃を仕掛けて

きた時点で相手は他に防衛のための戦力を残していないこ

とがわかる．NFSP プレイヤはこのことを利用してカウン

ターを成功させている．

5.3 自己対戦による NFSP の事前学習

前節において， NFSP は搾取されにくい戦略を得られ

るものの，他の手法に比べて学習が遅いという問題点が観

測された．これに対して， PPO を用いた通常の自己対戦

は，速く収束し特定の相手に依存しない戦略が得られるも

のの，収束する理論的保証がないという問題点があった．

もし自己対戦で学習したプレイヤを用いて NFSP プレイ

ヤの事前学習ができれば，双方の問題点を打ち消すことが

できると考えられる．

まず，NFSP の強化学習のパラメータを通常の自己対戦

によって事前学習させ，勝率を計測した．結果を図 4 に水

色の線で示した．学習は事前学習を行わない NFSP と比

べて多少速くなっているものの， NFSP プレイヤの性能

を大きく向上させることはなかった．これは， NFSP が

教師あり学習と強化学習の両方を同時に学習する必要があ

ることに起因すると考えられる．NFSP の強化学習部分は

自己対戦によって事前学習されているため，学習初期の段

階で強化学習はある程度「良い」戦略を持っている．しか

し，教師あり学習はランダムに初期化されているため，教

師あり学習が強化学習の確率分布を学習するまでは強化学

習はランダムプレイヤと対戦することになり，その間に事

図 4 事前学習を用いた NFSP プレイヤの勝率．横軸は学習に用い

たゲームの数を対数で示している．上図が AI-Simple との対

戦結果を，下図が AI-Hit-and-Run との対戦結果を示してい

る．黒線は事前学習から NFSP の学習に切り替えたタイミン

グを表している．

前学習が忘却されてしまう．これによって結果が向上しな

かったのではないかと考えられる．

この問題を解決するため，自己対戦で学習したパラメー

タを，強化学習だけでなく教師あり学習のパラメータにも

転用した．教師あり学習の確率分布を出力するモデルと強

化学習の確率分布を出力するモデルは同一であるため，こ

の操作は単に πRL のパラメータを πSL にコピーするだけ

で行うことができる．この実験の結果を，図 4 に紫色の線

で示す．通常の自己対戦と比べると結果は下がっているも

のの， NFSP は事前学習した結果を崩壊させることなく

維持し，強化学習のみを事前学習させた場合と比べても性

能を向上させることに成功している．この結果は，学習は

速いが収束の保証はない自己対戦を用いて，学習は遅いが

収束を保証する理論的背景がある NFSP を事前学習させ

られることを示唆している．

6. おわりに

本研究では，研究用の RTS ゲームである Mini-RTS に

対して，これを二人零和展開型ゲームであるとみなして自

己対戦と NFSP を適用することで，通常の強化学習の手

法で得られたプレイヤよりも搾取されにくい均衡戦略を得

ることに成功した．また，得られたプレイヤの挙動を観察

し，人間の目から見て合理的な行動をしていることを確認

した．

本研究の貢献として，方策勾配法のアルゴリズムを NFSP

The 23rd Game Programming Workshop 2018

© 2018 Information Processing Society of Japan - 210 -



と組み合わせることができ，かつそれが Mini-RTS に適用

可能であることを示した点が挙げられる．このことは，よ

り複雑で大規模な RTS ゲームを強化学習を用いて解くた

めの重要な第一歩であると考えられる．また，方策勾配法

を用いることによって，収束の保証がない自己対戦を用い

て事前学習を行うことで，NFSP の学習の遅さを補うこと

ができることを示したことも貢献として挙げられる．この

手法は自己対戦が収束しないような状況下であっても，自

己対戦を途中まで行って NFSP に切り替えることで効率

よく均衡戦略を求めることができる可能性を示している．

第 4節で述べたとおり，本論文では本来保持すべき過去

の観測を記憶する構造をプレイヤに持たせなかった．これ

によってゲームのクラスは不完全記憶ゲームになってしま

い， FSP が要求するゲームに対する仮定を満たすことは

できていない．この問題を解決するためには，例えば deep

recurrent Q-learning [22] などのように，強化学習のコン

トローラに long short-term memory などの記憶素子を付

加することが考えられる．しかしながら，ゲームが完全記

憶であることを担保するためには，同様の記憶構造を教師

あり学習にも適用しなければならない．このことは教師あ

り学習の replay buffer のサイズを非常に小さくしてしま

い，手法のスケーラビリティが失われてしまう．この問題

を解決する手法を考案し，その効果を確かめることを今後

の課題としたい．
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