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標準的な顔画像データセットを用いた
顔方位変換のための深層生成モデル

森川 将平1,a) 齋藤 豪1,b)

概要：人物の顔画像に対する顔方位変換画像の生成は顔認識の分野において非常に重要な課題の一つであ
る．近年提案されている深層学習を用いた顔方位変換画像の生成モデルでは，一人につき複数枚用意され

た多様な人物の画像と人物ラベルが付与されたデータセットを学習に必要とし，ある環境下で様々な方位

から撮影された人物の顔画像データセットを用いている. 本研究ではそのようなデータセットを用いずに

顔方位変換を学習する生成モデルを提案する．

Deep Face Rotation with Ordinary Dataset

Shohei Morikawa1,a) Suguru Saito1,b)

1. はじめに

人物の顔画像に対して顔方位変換を施した画像の生成は

顔認識の分野において非常に重要な課題の一つである．近

年，深層学習の一つである畳み込みニューラルネットワー

クによって画像生成の分野には著しい発展があり，この問

題も例外ではない．先行研究では顔方位変換を行うネット

ワークを学習するためのデータセットとしてMulti-PIE [5]

を用いている．このデータセットは多視点から人物を撮影

した顔画像によって作成され，人物に対してそれぞれ固有

のラベルが割り当てられているため顔認識タスクにおいて

しばしば用いられる．また顔方位変換画像の生成において

も，顔画像に対する方位変換後の目的画像が存在するとい

う点で非常に優秀である．しかしこのようなデータセット

はデータの作成や追加拡張が非常に困難であり，一般的に

利用可能なデータセットであるとはいえない．そこで我々

は先行研究には提案されない標準的な顔画像データセット

のみを用いて学習された顔方位変換画像の生成モデルを提

案し，方位変換後の目的画像が存在しない学習においても

人物の個性が保存された顔方位変換画像の生成を目指す．
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ここで標準的な顔画像データセットとは，CelebA [17]や

LFW [9]のように制約のない撮影条件の下で撮影された顔

写真によって構成されたデータセットを指す．

2. 関連研究

2.1 深層生成モデル

現在，画像処理の分野において深層学習を用いた手法

は数多く提案され，その分野の発展に多大な貢献がある．

画像生成においてはVariational Auto-Encoder (VAE) [14]

や Generative Adversarial Networks (GAN) [4], [22]のよ

うな生成モデルと呼ばれる手法が一般的に用いられる．

VAEは従来の自己符号化器によって得られる特徴空間に

対して確率分布を仮定したものであり，学習によってデー

タの分布をモデル化することで仮定した分布のサンプリン

グからデータセットに存在しない新しいデータサンプルを

獲得することが可能である．GANは生成ネットワークと

識別ネットワークの 2つのネットワークから構成され，生

成ネットワークがある分布からのサンプリングされたノイ

ズからデータセットに存在する様なデータを生成し，識別

ネットワークはデータが訓練データであるか生成ネット

ワークによって生成されたデータであるかを正しく識別す

るように学習する．このとき生成ネットワークが識別ネッ

トワークの分別が困難になるようなデータを生成するよう
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に二者間のミニマックスゲームによって学習することで，

最終的に本物と区別のつかないデータを生成するネット

ワークの獲得が期待できる．

これらの生成モデルを基礎として条件を設けたデータ生成

を試みる条件付き生成モデルも提案され [2], [7], [13], [20]，

顔方位変換画像の生成のために顔方位を条件とした条件

付き生成モデルを提案モデルに導入する．また生成モデル

VAEとGANを組み合わせたモデルも数多く提案されてお

り [1], [15], [18], [19]，我々の手法も 2つの生成モデルを組

み合わせた構造を持つ．

2.2 顔方位変換画像の生成

深層ニューラルネットワークを用いて人物の顔画像から

その顔の向きが変換された画像を生成する手法は数多く提

案されている．

Yimら [29]は入力画像の顔方位変換の過程を複数のタ

スクに分割し，それぞれの処理について畳み込みニュー

ラルネットを用いることで画像を合成する．対照的に Zhu

ら [32]は顔画像の個性表現と方位表現を異なるニューロン

で処理することで 2つの表現を分離したシングルタスクに

よる顔方位変換手法を提案している．その他にも自己符号

化器を用いて段階的に方位変換を学習することで最終的な

方位変換を目指す手法では，複数の符号化器を用いる Kan

らの手法 [12]や，再帰型ニューラルネットワークへ拡張し

て反復的な方位の修正を行う Yangらの手法 [28]がある．

また深層生成モデルを用いた手法もいくつか提案されて

いる [10], [26], [27], [30], [31]．これらの生成モデルは全て

GANを利用した手法で，[26], [27], [30]では入力画像に対

して任意の方位変換に対応した画像生成モデルが提案さ

れ，Zhengら [31]はいくつかの表情についても制御可能な

顔方位変換モデルを提案する．

ここに挙げた全ての手法はMulti-PIE [5]に代表されるよ

うに人物を多視点から撮影し，顔方位に関して制御された

環境下で作成されたデータセットを用いている．このデー

タセットは各人物に対してそれぞれ固有のラベルが付与さ

れ複数視点における顔認識タスクにおいてしばしば利用さ

れる．また顔方位変換画像の生成においても，ある固有の

人物に対して方位変換後の目的画像が存在するという点で

学習用データとして非常に優秀である．しかしMulti-PIE

データセットに含まれる被験者の数は高々 337人であり，

多様な顔表現の学習においてその数が十分であるかは不明

である．多様な顔画像群から同一人物の顔画像を探索しそ

れぞれに固有ラベルを割り振ることや，顔方位に関して同

様に制御された画像をこのデータセットの新しいデータと

して追加拡張することは非常に困難であり，一般的に利用

可能なデータセットであるとはいえない．

我々の貢献はこのような特殊な環境条件において作成さ

れたデータセットを用いずに，方位変換後の目的画像が存

図 1 ネットワーク概要

Fig. 1 The architecture of our network

在しない標準的な顔画像データセットを用いて人物の個性

表現を学習し，顔方位変換を行う生成モデルの学習フレー

ムワークを提案することである．

3. 提案手法

3.1 ネットワーク

我々の提案するネットワークは Conditional VAE [13]と

GAN [4], [22]を基本構造に持つ．ネットワークの概要を

図 1 に示す．ネットワークは符号化ネットワーク，合成

ネットワーク，推論ネットワーク，2つの識別ネットワー

ク，そして VGG16ネットワーク [24]の計 6つのサブネッ

トワークによって構成され，これらのネットワークを E，

G，P，D1，D2，V GGで表す．E，G，P，D2 はストラ

イド 2の畳み込み層が 1層とストライド 2の残差ブロッ

ク [6]が 3層，そして 2層の全結合層から構成される．D1

は Adversarial Variational Bayes (AVB) [19] によって提

案される識別ネットワークを用い，前述の構成に加えて潜

在変数のための 3 層の全結合層を追加する．サブネット

ワークと残差ブロックの構成は表 1に示される．E，G，

P の中間層に用いられる全ての畳み込みは Inception モ

ジュール [25] に置き換えられ，中間層の出力には Batch

Normalization [11]を適用する．また D1，D2 には全ての

層に Spectral Normalization [21]を適用する．V GGはE，

Gを訓練するために ImageNetデータセット [3]によって

事前学習された VGG16ネットワークが用いられ，学習に

よって重みは更新されない．P，D1，D2 は第一全結合層

の代わりにGlobal Average Pooling (GAP) [16]を用いる．

P 以外の全てのサブネットワークの活性化関数に Lealy

ReLU，P の活性化関数に ReLUを用いる．

3.2 損失関数

VAEの学習に用いる再構成誤差 LrecにはDeep Feature

Consistent VAE [8]で提案される VGG損失を用いる。一
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表 1 各サブネットワークと残差ブロックの構造

Table 1 The structure of sub-networks and the res block module

Encoder

Layer Filter/Stride Output Size

Input (Image+Noise) 96× 96× (3 + 1)

Conv1 3× 3/1 96× 96× 32

Res Block2 3× 3/2 48× 48× 64

Res Block3 3× 3/2 24× 24× 128

Res Block4 3× 3/2 12× 12× 256

FC1 256

FC2 128

Generator

Layer Filter/Stride Output Size

Input (Latent+Pose code) 128 + 3

FC1 256

FC2 12× 12× 256

Res Block1 3× 3/ 1
2

24× 24× 128

Res Block2 3× 3/ 1
2

48× 48× 64

Res Block3 3× 3/ 1
2

96× 96× 32

Conv4 3× 3/1 96× 96× 3

Predictor

Layer Filter/Stride Output Size

Input (Image) 96× 96× 3

Conv1 3× 3/1 96× 96× 32

Res Block2 3× 3/2 48× 48× 64

Res Block3 3× 3/2 24× 24× 128

Res Block4 3× 3/2 12× 12× 256

GAP 256

FC 3 + 40

Discriminator1 (for latents)

Layer Filter/Stride Output Size

Input (Image&Latent) 96× 96× 3, 128

Conv1,- 3× 3/1 96× 96× 32, 128

Res Block2,- 3× 3/2 48× 48× 64, 128

Res Block3, FC1 3× 3/2 24× 24× 128, 256

Res Block4, FC2 3× 3/2 12× 12× 256, 256

GAP, FC3 256, 256

Inner product 1

Discrimator2 (for images)

Layer Filter/Stride Output Size

Input (Image) 96× 96× 3

Conv1 3× 3/1 96× 96× 32

Res Block2 3× 3/2 48× 48× 64

Res Block3 3× 3/2 24× 24× 128

Res Block4 3× 3/2 12× 12× 256

GAP 256

FC 1

Residual Block

Layer Filter/Stride Output Size

Input W ×H × Cl

Conv1A 1× 1/n W
n
× H

n
× Cl+1

Conv1B 3× 3/n W
n
× H

n
× Cl+1

Batch Norm

Activation

Conv2B 1× 1/1 W
n
× H

n
× Cl+1

add (Conv1A+Conv2B) W
n
× H

n
× Cl+1

般的に再構成誤差は入力画像と再構成された出力画像の L2

ノルムを用いるが，ここでは入出力画像を VGGへ入力す

ることによって得られる中間特徴の L2ノルムによって再

構成誤差を計算する．VGG損失は従来のVAEの生成結果

に比べて Gがより鮮明な画像を生成することが期待され

る．中間特徴にはVGG16ネットワークにおけるConv1 1，

Conv2 1，Conv3 1の 3層の出力を用いている．

Lrec =
∑
n

||Φn(x)− Φn(G(zx, y
p
x))||2, (1)

ここで Φn(x)は画像 xをVGG16へ入力した際の中間畳み

込み層 Conv n 1の出力であり，G(zx, y
p
x)は画像 xの符号

化によって得られる潜在変数 zx と画像 xの持つ顔方位情

報 ypx によって合成された画像である．

LD1 と LD2 は 2つの識別ネットワーク D1，D2 を訓練

するための損失である．D1は AVB [19]で提案される識別

ネットワークである．従来の VAEでは潜在空間の確率分

布をモデル化するために事前分布と潜在空間の分布の 2つ

の確率分布間の距離をKullback-Leibler divergenceによっ

て E を訓練する．AVBでは事前分布からのサンプリング

であるかEによる画像の符号化によって得られた潜在変数

であるかを識別するように D1 を訓練し，E が D1 を騙す

ように敵対的損失 LcodeGAN を用いて学習することでVAE

における潜在空間の確率分布をモデル化する．D2 は従来

の GANで提案される識別ネットワークである．D2 は訓

練データからサンプリングされた画像であるかGによって

合成された画像であるかを識別し，Gが D2 を騙すように

敵対的損失 LimgGAN を用いて学習することで Gがデータ

セットの画像と見分けが付かない画像を合成する．

LD1
= −Ez∼pz(z)[logD1(z)]

− Ex∼pdata(x)[log(1−D1(zx))] (2)

LD2 = −Ex∼pdata(x)[logD2(x)]

− Ez∼pz(z)[log(1−D2(G(z, yp)))] (3)

LcodeGAN = −Ex∼pdata(x)[logD1(zx)] (4)

LimgGAN = −Ez∼pz(z)[logD2(G(z, yp))] (5)

ここでは潜在空間の事前分布 pz として多次元正規分布

N (0, I)を用いる.

推論ネットワーク P は入力された画像の持つ顔方位情報

と属性情報を推定する．P は Gの学習のために後述され

る条件損失と属性損失を算出するために Lpred によって訓

練される．Lpred は顔方位の連続量推定と二項分類される

属性のマルチラベル推定のために L2ノルムと交差エント

ロピーを用いる．

Lpred = ||ypx − Ppose(x)||2 − yaxlogPattr(x)

− (1− yax)log(1− Pattr(x)) (6)

ここで yax は画像 xが持つ属性ラベルを表す．

Gが入力された方位条件 yp を考慮して画像生成を行う

ために条件損失 Lpose を用いる．Lpose は Gへの入力方位

条件とその生成画像から P によって推定された方位情報の

L2ノルムによって定義される．

Lpose = ||yp − Ppose(G(z, yp))||2. (7)

ある潜在変数からGによって生成される人物画像が入力

された方位条件 yp の変化に対して不変であるように属性

損失 Lattr を用いる．ある人物が顔方位を変化しても属性

情報は変化しないと仮定し，Lattr は P の入力画像に対す

る属性情報の推定値と合成画像に対する属性情報の推定値

が一致するように交差エントロピーによって定義される．
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Lattr = −Pattr(x)logPattr(G(zx, y
p))

−(1− Pattr(x)))log(1− Pattr(G(zx, y
p))).(8)

Algorithm 1 Training process
Require: m, the batch size. θX , initial X network parameters.

ϵ is random noise. λ1 = 0.00003. λ2 = 0.001.

1: while θG has not converged do

2: Sample{x, ypx, yax}～Pdata a batch from the dataset;

3: Get Lpred by Eq.6

4: zx ← E(x, ϵ)

5: Get Lrec, LcodeGAN , Lattr by Eq.1,4,8

6: Sample{z}～Pz a batch of random noise, and yp same

label as ypx;

7: Get LD1
, Lpose by Eq.2,7

8: if Pre-training then

9: LD2
, LimgGAN ← Const.

10: else

11: Get LD2
, LimgGAN by Eq.3,5

12: end if

13: θP
+←− −∇θP

(Lpred)

14: θD1

+←− −∇θD1
(LD1

)

15: θD2

+←− −∇θD2
(LD2

)

16: θE,G
+←− −∇θE,G

(λ1Lrec + LcodeGAN + λ2LimgGAN +

Lpose + Lattr)

17: end while

4. 実験

4.1 データセット

データセットには顔画像データセットとして知られる

CelebA [17]を用いる．このデータセットは 20万枚以上の

顔画像データを含み，全ての画像に 40種類の二値属性ラベ

ルが付与されている. 実験には約 16万枚の画像を訓練デー

タとして，残りの画像をテストデータとして用いる. この

データセットは顔方位変換画像生成モデルの学習に必要で

ある顔方位情報 (yaw，pitch，roll)を持たないため，顔方

位推定を行う推定モデルHopenet [23]を用いて全ての顔画

像にラベル付けする. 方位ラベルの全ての顔方位角が 0度

であるとき，顔画像は正面を向いているとする．Hopenet

の推定精度を考慮して，yaw角の推定値が正面から±45度

以内である顔画像を学習に使用する．

4.2 訓練

入力画像サイズは 96 × 96 のカラー画像でありデータ

セットから切り抜いたものを使用する．画像のピクセル

値は [−1, 1]に正規化する．データセットの方位ラベルは

[−1, 1]の範囲に正規化され，ラベルの値が 1のとき各方位

角は 45度を表す．属性ラベルは 0または 1の値をとる 40

次元の二値ラベルとして使用する．ミニバッチサイズは 32

であり，全ての重みは平均 0，標準偏差 0.02の正規分布に

よって初期化される．最適化アルゴリズムに Adamを用

い，α = 10−4，β1 = 0.9，β2 = 0.999とする．

4.3 生成結果

図 2にランダムな潜在変数 zと様々な yaw角の方位条件

yP から Gが生成した画像を示す．図 3に CelebAに含ま

れる画像からEとGによって再構成された画像と，その再

構成画像を入力として yaw角の方位条件の変化毎に Gが

生成した画像を示す．これらの結果から提案モデルの生成

画像は入力方位条件によらず個性を保存した結果を出力し

ており，特に入力画像に近い方位条件によって生成された

再構成画像は入力画像をよく再現していることがわかる．

全ての合成画像で目や鼻，口といった顔の各パーツについ

ては入力方位条件を反映するが，髪型や顔の輪郭のような

情報について入力方位条件を考慮して自然な画像として生

成することは難しいことがわかる．入力画像が正面顔であ

るときは入力方位条件の変化による髪型や輪郭の生成は自

然な画像として許容できるが，入力画像がやや横顔であり

入力画像の方位と入力方位条件の符号が異なるときは，生

成画像が大きく崩れてしまう傾向がある．

5. 結論と今後の課題

標準的な顔画像データセットを用いて顔方位を制御した

画像生成を行う深層学習モデルの学習フレームワークを提

案した．入力方位条件を考慮した画像生成のための条件損

失とある潜在変数からの生成顔画像が入力方位条件によら

ず同一人物であるための属性損失を用いて，方位変換後の

目的画像が存在しないデータセットによる学習から人物の

個性表現と方位表現を分離した生成結果を得た．提案モデ

ルは入力方位条件の変化によって人物の個性を変化させ

ず，目や鼻，口などの顔の各パーツについて入力方位条件

を反映した画像を生成するが，現状では入力方位条件を考

慮した髪型や顔の輪郭の生成は困難であり，GANによる

学習によって入力方位条件を考慮した自然な髪型や輪郭を

生成するように改善することが課題として挙げられる．ま

た今回の実験において生成画像の方位変化は ±45度以内

という制限があるが，大きな方位変換を行うことが可能な

生成モデルへの改良も今後の課題である．
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