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1．はじめに 

養殖場や水族館において，生育状況や飼育環境の把握の

ために魚の尾数を計測し，適切な飼育環境を管理すること

が重要である．特に本稿で検出対象とするクロマグロの養

殖場では頻繁に尾数を計測している． その理由は，マグロ
が瞬発的に移動し，壁に衝突する原因とされる周囲の突発

的な音や光を解明することや，餌の量による生存率を確認

しているためである．現在，尾数計測は人手によって柄杓

とバケツを用いて行われている．この方法では，魚にスト

レスや外傷を与え死滅の原因となる可能性が高い．さらに，

1 匹ずつ人手で計測しているため人手による負担も大きい．
そこで，水槽をカメラで撮影し，その映像からマグロの尾

数を計測することで魚の管理ができれば，魚に対してスト

レスや外傷を負わせることなく，人手による作業量も軽減

することができ，より効率的に業務を行うことができると

考えられる．また，自動的に大量の尾数を管理することが

できるようになれば，リアルタイムで状況を把握すること

ができる．そうすることで，尾数の急激な変化も検知でき，

魚群の異常行動や死亡原因の解明にも役立つと期待される．

本稿では大規模魚群中の個体検出として，クロマグロの稚

魚を対象として実験を行い，評価を行う． 

2．関連研究 

画像中から人や車両，細胞などを検出・カウントする手

法は長年にわたって研究されてきた[1][2][3]．映像中の魚
の検出・追跡や分類においても様々な手法が提案されてい

る[4][5][6][7]．その多くは比較的大きく映った数匹から数
十匹の魚を対象とするものである．本研究と特に関連する

ものとして，Ma らは，小さく写った数十匹の様々な生物
を対象とし，画像特徴量に基づく密度推定と整数計画法を

組み合わせた高精度な個体検出手法を提案している[8]．し
かし，養殖場などの水槽には数千匹の微小な魚が遊泳して

おり，それらを検出する手法が必要となる．過去に我々が

CNNを用いた密度推定による大規模魚群の個体検出手法を
提案し，クロマグロ稚魚を高精度に検出している [11]．し
かし，実際の養殖現場で要求される精度に満たすことがで

きておらず，また学習時に大量のラベル付きデータを要す

るなどの問題がある．本稿では，より高精度な個体検出を

実現する技術を提案する． 

3．提案手法 

本研究では，実際の養殖現場で利用できる高精度な魚の

検出技術を目標とする． CNN（畳み込みニューラルネット
ワーク）[12]を用いることで人間が思いつかないような特
徴量を取得することができ，過去に我々が提案した CNN
のみによる手法で高精度を示している．しかし，CNNのみ
による手法では大量のラベル付きデータによる学習が必要

であり，現実的ではない．そこで，予測に必要となる境界

線付近の一部のデータのみによって高精度な識別を可能と

するSVM（サポートベクトルマシン）をベースにした回帰
分析手法である SVR（サポートベクトル回帰）を採用した．
そうすることで，少量のラベル付きデータによる学習で高

精度を期待できる．また， CNN により高い精度で検出が
可能であったことを考慮し，特徴抽出器には CNN を使用
する．つまり，CNN による特徴抽出と SVR による高精度
な個体検出を実現する技術を提案する．まず，CNNとSVR
について述べた後で，本手法で検出に使用する密度マップ

と，CNNと SVRによる密度マップ推定について述べる． 

3.1 CNN（畳み込みニューラルネットワーク） 

CNN とはコンピュータビジョンの分野で主に用いられ
ているニューラルネットワークであり，畳み込み層

(Convolution Layer)と，プーリング層(Pooling Layer)を多層
に重ねて構成される． 
畳み込み層では，入力画像にフィルタをスライドさせ画

像の濃淡パターンを抽出し，特徴マップを作成する．画像

全体から対象物体の特徴を抽出することができため，位置

の変化に頑健である．例えば，画像の左側で特徴を抽出し

て学習すれば，検出する際に対象物体が画像の右側にある

場合でも検出することができ，汎用性がある． 
プーリング層では，畳み込み層で作成した特徴マップ上

にウィンドウをスライドさせ重要な値だけを残す処理を行

う．そうすることで，情報を圧縮して計算量を少なくする

ことや，入力画像のノイズや変形を吸収することができる．

処理手法として，スライドさせるウィンドウ内の特徴量の

最大値を残す最大値プーリングや，平均値を残す平均値プ

ーリングと呼ばれる手法が用いられている．本稿では最大

値プーリングを使用する． 

3.2 SVR（サポートベクトル回帰） 

	 SVR は，SVM [13][14]をベースとした回帰分析手法であ
る．SVMとは，教師あり学習に基づいた機械学習手法であ
り，クラス分類や回帰に適用でき，現在知られている手法

の中でも認識能力が優れた識別器とされている．また，

SVMでは識別境界を引く際に，他クラス間で最も近い距離
にあるデータ同士（サポートベクトル）を基準として，そ

れらの距離間が最大になるような位置に境界線を設定する

マージン最大化が導入されているため汎化性能が高く，

SVRにも高い汎化性能が期待される．また，SVRはカーネ
ル関数を使用しているため，高次元空間にデータを変換す

ることができ，データの分離が容易である．カーネル関数

には，RBF カーネル，線形，多項式などがあり，今回は非
線形で使用できる RBFカーネルを採用する．RBFカーネル
は以下のように定義される．ここで，||𝑥 − 𝑥′||%はユークリ
ッド空間上の距離の 2乗である．γ=- "

#$%  であり，訓練デー

タが影響を及ぼす範囲をパラメータとして与えることがで

きる． 
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	 SVR による回帰式は以下のとおりである．𝑎𝑖，𝑎𝑖，b は
学習の結果として得られるパラメータである．  
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	 また，パラメータには誤りに対する厳しさを表す Cを与
えることができる．C が小さいほど誤りに対して甘くなり，
大きくなるほど厳しくなるが過学習の原因となる． 
 

3.3 密度マップ 

	 密度マップとは，入力画像のピクセル毎に検出対象個体

が存在する確からしさである確信度を表す密度である．し

たがって，密度マップは入力画像と同じサイズとなる．密

度マップの例を図1に示す．密度マップ中で個体が存在し
ない位置は確信度が最小値である．そのため，個体位置に

付与するポジティブデータのラベル付けのみで，ネガティ

ブデータである背景を容易に学習させることができる．入

力画像の各ピクセルと対応した正解とする密度マップは

[9][10]と同様に，物体に付与する位置情報を用いて以下の
式で表されるガウシアンフィルタに従って生成した． 
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	 𝑥は画像中の座標，𝑃45は個体の正解位置の集合，!"   は幅
σ  のガウスカーネルである．𝑥と𝑃45の各正解ピクセルとの
距離(𝑥-𝑝)によって重みを変えながらぼかし処理を行い，密
度マップを作成する． 

3.4 CNN による特徴抽出と SVR による密度マップ推定 

	 図 2に CNNによる特徴抽出と SVRによる検出の手法を
示す．入力画像の各ピクセルに対応する密度マップの値を

学習する際には，各ピクセルを中心とした縦横サイズ 30の
局所画像を用いて特徴を抽出する．その後，全結合(Fully 
Connected)層から特徴量を取得し，局所画像に対応する密
度マップの出力値を SVRにより学習する．特徴抽出のため
の CNN構造は図 2のとおりである．層の構成については，
高精度な検出かつ汎用性の向上や検出時間の短縮を可能に

するため，少ない層での構成を目指した． 
	 検出する際には，検出用の魚群画像に対して，学習時と

同様に局所画像を用いて各ピクセルに対応する密度を学習

された SVRにより推定し，密度マップを作成する．作成さ
れた密度マップで密度が隣接して生成された部分の中から

NMS(Non-Maximum Suppression)を適用し，確信度が最も高
い箇所以外を最小値に抑え 1 点のみを抽出し，稚魚の座標
を検出する． 

4．実験 

4.1 データセット 

	 近畿大学水産研究所大島実験場で取得したデータセット

(Bluefin Tuna Dataset，以下 BTD)を用いる．BTD は図 3 に
示すように円形の水槽上部に設置したカメラにより撮影し

たデータである．水槽の直径は 6m，水深は 1mである．水
槽内部には体長数 cm 程の微小なクロマグロの稚魚が約
7000匹遊泳している．撮影した映像の中から 3フレームを

取り出し，1フレームを学習用の画像，2フレームを検出用
の画像として使用した．また，図 4(a)に示す領域内で泳ぐ
稚魚を検出対象とした．図 4(b)に示すように，頭部を目視
で特定したものを正解データとして使用した． 

4.2 実験手順 

	 検出を行う前の条件として，魚群画像に稚魚の座標位置

を与えるアノテーションと呼ばれる作業を行い，ラベル付

きデータを取得しておく必要がある（図 4(b)）．本手法で
は 1 フレームに写る全ての魚に対してアノテーションを行
い，取得された座標データから魚が存在する確信度を表す

密度マップを作成し，学習用に使用する．また，SVR での
学習時に定めるパラメータはグリッドサーチを用いて最適

な値を求めた． 
	 本実験では，先行研究である CNN を特徴抽出器と識別
器として用いた検出手法による精度と，CNN の様々な層
（図 2①②）から特徴量を抽出し SVRによる識別を組み合
わせる手法との精度を比較する．図 2①は CNNによる特徴
抽出が終了した段階で取得する特徴量である．図 2②は
CNNによる特徴抽出と識別途中の段階で取得する特徴量で

図 1	密度マップ例	

図 2	提案手法の流れ	

図 3	撮影環境	

図 4	カメラで撮影したクロマグロの魚群	

(a) 実験で対象とする画像領域	

(b) 目視で特定した個体位置	



 

ある．これらにより，CNN や SVR による識別の性能を評
価する．学習用の画像として 1 枚選択しその画像内から，
稚魚とそれに対応する密度マップ値の組を 9828サンプル，
背景とそれに対応する密度マップ値の組を 9828サンプル，
計 19656 サンプルを取得して学習を行う．また，実験評価
用の画像として 2 枚選択する．評価値には再現率，適合率，
F値を用いる．	

4.3 実験結果 

	 BTD に対して提案手法を適用した結果を表 1 に示す．2
枚の実験評価用の画像に対して，それぞれの手法を適用し

た結果の再現率，適合率，F値を示し，F値のみ 2枚の平均
も示している．また，検出結果の一例を図 5，図 6，図 7に
示す．検出結果の図（図 5，図 6，図 7の右側）において，
白枠は正解位置，黄枠は検出位置である．実験結果より，

全ての手法において F値は 80%を超える高い数値であるこ
とがわかる．CNNのみを用いた手法では適合率は高いが，
再現率は比較的低い．図 5 の右上拡大図から，水面の反射
などの影響による誤検出が多数見られる．次に，図 2①に
示す CNN による特徴抽出後の段階の層から得られた特徴
量から SVRによる識別を行った結果では，F値が 88%とい
う高精度な検出結果が得られた．図 6 の水面の反射がある
部分を確認しても誤検出箇所が少なく，概ね正しく検出さ

れていることが分かる．最後に，図 2②に示す CNNによる
識別途中の段階の層から得られた特徴量から SVRによる識
別を行った結果では比較的高精度な結果が得られたが，特

徴抽出後の段階の層（図 2①）から特徴量を抽出し，SVR
による識別を行った結果よりも精度が低い結果となった．	

4.4 考察 

	 本研究は高精度な大規模魚群中の微小個体検出を目標と

して，CNN による特徴抽出と SVR による識別を組み合わ
せる手法を提案し，実験を行った．実験では，同数のラベ

ル付きデータによる条件下の学習において， CNN のみに
よる手法と比べ，CNN と SVR を組み合わせる手法に高い
精度が得られている．このことから，提案手法はより高精

度に検出が可能であり，実際の養殖場での業務効率の向上

に期待できる．また，CNNによる特徴抽出後の段階で特徴
量を取得し（図 2①），検出を行った場合に，CNN の識別
途中から特徴量として取得した場合（図 2②）よりも高精

度な検出結果が得られた．以上のことから，識別部には

CNN よりも SVR を用いることで優れた識別を可能として
いることが分かる．	
	 また，実際の養殖現場では，検出尾数と実際の尾数との

誤差が 10%以内であれば運用できるが満たすことができて
いない．これは，学習時に与えるデータ数不足や水面によ

る反射，さらに水深による魚影の不鮮明さが影響している

と考えられる．このことは，検出結果の画像から水面が比

較的綺麗な箇所ではどの手法においても誤検出が少ないこ

とからも言える．  

5．まとめ 

	 CNN を用いた特徴抽出と SVR を用いた識別を組み合わ
せた大規模魚群中の高精度な個体検出手法を提案し，実際

の養殖場で撮影した映像を用いて実験を行った．その結果，

同数のラベル付きデータで学習した際に，CNNのみで特徴
抽出と識別を行った場合よりも提案手法に再現率，適合率，

F 値が上回る結果を得ることができ，より実際の養殖現場
での業務効率の向上に繋がる結果となった．今後は学習デ

ータ数不足を補いより高い業務効率を目指すために，自動

でデータを回収できるようにすることが課題であると考え

ている．また，学習時や検出時に要する時間を短縮化する

図 5	CNN	検出結果の一例	

図 6	CNN+SVR（図 2①）検出結果の一例	

図 7	CNN+SVR（図 2②）検出結果の一例	

表 1	検出結果	



 

など，実用化に向けた取り組みも課題とする． 
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