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介護施設紹介コールセンタ記録の
アンサンブル学習による将来予測と傾向分析
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概要：介護施設紹介コールセンタの記録データをアンサンブル学習を用いて傾向分析や将来予測を行い，
「コールセンタ」「介護施設」「相談者と入居者」の三者にとって有用な知見を取得する．介護分野における
問題に対して，現場のデータを分析し問題解決に有用な知見を得る研究は多くあるが，それらは入居後の問
題解決に向けたデータ分析がほとんどである．本研究では，介護施設入居前の分析も重要と考え，入居前
の相談を受付けるコールセンタの記録データを分析する．分析方法は，アンサンブル学習を用いて，説明
変数の属性値を 2値化し，属性の重要度と目的変数に対する正負の相関を同時に可視化した．記録データ
は，相談者 1名に対し 1行，「性別」や「介護度」のような属性を列とした，7,685行 106列の行列データで
ある．分析の結果，記録に欠損が多い人は成約に至らないことや，交通手段が見学に行くかどうかの重要
な要因であること，「見学するかどうか」は機械学習による精度が 96.8%であること，入居決定の決め手は
「介護サービス」ではなく，「きれいさ」や「印象」，「距離」であることなど，10件ほどの知見を取得した．
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Abstract: In this paper, we analyze the trend and predict the future with the recorded data at a call cen-
ter which introduces caregiving facilities to residents who will be living in. We exploit ensemble machine
learning in order to get useful knowledge for three parties, who are “the call center”, “caregiving facilities”
and “prospective residents”. Although there are many data analysis research to solve the problems in the
caregiving field, they focus on when living in the facilities. In this paper, we analyze the recorded data at
a call center to introduce caregiving facilities. The recording data are matrix data of 7,685 rows and 106
columns, with one row for one client, and each column represents the attribute such as “gender” and “degree
of care”. In the analysis, first, we changed the explanatory variables to binary. Second, we visualized the
importance of attributes and the correlation between positive or negative values for objective variables at the
same time by using ensemble learning. As a result, we obtained about 10 findings such that the customers
with missing recorded data tends not to contract with a facility, the accesses to facilities are important factor
for the decision, the accuracy predicting “whether to observe” achieved 96.8%, and the factor of the decision
is not “caregiving service” but “cleaning”, “impression”, “distance”.
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1. はじめに

近年介護の需要は急激に増加しているため，介護職員の

不足や介護難民という問題が深刻なものとなっている [1]．

同時に，施設での事故の発生，要介護者の虐待など多くの

問題が存在する [2]．
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これらの介護分野における問題解決のために，介護デー

タを分析し，事故防止や業務効率化に対する解決策の提案

を行う研究が行われている [3], [4], [5], [6], [7]．これらの

データ分析による介護問題への取り組みは施設に入居した

後に対するものがほとんどである．介護業界の全体の問題

を解決するためには，入居前のデータを分析し現場以外の

問題にも取り組む必要がある．たとえば，介護施設入居後

のトラブルに関しての事例には，「入居前に想定していた

月額費用に比べて高い」，「突然施設側から退去を求められ

る」のようなトラブルがある．これらの問題を軽減し，満

足度の高い介護サービスと高齢者社会を実現するには，介

護施設入居前の状況把握をする必要がある．

このような問題意識に基づき，本稿では，介護施設に入

居する前の人々に対する相談サービスを行うコールセンタ

の記録データを分析することで，「コールセンタ」「介護施

設」「相談者と入居者」の三者にとって有用な知見を取得す

る．分析に用いたデータは，相談者 1名に対し 1行，「性

別」や「介護度」のような属性を列とした，7,685行 106列

のデータである．分析方法として，結果に対して重要な要

因を算出できるアンサンブル学習を用いて，傾向分析と将

来予測を行う．このとき，分析目的の設定として，データ

に関係する「コールセンタ」「介護施設」「相談者と入居者」

の三者に有力な知見を探索する．そうすることで，

• オペレータの業務の効率化（例：相談の進行方法，ア
ドバイス方法）

• これから入居を考えている「相談者と入居者」にとっ
ての参考（例：準備時期，内容，選定方法の参考）

•「介護施設」にとってビジネス上の参考（例：見学し
て成約しない理由や，施設選びの決め手）

のためになる知見を得る．さらにこれらの知見から，改善

策や解決策を考察する．その結果，(1)欠損値があると進

捗が進まない傾向にあること，(2)「続柄」や「介護度」属

性が成約に対して重要属性であること，(3)入居決定の決

め手は「介護サービス」ではなく，「きれいさ」や「印象」，

「距離」であることが分かった．そして，(4)相談者の情報

から「見学するかどうか」を機械学習を用いて推定すると，

精度が 96.8%であることが分かった．

これらの結果は，ユビキタスコンピューティングの研究

においても有用な知見になりうる．たとえば，自動運転や

ドライブ共有サービスとの連携による送迎の効率化が見学

率を向上させる可能性や，自宅における見守りシステムな

どのセンサ出力から，介護施設に入居する必要があるかど

うかを予知できる可能性，自宅や，コールセンタのサービス

に AIチャットボットシステムを組み込むことによるデー

タ収集および業務効率化の可能性が結果から示唆される．

本稿の貢献をまとめると，以下のようになる．

• 介護施設入居前の状況把握やサービス最適化を目的
とし，7,685行 106列の介護施設紹介コールセンタの

データを機械学習により傾向分析および将来予測を試

みた．

• アンサンブル学習を用いて，重要項目と目的変数に対
する相関を同時に可視化し，説明変数の 2値化を行う

ことで，分析結果の理解を容易にした．

• 分析の結果，記録に欠損が多い人は成約に至らないこ
とや，交通手段が見学に行くかどうかの重要な要因で

あること，「見学するかどうか」は機械学習による精度

が 96.8%であること，入居決定の決め手は「介護サー

ビス」ではなく，「きれいさ」や「印象」，「距離」であ

ることなど，10件ほどの知見を取得した．

2. 背景と関連研究

2.1 背景

近年，高齢化にともない介護サービスの需要は年々増加

している．日本創世会議が 2015年に発表した「東京圏高

齢化危機回避戦略」では，2025年までに 75歳以上の高齢

者の増加にともない，介護需要が大幅に増加し，全国で平

均 32%の増加が見込まれると予測している [1]．さらに，そ

の増加は急速であるため介護職員が不足し，同時に，適切

な介護サービスを受けられない介護難民と呼ばれる高齢者

は全国で約 43万人になるとも予測している [1]．厚生労働

省による需供推計 [2]では，2025年には 37.7万人の介護職

が不足する見込みであるとされている．このように，介護

分野では高齢者の急速な増加，介護職員の不足，介護難民

などの問題が存在する．

これらの介護分野における問題解決をするために，介護

データを分析し，事故防止や業務効率化に対する解決策の

提案を行う研究はさかんに行われている．しかし，データ

分析による介護問題への取り組みは，施設に入居した後に

対するものがほとんどであり，入居前のデータについて分

析をする必要があると考えられる．たとえば，介護問題に

は，「事故」や「職員の過労働」以外にも，「突然の退去命

令」[8]や「職員による虐待」[9]などの問題がある．これら

を事前に防ぐためには，適切な介護施設を選択できている

のか，職員や施設の相性は良さそうかということを考える

必要があると考えられる．そこで，本稿では，介護施設に

入居する前の人々に対する相談サービスを行うコールセン

タの記録データを分析する．

分析には，アンサンブル学習を用いる．アンサンブル学

習は以下のような特徴がある，

( 1 ) 自動的に過学習を抑え，汎用能力の高いモデルを生成

する．

( 2 ) 説明変数間の交互作用を中和したうえでの説明変数の

目的変数への重要度が分かる．

( 3 ) 弱学習器の決定木を抽出すれば，枝の分岐条件を直感

的に理解しやすい．

つまり，( 1 )により説明変数から「重症度」などの目的
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変数を精度良く推定しながら，( 2 )によりその際の説明変

数がどの程度有効だったかを効率良く推し量ることができ

る．また ( 3 )により可視化することで，どのような場合

の組合せにおいて目的変数の結果に影響したかを理解しや

すい．

( 2 )については，XGBoostをはじめとするアンサンブ

ル学習法においては，各弱学習器の学習にで使わなかった

サンプルのある説明変数の値をランダムに入れ替えて精度

評価を行い，その精度が全弱学習器で平均してどの程度下

がったかがその説明変数の重要度として定義される [10]．

通常の線形回帰やロジスティック回帰のような手法で

は，学習された結果の各説明変数の係数の値は互いに依存

することが交互作用として知られているため，純粋にどの

説明変数がどの程度有効だったかを知ることは難しいが，

アンサンブル学習においては変数もランダムにサンプリン

グするため，変数が目的変数の推定にどの程度寄与したか

を知ることができる．

2.2 関連研究

介護分野におけるデータを分析し，傾向を把握し，解決

策を述べている研究例をあげる．文献 [3]は，介護の現場に

おける事故防止に向けたデータ収集を行い，収集したデー

タを分析し，介護施設における事故の傾向についてまとめ

ている．また，介護施設の記録は電子化されていることが

少なく，テキスト（自然言語）による記録が多いため，分

析するのが難しいとされている．文献 [11]は，介護施設の

申し送りデータを電子化し収集することを可能にし，アン

ケート結果の分析を行っている．しかし，日常の介護業務

内では，項目を選択するような形式ではなく，テキスト文

や自然言語の文章での記録業務が多い．自然言語は表現の

揺らぎ（たとえば，「朝ご飯」と「朝食」が混在するなど）

や文章構造の統一性がないなど，分析するにおいて難しい

点が多くある．しかし，テキスト文は自由な表現ができる

ため，大切な情報が潜在しており，分析することで，有用

な情報を抽出することができる．文献 [12]は，コールセン

タのやりとりの記録をテキストマイニング技術を用いて分

析を行う研究を行った．その結果，顧客満足度を向上につ

なげることができた．文献 [13]は，介護施設における事故

事例のテキスト文（自然言語）から，テキストマイニング

技術を用いて分析を行い，介護施設の職員に有用な情報，

改善策の提案を行った．このように，データを分析するこ

とで，データに関係する人に有用な知見を抽出しフィード

バックすることで，業務，ビジネス，問題点の解決に貢献

できる．さらに，データ化，分析方法の技術も発展してお

り，項目の統計分析だけでなく，テキスト（自然文）によ

る分析も可能である．しかし，これらの分析は現場の解決

策を提案したものが多く，本稿で扱う入居前の状況を分析

し，介護分野における問題に取り組む研究はない．

3. 分析データと手法

介護施設紹介コールセンタの記録データから分析を行

う．まず，用いるデータについて 3.1 節で説明する．そし

て，3.2 節で分析の目的を述べ，3.3 節で分析概要を説明す

る．次に 3.5 節と 3.4 節で分析に用いる変数の設定方法や

生成方法について説明する．

3.1 データ

本研究では，介護施設探しに関する相談を受け付け，施

設紹介コールセンタの 2016年中の記録データから，無作為

に抜粋したものを分析対象とした．本データの内容はオペ

レータが相談者から聞き取りを行った各種情報や，相談者

とのやりとりをオペレータ自身が記録したものであり，(1)

相談者 1名につき 1行で表され，(2) 106個の項目を持ち，

(3) 7,685行 106列のデータである．オペレータによる記録

は，主に次回相談の際の申し送りを目的に行われている．

項目には，数値型や因子型（離散的な値の変数），日付型，

テキスト型がある．個人の特定につながる情報は匿名化さ

れている．表 1 に主な項目を示す．ADLは，Activities of

Daily Living（日常生活動作）の略称である．

3.2 分析の目的

分析の目的は，表 2 に示したような，介護施設，将来の

相談者や入居者，コールセンタに有用な情報を抽出するこ

とである．施設探しの方法は段階的なものがある．まず，

施設や介護施設紹介コールセンタなどへの相談や資料請求

がある．そして，実際に施設への見学をし，気に入れば成

約をする．つまり，(1)相談から見学へ進捗を進める段階，

(2)見学から成約に進捗を進める段階があると考える．本

稿では，この 2 つの段階まで進捗を進める人がどのくら

い存在し，また，どのような人が進めるのかを，相談者の

情報から分析を行う．この分析結果，コールセンタの人に

とって，効率的な相談進行のヒントになる．たとえば，進

捗が進まない原因が分かれば，相談方法の改善に役立てる

ことができる．相談者にとっては，いつごろから準備を行

い，どのような準備を行うかの有用な知見となる．介護施

設にとっては，見学から，契約しなかった人の傾向を知る

ことで，サービスの質の改善につながる．また，(1)見学

施設の種別，(2)成約施設の種別の 2つのことを相談者の

情報から推定できるのか，相関はどのようにあるのかを分

析する．分析の結果は，コールセンタの人や相談者にとっ

て，入居する際の参考，または，サービスの参考になる知見

である．介護施設にとっては，入居者とのマッチング方法

の知見になると考えられる．そうすることで，適切なサー

ビスを入居者に提供でき，職員のストレスの負担を減らす

ことにつながる．相談者にとっては，施設選びの参考にな

る．これらの分析内容と登場人物（相談者，コールセンタ，
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表 1 分析対象データの主な項目（カッコ内は因子の例を表す．表中の ADLは，Activities of

Daily Living（日常生活動作）の略称．CM=ケアマネージャ，MSW=メディカルソー

シャルワーカ）

Table 1 Major categories, in the analysis data (Examples of factors shown in the paren-

theses), ADL means Activities of Daily Living (CM = a care manager, MSW

= a medical social worker).

本人属性 年齢 数値型（例：85）

性別 因子型（男性，女性）

介護度 因子型（例：自立，要支援 1，要介護 3，申請中，未申請）

現在地 因子型（例：在宅，入院中，施設入居中）

本人の状況 認知症有無 因子型（あり，なし）

認知症備考 テキスト型（例：会話の受け答えは可能だが，物忘れが激しい）

ADL 食事 因子型（例：自立，一部介助，胃ろう）

ADL 歩行 因子型（例：自立，一部介助，杖歩行，車イス）

ADL 入浴 因子型（例：自立，一部介助，機械浴）

ADL 排泄 因子型（例：自立，一部介助，オムツ）

たん吸引 テキスト型（例：1 日 3 回，希望があるとき，夜間もあり）

インスリン テキスト型（例：1 日 2 回）

透析 テキスト型（例：週 3 回）

主な病歴 テキスト型（例：高血圧，白内障，脳梗塞）

相談者について 続柄 因子型（例：父，母，配偶者，兄弟，友人知人，おじ，おば，CM，MSW）

相談経緯 テキスト型（例：叔母様の入居相談で姪御様からお電話．いま入居中の施設から

移りたいとご本人がおっしゃっている）

入居に関する希望 入居希望時期 因子型（例：2 カ月以内，1 年以内，できるだけ早く，未定）

希望エリア テキスト型（例：東京 23 区内）

居室要望 テキスト型（例：居室では静かに過ごしたい，2 人部屋希望，夫婦部屋希望）

相談状況 進捗 因子型（例：相談，資料，見学，体験入居，契約）

相談備考 テキスト型（主に申し送り事項がフリーテキストで記録されている）

日時情報 受付日時 日付型

最終更新日時 日付型

表 2 介護施設紹介コールセンタに関する登場人物と分析における利点（行は登場人物を表し，

列は分析内容を表す）

Table 2 The benefits of analysis to people related with call center introducing the

care-giving facility (rows show characters, columns show analysis content).

�����������分析内容

登場人物
進捗過程内に見学，成約が含まれるかの有無 見学施設や成約施設の種別の推定

コールセンタ 効率的な相談進行の改善に有用な知見 相談者へのアドバイスの参考

介護施設 見学をして成約しなかった理由 施設と適切な相談者とのマッチング

将来的な相談者・入居者 準備の時期や内容に対する知見 施設選びの際に参考になる知見

介護施設）の利点を表 2 にまとめる．つまり，本稿では介

護施設紹介コールセンタの記録データを分析することで，

介護施設，将来的な相談者，入居者，コールセンタに有用

な知見を取得する．さらに，扱うデータは介護施設に入居

する前のデータであるため，現場のデータ分析とは違う観

点から介護の分野で起きている問題解決に有用な知見を取

得し，改善策の提案を試みる．本稿では，「見学したかど

うか」「成約したかどうか」「見学施設は介護付きか住宅型

か」「成約施設は介護付きか住宅型か」の 4つを分析目的を

設定した．詳しい分析方法は次の節で述べる．まず，「見

学したかどうか」「成約したかどうか」を記録データから

傾向分析をする．たとえば，見学した人は，部屋がきれい

かどうかを気にする人が多い傾向にある，などの知見を習

得する．そうすることで，介護施設にとっては，入居して

もらうために部屋のきれいさを意識するなどの改善案をす

ることができる．相談者には介護度が要介護 3になったら

入居を考える時期である点などの各登場人物にそれぞれの

有益な情報の提示を行うことができる．また，「見学施設

は介護付きか住宅型か」「成約施設は介護付きか住宅型か」

を記録データから傾向分析する．介護施設には，ほかにも

「サービス付き」や「グループホーム」といった種別がある

が，2つにした理由は 3.5.2 項で述べる．介護付きと住宅

型の入居傾向は，介護サービスの質が違うため，介護度に

よる選択をする．しかし，「長期的なことを考えて」や「予
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図 1 分析の流れ

Fig. 1 Overview of the analysis.

算の計画設計」の難しさが複雑に混在している．したがっ

て，機械学習による分析によって，コールセンタのサービ

スのアドバイスのしやすさの助けになると考えられる．も

ちろんこの知見は，相談者の施設決定に役立つ知見にもな

りうる．以下の節では，分析の詳細について説明する．

3.3 分析の概要

介護施設紹介コールセンタの記録データから，(a)「見学

したかどうか」，(b)「成約したかどうか」，(c)「見学施設は

介護付きか住宅型か」，(d)「成約施設は介護付きか住宅型

か」の傾向分析を行うために，アンサンブル学習法を用い

て，重要因子と相関を同時に可視化する．分析環境には，

R言語を用いて，XGBoost（eXtreme Gradient Boosting）

ライブラリ [14]を用いて分析を行う．XGBoostとは，ア

ンサンブル学習の 1つで，決定木を弱学習器としたブース

ティングベースのアルゴリズムである．XGBoostはデー

タマイニングにおいてデータサイエンティストをつなぐ

プラットフォーム Kaggleで*1注目を浴びている．さらに，

データ分析の国際大会 KDD Cup 2015 *2で入賞した上位

10チームすべてが XGBoostを用いた．

分析の概要を図 1 に示す．

全体的な分析方法の流れは以下のようである．

( 1 ) 説明変数集合を生成する（3.4.1 項 3.4.2 項で説明）．

( 2 ) 目的変数を生成する（3.5.1 項 3.5.2 項で説明）．

( 3 ) 説明変数と目的変数の組合せ（図 1）を行い，それぞ

れでアンサンブル学習法を用いる．

( 4 ) 学習によって生成された関数モデル F を用いて変数重

要度と相関関係を可視化する．

本章の以下の節では，各過程について詳しく説明する．

*1 Solutions come from of top-3 teams of each competitions.
*2 https://biendata.com/competition/kddcup2015/

3.4 説明変数の生成方法

説明変数集合は 2つ生成した．3.1 節のデータの中から，

「属性項目」の 35種類のベクトル集合Xatrと，「相談経緯」

項目からテキスト分析し TF-IDFを用いて生成した単語ベ

クトル集合Xtfidf の 2つである．これらを説明変数に設定

することで，目的変数にする重要な属性が分析できる．以

下では，各説明変数の生成方法について述べる．

3.4.1 「属性項目」の 35種類のベクトル集合Xatrの生成

方法

3.1 節から，今回用いるコールセンタデータは因子型，

数値型，テキスト型と，主に 3つの形式が存在することが

分かる．この中で，因子型を説明変数に設定した．なぜな

ら，因子型は，テキストから生成される単語ベクトルと違

い，言葉の揺らぎがなく，また離散的な情報であるため，

決定木を用いた分析において表現の理解が容易であるから

である．以降，因子型のデータで生成したベクトル集合を

「属性項目群」と呼び，各項目のことを属性と呼ぶ．

属性項目群は，以下の 35属性のベクトル集合の集まりで

ある．「続柄 1」「性別 1」「介護度 1」「ADL.食事 1」「ADL.

歩行 1」「ADL.入浴 1」「ADL.排泄 1」「続柄 2」「性別 2」

「介護度 2」「ADL.食事 2」「ADL.歩行 2」「ADL.入浴 2」

「ADL.排泄 2」「利用期間」「入居希望時期」「移動手段」「相

談経路」「現在地 1」「現在地 2」「申請.区分変更 1」「申請.

区分変更 2」「見込介護度 1」「見込介護度 2」「医療行為有無

1」「医療行為有無 2」「認知症有無 1」「認知症有無 2」「AP

ステータス」「AP担当エリア」「問合せ施設以外の資料送

付」「運営会社からの資料送付のアナウンス」「送付先」「連

絡がいくことを」「資料が届くことを」

3.4.2 相談経緯テキストから生成した単語ベクトル集合

Xtfidf の生成方法

「相談経緯」項目のテキスト部分には，相談者の相談目的

や背景など，コールセンタとのやりとりのうえで重要な項

目が含まれると考えられる．しかし，テキスト型は，自然

文で書かれているため，明確な目的や背景を抽出すること

は困難である．

そこで，先行研究 [15]で，我々は「相談経緯」項目のテ

キスト分析を行った．その結果，形容詞の表現に相談者の

相談内容や，希望する施設の条件が表れやすいというこ

とが分かった．たとえば，「悪い」という形容詞の前には

「足腰が」や「交通の便が」など相談者の悩みと考えられ

る情報が存在する．また，「良い」という形容詞の前には．

「食事が」や「世話の」などの相談者が希望する施設の情

報が存在する．この分析結果を参考に，本稿では「相談経

緯」テキストから形容詞とそれに係る名詞単語のペアを作

成し，そこから単語の特徴量をベクトルで表すことができ

る．TF-IDF法を用いて単語ベクトルを作成した．この単

語ベクトルを説明変数集合として用いる．

単語ベクトルを作成する概要は以下である．
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表 3 コールセンタとのやりとりが終了した時点の相談者の進捗状況と相談者の人数

Table 3 Customer number and progress when finishing the contact between the oper-

ator and the customer.

3 段階で分類した場合 第 1 段階 第 2 段階 第 3 段階

属性の種類 相談 資料 見学 仮申込 体験入居 契約 成約

各属性の件数（件） 497 84 104 7 2 11 207

( 1 ) 係り受け解析ツール Cabocha [16]を用いて，「相談経

緯」テキストを係り受け解析する．

( 2 ) 係り受け解析した結果から，形容詞単語Wa の抽出．

( 3 ) その形容詞単語Waに係る節から名詞単語Wnを抽出．

( 4 ) その形容詞単語Wa と名詞単語Wn のペアWp を作成

し，1つの単語と見なす（以降ペア単語を呼ぶ）．

( 5 ) 形容詞単語Wa と名詞単語Wn とペア単語Wp を並べ

た単語列を，TF-IDF法を用いて文章と単語の行列を

生成する．

( 6 ) 作成された行列からペア単語Wp のベクトルを抽出し

た行列を Xtfidf とする．

TF-IDF法 [17]とは，単語の特徴量をベクトルで表す単

語ベクトル表現である．TFとは Term Frequencyの省略

語で，各の単語が文書内でどのくらい出現するかの出現頻

度を表す．つまり，同じ文章内に多く出現する単語は重要

であると仮定しているもので，式で表すと，

tf(t, d) = nt,d/
∑

s∈d

ns,d

となる．tft,d は文書 d内のある単語 tの TF値，nt,d は，

ある単語 t の文書 d 内での出現回数
∑

s ∈ dn s, d は文

書 d内のすべての単語の出現回数の和を表している．IDF

（Inverse Document Frequency）は，各単語がどのくらい

の文章で出現するのかを表しており，その出現頻度が高い

単語は重要でないと仮定している．式で表すと，

idf(t) = log
N

df(t)
+ 1

となる．idf(t)とは，ある単語 tの IDF値，N は全文書数

df(t)はある単語 tが出現する文書の数を表している．

アンサンブル学習を用いて重要因子属性を分析する際，

重要因子の属性名が単語のみだと分析が難しいことがあ

る．たとえば，「難しい」という形容詞単語が「見学するか

どうか」を決定するのに重要な属性であるということが分

かっても，なにが「難しい」のか分からないため，分析は

難しい．しかし，「歩行–難しい」というペア単語Wp が重

要項目であるという結果であると，因子項目の意味が容易

に理解でき，分析しやすくなる．

また，ペア単語Wpだけでなく，Wa とWn を含めて，1

つの単語列とした理由としては，IDFの効果を効かせ，疎

な行列表現となるのを防ぐためである．ペア単語Wp のみ

の単語列としてしまうと，TF-IDFで生成される行列は 1

か 0の疎な行列表現となってしまう．なぜなら，同じ文章

内でも，他の文章でも同じ単語ペアWp は存在しにくいと

いう問題がある．したがって，IDFの効果を反映させるた

め，形容詞単語Wa とWn とWp を含ませた単語列とし，

TF-IDF法を用いて行列を作成した．

TF-IDFの処理を行った結果，2,793単語，7,683行の単

語行列が作成された．そのうちの単語数の内訳は，Wp は

1,236単語，Wa は 265単語，Wn は 1,292単語である．そ

こから，単語ペアWp だけを抽出したため，1,236個のベ

クトル集合Xtfidf が生成された．

3.5 目的変数の生成方法

目的変数は，(a)「見学したかどうか」，(b)「成約したか

どうか」，(c)「見学施設は介護付きか住宅型か」，(d)「成

約施設は介護付きか住宅型か」の 4種類ある．以下では，

これらの目的変数の生成方法 hについて説明するが，(a)

と (b)，(c)と (d)は生成方法はほとんど同じである．した

がって，以下では (a)と (b)を進捗の経路 Ystatus と呼び，

(c)と (d)を施設の種別 Ytypeと呼ぶ．これらの目的変数の

設定理由は，3.2 節で述べたとおり，それぞれの目的変数

の傾向分析を行うことで，コールセンタ，相談者と入居者，

介護施設の 3人の登場人物に有用な情報を提供する．

以下では，これらの目的変数の生成方法について説明

する．

3.5.1 進捗の経路 Ystatus の生成方法

進捗経路とは，相談者が相談から契約するまでに行う段

取りのことである．段取りの種類は，「相談」，「資料請求」，

「見学」，「仮申し込み」，「体験入居」，「契約」，「成約」が

ある．この段取りを 3段階に分類すると，「相談」「資料請

求」が第 1段階，「見学」「仮申し込み」「体験入居」が第 2

段階，「契約」「成約」が第 3段階である．この段階の定義

はコールセンタのオペレータの方に調査を行った結果であ

る．この場合，最終段階が契約であり，コールセンタの最

終目的であるといえる．しかし，現実には，契約までいか

ず途中の段階でコールセンタとのやりとりを終了している

状況が発生する．表 3 はオペレータとのやりとりが終了し

た時点の相談者の進捗状況と相談者の人数を数えあげた結

果を示している．

このように，第 1段階で終了している相談者が多いこと

が分かる．また，第 2 段階で終了している相談者は全体

の 12%いることが分かる．そこで，相談者の進捗状況の違

いの背景にはそのような原因があるのか分析することで，
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コールセンタのサービスの質の向上や，介護施設の改善な

どに有用な情報が得ることができると考えられる．

そこで，3.1 節から，「見学日付」が欠損値の有無で，(a)

「見学したかどうか」を 1，0の 2値で表し，「成約日付」が

欠損値の有無で，(a)「成約したかどうか」を 1，0の 2値

で表す．そうすることで，2値分類の学習モデルを生成し，

分析する．

3.5.2 相談者が見学，契約した施設の種別 Ytype の生成

方法

相談者が成約した介護施設名，また，見学した施設名は

3.1 節のデータから抽出することができる．それとあわせ

て，各介護施設に介護施設種別をラベル付けされたデータ

が存在する．そのデータを統合させることで，各相談者の

介護施設種別をラベル付けすることができる．その介護種

別の種類として，「グループホーム」「サービス付き」「介護

付き」「住宅型」が存在する．

見学施設の記入があったサンプル数は 7,683件中 1,802

件あった．見学施設のラベル割合は，以下となっている．

• グループホーム：5件

• サービス付き：1件

• 介護付き：1,201件

• 住宅型：408件

その他 187件は，見学施設は分かっているが，施設種別が

ラベル付けされていないものであった．

成約施設の記入があったサンプル数は 7,683件中 238件

あった．成約施設のラベル割合は，以下となっている．

• グループホーム：0件

• サービス付き：0件

• 介護付き：152件

• 住宅型：56件

その他 30件は，成約施設は分かっているが，施設種別が

ラベル付けされていないものであった．

このことから，「グループホーム」，「サービス付き」の

件数はきわめて少ないことが分かる．そのため，「介護付

き」「住宅型」を分類することに需要があると考えられる．

介護付きと住宅型の違いは，主に介護サービスが施設内に

付属しているかどうかである．そのため，介護度が重い高

齢者は介護付きに入居するが，長期的な目でみたら，介護

度が軽い高齢者も介護付きに入居したほうがいい場合もあ

る．また，費用的な部分でも，介護度によって月々の支払

い額は変わってくるため，絶対的な決定指標にはなりにく

い．したがって，相談者の情報から「介護付き」か「住宅

型」かを決定させる指標として，アンサンブル学習による

傾向分析からの結果は有用となると考えられる．

目的変数は「介護付き」を 0，「住宅型」を 1とし，目的

変数 Ytype を生成した．

3.6 アンサンブル学習を用いた分析

アンサンブル学習とは，弱学習器を多く用いて強学習器

にする機械学習の 1つの方法である．アンサンブル学習を

分析に用いる利点として，目的変数を推定する際に重要な

説明変数が可視化できる点である．たとえば，文献 [18]は，

介護施設の事故事例テキストデータから，事故の要因分析

をアンサンブル学習を用いて分析を行い．事故発生の原因

として重要な要因を可視化した．本稿では，アンサンブル

学習の中でも，最近データマイニング分野で注目を浴びて

いる XGBoostを用いる [14]．

しかし，重要因子は重要度によって分析できるものの，

どのように重要かが分からない．たとえば，説明属性「共

有スペース」が重要であることが分かったものの，目的変

数の「事故が起きること」か「事故が起きない」のかどち

らに推定しやすい傾向にあるのか分からない．そこで，本

稿では，R言語の Partial Dipendence Plot（PDP）ライブ

ラリ [19]を用いる．PDPとは，説明変数属性が，目的変

数を推定するとどのような相関で効いているのかを可視化

する．この可視化されたグラフの傾きでどちらに相関が高

いか判断できる．また，説明変数を 2値にすることで，相

関関係を簡単に表す．たとえば，説明変数の「続柄」属性

の属性値が「母」「父」「祖父」「祖母」の 4つの属性値が存

在していたら，「続柄.母」「続柄.父」「続柄.祖父」「続柄.

祖母」の 4つの属性に増やし，属性値を 1と 0で表現する．

そうすると，説明変数「続柄.母」が 1のとき，目的変数

「見学をした」が 1と推定されれば，PDPは右肩上がりの

図を出力する．この右肩上がりの相関を「正の相関」と呼

ぶ．反対に，目的変数「見学をした」が 0と推定されれば，

PDPは右肩下がりとなり，これを「負の相関」と呼ぶ．

本稿では，XGBoostを用いて，属性の重要度と正負の相

関を同時に可視化し，分析する．その流れを以下に示す．

( 1 ) 学習用データの説明変数 xをベクトルに変換（因子型

の場合，因子項目値を分解しブール値に変換する）．

( 2 ) 学習用データを XGBoostで学習し，関数モデル F を

生成する．

( 3 ) 関数モデル F から目的変数 Y に対する説明変数X の

重要度を出力する．

( 4 ) また，PDPを用いて，説明変数 X が正の相関がある

のか，負の相関があるのかを出力する．

本稿の分析の特徴は以下である．

• 目的変数 Y と説明変数 X の入力を 2値に変換するこ

とで，相関分析を簡単に表現する．

• 説明変数を 2値にしたことで，重要項目表現の制限を

広げる．

• 重要度とどのように重要かを同じ図に可視化すること
で分析しやすくする．
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表 4 説明変数を属性郡 Xatr にした場合のコンフュージョンマトリックス

Table 4 Confusion matrix when attribute count Xatr is the explaining variable.

目的変数 見学したかどうか 成約したかどうか 見学施設が介護付き（0）か住宅型（1）か 成約施設が介護付き（0）か住宅型（1）か

予測値→ 0 1 0 1 0 1 0 1

正解値 = 0 6,687 107 748 0 1,201 0 152 0

正解値 = 1 193 696 108 33 364 44 26 30

表 5 説明変数を単語ペア群 Xtfidf にした場合のコンフュージョンマトリックス

Table 5 Confusion matrix when word pairs group Xtfidf is the explaining variable.

目的変数 見学したかどうか 成約したかどうか 見学施設が介護付き（0）か住宅型（1）か 成約施設が介護付き（0）か住宅型（1）か

予測値→ 0 1 0 1 0 1 0 1

正解値 = 0 6,794 0 748 0 1,201 0 152 0

正解値 = 1 886 3 115 26 398 10 49 7

表 6 説明変数を結合させたもの Xmerge にした場合のコンフュージョンマトリックス

Table 6 Confusion matrix when Xmerge is the explaining variable.

目的変数 見学したかどうか 成約したかどうか 見学施設が介護付き（0）か住宅型（1）か 成約施設が介護付き（0）か住宅型（1）か

予測値→ 0 1 0 1 0 1 0 1

正解値 = 0 6,675 119 748 0 1,201 0 152 0

正解値 = 1 208 681 97 44 374 34 30 26

4. 分析結果

本章では，前章で説明した分析方法の結果について述べ

る．目的変数を，(a)「見学したかどうか」，(b)「成約した

かどうか」，(c)「見学した施設はどのような種別か」，(d)

「成約施設はどのような種別か」の 4つ設定し，以下各節

で分析結果を述べる．説明変数は，1.相談経緯テキスト文

から生成した形容詞特徴量ベクトル郡と，2.その他の属性

郡，2つの説明変数集合を用いた分析結果について述べる．

4.1 学習モデルの精度

評価指標は以下の 2つの指標を用いる．

• 正解率 accuracy：推定された Ỹ = {y1, . . . , yn}がど
のくらい正解か．

w0 + w1/w0 + w1 + z1 + z0

• BCR：目的変数値ごとに精度を計算でき，かつ不均一

な正例と負例のサンプル数にも影響されない指標BCR

（Balanced Classification Rate）

((w0/w0 + z0) + (w1/w1 + z1))/2

上記で wは推定結果が正しかったデータ数で，zは間違

えたデータ数を表している．そして，添字の値は，データ

の正解値を表している，つまり，正解値と推定値がともに

0であるサンプル数は w0個，ともに 1のデータ数は w1個

としている．また，z0 は正解値は 0であるのに，1と推定

したデータ数，z1 は正解値は 1であるのに，0と推定した

データ数を表している．BCRを用いた理由としては，サ

ンプル数に影響されない精度であるため，今回のサンプル

図 2 3重交差検証で各分類器を評価した結果（x軸において，a～d

は正解率を，e～hは BCR，青色が説明変数 Xtfidf，赤が説明

変数 Xfactor，緑色が Xmerge を表す．横軸は目的変数と，精

度指標を表す．縦軸は精度（%）を表す）

Fig. 2 The result of the triple cross-validation evaluation (In

the x-axis, from “a” to “d” mean accuracy, from e to h

mean BCR, blue means Xtfidf , red means Xfactor and

green means Xmerge. The horizontal axis shows the ob-

jective variable and the accuracy index. The vertical

axis shows accuracy (%).).

数に偏りのあるデータの評価に適している．この評価指標

は，文献 [20]や文献 [21]にも用いられている．

以上の評価指標を用いて，図 2 に，各分類器の精度を示

す．この評価方法は 3重交差検証を行った．図 2 の x軸

において，a～dは正解率を，e～hは BCRを用いた精度と

なっており，目的変数を横軸にし，棒グラフの色を説明変

数で表している．

また，データ数の偏りによる考察ができるように，以下

に図 2 の基になったコンフュージョンマトリックスを示す

（表 4，表 5，表 6）．

この結果から，正解率はすべて 70%以上であり，(a)「見
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図 3 「見学したかどうか」に対して Xatr を説明変数としたときの

重要因子と相関を表した図（目的変数：見学したかどうか，説

明変数：その他の属性項目 Xatr，縦軸：属性名，横軸：重要

度，棒グラフのピンク色の属性が正の相関示し，青色の属性は

負の相関であることを示している）

Fig. 3 The important factors and correlations when Xatr is

used as an explanatory variable to whether observation

was done (objective variable: that whether the obser-

vation was done, explanatory variable: other attribute

items Xatr, vertical axis: attribute name, horizontal

axis: importance, pink attribute of the bar graph shows

positive correlation, blue attribute shows. negative cor-

relation).

学するかどうか」の正解率はXatr を説明変数とした場合，

96.8%と高い精度である．しかし，BCRによる評価による

と，Xtfidf を説明変数とした場合の精度が下がってしまっ

ている．この原因として，表 4 を見ると，偏った推定をし

ていることが分かる．つまり，相談経緯の特徴量ベクトル

から，(a)「見学するかどうか」の分類はほとんど「見学し

ない」と推定されてしまう傾向にあるということが分かる．

また，目的変数が (b)「成約するかどうか」と (d)「見学施

設は介護付き（0）か住宅型（1）か」の場合の精度に注目

したとき，3つの説明変数のすべての BCR精度が低いこ

とが分かる．

また，説明変数が Xmerge の場合と，それぞれの Xtfidf

と Xatr との比較をすると，Xtfidf か Xmerge のどちらかが

精度が高いという結果になっている．つまり，Xtfidf を説

明変数より，Xatrの属性が分類しやすいということが分か

る．特に，(a)「見学するかどうか」や (d)「成約施設の種

別」に関して，Xatr から推定することは難しいということ

が分かる．

したがって，重要因子項目の可視化分析は，Xtfidf とXatr

の 2つの説明変数のみでの結果を用いる．

4.2 見学したかどうか

見学したかどうかを分類する分類器を分析した．

4.2.1 結果

見学したかどうかを目的変数とし，説明変数は Xatr と

Xtfidf を用いて重要属性の可視化分析を行い，各結果を図 3

図 4 「見学したかどうか」に対して Xtfidf を説明変数としたとき

の重要因子と相関を表した図（目的変数：見学したかどうか，

説明変数：「相談経緯」テキストから作成したペア単語行列

Xtfidf，縦軸：属性名，横軸：重要度，棒グラフのピンク色の

属性が正の相関示し，青色の属性は負の相関であることを示し

ている）

Fig. 4 The important factors and correlations when Xtfidf is

used as an explanatory variable to whether observation

was done (objective variable: that whether observa-

tion was done, explanatory variable: word pairs matrix

Xtfidf made from “Consultation background” text, ver-

tical axis: attribute name, horizontal axis: importance,

pink attribute of the bar graph shows positive correla-

tion, blue attribute shows. negative correlation).

と図 4 に示す．この結果は，説明変数の文字が多く，図に

全体を表すと文字が見えないので，議論で必要な上位 20

項目のみを示す．

図 3 は「見学したかどうか」に対して Xatr を説明変数

としたときの重要因子と相関を表した図である．

表 3 の結果から，上位の属性の属性値が欠損値であるも

の多く，負に相関することが分かる．また，「利用期間」属

性に注目すると，属性値が「欠損値」は負に相関するが，

「長期」となっているものは正に相関することが分かる．ま

た，「続柄 1」属性に注目すると，属性値が「欠損値」「父」

「義母」に関しては負に相関するが，「母」は正に相関する

ことが分かる．そして，「移動手段」属性に注目すると，属

性値が「欠損値」「電車」の場合は，負に相関し，「車」の

場合は正に相関することが分かる．

図 4 は「見学したかどうか」に対してXtfidf を説明変数

としたときの重要因子と相関を表した図である．図 4 と

図 3 ともに，縦軸：属性名，横軸：重要度，棒グラフのピ

ンク色の属性が正の相関を示し，青色の属性は負の相関で

あることを示している．

表 4 において，ほとんどの重要因子が正に相関すること
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が分かる．重要な属性値として，「1人暮らし–難しい」や

「見学–いい」「時間–多い」「検討–難しい」の単語ペアがあ

る．「1人暮らし–難しい」や「検討–難しい」は相談者の相

談内容と推測できる．また，「見学–いい」「時間–多い」な

どは相談者の希望であると推測できる．特に，「見学–いい」

という属性値は重要度が高いことは納得できる．

4.2.2 考察

「見学するかどうか」を目的変数とした場合の考察をまと

める．表 3 の結果から，見学をしない人は欠損値が多い傾

向にあることが分かった．また，見学をする人は施設の利

用期間を長期に考えている人や移動手段が車である傾向に

あることが分かった．これらの知見から，コールセンタは，

より情報を聞き出すことで進捗を進ませ，契約に近づける

ことが可能であると思われる．提案して，チャットボット

で相談者と気軽な質問対応をすることがあげられる．そう

することで，コールセンタにとって人件費削減，データ収

集などのいい点がある．また，図 2 の結果より，見学す

るかどうかは属性情報から高い精度で判断できることが分

かっている．そこで，今回生成した関数モデル F を用いて

AIチャットボットとし，「見学をする意思があるか」を自

動で判断できる可能性がある．また，移動手段が車である

場合は，見学に行く傾向であることが分かった．このこと

より，送迎バスなどの見学を促す仕組みがあれば，見学者

は増加すると考えられる．

また，図 4 の結果から，相談経緯から，「1人暮らし–難

しい」という単語ペアが現れると見学する傾向にあること

が分かった．しかし，相談経緯に「1人暮らし–難しい」の

現れるサンプルデータの「追客備考」テキスト項目を見て

みると，その後成約しない傾向にあることが分かった．そ

の原因は，入居が本人の意思でないことであった．

4.3 成約したかどうか

成約したかどうかを分類する分類器を分析した．

4.3.1 結果

成約したかどうかを目的変数とし，説明変数は Xatr と

Xtfidf を用いて重要因子可視化分析を行い，各結果を図 5

と図 6 に示す．この結果は，説明変数の文字が多く，図に

全体を表すと文字が見えないので，議論で必要な上位 20

項目のみを図 5 に表す．

図 5 は「成約したかどうか」に対して Xatr を説明変数

としたときの重要因子と相関を表した図である．

表 5 の結果から，全体的に入居者の状態を表す属性が重

要な因子であることが分かる．たとえば，「介護度」「現在

地」「認知症有無」「ADL.入浴 1」が入居者の状態を表す

属性に該当する．この中で，「介護度」属性に注目すると，

すべての属性値で正に相関することが分かる．また，「現

在地」属性に注目すると，「在宅」「入院中」が成約の正に

相関することが分かる．また，「入居希望時期」属性に注目

図 5 「成約したかどうか」に対して Xatr を説明変数としたときの

重要因子と相関を表した図（目的変数：成約したかどうか，説

明変数：その他の属性項目 Xatr，縦軸：属性名，横軸：重要

度，棒グラフのピンクが正の相関示し，青色の因子は負の相関

であることを示している）

Fig. 5 The important factors and correlations when Xatr is

used as an explanatory variable to whether contract

was signed (objective variable: that whether contract

was signed, explanatory variable: other attribute item

Xatr, vertical axis: attribute name, horizontal axis: im-

portance, pink attribute of the bar graph shows positive

correlation, blue attribute shows. negative correlation).

すると，属性値が「未定」であると，負に相関し，「1カ月

以内」だと，正に相関することが分かる．また，「入居希望

時期」属性に注目すると，「できるだけ早く」「1カ月以内」

は正の相関であり，「2カ月以上」「3カ月以上」は負に相関

することが分かる．図 5 の結果から，「続柄 1」属性に注目

すると，「義母」「義父」「本人」は負に相関し，「母」「父」

「祖母」「祖父」は正に相関することが分かる．

図 6 は「成約したかどうか」に対してXtfidf を説明変数

としたときの重要因子と相関を表した図である．図 6 と

図 5 ともに，縦軸：属性名，横軸：重要度，棒グラフのピ

ンク色の属性が正の相関を示し，青色の属性は負の相関で

あることを示している．

図 6 の結果から，すべての重要因子が正の相関を示して

いることが分かる．重要属性を見ると，「介護–難しい」「2

人きり–難しい」「身寄り–ない」などの相談内容が上位にき

ていることが分かる．また，「相場–高い」「資金–厳しい」

「入居金–少ない」などのお金の相談が多いことが分かる．

4.3.2 考察

表 5 の結果から，上位に「介護度」属性が存在し，すべ

ての属性値に対して正に相関することから，介護度は入居

時に必要な情報であると考えられ，実際に介護度を知って

おく必要がある．さらに，介護度が低いから入居できない

ということはないことも示している．介護度について，詳
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図 6 「成約したかどうか」に対して Xtfidf を説明変数としたときの

重要因子と相関を表した図（目的変数：成約したかどうか，説

明変数：その他の属性項目 Xtfidf，縦軸：属性名，横軸：重要

度，棒グラフのピンク色の属性が正の相関を示し，青色の属性

は負の相関であることを示している）

Fig. 6 The important factors and correlations when Xtfidf is

used as an explanatory variable to whether contract was

signed (objective variable: that whether contract was

signed explanatory variable: word pairs matrix Xtfidf

made from “Consultation background” text, vertical

axis: attribute name, horizontal axis: importance, pink

attribute of the bar graph shows positive correlation,

blue attribute shows. negative correlation).

図 7 介護度と成約したかどうかの比較図（横軸は成約したかどう

か，縦軸はサンプル数，棒グラフの色は介護度）

Fig. 7 Comparative chart of care degree and whether contract

signed was done (the horizontal axis shows whether con-

tract signed was done the vertical axis shows the num-

ber of samples, and the color of the bar graph shows

the degree of care).

しく考察するため，今回のデータから図 7 のような，比較

図を作成した．横軸は成約したかどうか，縦軸はサンプル

数，棒グラフの色は介護度を示している．「介護度」属性

が自立と判定されても入居している人は存在することが分

かった．そして，自立の人で成約した人の割合は 5%いる

ことが分かった．この割合は，申請中が一番高く 25%であ

り，自立の確率は低いが，受け入れてくれる介護施設は存

在している．この知見は，今後の相談者や入居者の介護施

設を考えるタイミングのアドバイスになると考えられる．

「現在地」属性に注目すると，「在宅」「入院中」が正に相

関することから，家での 1人暮らしが寂しい，もしくは，

退院後の場所として介護施設に入居したいという背景がう

かがえる．実際に「相談経緯」テキスト項目から，「退院後

入居したい」や「1人暮らし」などの単語が含まれると成

約する対象者でいることが分かった．

「入居希望期間」属性に注目すると，「2カ月以上」を境

に契約する傾向かどうかが分かれている．これは，入居者

は 1カ月以内で決めたいという差し迫った状態だと，入居

を 1カ月の間で決めてしまう傾向にあると考えられる．実

際にデータの調査を行うと，「入居希望時期」属性が「1カ

月以内」「できるだけ早く」としているサンプルの成約率

は 8%であったのに対して，それ以外のサンプルの成約率

は 2%と約 4倍も違うことが分かった．また，「現在地」属

性の考察と「入居希望期間」属性を合わせると，「入院期間

が終わるから，1カ月以内で入居したい」や，「1人暮らし

で心配だから，できればすぐ入居させたい」という背景が

考えられる．他の介護入居に関する調査 [22]では，十分な

準備期間がないままに入居検討を迫られることが多い，と

いうことが分かっている．つまり，もっと介護施設検討時

期を設けることが，介護施設入居後も安心した生活がすご

せると思われる．

また，「続柄」属性が，「義母」「義父」「本人」は負に相

関し，「母」「父」「祖母」「祖父」は正に相関することから，

「続柄」によっても成約に影響があることが分かる．この

違いを分析し，提示すること，もしくは類似の相談者状況

を提示することで，成約への意識の変化があるかもしれな

い．たとえば，「続柄」が本人である場合，成約した相談内

容の提示をすることで，「同じような人がいる」という安心

感から，成約に至ることが可能性としてはある．

また，図 6 の結果から，「介護–難しい」「2人きり–難し

い」「身寄り–ない」などの相談内容をする人の契約率が高

いことが分かる．特に，「2人きり–難しい」「身寄り–ない」

といった人間関係に悩む背景を持つ相談者が介護施設を必

要としていることが分かる．

4.4 見学施設はどのようなタイプか

見学施設の種別が「介護付き（0）」か「住宅型（1）」か

を分類する学習器を分析した．

4.4.1 結果

見学施設の種別が「介護付き（0）」か「住宅型（1）」か，

を目的変数とし，説明変数は Xatr と Xtfidf を用いて重要

因子可視化分析を行い，各結果を図 8 と図 9 に示す．こ

の結果は，説明変数の文字が多く，図に全体を表すと文字

が見えないので，議論で必要な上位 20項目のみを図 8 に

示す．

図 8 は，「見学した施設が「介護付き」か「住宅型」か」
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図 8 「見学した施設が「介護付き」か「住宅型」か」に対してXatr を

説明変数としたときの重要因子と相関を表した図（目的変数：

見学した施設が「介護付き」か「住宅型」か，説明変数：Xatr，

縦軸：属性名，横軸：重要度，棒グラフの黄色が「介護付き」

の相関を示し，緑色が「住宅型」の相関を示す）

Fig. 8 The important factors and correlations when Xatr is

used as an explanatory variable to the type of observa-

tion facility which can be either “with nursing care” or

“residential type” (objective variable: facility type ei-

ther “with nursing care” or “residential type”, explana-

tory variable: other attribute item Xatr, vertical axis:

attribute name, horizontal axis: importance, the yellow

color of the bar graph shows the correlation of “with

nursing care”, and the green color shows the correla-

tion of “residential type”).

に対して Xatr を説明変数としたときの重要因子と相関を

表した図である．

表 8 の結果から，入居対象者の状態を表す属性が上位に

多く存在することが分かる．特に，「認知症の有無」に注目

すると，属性値が「欠損値」だと介護付きに相関があり，

「なし」だと住宅型に相関があることが分かる．ほかにも

「介護度」や「ADL」という単語を含む属性が重要である

ことが分かる．「介護度 1」に注目すると，要支援は介護付

き，自立は住宅型に相関があることが分かる．

図 9 は，「見学した施設が「介護付き」か「住宅型」か」

に対してXtfidf を説明変数としたときの重要因子と相関を

表した図である．図 8 と図 9 ともに，縦軸を項目名，横軸

を重要度，棒グラフの黄色が「介護付き」の相関を示し，

緑色が「住宅型」の相関を示す．

図 9 の結果から，まず，「費用」について悩んでいる傾向

が見える単語ペアが 4件存在する．それらの相談者は「介

護付き」を選択する傾向にあることが分かる．そして，「入

居者の状態」について，介護が必要であることが想定でき

る単語ペアが 7件存在し，「介護付き」を見学していること

が分かる．また，「距離」について悩んでいると想定できる

のは 3件存在することが分かった．

4.4.2 考察

一般的に，介護度が自立の人は「住宅型」を選択するこ

とが分かった．つまり，介護を重要視し，それに対応する

施設を見学しているように思える．しかし，介護度による

図 9 「見学した施設が「介護付き」か「住宅型」か」に対してXtfidf を

説明変数としたときの重要因子と相関を表した図（目的変数：

見学した施設が「介護付き」か「住宅型」か，説明変数：Xtfidf，

縦軸：属性名，横軸：重要度，棒グラフの黄色が「介護付き」

の相関を示し，緑色が「住宅型」の相関を示す）

Fig. 9 The important factors and correlations when Xtfidf is

used as an explanatory variable to the type of obser-

vation facility, either “with nursing care” or “residen-

tial type” (objective variable: which is the observa-

tion facility “with nursing care” or “residential type”,

explanatory variable: word pairs matrix Xtfidf made

from “Consultation background” text, vertical axis: at-

tribute name, horizontal axis: importance, the yellow

color of the bar graph shows the correlation of “with

nursing care”, and the green color shows the correla-

tion of “residential type”).

ものだと推定精度が高いと思われるが，図 2 によると推定

結果は 60%周辺で，あまり高いとはいえない．この原因と

して考えられるのは，入居できる施設は変わるわけではな

く，「住宅型」も「介護付き」も入居可能な介護度は制限が

ないところがほとんどである．したがって，介護がまだそ

こまで必要でない高齢者は将来的に「介護付き」に入居す

ることも考えられる．一方で，介護付きより，住宅型のほ

うが，入居金が安いなどお金的な面や，図 9 の結果にも表

れている，「距離」の条件も考慮すると，介護度が高くても

「住宅型」に入居することもありうる．つまりは，「介護度」

以外の面から施設種別を選択していることが考えられる．

4.5 成約施設はどのようなタイプか

成約施設の種別が「介護付き（0）」か「住宅型（1）」か

を分類する学習器を分析した．

4.5.1 結果

成約施設の種別が「介護付き（0）」か「住宅型（1）」か，

を目的変数とし，説明変数は Xatr と Xtfidf を用いて重要

因子可視化分析を行い，各結果を図 10 と図 11 に示す．

図 10 は，「成約した施設が「介護付き」か「住宅型」か」
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図 10 「成約した施設が「介護付き」か「住宅型」か」に対して Xatr

を説明変数としたときの重要因子と相関を表した図（目的

変数：成約した施設が「介護付き」か「住宅型」か，説明変

数：Xatr，縦軸：項目名，横軸：重要度，棒グラフの黄色が

「介護付き」の相関を示し，緑色が「住宅型」の相関を示す）

Fig. 10 The important factors and correlations when Xatr is

used as an explanatory variable to the type of con-

tract signed facility “with nursing care” or “residential

type” (objective variable: which is the contract signed

facility “with nursing care” or “residential type”, ex-

planatory variable: other attribute item Xatr, vertical

axis: attribute name, horizontal axis: importance, the

yellow color of the bar graph shows the correlation of

“with nursing care”, and the green color shows the

correlation of “residential type”).

に対して Xatr を説明変数としたときの重要因子と相関を

表した図である．

図 11 は，「成約した施設が「介護付き」か「住宅型」か」

に対してXtfidf を説明変数としたときの重要因子と相関を

表した図である．図 10 と図 11 ともに，縦軸を項目名，横

軸を重要度，棒グラフの黄色が「介護付き」の相関を示し，

緑色が「住宅型」の相関を示す．

図 10 の結果から，上位に「続柄」属性が多く，次に「介

護度」や「ADL」のような入居者の状態を表す属性が多い

ことが分かる．「続柄」属性に注目すると，「続柄. 義母」

「続柄 1.母」「続柄.姉妹」は住宅型を成約し，「続柄 1.後

見人司法書士」は介護付きに契約する傾向にあることが分

かる．また，介護付きに成約する傾向にある属性に注目す

ると，「移動手段」「ADL食事 2」「連絡が行くことを」な

どの属性が欠損値であることが分かる．

図 11 の結果から，「自宅–近い」「入居金–少ない」など

の施設の希望や「転倒–おかしい」という入居者の問題点

と考えられる単語ペアがあることが分かる．

4.5.2 考察

図 10 の結果から，女性が「住宅型」に成約する傾向が

あることが分かる．厚生労働省の調査によると，女性の健

図 11 「成約した施設が「介護付き」か「住宅型」か」に対してXtfidf

を説明変数としたときの重要因子と相関を表した図（目的

変数：成約した施設が「介護付き」か「住宅型」か，説明変

数：Xtfidf，縦軸：項目名，横軸：重要度，棒グラフの黄色が

「介護付き」の相関を示し，緑色が「住宅型」の相関を示す）

Fig. 11 The important factors and correlations when Xtfidf is

used as an explanatory variable to the type of con-

tract signed facility “with nursing care” or “residential

type” (objective variable: which is the contract signed

facility “with nursing care” or “residential type”, ex-

planatory variable: word pairs matrix Xtfidf made

from “Consultation background” text, vertical axis:

attribute name, horizontal axis: importance, the yel-

low color of the bar graph shows the correlation of

“with nursing care”, and the green color shows the

correlation of “residential type”).

康寿命と寿命の差は男性の健康寿命と寿命の差より 3歳ほ

ど長いことが平成 22年の調査で分かっている [23]．つま

り，介護が必要な長さが女性のほうが長いということであ

る．しかし，実際には介護付きではなく，住宅型に相関が

ある．その理由を「追客備考」テキスト項目から調査した．

その結果，女性の施設入居の決め手は，「部屋のきれいさ」

や「対応がいい」など直接的に感じる印象で決定している

からであるといえる．

5. 考察まとめ

前章の各節で行った考察をここでまとめ，そのまとめた

結果から新たな考察をする．

まず，コールセンタにとって，有用な情報と考えられる

のは，

• 見学するかどうかは，属性情報から高い精度で判定す
ることができ，見学しないと判定される要因因子は，

欠損値であるため，AIチャットボットのような，相談

者が気軽に情報を提供しやすいシステムの導入が望ま

れる．

•「2人きり–難しい」「身寄り–ない」という相談背景か

ら成約する傾向があることが分かった．
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次に，相談者や入居者に有用な情報であったのは，

• 介護度を調べることは入居時に必要な情報であるた
め，事前に知っておくのがよい．

• 介護度が「自立」の場合でも介護施設に入居している
人は，5%存在する．

• 準備期間が 1カ月以内に迫って入居をしている人と 2

カ月以上のゆとりをもって入居する人の成約確率は 4

倍もの差がある．

•「入院期間が終わりそうだから」や「1人暮らしになっ

て心配だから」と入居を考えると，入居検討準備期間

が短い

• 成約するかどうかは「続柄」属性が重要であることが
分かった．

最後に，介護施設にとって，有用な情報であったのは，

•「介護度」や「住宅型」の違いの面から考えて，見学施
設の決定を行うことより，お金や距離的な面で選択す

る傾向にある人が多い．

• 女性が住宅型に決める傾向にあるが，施設の機能では
なく，「きれいさ」や「印象」が決め手になっている．

• 移動手段が車であると見学に行く傾向にあるため，見
学の際の送迎のアクセスの改善が進捗に効果的かもし

れない．

これらの一環の考察として，「続柄」属性や「介護度」属

性が成約に重要であることが多いことが分かった．これら

のことから，「続柄」では「本人」「義母」「義父」などが成

約に負の相関であったことから考察すると，相談できるコ

ミュニティを作り相談し合うことで，同じような人がいる

安心感や悩みの軽減ができる可能性がある．施設決定の決

め手として，「施設種別の傾向分析」からともに「距離」が

重要であることがあげられた．これは，入居条件が家族が

住んでいる場所と近い場所にある施設で決めていると考え

られる．しかし，そのような条件は施設の制限が強制され

てしまう．今回の属性情報として，「交通手段」情報がある

ため，車で行くと簡単な範囲や，電車で行くと簡単な範囲

という制限を広げる必要がある．そのため，施設探しとし

て，距離制限を交通手段によって変わるシステムの導入が

望まれる．

また，今回の分析から，入居後のデータ分析では分か

りえなかった知見も得られた．「2人きり–難しい」「身寄

り–ない」という相談背景から成約を考えているケースが

あることや「自立」でも入居している人は 5%いるという

ことから，これから「介護」の必要になった時期ではなく，

早めの入居を考える人が増えてくることが考えられる．し

かし，介護度が「自立」で入居可能な施設は少なく，公的

な施設だとほとんどない [24]．

今回は，介護度や認知症の有無から，成約か見学をする

かの将来予測を試みたが，コールセンタの業務では，顧客

満足度が大切で，顧客の喜怒哀楽を読み取ることが大切

な指標である．最近では，テキスト文から感情分析をする

APIもある [25]．つまり，喜怒哀楽を認識する感情分析を

することは，コールセンタ業務改善に有用と考えられ，今

後取り組むべき課題の 1つである．

また，今回の知見と考察から得られたこととして，突然

の 1人暮らしや健康状態の悪化による，早急な入居が多い

ということが分かった．この急いだ入居は，経済的な準備

不足や施設の検討が不十分であるという問題が考えられ

る．近年では，自宅においてセンサを用いた高齢者の 1人

暮らしを見守るシステムの研究がある [26]．これらのシス

テムにより，自宅の見守りシステムなどの出力から介護レ

ベルを測定し，介護施設に入居する必要があるかどうかを

予知できる可能性がある．この見守りシステムからの出力

には，前述の AIチャットボットを自宅に導入し，そこか

ら会話で得られる情報も含まれる．この研究の方向も，介

護分野における重要な研究になるといえる．

本稿における分析やその結果の解釈における注意点とし

ては，本分析では，真の相関と偽相関を区別するところま

では立ち入っていない点である．結果につながる真の原因

ではないのに相関があるように見える，偽相関の要因に対

して制御をかけても，結果が分析結果どおりに影響すると

はいえない．真の相関と偽相関を区別するには，また介護

分野の専門家が入念にこれらの結果を精査することが必要

であるが，少なくとも今回の知見は真の原因の候補を列挙

できたといえる．

今回の知見から，2 章で述べた介護分野における問題の

「突然の退去命令」について考えた際，結果から突然の 1

人暮らしや健康状態の悪化による準備不足が原因にあると

推測される．そのため，準備不足にならないためには，健

康管理を日々行うことや，見守りシステムの導入が望まれ

る．また，「介護士による虐待」などの他の介護分野問題を

解決するための考察をするには，まだ課題が残る．なぜな

ら，今回のデータは入居前の傾向を調べることが目的で，

入居後にトラブルが起きるかどうかの予測はさらなるデー

タが必要である．そこで，安価で手軽にデータ収集できる

クラウドソーシング技術を活用することで，十分なデータ

が集まる可能性がある [27]．

6. まとめ

本稿では，介護施設紹介コールセンタの記録データをア

ンサンブル学習法を用いて，分析を行った．分析方法は，

重要属性を棒グラフで，属性と目的変数の相関を色で，同

時に可視化することで，考察を容易にした．また，説明変

数を 1と 0の 2値にしたこと，テキスト部分をペア単語と

したことの 2点も理解を容易にした点である．

分析内容は，(a)「見学したかどうか」，(b)「成約したか

どうか」，(c)「見学する種別が介護付きか住宅型か」，(d)

「成約する種別が介護付きか住宅型か」を目的変数とし，1.
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相談経緯テキスト文から生成した形容詞特徴量ベクトル郡

と，2.その他の属性郡，2つの説明変数集合を用いた．そ

うすることで，この 4つの目的変数に対する相談者と入居

者の傾向を分析し，相談者と入居者，コールセンタ，介護

施設の 3者それぞれに有用な知見を取得する．

そこで，本稿では，介護施設に入居する前のサービスで

ある介護施設紹介コールセンタのデータを分析し，施設入

居前の状況を分析する．このデータは，相談者 1名に対し

1行，「性別」や「介護度」のような属性を列とした，7,685

行 106列のビッグデータである．このデータを分析するこ

とは，コールセンタ，介護施設，相談者と入居者の 3人の

登場人物にとって有用な知見が得られることが期待され

る．たとえば，「見学，成約する人はどのような人か，ど

のような傾向にあるのか」を分析することで，コールセン

タにとっては，より良いサービスの改善につながる可能性

がある，というような知見が取得できる．そこで本研究で

は，介護施設紹介コールセンタのデータを分析し，介護施

設，相談者や入居者，コールセンタに有用な知見を取得す

る．分析方法は，アンサンブル学習を用いて，説明変数の

属性値を 2値化し，属性の重要度と目的変数に対する正負

の相関を同時に可視化した．

結果，コールセンタにとって，有用な知見として，欠損

値が多い相談者は見学に行かない傾向にあること，移動手

段が車だと見学に行く傾向にあることが分かった．相談者

や入居者に有用な知見であったのは，介護度が「自立」で

も入居している人は 5%いること，準備期間が 1カ月以内

に迫って入居をしている人と 2カ月以上のゆとりをもって

入居する人の成約確率は 4倍もの差があること，などがあ

げられる．介護施設にとって，有用な情報であったのは，

「2人きり–難しい」「身寄り–ない」という相談背景から成

約する傾向があることが分かったこと，「介護度」や「住宅

型」の違いの面から考えて，見学施設の決定を行うことよ

り，お金や距離的な面で選択する傾向にある人が多いこと

などがあげられる．

それらの結果から，コールセンタのシステムとして AI

チャットボットシステムの導入の可能性や，施設探しの

マップ機能として交通手段で変化する機能の可能性がある

と期待された．

今回は，実際に介護施設入居後にトラブルがあったのか

どうか分からないという課題があるため，今回分かった知

見をもとに介護現場へのアンケートを作成し，安価で手軽

にデータ収集できるクラウドソーシングでデータを活用す

ることが重要であると考えた．
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北山 典子氏，薄葉 元紀氏の協力および助言を得た．
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