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Wikipedia から獲得した外部知識を用いた賛否分類
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概要：本研究では賛否分類においてトピックに関する外部知識を利用するための手法を提案する．Wikipedia

記事に紐づいた 7トピックに関する 6,701件のツイートからなるデータセットを作成し，分析することで

賛否分類における外部知識の必要性が明らかとなった．また，本研究ではWikipedia記事から獲得した知

識を賛否分類で利用するために，関連する知識を参照しながら文をエンコードすることができるモデルを

提案する．Wikipediaから獲得した知識を使用する提案手法は外部知識を使用しないものよりも高い精度

で賛否の予測ができることが実験結果より明らかとなった．
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1. はじめに

賛否分類とはある文とトピックが与えられた時に，その

文の書き手がトピックに対して賛成（肯定的）か反対（否定

的）か，またはどちらでもないかを予測するタスクである．

[1]. このタスクはオンラインディベート分析 [2], [3], [4]

や意見クラスタリング [5], [6], [7]，選挙結果予測 [8], [9]，

フェイクニュースの検出 [10]などの様々な応用分野におけ

る中核となるタスクである．

賛否分類ではトピックとそれに関連する “もの”や “こ

と” についての外部知識を必要とする事例が少なくない

[11], [12], [13]．例えば，環太平洋パートナーシップ協定

(TPP) というトピックに対する意見を述べている “自由

貿易を取り入れるべきだ”という一文を考える．この文に

は TPPというトピックそのものを表す語が含まれないた

め，計算機にとって賛否を予測することは簡単でない．し

かし，人間は TPPと自由貿易の関係 (TPPが自由貿易を

促進する)を知ってさえいればこの文が TPPに対して肯定

的だということを予測することができる．3.1節で述べる

ように，このようなトピックそのものを含まずにトピック

と関連のある何かに対して意見を述べている事例が数多く

存在している．

しかし，外部知識を賛否分類に取り込むことは非自明で
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困難な問題である．Sasakiら [11] は文中のトピックと関

連のある表現に対してアノテーションをするという手法に

取り組んだ．Boltuzic and Snajder [12] はドメイン特有の

表現間の関係を表す microstructuresという枠組みを提案

した．これらの研究では人手のアノテーションをテキスト

に対して行うことで賛否分類における精度向上が見られる

ことを示している．Bar-Haimら [13] は 整合的 (類義語な

ど)または対照的 (対義語など) の関係にある名詞句ペアを

外部知識として賛否分類に利用した．しかし，彼らの実験

では通常の尺度における精度の向上は見られなかった．

本研究では賛否分類を二つの部分問題に切り分ける (図

1):

i. トピックについてのWikipedia記事をの読むことで，

トピックと関連する “もの”や “こと”についての知識

を得る (知識獲得);

ii. 得られた外部知識を参照しながら与えられた文のト

ピックに対する賛否を予測する．

本研究の貢献は以下の四つである．

( 1 ) トピックがWikipedia記事と紐づいているような新た

な賛否分類のデータセットを作成した*1．このデータ

セットは 7つのトピック，6,701件のツイートから成

り，これを分析することで三分の一以上のツイートに

おいて外部知識が必要であることがわかった (3.1節).

( 2 ) トピックに関連する知識を獲得するためにWikipedia
*1 http://www.cl.ecei.tohoku.ac.jp/index.php?

OpenResources
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大阪都構想

集団的自衛権
プレミアムフライデー

そんなすぐに働き方を変えることはできない．

消費活動をもっと増やしたほうがいい．
肯定的

否定的

プレミアムフライデーが促進する

プレミアムフライデーが促進する

反対

賛成

ターゲット文 プレミアムフライデーに対する賛否

外部知識を利用した賛否分類 (4章)

(原発, 抑制, 環境)
…
(大阪都構想, 促進, 大阪都)
…
(プレミアムフライデー, 促進される, 日本国政府)
(プレミアムフライデー, 促進, 個人消費)
(プレミアムフライデー, 促進, 15時に仕事が終わる)
(プレミアムフライデー, 促進, 働き方改革)

プレミアムフライデーは、2017年（平成
29年）に日本国政府が提唱した個人消費喚
起キャンペーンである。
…
15時に仕事を終えることを奨励する
「働き方改革」と連携し、
…

関係抽出
（３章）

促進する

促進される

抑制する

抑制される

知識源としてのWikipedia記事 トピックに関する促進/抑制関係知識

図 1 Wikipedia 記事から獲得された知識を利用した賛否分類．

記事に対してアノテーションを行なった*1(3節)．

( 3 ) 関連する知識を参照しながら文をエンコードする手法

の提案．(4節)．

( 4 ) 実験によって獲得された知識を利用することで賛否

分類の F値が約 3ポイント向上することがわかった

(5節)．

2. 賛否分類データセットの構築

2.1 Twitterにおける意見分析

我々の究極的な目標はデータジャーナリズム [14]や自動

記事作成 [15]である．特に，世間で話題となっている事柄

に関するソーシャルリスニングや SNS上の意見分析を行

うことの需要は高い．そのため，本研究では Twitterで活

発に議論されているトピックを研究対象とする．また，ト

ピックに関する知識をWikipedia記事から獲得することを

想定しているため，対象のトピックに関するWikipedia記

事が存在することも仮定する．この節では，活発に議論さ

れておりWikipedia記事と紐づけることができるようなト

ピックを含む賛否分類データセットを構築する．このデー

タセットはWikipediaが賛否分類のための知識源としてど

れだけ有用かを評価するためのデータとしても有用である．

2.2 トピックの選出とツイートの収集

2015年 4月から 2017年 6月まででクローリングした約

260億件のツイート対象のデータとして使用した．まず，

週ごとのハッシュタグの TF*IDFを計算した．ここで TF

はある週の中であるハッシュタグが出現した回数であり，

DFはあるハッシュタグが出現した週の数である．この手

順によって週ごとの集中的に利用されているハッシュタグ

のリストが得られる．このハッシュタグのリストから，活

発に議論されており，かつ対応するWikipedia記事が存在

トピック 賛成 反対 どちらでもない

TPP 53 802 230

プレミアムフライデー 153 744 218

共謀罪 86 592 308

原発 47 783 202

大阪都構想 239 259 380

安保法案 168 352 262

集団的自衛権 160 468 195

合計 906 4,000 1,795

表 1 賛否分類データセット中の賛否ラベルの分布，

するようなトピックを人手で選出した．選出されたトピッ

クは “TPP”，“プレミアムフライデー”，“共謀罪”，“原発”，

“大阪都構想”，“安保法案”，“集団的自衛権”の 7つである.

それぞれのトピックについて対応するハッシュタグを含む

ツイートの中からランダムに 2,000ツイートを抽出した．

また，収集されたツイートから全てのハッシュタグを削除

した．このようにして 7つのトピックに対して合計 14,000

件のツイートが得られた．

2.3 ツイートに対する賛否のラベリング

収集したツイートから賛否分類のためのデータセットを

作成するために，各ツイートが対応するトピックに対して

賛成，反対，どちらでもない，のいずれであるかをクラウ

ドワーカに訊ねた．1ツイートに対して 5人のワーカによ

るラベリングを行なった後，4人以上が同じラベルを付与

したものだけを残し，それ以外は除外した．表 1 はデータ

セット中のトピックごとの賛否ラベルの数を示している．

2.4 トピックに関する知識の必要性

このデータセット上での賛否分類におけるトピックに関

する知識を考慮することの影響はどれだけあるのだろう

か．影響の大きさを推測するため賛成または反対のラベル
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必要な知識 % 例文

なし (トピックそのものがツイート中に出てくる) 56.3 原発 は絶対に必要！ (トピック: 原発)

促進/抑制関係 (Wikipediaに記述あり) 26.3 関税が機能するべきだと思うんだけど (トピック: TPP)

促進/抑制関係 (Wikipediaに記述なし) 13.9 遺伝子組み換え食品とか今後大丈夫なのかな (トピック: TPP)

その他の関係 2.5 いやはや治安維持法を復活させたいのか (topic: 安保法案)

表 2 促進/抑制関係に着目した，賛否分類に必要な知識．

が付与されたツイートのうち 491件 (10%)のツイートをラ

ンダムに抽出し，文中で直接意見を述べられている対象が

トピックどのような関係にあるのか人手で分類した．

ここで，我々はトピックと文中で直接意見を述べられて

いる対象との間の関係として促進/抑制関係 [16], [17], [18]

に着目した．*2．“Aが Bを促進する”とは Aが活性化した

時に Bも活性化するような関係であり，“Aが Bを抑制す

る”とはAが活性化した時に Bが不活性化するような関係

である．

表 2 に分析を示す．1行目は 56.3%のツイートはトピッ

クそのものを表す表現 (“原発”など)を含んでいることを

示している．このような場合はトピックに対する感情分

析を行えば十分である．表 2 中の例では，この意見は “X

は絶対に必要”という肯定的な意見を述べるときの表現パ

ターンでを含んでおり，X = “原発”であることから賛成

の意見であることが予測できる．

しかし，40.2% (= 26.3% + 13.9%) のツイートにおい

て促進/抑制関係の知識が必要であることがわかった．2

行目,3行目の例ではトピック TPPと例文の間には “TPP

が関税を抑制する”や “TPPが遺伝子組み換え食品を促進

する”という関係が裏に存在している．更に分析を進める

とWikipediaで述べられているような促進/抑制関係を必

要としているツイートは全体の 26.3%であることがわかっ

た．このことから，Wikipedia記事から促進/抑制関係を抽

出してくることは賛否分類の精度向上に寄与することが十

分に期待できると考えられる．

3. Wikipedia からの促進/抑制関係知識の
獲得

3.1 Wikipedia記事への促進/抑制関係知識のアノテー

ション

節の分析に基づき，我々は促進/抑制関係は賛否分類にお

ける重要な知識であるという仮定を置き，トピックについ

てのWikipedia記事を読むことで促進/抑制関係の知識を

得ることを目指した．Hanawaら [18] に倣い，Wikipedia

記事の文中のどの区間の表現が記事のタイトルと促進/抑

*2 促進/抑制関係は整合的/対照的 [13] と概ね同じものである．
Boltuzic and Snajder [12] は促進/抑制を含むより詳細な 8 つ
の関係を使用した．ある主張の賛否を予測することを考えるので
あれば，Boltuzic and Snajder が使用している 8 つの関係は促
進/抑制に集約することができる．例えば，Aと Bが同一である
という関係を A が B を促進するという関係に落とし込んだとし
ても賛否を予測する上では問題ない．

制関係にあるのかを予測する系列ラベリング問題として定

式化した．言い換えれば，関係の片方の項を記事のタイト

ルに固定し，もう片方の項が文中のどの区間で，以下の 4

つのうちどの関係であるかを予測するような手法である．

• Pro: “[title] が B を促進する”

• Sup: “[title] が B を抑制する”

• ProBy: “A が [title]　を促進する”

• SupBy: “A が [title]　を抑制する”

ここで Aと Bは文中のある区間を示す変数であり [title]

は記事のタイトルを示している．

Hanawaら [18] は 1,494件のWikipedia記事の概要文に

ついて促進/抑制関係がアノテーションされたデータを公

開しているが，我々は今回これに加えて作成した賛否分

類データセット中の 7つのトピックに対応するWikipedia

記事の全文に対して新たにアノテーションした．促進/抑

制関係のアノテーションはクラウドソーシングを用いて，

Pro, Sup, ProBy, SupBy を記事中の適切な区間に対し

てラベリングする作業として定式化した．Yahoo!クラウド

ソーシング*3を用いて 1記事あたり 10人のワーカによっ

てアノテーションを行なった．10人中 2以上が全く同じ

区間に同じラベルを付与したもののみを採用した．表 3は

文数とアノテーションされた区間の数を関係ごとに示して

いる．

3.2 Wikipedia記事からの促進/抑制関係の自動獲得

Pro, Sup, ProBy, SupByの 4つのラベルがアノテー

ションされたデータはWikipediaから関係知識を抽出する

ための教師データとして利用することができる．我々はこ

のタスクを IOB2記法を用いた系列ラベリング問題として

定式化した．より詳細には，このタスクでは与えられた単

語の系列に対してラベル (B-Pro, I-Pro, B-Sup, I-Sup

など)の系列を予測する．

我々はこの系列ラベリング問題を BiLSTM-CRF[19]を

用いてモデル化した．単語埋め込みと隠れ層の次元はいず

れも 300次元であり，単語埋め込みはWikipedia記事で事

前に学習されたもの*4を用いて初期化した．モデルを学習

する際には Hanawaら [18]によって公開されているデータ
*3 http://crowdsourcing.yahoo.co.jp/
*4 https://github.com/overlast/word-vector-web-api
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TPP プレミアムフライデー 共謀罪 原発 大阪都構想 安保法案 集団的自衛権

文数 333 6 179 257 169 121 39

Pro 257 17 122 190 165 120 42

Sup 67 2 163 74 115 46 25

ProBy 131 7 77 108 64 45 21

SupBy 145 3 86 96 51 30 6

表 3 各記事の文数と関係ごとのアノテーション数

と 3.1節で作成したデータの両方を合わせて利用した．

予測された IOB2ラベルはその予測確率が閾値 αを超え

た場合にのみ採用し，いずれのラベルも α を超えなかっ

た場合には Oラベルを採用した．このようにして各事例

がWikipedia記事のタイトル t，関係タイプ r，Wikipedia

記事中の表現 mから成る三つ組であるような知識ベース

(KB)Dを構築した．

(t, r,m) ∈ D. (1)

KB D には全てのWikipedia記事から獲得された関係事例

が含まれている．

4. 賛否分類モデル

この節では 3節で獲得された促進/抑制関係を利用する

賛否分類のためのモデルを提案する．トピック z と N 語

からなる文 s = w1, w2, · · · , wN が与えられた時，モデル

は 3つの賛否ラベルの確率分布 y ∈ R3 を計算する．ここ

で，yの各次元はそれぞれ s が賛成，反対，どちらでもな

い である確率を表している．

4.1 ベースラインモデル (KB不使用)

ベースラインモデルでは文 sからBiLSTMと最大値プー

リングを用いてベクトル h を計算する．より詳細には，

まず単語 wt に対する埋め込み xt ∈ Rdw と ELMo [20]

ELMot ∈ Rde を得る．ここで dw, deはそれぞれ単語埋め

込みと ELMoの次元数を示している．これらを結合するこ

とで wtの表現 x′
t = xt⊕ELMotを得る．ここで，⊕ ベク

トルの結合操作を表す演算子である．2層の BiLSTMを用

いて x′
1, · · · , x′

N の順方向でエンコードした
−→
h 1, · · · ,

−→
h N

と逆方向でエンコードした
←−
h 1, · · · ,

←−
h N を得る．

−→
h t,
−→c t =

−−−−→
LSTM(x′

t,
−→
h t−1,

−→c t−1), (2)
←−
h t,
←−c t =

←−−−−
LSTM(x′

t,
←−
h t+1,

←−c t+1). (3)

ここで，
−→
h t,
−→c t ∈ Rdh (t = 1, · · · , N) は順方向

LSTM(
−−−−→
LSTM)の隠れ状態とメモリセルであり，

←−
h t,
←−c t ∈

Rdh (t = 1, · · · , N) は逆方向 LSTM(
←−−−−
LSTM)の隠れ状態と

メモリセルである．また，dh はベクトル
−→
h t,
−→c t,
←−
h t,
←−c t

の次元数である．

[
−→
h N ;
←−
h 1]など

−→
h t と

←−
h t から hを構成する方法はいく

つか考えられるが開発セット上で最も高い精度を出した最

大値プーリングを利用することにした．よって， h ∈ R2dh

を最大値プーリングを [
−→
h t;
←−
h t] (t = 1, · · · , N)に対して適

用することで得られる文ベクトルとする．

最後に文ベクトル hから 3つのラベルに対する確率分布

を計算する．

y = softmax(W · h+ b). (4)

ここで，W ∈ R3×2dh と b ∈ R3 はそれぞれ重み行列とバ

イアスベクトルである

4.2 完全一致に基づくKBの参照

ベースラインモデルに外部知識を取り入れる素朴な方法

として，KB D中にあるトピック z といずれかの関係にあ

るような文 s中の適当な区間に対して自動でアノテーショ

ンする方法が考えられる (図 2)．より具体的には，文 s中

のある区間と D 中のある mの（最長の）完全一致をみる

ことでmに対応する rをアノテーションする．式 5 によっ

てDからタイトル tがトピック zであるような三つ組の集

合を取り出す．

Dz = {(m, r) | (t, r,m) ∈ D ∧ t = z} (5)

pt を単語 wt が Dz 中のどの関係を持つ事例と関連づい

たか（つまり zとどの関係にあるか）を示す変数として定義

する．pt の値は Pro, Sup, ProBy, SupBy, None のい

ずれかである．ここで，Noneは単語 wt が Dz 中のどの

事例とも関連づかないことを示すための特殊な関係である.

例として “自由貿易を受け入れるべき”という文の TPPと

いうトピックに対する賛否を予測することを考える．つま

り， z = TPP, s = (自由,貿易,を,受け入れる,べき) であ

る．また知識ベースとして Dz = {(自由貿易,Pro)} を考
える．この時，p1, p2, p3 の値は Noneであり，p4, p5 の

値は Pro となる．

wt の z との関係の埋め込みと x′
t を結合することで新た

な wt の表現 x′′
t を得る．

x′′
t = x′

t ⊕ emb(pt). (6)

ここで，emb(p) : p 7−→ Rdr は与えられた関係 pに対する

埋め込みベクトルを返すような関数であり，dr は関係埋め

込みの次元数である．このようにして得られた x′′
t を 式 2

と式 3中で x′
t の代わりに用いることで，ベールラインモ

デルに関係知識の情報を取り入れる．
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4.3 KB

KB D s

KB

3

t LSTM

wt mi

KB i

5 z

Dz mi ri Dz i

(mi, ri) (i ∈ {1, ..., |Dz|}) Dz

m r key-value

(m) 1 BiLSTM

( ,Pro)

( , ) BiLSTM
−→v i ∈ R

dh

←−v i ∈ R
dh Dz mi

wt
−→
h t

←−
h t

−→v i
←−v i

LSTM
−→a t,0,

−→a t,1, · · · ,−→a t,|Dz|
−→a t,0

wt Dz

−→a t,i (i ∈ {1, ..., |Dz|}) wt Dz i

−→a t,i
−→
h t

−→v i

−→a t,i =
exp(sim(

−→
h t,

−→v i))∑|Dz|
i′=0 exp(sim(

−→
h t,

−→v i′))
(7)

sim

sim(
−→
h t,

−→v i) =

⎧⎨
⎩
−→
h t · −→v i (if 0 < i)

κ (if i = 0)
, (8)

i < 0

i = 0 κ( )

wt Dz

κ −→a t,0

ri i ∈ {1, ..., |Dz|} i (mi, ri) ∈ Dz

ri (i = 0) None

wt

−→q t =

|Dz|∑
i=0

−→a t,i · emb(ri). (9)

←−q t

2

LSTM [
−→
h t;

←−
h t] [

−→
h t;

←−
h t;

−→q t;
←−q t]

5.

5.1

( / )

7 5

1 1

Wikipedia

dw = de = dh = 300,
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dr = 100, κ = 10, α = 0.85 .
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(

)

5.2

4

F Favg

F
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Dz = {(TPP,Pro), (TPP,ProBy)}

: 0.475 ( ) 0.476 ( )

2 . 3.2
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Precision(p)
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モデル 知識 アンサンブル TPP プレミアムフライデー 共謀罪 原発 大阪都構想 安保法案 集団的自衛権 全体

Majority baseline 0.375 0.400 0.431 0.425 0.228 0.310 0.363 0.374

ベースライン
0.490 0.258 0.489 0.430 0.332 0.533 0.470 0.466

あり 0.498 0.267 0.490 0.439 0.348 0.543 0.488 0.478

完全一致

トピック
0.488 0.257 0.502 0.431 0.331 0.528 0.475 0.470

あり 0.499 0.260 0.502 0.448 0.352 0.549 0.494 0.475

自動
0.484 0.255 0.488 0.447 0.359 0.544 0.477 0.475

あり 0.489 0.258 0.514 0.448 0.360 0.561 0.482 0.486

人手
0.501 0.264 0.525 0.444 0.368 0.548 0.477 0.483

あり 0.516 0.262 0.529 0.452 0.369 0.566 0.489 0.490

アテンション

トピック
0.491 0.250 0.488 0.425 0.347 0.539 0.475 0.468

あり 0.489 0.251 0.495 0.436 0.352 0.546 0.479 0.476

自動
0.491 0.252 0.508 0.430 0.352 0.564 0.481 0.473

あり 0.509 0.263 0.527 0.442 0.360 0.570 0.499 0.491

人手
0.500 0.249 0.515 0.448 0.361 0.566 0.486 0.490

あり 0.523 0.258 0.539 0.465 0.362 0.582 0.500 0.507

表 4 トピックごとの各設定での賛否分類の精度 (F 値)

例文 食料 自給 率 を 上げる の は 絶対 に 必要

順
⽅
向

アテンションスコア
が最⼤のもの None None S1 S1 None None None None None None

Pro 0.02 0.01 0.00 0.00 0.01 0.02 0.04 0.02 0.03 0.01

Sup 0.00 0.29 0.82 0.76 0.43 0.14 0.01 0.03 0.00 0.01
アテンション
スコアの合計 ProBy 0.00 0.01 0.00 0.01 0.00 0.01 0.00 0.01 0.02 0.07

SupBy 0.00 0.00 0.00 0.00 0.00 0.00 0.00 0.01 0.00 0.00

None 0.98 0.69 0.18 0.23 0.56 0.83 0.95 0.93 0.95 0.91

逆
⽅
向

アテンションスコア
が最⼤のもの S1 None None None None None None None None None

Pro 0.00 0.02 0.01 0.01 0.02 0.00 0.01 0.02 0.00 0.00

Sup 0.99 0.18 0.00 0.00 0.01 0.06 0.01 0.17 0.28 0.12
アテンション
スコアの合計 ProBy 0.00 0.00 0.03 0.15 0.09 0.00 0.00 0.00 0.00 0.00

SupBy 0.00 0.00 0.00 0.01 0.01 0.00 0.01 0.00 0.00 0.01

None 0.01 0.90 0.96 0.83 0.87 0.94 0.97 0.81 0.72 0.87

(a)
トピック: TPP
S1 =  ( TPP, Sup, 食料自給力)

例文 汚染 ゴミ の 処理 費用 が ヤバい

順
⽅
向

アテンションスコア
が最⼤のもの None None None None P1 P1 None

Pro 0.00 0.00 0.03 0.18 0.95 0.82 0.21

Sup 0.01 0.00 0.09 0.00 0.00 0.00 0.00

アテンション
スコアの合計 ProBy 0.00 0.01 0.01 0.00 0.00 0.01 0.02

SupBy 0.01 0.06 0.02 0.01 0.00 0.00 0.00

None 0.98 0.93 0.85 0.81 0.05 0.17 0.73

逆
⽅
向

アテンションスコア
が最⼤のもの None None None None None None None

Pro 0.11 0.15 0.07 0.01 0.00 0.00 0.00

Sup 0.00 0.00 0.00 0.02 0.01 0.01 0.01

アテンション
スコアの合計 ProBy 0.01 0.02 0.00 0.00 0.00 0.01 0.00

SupBy 0.02 0.02 0.06 0.04 0.07 0.10 0.00

None 0.86 0.81 0.87 0.93 0.82 0.88 0.99

(b)
トピック: 原発
P1 = ( 原発, Pro, 高レベル放射性廃棄物処理費用)

図 4 アテンションスコアの可視化

6. 関連研究

近年，多くの賛否分類に関する多くの研究が行われてき

た． [1], [2]．しかし，特に未知のトピックに対する賛否分

類については未だ多くの問題が残っている．既知のトピッ

クについての賛否分類は比較的高い性能を出すことが可能

になってきたが，未知の (訓練データ中に出現しない)ト

ピックになると性能は大きく落ちる．[21], [22], [23]．

未知のトピックに関する賛否分類を行なっている先行研

究は大きく 2つに分類することができる．一つ目は何かし

らの手がかり (SNSでのやユーザのプロフィルール [24]や

ハッシュタグ [25])をもとに未知のトピックに関する擬似

的な訓練データを作成する手法である．しかし，これらの

手法にはいくつかの欠点が存在する．これらは大量のラベ

ル付けされていないデータが必要になるため，あまり活発

に議論されていないトピックに対して応用するのは困難で

ある．また，これらの手法ではあるトピックやある SNSに

特有の手がかりを利用しているため，あらゆるトピックや

あらゆる SNSに拡張するのは困難である．

もう一つは外部知識を用いる方法である．先行研究では

様々な種類のトピックに関する関係知識 (言い換え [10]，対

比 [26]，アスペクト [27],含意 [28], and因果 [11]など)を考

慮している．Boltuzic and Snajder [12] はmicrostructures

という枠組みで意見を分析するために促進/抑制関係を含

む 8つの関係を定義した．粒度の細かい関係を使用するの

はもっともらしい方法であるが，これらの関係を識別する

のは困難である．本研究では粒度の細かい関係を促進/抑

制関係に落とし込むことで，トピックとそれに関連する物

事の関係の極性だけを考慮し賛否分類に利用している．

Bar-Haimら [13] は整合的/対照的という関係を用いる

という，本研究と近い手法をとっている．しかし彼らはこ

の外部知識を獲得する際にWebの検索クエリやWikipedia

のセクション名から “A vs B” や “A and B” などの言語
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TPP プレミアムフライデー 共謀罪 原発 大阪都構想 安保法案 集団的自衛権

p r p r p r p r p r p r p r

Pro 0.41 0.12 0.48 0.37 0.26 0.27 0.29 0.30 0.38 0.15 0.48 0.18 0.43 0.10

Sup 0.67 0.09 1.00 1.00 0.58 0.06 0.34 0.18 1.00 0.09 1.00 0.15 0.59 0.29

ProBy 0.18 0.17 0.38 0.29 0.14 0.18 0.23 0.10 0.19 0.13 0.16 0.13 0.50 0.06

SupBy 0.32 0.08 0.0 0.0 0.29 0.15 0.19 0.05 0.25 0.18 0.30 0.08 0.85 0.10

表 5 促進/抑制関係の自動獲得の文字単位での Precision (p) と Recall (r)．

パターンを用いて獲得している．この手法は競合関係にあ

るもの同士 (TPP と NAFTA など)の獲得には向いている

が，因果関係 (TPP と 関税 など)にあるものの獲得には

向いていない．また，彼らは予測の信頼度が高い一部のテ

ストデータだけを使用した設定において，性能の向上を示

したものの，テストセット全体を使用した設定では性能の

向上は見られなかった．

7. おわりに

本研究では賛否分類においてトピックに関する外部知

識を利用する新たな手法を提案した．7トピックに対する

6,701件のツイートから成る賛否分類のためのデータセッ

トを作成した．データセットを分析することで 40.2%のツ

イートにおいて賛否の予測のためにはトピックに関する

促進/抑制関係の知識が必要であることがわかった．また，

Wikipedia記事に対して促進/抑制関係のアノテーション

を行なった．さらに，入力文に応じて得られた知識の参照

を行いながら賛否分類を行うニューラルネットワークモデ

ルを提案した．実験結果から促進/抑制関係知識を利用す

ることによって賛否の予測精度が改善することがわかった

(自動獲得した知識の場合と人手アノテーションした知識

の場合でそれぞれ F値で 1.4ポイントと 2.9ポイント向上

した)．

今後はより多くの知識を集めるために知識源として

Wikipedia記事だけでなく，ニュース記事や SNSに拡張

することを検討している．また，今回は知識獲得と賛否

分類を別の 2 つのタスクとして切り分けたが，これらを

end-to-end で行うようなモデルの設計も検討している．
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