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依存構造に基づく単語から語義の分散表現への細分化

芦原 和樹1,a) 梶原 智之2,b) 荒瀬 由紀1,c) 内田 諭3,d)

概要：多くの自然言語処理タスクにおいて単語分散表現が利用されている．しかし，各単語に 1つの分散

表現を割り当てるアプローチでは，多義語における各語義の情報が混在してしまう．この問題に対処する

ために，先行研究では品詞やトピックごとに異なる分散表現を割り当てたが，これらの手法には多義性を

扱う粒度が粗いという課題がある．本研究では，単語間の依存関係を手がかりとして各単語に複数の分散

表現を割り当てる手法を提案する．提案手法は，先行研究よりも細かい粒度で多義性を扱うことができる

反面，データスパースネス問題が危惧される．そこで我々は，多義語における各分散表現の初期値として，

語義を区別せずに事前学習した分散表現を用いることでこの問題に対処する．単語間の意味的類似度推定

タスクおよび語彙的換言タスクにおける実験の結果，提案手法は各単語に複数の分散表現を割り当てる先

行研究よりも高い性能を発揮した．また，各単語の出現頻度が与える影響についての分析の結果，事前学

習した分散表現を用いることがデータスパースネス問題を解決するために有効であることも確認できた．

1. はじめに

分布仮説 [1]に基づき単語の意味的あるいは構文的な情

報を密ベクトルで表現する単語分散表現 [2–6]が，機械翻

訳 [7]，文書分類 [8]および語彙的換言 [9]など多くの自然

言語処理応用タスクにおける性能改善に大きく貢献して

きた．単語分散表現は今やこれら応用タスクの基盤となっ

ており，その性能改善は重要な課題である．広く利用さ

れている CBOW (Continuous Bag-of-Words) [2]や SGNS

(Skip-gram with Negative Sampling) [3]などの手法では，

各単語に 1つの分散表現を割り当てるため，多義語の分散

表現に各語義の情報が混在するという問題がある．

文脈に応じて分散表現を使い分けるために，多義語に複

数の分散表現を割り当てる手法 [10–13]が提案されている．

しかし，語義曖昧性解消はそれ自身が難しいタスクである

ため，これらの先行研究では近似的なアプローチを用い

ている．例えば，Paetzold and Specia [11]は品詞ごとに，

Fadaeeら [12]はトピックごとに異なる分散表現を割り当

てるが，これらの手法には多義性を扱う粒度が粗いという

課題がある．以下の例では，いずれの文もトピックは food

であり，単語 softの品詞は形容詞である．
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図 1 提案手法の概要：各単語を依存関係にある語とペアにして分

散表現を学習する．データスパースネス問題に対処するため，

単語単位で学習した分散表現による初期化を行う．

ex. 1） I ate a soft cheese.

ex. 2） I drunk soft drinks.

先行研究ではこれらの単語 softを同じ分散表現で表す．

しかし，ex. 1）の単語 softは tenderという意味を，ex. 2）

の soft は non-alcoholic という意味を表す．このよう

な品詞やトピックでは区別できない多義性を考慮するため

に，本研究では各単語により細かい粒度で複数の分散表現

を割り当てる手法を提案する．

本研究の手法では語義を区別するために，各単語と依存

関係にある単語（context-word）を組み合わせて扱う．各単

語には，この対ごとに分散表現を生成する．例えば，ex. 1）

の単語 softは soft cheeseという分散表現を，ex. 2）の

soft は soft drink という分散表現を獲得する．これに

よって，提案手法では品詞やトピックよりも細かい粒度で

語義を区別することができる．しかし，context-wordの増
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加に伴い各単語が多くの分散表現を持つことになるため，

我々の提案手法ではデータスパースネス問題に対処する必

要がある．そこで各単語を原形化し，語義を区別せずに事

前学習した分散表現によって多義語の各分散表現を初期化

する（図 1）．これによって，低頻度な context-wordが与

える分散表現は初期値の近傍に留まり，学習回数の少ない

状況でも大きく意味が外れないと期待できる．

提案手法の性能を評価するため，多義性を考慮する分散

表現が特に重要な単語間の意味的類似度推定タスク [14]お

よび語彙的換言タスク [15, 16]で実験を行った．評価の結

果，提案手法は特に語彙的換言タスクにおいて，各単語に

複数の分散表現を割り当てる先行研究 [10–12]よりも顕著

に高い性能を発揮した．また，詳細な分析の結果，初期化

がデータスパースネス問題を解決する上で有効であること

も確認できた．

2. 関連研究

Li and Jurafsky [17]は，各単語に複数の分散表現を与え

ることが，品詞付与や文の意味的類似度推定など多くの自

然言語処理タスクの性能改善に貢献することを示した．

各単語に複数の分散表現を割り当てる手法として，以下

に示す先行研究 [10–13]がある．Athiwaratkun and Wil-

son [13]は，全ての単語が定数個の語義を持つと仮定し，各

単語に複数の分散表現を割り当てた．彼らは語義数として

2または 3を仮定しているが，語義数は単語ごとに変化す

る．Neelakantanら [10]は文脈の類似度に基づいて語義に

相当するクラスタリングを行い，各単語に対してクラスタ

ごとに分散表現を割り当てた．しかし，語義曖昧性解消は

それ自身が難しいタスクであり，クラスタリングの性能が

分散表現学習の性能に影響を与えてしまう．Paetzold and

Specia [11]は，各単語に対して品詞ごとに分散表現を割り

当てた．品詞付与は解析誤りの影響が小さいという利点を

持つが，1章で示した ex. 1）と ex. 2）のように同じ品詞の

中でも更に多義性を持つ単語が存在する．Fadaeeら [12]

は，各単語に対してトピックごとに分散表現を割り当てた．

トピックは品詞よりも細かい粒度で語義を区別できるが，

ex. 1）と ex. 2）のように更に細かい粒度で語義を区別す

ることが望まれる場合がある．

3. 提案手法

本研究では，各単語に対してより細かい粒度で複数の分

散表現を生成する．本研究の手法では，語義を区別するた

めの手がかりとして，ある文において依存関係にある単語

（context-word）に注目する．ここで，context-wordは意

味表現においてより有効と考えられる内容語（名詞，動詞，

形容詞，副詞）に限定する．各単語 wi は context-wordの

集合 C の要素ごとに異なる意味を持つと仮定し，wi に対

して |C|だけ分散表現を生成する．ここで，context-word

Algorithm 1 context-wordを用いた分散表現の生成
Input: Set of training sentences S, Window size W in

Cbow(·)
for all s ∈ S do

D ← DepParse(s) ▷ 依存構造解析
for i← 1, n do ▷ n：s の 1 文長

wi ← s[i]

lc ← s[i−W : i] ▷ wi の左側W 単語
rc ← s[i : i+W ] ▷ wi の右側W 単語
C ← GetContextW(wi, D)

for c ∈ C do

wc ← wi + ” ” + c ▷ context-word と連結
Cbow(wc, lc, rc)

end for

end for

end for

function GetContextW(w,D)

C ← ∅
for all h, d ∈ D do ▷ h：係り元, d：係り先

if h = w then

C ← C + d

else if d = w then

C ← C + h

end if

end for

return C

end function

の数 |C|は語義数よりも多くなる．例えば，soft cheese

と soft candyが同じ tender という意味を表す分散表現

として生成される．本研究では各分散表現は互いに干渉し

ないと仮定し，独立して学習および使用するものとする．

Algorithm 1に提案手法の疑似コードを示す．まず，学

習データ S に含まれる各文 sについて，依存構造解析に

よって依存関係 Dを得る．次に，各単語 wi ∈ sについて

GetContextW(wi, D)によって context-wordの集合 C

を獲得する．そして，単語 wi と context-word c ∈ C を連

結し，wc とする．最後に，W 単語の左文脈 lc および右文

脈 rc とともに wc を Cbow(wc, lc, rc) へ入力し，CBOW

のアルゴリズムを用いて語義の分散表現を訓練する．ここ

で，W は CBOWにおける窓幅である．

図 1 の例では，soft の context-word として cheese，

drink お よ び iron が 存 在 す る ．提 案 手 法 で は

soft cheese，soft drink お よ び soft iron の よ う

に context-wordごとに分散表現を学習する．

我々の提案手法では，単語とその context-wordの対ごと

に分散表現を学習するため，各対の出現頻度が低いという

データスパースネス問題に対処する必要がある．具体的に

は以下の 2つの対策を取る．

対策 1） 形態素解析により各単語を原形化

対策 2） 事前学習によって分散表現を初期化

対策 1）では，原形化によって語彙数を削減し，データスパー

スネス問題に対処する．対策 2）では，context-wordを考

慮しない通常のCBOWの学習を通して単語 softの分散表
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現を得る（事前学習）．これを初期値として，context-word

を考慮する語義ごとの分散表現を学習する（事後学習）．

共起頻度の低い単語と context-word の対は上手く学

習が進まないと考えられるが，対策 2）によってこの

ような分散表現は初期値の近傍に留まり，大きく意味

が外れないと期待できる．図 1 の例は，soft cheese，

soft drinkおよび soft ironの分散表現が，それぞれ単

語 soft の分散表現を起点に変化していく様子を示して

いる．事後学習の結果，単語 soft の主要な意味を持つ

soft cheeseは初期値 soft の近くに位置し，異なる意味

を持つ soft drinkは non-alcoholicに近づく．なお，共

起頻度の低い soft ironは，初期値 softの近傍に留まる．

4. 実験設定

提案手法の有用性を検証するために，単語間の意味的類

似度推定タスク [14]および語彙的換言タスク [15, 16]で実

験を行う．両タスクとも所与の文脈における語義を考慮す

る必要があり，多義性を考慮した分散表現が重要となる．

4.1 前処理

分散表現の学習のために，English Wikipedia*1の本文約

10億文を利用する．これらの文は，Stanford Parser [18]

によって形態素解析され，各単語が原形化される．ここで，

本実験では出現頻度 200以下の単語を ⟨unk⟩タグに置換
し，112, 087語のみを利用する．さらに，同じく Stanford

Parser を用いて依存構造解析を行い，各単語の context-

word を特定する．事前学習および事後学習においては，

CBOW [2]のアルゴリズムを用いてエポック数 20，窓幅 5

で 300次元の分散表現を得る．

4.2 比較手法

本実験では，各単語に対して 1つあるいは複数の分散表

現を生成する以下の手法を，提案手法と比較する．

CBOW [2]

CBOWのアルゴリズムを用いて各単語に 1つの分散

表現を割り当てる．

SGNS [3]

SGNSのアルゴリズムを用いて各単語に 1つの分散表

現を割り当てる．

MSSG [10]

文脈の類似度に基づくクラスタリングによって各単語

に複数の分散表現を割り当てる．

POS [11]

各単語に品詞ごとの分散表現を割り当てる．

TOPIC [12]

各単語にトピックごとの分散表現を割り当てる．

*1 https://dumps.wikimedia.org/enwiki/20170601/

表 1 SCWS のデータセット中に含まれる例

snippet1 In 1955 the Soviet Union forwarded $ 100 million

in credit to Afghanistan, which financed public

transportation, airports, etc.

snippet2 Only congress has the authority to coin this

money that should be used by the States.

CBOWおよび SGNSはベースラインである．提案手法の

バリエーションとして，Paetzold and Specia [11]から着想

を得て，各単語と context-wordの品詞を用いる手法も実装

し，比較評価を行う．例えば，単語 softの context-wordが

cheeseの場合，品詞を用いる評価では soft adj cheese n

の分散表現を評価する．

5. 単語間の意味的類似度推定タスク

多義性を考慮する分散表現のテキスト解析における性能

を評価するために，Stanford Contextual Word Similarity

（SCWS）のデータセット*2 [14]を利用する．このデータ

セットでは，2つのターゲット単語とそれらの出現する文

脈（前後 50単語）が与えられる．タスクは，所与の文脈中

でのターゲット単語間の意味的類似度を推定することであ

る．SCWSデータセットは，Amazon Mechanical Turkを

用いてアノテータを採用し，2, 003組の単語対のそれぞれ

に 10人が類似度を付与している．表 1に示すように，特定

の文脈において意味的に近い単語対や，逆に特定の文脈に

おいて意味的に遠い単語対が含まれるため，このタスクで

は単語の多義性を考慮して類似度を推定する必要がある．

5.1 意味的類似度の推定

まず，ターゲット単語wiおよびwj の context-word ci ∈
Ci および cj ∈ Cj を依存構造解析によって抽出する．次

に，これらを用いて各ターゲット単語の分散表現の集合 Vi

および Vj を得る．そして，以下の 3つの方法で，所与の

文脈中でのターゲット単語間の意味的類似度を推定する．

Savg =
1

|Vi||Vj |
∑

vi∈Vi,vj∈Vj

cos(vi, vj) (1)

Smax = max
vi∈Vi,vj∈Vj

cos(vi, vj) (2)

Smin = min
vi∈Vi,vj∈Vj

cos(vi, vj) (3)

ただし，| · |は集合の要素数を，cos(·, ·)は 2つのベクトル

間の余弦類似度を表す．

Savg では，それぞれの文脈に出現する全ての context-

wordを等しく考慮して，所与の文脈中での単語間の意味

的類似度を推定する．Smax および Smin では，それぞれの

文脈に出現する context-wordの重要度は異なると仮定し，

代表的な 1組のみを考慮して，所与の文脈中での単語間の

意味的類似度を推定する．
*2 http://www-nlp.stanford.edu/~ehhuang/SCWS.zip
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表 2 SCWS データセットにおけるスピアマンの順位相関係

Model Spearman’s ρ

SGNS [12] 0.59

MSSG [12] 0.61

TOPIC [12] 0.61

CBOW 0.63

POS 0.64

Ours (Savg) 0.64

Ours (Smax) 0.64

Ours (Smin) 0.63

Ours+POS (Savg) 0.65

Ours+POS (Smax) 0.64

Ours+POS (Smin) 0.65

ここで，context-wordが存在しない場合および context-

wordによって与えられる分散表現が語彙に存在しない場

合，類似度を計算できない．これらの場合は，事前学習し

た CBOWの単語分散表現を用いて，単純にターゲット単

語間の余弦類似度を計算するものとする．

5.2 実験結果

表 2に，モデルが推定した類似度と人手で定義された類

似度のスピアマンの順位相関係数を示す．SGNS，MSSG，

TOPIC の結果は文献 [12] で報告されている値である．

CBOW [2]および POS [11]は，提案手法と同じ学習デー

タおよび実験設定で我々が再実装したものである．Ours

は単語のみ，Ours+POS は単語とその品詞を用いる提案

手法である．表 2の結果から，context-wordを用いるモデ

ルが context-wordを用いないモデルよりもわずかに高い

性能を示すことが分かる．

表 3は，context-wordによって与えられる分散表現がど

れだけ語彙に含まれているかを調べたものである．品詞情

報を付与した場合でも，8割以上の分散表現が語彙に含ま

れていることが分かる．

6. 語彙的換言タスク

多義性を考慮する分散表現のテキスト生成における性能

を評価するために，LS-SEと LE-CICの 2つのデータセッ

ト*3を利用する．これらのデータセットでは，ターゲット

単語と文脈に加えて，言い換え候補群が与えられる．タス

クは，所与の文脈を考慮しつつ，ターゲット単語との置換

可能性の観点から言い換え候補群をランク付けすることで

ある．そのため，このタスクも文脈中での単語の意味を考

慮する必要がある．

LS-SE [15]

SemEval-2007の Lexical Substitutionタスクで用いら

れたデータセット．201種類のターゲット単語につい

*3 https://github.com/stephenroller/naacl2016

表 3 意味的類似度推定タスクにおける語彙の網羅性

In vocabulary / All tokens

Ours 7, 297 / 8, 772 83.2%

Ours+POS 7, 058 / 8, 772 80.5%

て，それぞれ 10種類の文脈が与えられている．各ター

ゲット単語には，5人のアノテータが最大 3種類ずつ

の言い換えを文脈を考慮して付与している．

LS-CIC [16]

Lexical Substitutionのための大規模なデータセット．

15, 629語のターゲット単語について，6人のアノテー

タが最大 5種類ずつの言い換えを文脈を考慮して付与

している．LS-SEとは異なり，文脈としてターゲット

単語が出現する文に加えてその前後の文も与えられる．

先行研究 [9, 12, 19]に従い，各ターゲット単語に付与さ

れた全ての言い換えの和集合を言い換え候補群として用い

る．そのため，これらの候補は少なくともある文脈におい

てはターゲット単語と意味的および構文的に十分に近い単

語であり，モデルは文脈を用いてターゲット単語の語義を

区別する必要がある．

人手で定義された言い換えランキングと，システムが推定

した言い換えランキングは，Generalized Average Precision

（GAP）[20]を用いて評価される．GAPは語彙的換言タス

クで広く用いられる評価尺度であり，正解事例の重みを考

慮してランキングを評価できる．本タスクでは，各言い換

え候補を付与したアノテータの人数が重みとなる．

6.1 言い換え候補のランキング

このタスクでは文脈 sを考慮してターゲット単語 wt と

言い換え候補 wp の置換可能性を推定する．本実験では，

ターゲット単語と言い換え候補の分散表現間の類似度が高

いほど，その言い換え候補が高い置換可能性を持つと仮定

する．まず，ターゲット単語 wt の context-word ct ∈ Ct

を依存構造解析によって抽出する．次に，これらを用いて

ターゲット単語 wt の分散表現の集合 Vt を得る．続いて，

ターゲット単語の各 context-wordを用いて，言い換え候

補 wpの分散表現の集合 Vpを得る．そして，以下の 2つの

方法で，ターゲット単語の分散表現 vp ∈ Vp と言い換え候

補の分散表現 vc ∈ Vc の間の類似度を計算し，言い換え候

補群をランキングする．

Cos

ベクトル間の余弦類似度 cos(vt, vp)を計算する．

balAddCos [9]

この類似尺度では，ターゲット単語と言い換え候補の

類似度だけでなく，言い換え候補と文脈の類似度も考

慮し，|s| cos(vt, vp) +
∑

wi∈s cos(vp, wi)を計算する．

複数の context-wordが存在する場合，最終的な置換可能

性を推定する単純な方法は，5.1節で説明した Savg，Smaxお
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表 4 LS-SE データセットおよび LS-CIC データセットにおける GAP スコア

Model
LS-SE LS-CIC

Cos balAddCos Cos balAddCos

SGNS [12] 40.5 40.9 32.1 36.1

MSSG [12] 41.1 NA 37.8 NA

TOPIC [12] NA 42.8 NA 40.9

CBOW 41.0 40.1 44.1 44.4

POS 41.8 42.1 46.5 46.7

Ours (Savg) 47.0 47.2 45.7 45.9

Ours (Smax) 48.4 48.5 46.4 46.5

Ours (Smin) 45.0 31.1 44.4 44.6

Ours+POS (Savg) 46.7 47.0 45.7 45.9

Ours+POS (Smax) 47.7 48.1 46.3 46.5

Ours+POS (Smin) 45.4 30.6 45.3 45.5

Ours (Savgc) 47.4 47.7 46.1 46.2

Ours (Smaxc) 48.4 48.5 46.4 46.5

Ours (Sminc) 45.5 30.4 45.2 45.4

Ours+POS (Savgc) 46.9 47.4 47.7 47.8

Ours+POS (Smaxc) 47.7 48.0 48.1 48.2

Ours+POS (Sminc) 45.5 30.1 46.9 47.1

表 5 語彙的換言タスクにおける出力例：ターゲット単語は bold で，context-word は italic

で表示．出力は言い換え候補群のランキングで，括弧内の数値は各候補の重みを表す．

入力 ... you are carrying on two conversations at once and you are required to listen hard.

出力 carefully (4), intensively (0), closely(1), intently(1), seriously (0), ...

入力 One event in particular hits the platoon hard : the death of its platoon leader, ...

出力 badly (3), heavily (0), strongly (0), severely (1), firmly (0), ...

よび Sminを用いることである．しかし，単語間の意味的類

似度推定タスクとは異なり，本タスクではターゲット単語と

言い換え候補群の文脈が共通のため，共通の context-word

のみを考慮して，より正確に文脈を考慮することができる．

そこで本実験では，Savg，Smax および Smin に加えて，共

通の context-wordのみを考慮する以下の Savgc，Smaxc お

よび Sminc によって，所与の文脈を考慮しつつ言い換え候

補をランキングする．

Savgc =
1

|Ct|
∑
ct∈Ct

sim(vec(wt, ct), vec(wp, ct)) (4)

Smaxc = max
ct∈Ct

sim(vec(wt, ct), vec(wp, ct)) (5)

Sminc = min
ct∈Ct

sim(vec(wt, ct), vec(wp, ct)) (6)

ここで，sim(·, ·)には Cosまたは balAddCosを用いる．ま

た，vec(·, ·)では，context-wordを用いて単語の分散表現を
得る．これらの手法で推定された置換可能性のスコアを用

いて，スコアの高い順に言い換え候補群をランキングする．

6.2 実験結果

表 4に，LS-SEデータセットおよび LS-CICデータセッ

トにおける GAP スコアを示す．類似尺度として Cos を

使用したとき，全ての提案手法が先行研究よりも高い性

能を発揮することが分かる．LS-SE では既存手法である

MSSG，POS，TOPICに比べ，それぞれ 7.3ポイント，6.6

ポイント，5.7ポイント高い GAPスコアを達成した．ま

た LS-CISではそれぞれ 10.3ポイント，1.6ポイント，7.3

ポイント高い GAPスコアとなった．これらの結果から，

context-word を用いて単語に複数の分散表現を割り当て

る提案手法が，トピックや品詞を用いる既存手法に比べて

効果的に語義を捉えることができると言える．表 5には，

context-wardを用いて多義語 hardの語義を捉えることに

成功した例を示す．最も多くのアノテータによって付与さ

れた言い換え候補を最上位にランク付けできている．

類似尺度として balAddCosを使用したときも，多くの提

案手法が先行研究の性能を上回ることが分かる．しかし，

その効果は分散表現の生成手法およびデータセットに依存

する．balAddCosでは文脈に現れる全ての単語との類似度

を考慮するため，その有効性は文によって変化すると考え

られる．提案手法においては，Cosを用いることで安定し

て高い性能を達成した．これは提案手法では依存構造を用

いて抽出した context-wordにより，意味表現において重

要な文脈の情報を捉えられているためと考えられる．
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表 6 語彙的換言タスクにおける語彙の網羅性

Coverage

LS-SE
Ours 82.2%

Ours+POS 79.7%

LS-CIC
Ours 73.4%

Ours+POS 71.7%

また，複数の context-wordを利用できるとき，Smaxcが

最も高い性能を示している．これらの結果から，同一の

context-word によって与えられる分散表現を用いること

で，全ての context-wordを考慮するよりも高精度に単語間

の置換可能性を推定できると言える．Savgcの性能が Smaxc

に及ばないのは，各分散表現の影響が平均することによっ

て軽視されるからである．ターゲット単語の語義をピンポ

イントで表現できる context-wordが存在したとしても，平

均することによってその影響が薄れてしまう．また，Sminc

では類似度の下限値を基準にランク付けする．Smaxc であ

れば，その文中での意味を表していない context-wordは

類似度が低くても無視されるが，Sminc ではその影響を受

けるため，性能が低下したと考えられる．

LS-SEデータセットと LS-CICデータセットの結果を比

較すると，context-wordを用いるときのGAPスコアの改善

は，前者の方が大きいことが分かる．これは，context-word

により与えられる分散表現が語彙に含まれるか否かに依存

する．表 6に示すように，LS-SEデータセットにおける語

彙の網羅性は LS-CICデータセットにおける語彙の網羅性

よりも約 9ポイント高い．語彙の網羅性が高い LS-SEデー

タセットでは，context-wordを用いる影響がより大きく，

本タスクの性能がより大きく改善されたと考えられる．

次に，学習データにおける context-wordの出現頻度が，

分散表現の学習にどのような影響を与えているのか検証し

た．ここでは，両方のデータセットで高い GAPスコアを

示した Ours(Smaxc)における balAddCosの類似尺度を用

いる．検証のため，新たに 2つのモデルを構築した．1つ

は学習データにおいて出現頻度が 5回以下の context-word

のみを用いた分散表現を使用する．もう 1つは出現頻度が

100回以上の context-wordのみを用いる．表 7に，LS-SE

データセットおよび LS-CICデータセットにおける各モデ

ルの GAPスコアを示す．各単語に唯一の分散表現を生成

する CBOW，単語と品詞を対にして分散表現を生成する

POSと比較した結果から，出現頻度が 5回以下の低頻度な

context-wordのみを使用した場合でも，GAPスコアが向

上していることが分かる．つまり，提案手法では事前学習

によってデータスパースネス問題を軽減できていると言え

る．また，出現頻度が 100回以上の高頻度な context-word

を用いて訓練された分散表現は，より大きく GAPスコア

を改善した．さらに，全ての context-wordを考慮すると，

GAPスコアは大幅に改善されることが示された．

表 7 context-word の出現頻度が与える影響

LS-SE LS-CIC

CBOW 40.1 44.4

Ours

Less than 5 41.6 44.3

More than 100 43.3 45.6

All 48.5 46.5

POS 42.1 46.7

Ours+POS

Less than 5 42.8 46.7

More than 100 43.6 47.6

All 48.0 48.2

7. まとめ

本研究では，語義を捉えるために 1つの単語に複数の分

散表現を割り当てる手法を提案した．提案手法では，依存

関係にある context-wordによって語義を捉えられると考

え，context-wordごとに分散表現を生成した．単語間の意

味的類似度推定タスクおよび語彙的換言タスクの評価によ

り，提案手法の有効性を確認できた．提案手法は特に語彙

的換言タスクにおいて既存手法の性能を顕著に上回る性能

を示した．また，事前学習によってデータスパースネス問

題に対処でき，低頻度な context-wordを効果的に利用し

つつ語義を捉える分散表現を生成できることがわかった．

今後の課題は，1 つの context-word ではなく，文脈全

体を考慮することである．これは，双方向のリカレント

ニューラルネットワークを使用することで実現できるだろ

う．また，本研究を複単語表現やフレーズにも拡張したい．
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