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デプスからカラーへのドメイン変換を用いた
GANによる動画生成

中平有樹1,a) 川本一彦2,b)

概要：これまで動画生成のための GAN(Generative Adversarial Nets)が提案されてきたが，従来手法では
カラー動画のみを用いてモデルを訓練する．しかし，シーンのダイナミクスをより正確に捉えるためには，
光学的な情報だけでなく 3次元幾何学的な情報が重要であると考えられる．本論文では，カラー動画に加
えてデプス動画を併用する GANアーキテクチャを提案する．提案アーキテクチャの generatorでは，前
半でデプス動画を生成し，後半でデプスからカラーへのドメイン変換を解くことでカラー動画を生成する．
シーンのダイナミクスをデプスに注目してモデル化することにより，従来手法よりも自然な動きの生成を可
能とした．評価実験では顔表情データセットとジェスチャデータセットでモデルを訓練し，Kernel-MMD

と FIDの 2つの客観指標において，従来手法よりも高い品質で動画生成できることを示した．
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1. はじめに
近年，深層生成モデルを用いたデータの自動生成が大き

な成功を収めている．特に GAN(Generative Adversarial

Nets)[1]は静止画生成のタスクにおいて，高解像度画像の
生成 [2]やクラスラベルを用いた条件付き画像生成 [3][4]に
成功している．加えて，純粋な生成タスクだけでなく，画
像超解像 [5]，ドメイン変換 [6][7]，テキストからの画像生
成 [8]などの応用的なタスクでも軒並み高い精度を発揮し
ている．これらの研究から今後の GANの適用対象がより
高次元で複雑なデータ，例えば動画へと移っていくことが
予想される．
これまでに動画生成のための GANアーキテクチャが複

数提案されてきた [9][10][11]．これらの研究より，文字が
移動する単純な動画や，人の顔表情の動画においては，高
品質な動画が生成できるようになっている．しかしなが
ら，複数の物体が含まれる一般的なシーンの動画生成にお
いては，動いている物体の見た目が不自然になったり，物
体が背景に同化するなどの問題が報告されている．動画生
成は，そのような時間方向のモデル化の難しさから，画像
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生成に比べて成功していないと言える．より自然なシーン
を生成するためには，動いている物体の領域を正確に捉え，
自然な動きを付与し，同時に背景や他の物体との相互作用
を学習する必要があると思われる．
我々はそのような問題を解決するために，ダイナミクス

をより正確に解釈するためには，シーンの光学的な情報だ
けでなく，幾何学的な情報を用いるべきであると考える．
これは次の 2つの考えに基づいている．(1)動画では動き
が複数の画像（2次元平面）で表現されているが，本質的
に物体は三次元空間上で動いている．よって，平面的な光
学的情報のみでシーンを正確に捉えることは難しいと言え
る．(2)人間の脳内では，網膜から得られる 2次元的な光
学的情報からシーンの奥行きを推定し，考慮していること
がわかっている [12]．これは外界を正しく把握するために
は，三次元幾何学情報が必要不可欠であることを示唆して
いる．本論文では，幾何学的な情報として汎用的に利用で
きるデプス画像を用いて動画を生成するGANを提案する．

2. 関連研究
これまでに動画予測に関する研究が多数行われてき

た．Ranzato ら [13] は動画の教師なし学習のためのベー
スラインとなるような，空間と時間の関係を RNN で学
習してフレーム予測を行うモデルを提案した．Srivastava

ら [14]は，LSTMを用いた Encoder-Decoderモデルを用
いて動画のフレーム予測を行うモデルを提案した．これ
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らの研究を発端に現在までに数々の手法が提案されてい
る [15][16][17][18][19][20]．しかし，動画予測のタスクは過
去のフレームを入力として次フレームを予測する問題であ
り，0からのビデオ生成には直接適用することができない．
2014年にGoodfellowらによってGAN（Generative Ad-

versarial Nets）[1] が提案された．GAN は generator と
discriminatorの 2つのネットワークで構成される生成モデ
ルである．generatorはデータセットに含まれるサンプルと
見分けがつかないようなサンプルを生成するように学習し，
discriminator は与えられたサンプルが generator 由来か
データセット由来かを判別するように学習する．これまで，
動画生成のための GANが多数提案されてきた．Vondrick

ら [9]は動画生成に初めて GANを適用した VideoGANを
提案した．VideoGAN では，固定されたカメラで撮影し
た動画が動的な前景と静的な背景に分けられることを指摘
した．この仮定を基に，前景にあたる動画を三次元畳み込
み，背景にあたる静止画を 2 次元畳み込みを用いてそれ
ぞれ生成し，最後に前景と背景を足し合わせるアーキテク
チャを提案した．一方，Saitoら [10]は，動画認識におけ
る知見 [21][22][22]から，3DCNNは空間と時間を同等に扱
うため不適切であると指摘した．そこで動画の各フレーム
に対応する潜在ベクトルを 1DCNNで生成する temporal

generatorと，画像ベースのWasserstein-GAN[23]を用い
た image generatorを用意し，時間方向と空間方向を別々
に生成する TGANを提案した．Tulyakovら [11]は，動画
は内容（一貫して不変な要素）と動き（時間と共に変化す
る要素）に分けられると指摘し，内容と動きの 2つの潜在
ベクトルから画像フレームを生成するMoCoGANを提案
した．MoCoGANでは，動画の各フレームに対応する動
きの潜在ベクトルを RNNで生成し，反対に内容の潜在ベ
クトルは動画内で 1 つに固定して生成することで，特別
な学習なしで内容と動きを分けることに成功した．これら
のアーキテクチャは，いずれも動画を時間と空間に分けて
モデル化する方法に着目していると言える．その中でも，
MoCoGANの生成結果は最も品質が高く，内容を固定した
上で異なる動きとするような制御も可能としている．
しかし，これらのアーキテクチャはいずれも，生成対象

であるカラー動画のみを用いて訓練を行う．本論文ではよ
り適切に動きを捉えるために，デプス動画を用いる GAN

を提案する．

3. 提案手法
従来の GANによる動画生成手法では，生成の対象であ

るカラー動画のみを用いてモデルの訓練を行ってきた．提
案手法では幾何学的な情報であるデプス動画を併用してモ
デルを訓練する．提案アーキテクチャは次の 2つの考えを
反映している．(1)シーンにおいて時間と共に本質的に変
化しているのは幾何学的情報（位置や形，大きさ）である．

よってダイナミクスのモデル化はデプスで行う．(2)シー
ンの幾何学的な情報が決まれば，それに対応した適切なカ
ラーを付加することでシーンを生成できる．これはデプス
空間からカラー空間へのドメイン変換問題と捉えることが
できる．すなわち提案モデルでは動画をデプスとカラーに
分け，特にデプスでダイナミクスのモデル化を行うことで
動画を生成する．このアーキテクチャを図 1に示す．提
案モデルは主に 5 つのネットワークで構成される．それ
らは frame seed generator（RM），depth image generator

（GD），color image generator（GC），image discriminator

（DI），video discriminator（DV）である．
はじめに，MoCoGANのアーキテクチャに倣ってデプス
動画を内容と動きに分けて生成する．frame seed generator

は動画の時間変化をモデル化し，動きの潜在ベクトルを生
成するネットワークである．潜在ベクトルは[

z(1), ..., z(T )
]
=

[[
zC

z
(1)
M

]
...,

[
zC

z
(T )
M

]]
(1)

のように表され，動画の各画像フレームに対応している．
ここで zC は動画の内容に対応する潜在ベクトルであり，
動画内で内容（形状や大きさ）を一貫させるために共通の
ベクトルを用いる．潜在ベクトル zC は，平均 0と共分散
行列 IdC

の正規分布 N (0, IdC
)から生成する．すなわち

zC ∼ N (0, IdC
) (2)

と生成する．ここで，dC は潜在ベクトル zC の次元を
あらわし，IdC

は dC × dC の単位行列である．一方，
z
(t)
M , t = 1, 2, ..., T は，T フレームにわたる動画の動き
に対応する潜在ベクトルであり，

z
(t)
M = RM (z

(t−1)
M , ϵ(t)), t = 1, 2, . . . , T (3)

のように生成される．ここで，

ϵ(t) ∼ N (0, IdM
) (4)

であり，dM は潜在ベクトル z
(t)
M の次元をあらわす．RM

が frame seed generatorであり，1層のGRU[24]を用いる．
次に，depth image generatorは潜在ベクトルからデプ
ス動画の画像フレームを生成するネットワークである．式
(1)の潜在ベクトルを用いて，デプス動画 x

(t)
depth を

x
(t)
depth = GD(z(t)), t = 1, 2, ..., T (5)

と生成する．ここで，GD が depth image generatorであ
る．GD には 5層の転置畳み込みの CNNを用いる．ここ
までで，シーンにおいて時間と共に本質的に変化している
のは幾何学的情報であるという仮定に基づき，デプス動画
の生成を通してシーンのダイナミクスをモデル化する．
次にデプス動画をカラー動画へと変換し，最終的な動画
を出力する．color image generatorはデプス画像をカラー

2ⓒ 2018 Information Processing Society of Japan

Vol.2018-CVIM-213 No.32
2018/9/21



情報処理学会研究報告
IPSJ SIG Technical Report

図 1: 提案モデルのアーキテクチャ

画像へと変換するネットワークである．変換は

x
(t)
color = GC

(
x
(t)
depth, zcolor

)
, t = 1, 2, ..., T (6)

のように表される．ここで，zcolor ∼ N (z|0, IdCR)である．
GC が color image generatorである．zcolor はデプスから
カラーへの変換を確率的に変えるパラメータである．この
変換はデプスからカラーへのドメイン変換の問題であると
解釈できるため，pix2pix[6]のアーキテクチャに倣い，GC

には U-Net[25]を用いる．zcolor は U-Netの encoderから
得られるボトルネック特徴量に対してチャネル方向に結合
してから decoderに入力するように組み込む．これにより，
シーンの幾何学的な情報であるデプスに基づいてカラー動
画を生成することができる．
最後に discriminator が 2 つあり，image dicriminator

は動画内の画像フレームを批判することに特化し，video

discriminatorは動画全体を批判することに特化している．
image discriminatorは 5層の 2DCNNで，動画中のある 1フ
レームを入力する．video discriminatorは 5層の 3DCNN

で，動画全体を入力する．各 discriminatorはカラー動画
（画像）とデプス動画（画像）のペアを受け取り，それが
データセットのサンプルであるか，generator由来のサン
プルであるかを識別する．すなわち目的関数は

min
RM ,GD,GC

max
DI ,DV

V (RM , GD, GC , DI , DV ), (7)

V (RM , GD, GC , DI , DV )

= Ex∼pdata
[logDI(x

(t)
color,x

(t)
depth)]

+ Ex̃∼pg
[1− logDI(x̃

(t)
color, x̃

(t)
depth)]

+ Ex∼pdata
[logDV (xcolor,xdepth)]

+ Ex̃∼pg [1− logDV (x̃color, x̃depth)].

である．ここで xcolor，xdepth はデータセットの動画サン
プルを，x̃color，x̃depth は生成された動画サンプルを示す．
DI は image discriminator, DV は video discriminator, pg

は generatorによる生成サンプルの分布，pdataはトレーニ
ングデータの分布を示す．

4. 評価実験
本節では，人の顔表情データセットとジェスチャデータ

セットを用い，提案手法とMoCoGAN[11]との比較を行う．

4.1 データセット
実験に用いたデータセットは次の 2つである．
• 顔表情データセット: MUG Facial Expression

Database[26] を用いる．これは男女 86 人が様々な
表情を演じるデータセットである．表情には怒り，嫌
悪感，恐怖，喜び，悲しみ，驚きの 6種類がある．そ
れぞれの動画は画像サイズ 896× 896，ビデオ長 50～
160フレームで構成されている．本データセットはデ
プスデータが収録されていないため，顔の三次元復元
手法 [27]を用いてデプスデータを予測し生成した．ま
た画像サイズを 64× 64に縮小し，各動画から長さ 16

のサブシーケンスを抜き出して用いる．
• ジェスチャデータセット: ChaLearn LAP IsoGD

Dataset[28] を用いる．これは 21 人の男女が様々な
ハンドジェスチャを行う RGB-D動画データセットで
ある．ジェスチャには 249 のラベルが存在し，合計
47933サンプルが収録されている．背景や手の動きに
よるオクルージョンが発生するため，顔表情データ
セットよりも複雑なシーンの動画データであるといえ
る．画像サイズを 64× 64に縮小し，各動画から長さ
16のサブシーケンスを抜き出して用いた．

4.2 実験条件
最適化手法にはADAM[29]（学習率 0.0002．モーメンタ
ム 0.5と 0.999）を用い，学習を安定させるためにDI，DV

の各層の入力に N (z;0, I)のノイズを付加した [30]．潜在
ベクトルの次元はそれぞれ dC = 40，dM = 10，dCR = 50

とした．

4.3 主観評価
各データセットの生成結果を図 2，3に示す．提案手法
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表 1: Kernel MMDによる評価
MoCoGAN proposed model

顔表情データセット 368± 0.518 340± 0.359

ジェスチャデータセット 275± 1.04 235± 0.552

は，MoCoGANと同程度に高い画質の動画が生成できるこ
とがわかる，特にジェスチャデータにおいて，MoCoGAN

よりも人の外見や手の動きを自然に生成できることがわ
かった．例えば，MoCoGANの生成サンプルの中には，人
の手が 3本以上存在したり（図 4a），人が 2人以上映って
しまう（図 4b）といった現象が起こったが，提案手法で
は見られなかった．これは，シーンのデプスを考慮するこ
とによって，背景と人，動きのある手の部分をよりうまく
区別できたためと考えられる．

4.4 客観評価
提案モデルと MoCoGAN を客観評価指標で比較した．

GAN を評価する上で広く用いられる指標に Inception

Score[30] があるが，最近の研究から適切な指標ではな
い可能性が示唆されている [31][32]．よって本実験では，
[31]で適切な評価指標であると結論付けられている Ker-

nel MMD[33] と Inception Score の次によく用いられる
FID(Fréchet Inception Distance)[34]を採用する．
4.4.1 Kernel MMD

Kernel MMD(Maximum Mean Discrepancy)[33]は 2つ
の確率分布の距離を計算する指標であり，

MMD(Pr,Pg) =(
Exr,x

′
r∼Pr,

xg,x
′
g∼Pg

[
k(xr,x

′
r)− 2k(xr,xg) + k(xg,x

′
g)
]) 1

2

(8)

のように表される．ここで，Pr，Pg はそれぞれ学習デー
タと generatorの分布を指し，kはベクトルの内積とする．
Kernel MMDの値は 2つの確率分布の距離（非類似度）を
示すため，小さければ小さいほど良い．指標を算出する際
は，それぞれの確率分布から 100000回ランダムにサンプ
リングを行って MMDを計算し，その平均値をスコアと
する．また，xr,x

′
r,xg,x

′
g は動画のピクセルデータをその

まま用いるのではなく，UCF-101[35]によって訓練された
C3D[36]に入力して得られる中間層の特徴量を用いる．こ
れは深層ニューラルネットワークから得られる中間層の特
徴を用いたほうが，より正確に分布間類似度を計測できる
ためである [31]．
評価結果を表 1に示す．両データセットで提案手法が

MoCoGANを上回る結果となった．
4.4.2 FID

FID(Fréchet Inception Distance)[34]は GANの生成画
像の品質を評価するために提案された指標の 1つであり，
先の指標と同様に 2つの確率分布間の距離を定義するもの

表 2: FID（10−3）による評価
MoCoGAN proposed model

顔表情データセット 280± 2.02 245± 1.46

ジェスチャデータセット 580± 5.61 534± 4.02

である．FIDはそれぞれの確率分布を多変量ガウス分布と
して捉え，その平均と分散を用いて

FID(Pr,Pg) = ||µr − µg||22 +

Tr(Σr +Σg − 2(ΣrΣg)
1
2 ) (9)

のように表される．ここで Pr，Pg はそれぞれ学習データ
と generatorの分布，µr，Σr は Pr の平均ベクトルと共分
散行列，µg，Σg は Pg の平均ベクトルと共分散行列を示
す．FIDの値は 2つの確率分布の距離（非類似度）を示す
ため，小さければ小さいほど良い．指標を算出する際は，
それぞれの確率分布から得られる 3000サンプルを用いて
計算する．また，動画のピクセルデータをそのまま用いる
のではなく，Kernel-MMDと同様に C3Dに入力して得ら
れる中間層の特徴量を用いる．
評価結果を表 2に示す．両データセットで提案手法が

MoCoGANを上回る結果となった．

4.5 考察
主観評価では動画の個々のフレームの画質に有意な違

いは見られなかったが，客観評価においては提案手法が
MoCoGANを大きく上回る結果となった．デプスを考慮
することによって動画のダイナミクスやシーン内容の自然
性が向上したと考えられる．また，顔表情データセットで
は顔の三次元復元手法 [27]によって推定されたデプスを用
いたにもかかわらず，精度が向上した．これは，データの
計測に高いコストがかかる場合にも，予測ベースのデータ
を用意することで精度を改善できることを示唆している．
一方で，MoCoGANなどでは顔表情データを生成した
際に，データセットに含まれる 2人の顔の中間を取ったよ
うなサンプルや，顔の右半分と左半分で見た目や動きが異
なるようなサンプルがいくつも見られた．このような生成
結果は人の顔として不自然である一方，生成モデルがよく
汎化していることを示していると言える．しかし，提案手
法の生成結果にはそのようなサンプルがほとんど見られな
かった．このことから，提案手法はより自然なサンプルを
生成できる一方で，データの多様性が低い可能性があると
考えられる．
最後に，提案手法では生成されたデプス動画に対して任

意の色を付加できるよう，color image generatorに zcolor

を与えていた．しかし，同じデプス動画に異なる zcolor を
与えてもネットワーク内では単に無視され，出力されるカ
ラー動画が同一になった．これは [6]でも言及されている
現象であり，目的関数の異なる本モデルでも同様に起きた
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(a) MoCoGAN (b) 提案手法

図 2: 顔表情データセットの生成結果

(a) MoCoGAN (b) 提案手法

図 3: ジェスチャデータセットの生成結果

ことから，U-Netの skip-connection構造に起因するもの
であると考えられる．今後，color image generatorのモデ
ルを改良することで，例えば顔のデータであれば，Aさん
の骨格に Bさんの顔を付与したようなサンプルを生成でき
るようになり生成データの多様性が高まると考えられる．

5. おわりに
動画生成を行う上で重要なのはシーンのダイナミクスの

理解である．我々は動画に写る物体やシーンが本来は三次
元空間にあることを踏まえ，三次元の幾何学的情報である
デプスを用いて動画を生成する手法を提案した．実験より，
GANによる動画生成の state-of-the-artであるMoCoGAN

を超える精度で動画を生成できることを示した．本研究の
結果から，シーンの理解には光学的情報だけでなく幾何学
的情報も考慮すべきであること，幾何学的情報としてデプ
スは有用であることが示唆される．今後も，カラーとデプ

スを併用してより適切にシーンをモデル化できる手法を検
討していく必要がある．
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