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概要：本研究では通信に制限がある環境で，エージェント間の交渉を通じて自分が作業すべき担当領域を
自律的に決定する手法を提案する．近年のロボット技術の発達により，ロボットの活躍の領域が広がって
いる．しかし環境の大きさ，求められる作業量，バッテリ容量などの制限を考慮すると，複数のロボットに
よる協調作業が必須となることがある．我々は本目的のためにロボットをエージェントとしてモデル化し，
協調連続巡回問題としてとらえ，作業領域を分担しながら公平で効率的な作業のための環境の分割方法を提
案してきた．しかし，通信に制限があり，たまたまエージェントが近づいたときのみ通信を可能となるよ
うに制限を加えると，隣接エージェントと長期間離れていて通信できない間に担当領域に冗長性が発生し，
効率低下を招くことが分かった．そこで本論文では，各エージェントが隣接エージェントの作業負荷を推
定しながら，拡大を制限する手法を提案する．これにより，整合性があり公平な分業が実現できることに
加え，この冗長な拡大を必要な領域には活用し，不要な部分にはなるべく排除させた．この結果，既存手
法で発生した不要な冗長性を防ぎ効率を向上させるとともに，必要な相手には助けるという形でこの冗長
性を活用し，通信がつねに可能な環境を想定した手法よりも効率化が実現できたことを実験を通して示す．
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Abstract: We propose a method for enabling agents to autonomously divide the given environment into
the subareas for the individual responsibilities through negotiations between local agents in the environment
where communication range is limited. Recent advance in robot and computer technologies expands the
range of robot activities, but if we consider the requirement such as the size of environments and the re-
quired workload, and the limitation such as communication range and battery capacity, cooperation among
robots becomes inevitable. Along this line, we formulated a continuous cooperative patrol problem by mod-
eling robots as agents, and proposed the method by which agents can identify their responsible subareas of
environments so that their workloads are fair and balanced. However, if the communication range is limited,
their divided subareas contained so many redundant parts, and thereby, lowering the entire performance. In
this paper, we propose a novel method in which agents not only reduce the redundant parts, but also use the
redundant activities to help the busier neighboring agents. We experimentally show that our method can
reduce the unnecessary redundancy and can improve the higher entire performance than that in the previous
method that are assumed that communications are always available.
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1. はじめに

近年のロボット技術の発達により，ロボットの活躍の領

域が広がっている．このような領域には，人間の負担を減

らすための作業や人間が活動するのが困難な場面などがあ

り，たとえば，前者として清掃や警備，後者の例としては

惑星探索や災害時の人命救助があげられる．このような応

用分野では，継続的な探索や作業と，これらの行動を通し

て要求条件，たとえば作業や探索の頻度の条件などを満た

すように環境全体を訪れることが求められる．しかし，す

べての作業を 1台のロボットのみで処理するにはバッテリ

容量や移動速度などの物理的あるいは能力上の制限があり

現実的ではない．他方，コンピュータや通信技術の発展に

より，複数のロボットが協力し，共同作業で要求課題を解

決することが現実的になってきた．

複数ロボットの協調作業の実現には，集中制御と自律分

散制御の 2つの方法が考えられる．前者では 1台の制御プ

ログラムあるいは 1台のロボットが，全ロボットを集中管

理する方法がある．しかし，大規模なタスクの場合ロボッ

トの行動を決めるためのデータ量が大きくなるほか，制御

部分が故障するとシステム全体が停止するという欠点もあ

る．上記で述べた応用領域では作業の継続性は必須な機能

であり，仮にシステムの一部あるいはロボットの一部が故

障しても協調により相互に補い合い，作業を維持できるよ

うに，ロボットそれぞれが自律的に行動を決定し，全体と

しての目的を達成・維持する知的制御が必要となる．その

ため本研究では，後者による自律分散制御による協調作業

に焦点を当てる．

このような高い自律性の実現に焦点を当てた研究とし

て，マルチエージェントシステムによる継続的巡回探索問

題がある [1]．この研究では，複数のエージェントが環境内

をある戦略で巡回し，ある確率分布（頻度）に従い継続的

に発生するイベントを協力して観測あるいは検出する問題

を扱っている．たとえば，セキュリティ巡回では与えられ

た重要度に応じてエージェントが訪問し，監視する頻度を

増減させる．巡回清掃問題ではゴミが発生しやすい（汚れ

やすい）領域をより頻繁に訪れて作業するような制御が該

当する．我々もこのような課題に焦点を当て，エージェン

トの能力や環境の差を考慮しながら担当領域を自律的に分

割し，全体のパフォーマンスを向上させ，同時に個々の負

荷をバランスさせる手法を提案してきた [2]．しかし，この

研究ではエージェントどうしがつねに通信可能であること

を仮定しており，自走式ロボットやドローンなど移動する

エージェントを想定すると，この条件は現実的ではないこ
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ともある．特に無線を使った通信では距離や障害物の影響

を受け，確実な通信はそれぞれが近づいたときのみ可能と

いう制限が加わる．しかし，エージェント間の距離が遠い

とき，特に，頻繁に訪れるべき重点領域で隣接エージェン

トと通信できないと情報交換の間隔が延び，重複領域が広

く発生して効率が低下することや，公平な分業が実現でき

ないなどの課題を確認している [3]．

そこで本論文では，この課題に対処するために，通信が

不可能な期間でも，周辺のエージェントの状態を推測し，

これを作業領域の分割戦略に反映させる手法を提案し，こ

れによりつねに通信可能とした場合と遜色なく全体の効率

化が実現できることを示す．なお，以下では説明を容易に

するために，巡回清掃問題を例題として述べるが，本手法

は，セキュリティ巡回などの領域にも適用可能である．

本論文の構成は以下のとおりである．まず，2 章で関連

研究について述べ，3 章で本研究で用いるエージェントや

環境のモデル，本研究で求める課題と既存研究の概要を説

明する．4 章で通信が不可能な間でも，不要な領域拡大を

できる限り抑える領域分割法の提案をする．5 章では実験

で用いるエージェントや環境について説明したのち，評価

実験と考察を加える．特に，重複領域の大きさによる影響

と負担の大きいエージェントの領域拡大を抑えたことに

よって清掃効率の向上につながったことを確認し，提案手

法の有効性を議論する．最後に 6 章で結論と今後の課題を

述べる．

2. 関連研究

複数のエージェントが協調して，継続的に環境を巡回す

るアプローチは大きく 2つに分けられる．第 1の手法は全

エージェントが作業領域全体を共有して清掃する手法であ

る [1], [4], [5], [6], [7], [8]．

たとえば，Ahmadiら [4]は 1台のエージェントが異な

る確率で発生するイベントを，発生確率の高い場所を優先

的に巡回する手法を提案している．しかし，複数台のエー

ジェントによる協調は考慮されていない．Chevaleyr [6]は，

巡回セールスマン問題をベースにして分業しながら巡回す

るマルチエージェント巡回戦略を提案し，それをあらかじ

め経路分割した場合と比較している．Yonedaら [7]は，協

調巡回問題において，バッテリ残量を考慮しながら探索を

継続するか充電に戻るかの判断をしながら，エージェント

が自分のチーム内で効率を上げられる巡回探索戦略の学習

法を提案している．Sugiyamaら [1]では，文献 [7]を拡張

し，さらに分業を促進するための交渉手法を提案し，効率

化を実現している．しかし領域を分割しない方法では，他

のエージェントとの領域重複作業が起き，これだけでは十

分な効率性を引き出せない可能性がある．

第 2 のアプローチは領域を分割して，各エージェント

が担当領域で作業する手法である [2], [9], [10], [11], [12],
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[13], [14]．たとえば，Ahamadiら [10]では，文献 [4]を複

数エージェントに適用できるように拡張し，各エージェン

トが互いの境界に関する情報を交換し，より頻繁にその境

界領域を訪れるエージェントにその領域を渡すよう調整し

ている．Elorら [12]は，ガスで膨張する Balloonモデルと

アリのフェロモンモデルを活用し，各エージェントの担当

領域の広さを反映した値として膨張力を導入し，これを均

衡させることで領域分割をしている．しかし，どちらの研

究においてもバッテリによる制限は考慮されていない．さ

らに環境には障害物の存在，汚れやすさ，形状やスロープ

による探索の困難さなどの差があり，他方エージェントに

も移動速度，作業（清掃）効率，探索アルゴリズムの差，

バッテリ容量など，ハードあるいはソフトウェア上の能力

差があり，単純に各担当領域の広さを均等にしたり，訪れ

る頻度だけで領域を分割したりすると作業負荷が不均衡に

なる可能性がある．

Katoら [13]では，エージェントがバッテリ残量を考慮

しながら作業の余力を表す指標として上記の膨張力を拡大

力として定義し直し，エージェントの能力や環境の差を考

慮した分割手法を提案した．また Seaら [2]では，ゴミの

発生しやすさが未知の環境下で複数エージェントがゴミの

発生確率を学習しながら探索する手法と，上記の再定義し

た拡大力を統合し，環境の差，エージェントの探索アルゴ

リズムの差，バッテリ容量の差などを反映した分割が可能

であることを示した．しかし，これらの研究では隣接エー

ジェントとはつねに通信が可能であることを仮定してお

り，状況によってはこの条件は厳しいこともある．

実際に吉村ら [3]は，ゴミの発生確率を学習しながらエー

ジェント間の通信範囲の制限を加えた領域分割法を適用

してマルチロボットの巡回清掃問題に対する手法を実装

したが，隣接エージェントとしばらく通信ができない間に

分業に冗長性，具体的には担当領域の重複が発生し，環境

によってはそれが大きな効率低下を招くことを示した．ま

た，Maoら [15]でも通信範囲に制限がある設定で，複数

エージェントが領域を分割して巡回する手法を提案してい

るが，環境の規模が小さく現実的とはいえない．

本研究では，既存の手法 [2]に通信可能範囲の制限を加

えても，作業効率を低下させない手法を提案する．

3. モデルの定義

本章では，環境とエージェントのモデル，既存研

究 [2], [3], [13] で採用されている手法の概要，および問

題の定式化について述べる．

本モデルは当初文献 [13] で提案したものであるが，文

献 [2]ではこれを拡張し，3.3.1 項で述べるノードのゴミの

発生確率の学習を導入した．我々はさらに文献 [2]を拡張

し，3.4.4 項で述べる通信範囲の制限を導入したモデルを

提案し，その場合に起こりうる課題を示唆した [3]．

本論文では文献 [3] で発見された課題を解決すべく

3.4.2 項で述べる領域拡大行動および 3.4.4 項で述べる

通信による交渉に関して拡張を加えた手法を提案するが，

その前に文献 [2]のモデルを説明する．ゴミの発生確率の

学習とその影響については本論文の範囲を超えるのでここ

では省略する．詳細については文献 [2]を参照されたい．

また，文献 [3]で提案した通信範囲の制限を加えたモデル

は 3.4.4 項で説明する．

3.1 環境のモデル

A = {a1, . . . , aN}をエージェントの集合とし，移動の表
現のために離散時間を導入する．エージェントが清掃を行

う空間を 2次元もしくは 3次元空間に埋め込み可能な連

結グラフ G = (V,E)とする．ここで V = {v1, · · · , vx}は
ノードの集合，E はエッジの集合とし，ノード vi, vj ∈ V

にエッジが存在するときそれを ei,j と表し，vi，vj 間に到

達できる道があると考える．必要に応じてダミーのノー

ドを加えることで，エッジの長さをすべて 1 とし，エー

ジェントは 1単位時間でエッジでつながった隣接ノードへ

と移動し，そこのゴミを吸引する．それぞれのエージェン

ト ai ∈ Aは充電を行うための基地 vi
base（∈ V）を個別に

持つ．

エージェント ai には，自分が担当すべき領域（担当領

域）がある．時刻 tにおける ai の担当領域を連結サブグ

ラフ

Gi
t = (V i

t , Ei
t) ただし (V i

t ⊆ V, Ei
t ⊆ E)

と表す．全体の領域を均一に清潔に保つために，それぞれ

のエージェントの担当領域 Gi
t は，清掃状況に応じて領域

拡大行動ならびに他のエージェントとの通信を行い調整す

るため，時刻ごとに変化する．また，既存の手法 [2]と異

なり，Gi
t ∩ Gj

t �= ∅となりうる．
環境内のゴミの発生は時間ごとに確率的に起こり，各

ノード vの汚れやすさを 1単位時間あたりのゴミの発生確

率 pv（0 ≤ pv ≤ 1）で表現する．時刻 tにおけるノード v

のゴミの量 Lt(v)は，

Lt+1(v) =

{
Lt(v) + 1（ゴミの発生時．確率 pv）

Lt(v)（その他．確率 1 − pv）
(1)

のように蓄積されるが，エージェントが時刻 tに vに到達

すると，v上のゴミはすべて清掃され，Lt+1(v) = 0となる．

3.2 エージェントのモデル

エージェントのモデルに以下の 2つを仮定する．第 1に

エージェントは領域のマップ（グラフ G）を既知とする．

現在多くのマップ作成やそれに基づく位置同定のアルゴリ

ズムが提案されており（たとえば，文献 [16], [17], [18]），

基地から徐々に地図を作成することが可能となっている．
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将来的にはこれらを活用することを想定してマップを既知

とし，本研究では領域分割を用いたエージェント間の協調

的分業に主眼を置く．第 2 に複数のエージェントが同一

ノードに存在でき，衝突は考えない．実際には，本手法は

作業領域を分割する手法であり，複数のエージェントが接

近したときには通信により分担領域を分けるため衝突は起

こらないと考える．しかし衝突の可能性があっても通信可

能な範囲では衝突回避のアルゴリズムが多数提案されてお

り [19], [20]，それらを仮定することで衝突回避ができると

考え，ここでは前者と同様に領域分割手法に主眼を置くこ

ととする．

エージェント aiは有限容量のバッテリを持ち，自分の基

地から探索を開始し，自分の基地に戻り充電を行う．エー

ジェントは探索状態と充電状態の 2 つの状態を交互に繰り

返す．探索状態とは，エージェントが巡回清掃のために領

域内を探索している状態のことである．エージェント ai

が持つバッテリの最大容量を Bi
max，1単位時間あたりの

バッテリ消費量をBi
drain とする．時刻 tにおけるバッテリ

残量を Bi
t とすると，時刻 t + 1におけるバッテリ残量は

Bi
t+1 = Bi

t − Bi
drain (2)

となる．そのため，aiの最大連続稼働時間は �Bi
max/Bi

drain	
となる．

Len(vm, vl) をノード vm から vl の経路長としたとき，

エージェント ai がノード vから基地 vi
base までの移動に必

要なエネルギー Poti(v)は以下のとおりである．

Poti(v) = Len(v, vi
base) × Bi

drain (3)

したがって，vi をエージェント iの現在ノードとしたと

き，条件

Bi
t < Pot(v) + Len(vi, v) × Bi

drain (4)

を満たすノード v からは基地に帰ることはできないため，

以下に述べる探索アルゴリズムにより次の目標ノード vが

上記の条件を満たすとき，エージェントは vに移動せず充

電のため基地へ移動する．本論文では通信が行えない場合

でのエージェントによる領域分割が主眼であることや，通

信装置に関してロボットに搭載するものを考えており，高

出力の無線を想定しておらず，移動用や清掃用のモータと

比べると消費電力は小さいと仮定し，1単位時間あたりの

バッテリ消費量 Bi
drain には通信の電力も含むとした．

エージェント ai は基地 vi
base で充電する．一般的に，稼

働時間と充電時間は異なるため，充電にかかる時間をバッテ

リの消費量と比例すると仮定し，充電の比例定数を ki
charge

とすると，充電の所要時間 ticharge は以下のようになる．

ticharge = ki
charge(B

i
max − Bi

t) (5)

なお，充電容量最大まで充電しなくても移動開始は可能

だが，ここでは簡単化のために，基地では満充電になるま

で待機し，その後，ただちに移動するものと考える．

3.3 担当領域の同定とゴミの発生確率の学習

エージェント ai には，初めに基地 vi
base を中心に距離

dini ノード以下の範囲を初期担当領域 Gi
0 = (V i

0 , Ei
0)とし

て与える．なお本論文の実験では，距離としてマンハッタ

ン距離を採用した．また，vi
base ∈ V i

t とする．以下，担当

領域の同定とゴミの発生確率の学習について述べる．

3.3.1 ゴミの発生確率の学習

エージェント ai はノード vのゴミの発生確率 pv を知ら

ないため，aiは，担当領域内の各ノード vに対し，pv を学

習する．時刻 tにおける ai による pv の推定値を pi
v(t)と

し，初期値は pi
v(0) = 0とする．エージェント ai がノード

vを時刻 tに訪れたとき，その前に vに訪れた時間を tiv と

し（もし vが新しく担当領域になり，ai が vを訪れたこと

がなければ vが V i
t に加えられた時刻を tiv とする），ノード

vを訪れた間隔 t− tiv とノード vでのゴミの回収量 ALt(v)

と学習率 α（0 ≤ α ≤ 1）から vでのゴミの発生確率 pi
v(t)

を以下のように計算する．

pi
v(t) = (1 − α) · pi

v(t − 1) + α · ALt(v)
t − tv

(6)

ここで，式 (6)は，観測値の差分を埋めることを示してい

る．訪れていないノード v については，pi
v(t) = pi

v(t − 1)

とする．なお，ALt(v)は回収量，つまり吸い込んだゴミの

量 Lt(v)としているが，これを簡略化して ALt(v)をゴミ

を吸い込んだとき 1，その他を 0 の 2値としても，ゴミの

発生頻度の差については同程度の学習が可能であることを

確認している [1]．エージェントは時刻 tにおけるノード v

の実際のゴミの量 Lt(v)を知らないが，ゴミの発生確率の

推定値 pi
v(t)を用いて，その期待値として Lt(v)を推定す

る．ノード v におけるゴミの量の推定値 E(Lt(v))は次式

で求められる．

E(Lt(v)) = pi
v(t) · (t − tv) (7)

なお，ノードの集合 V に対し，以下のように定義する．

Lt(V ) =
∑
v∈V

Lt(v) (8)

E(Lt(V )) =
∑
v∈V

E(Lt(v)) (9)

したがって，たとえば，ai の担当領域に存在するゴミの

推定値は E(Lt(V i
t ))と表せる．

3.4 エージェントの行動

エージェントの行動は文献 [2], [3], [13]に基づくもので

あり，ここではそれらについて簡単に述べる．

3.4.1 探索アルゴリズム

エージェントは探索アルゴリズムを使って担当領域を巡

c© 2018 Information Processing Society of Japan 53



情報処理学会論文誌 数理モデル化と応用 Vol.11 No.2 50–62 (July 2018)

回する．本研究では探索アルゴリズム自体の評価は対象外

であり，分業のための自律的担当領域分割を主題とするた

め，共通的に，簡易な探索アルゴリズムである有向深さ優

先探索アルゴリズムを用いる．この探索アルゴリズムで

は，エージェント aiは基地から出発するとき担当領域の中

からゴミの量の推定値 E(Lt(v))の値が最も高いノードへ

最短距離で移動する．ターゲットノードに到達したら，隣

接ノードのうち訪れていないノードをランダムに選択し，

そのノードに移動し，そのノードをスタックにプッシュす

る．このプロセスをエージェント ai が訪れたことがない

ノードを選べる限り続ける．この際，もしエージェント ai

は選択するノードがない場合，スタックの一番上のノード

をポップし，そのノードに戻り，別の訪れていないノード

を選択する．この動作を繰り返したのち，最初に選択した

ターゲットノードへ戻った場合，基地に最短経路で戻る．

ただし探索の途中で次のノードが条件 (4)を満たすとき，

エージェントはそのノードの代わりに基地を目標ノードに

変え基地に戻る．

3.4.2 領域拡大行動の開始

領域拡大行動とは，担当エージェントがいない領域，あ

るいはより忙しいエージェントの担当領域を一部引き受け

るために，担当領域の拡大を試みることである．エージェ

ントは後述する条件を満たしたとき担当領域をほとんど

清掃したと判断し，担当領域の拡大を試みる．この判断の

ために，エージェント ai は時刻 tb に基地 vi
base を出発す

るとき，担当領域における少し未来のゴミの残量の推定値

E(Ltb+γ(V i
tb

)) を計算する．ここで γ は正の整数とする．

これはエージェントが巡回清掃している間もゴミは蓄積し

続けるため，もし現在のゴミの残量の推定値を基準とする

と，推定値よりも多くのゴミが残っているにもかかわらず

担当領域を十分に清掃したと判断し不要に領域拡大をす

ることを防ぐためである．なお，少し未来の推定値の増分

は，その担当領域の特徴により異なることに注意されたい．

エージェント ai は tb から始まった現在の巡回行動中に，

時刻 t（> tb）における自分が訪れたノード数Nvis(t)と回

収したゴミの総和 Nd(t)を記録する．そして，エージェン

トは，

Nvis(t) ≥ R1 · |V i
t | (10)

Nd(t) ≥ R2 · E(Ltb+γ(V i
tb

)) (11)

のいずれかの条件を満たしたとき，担当領域を十分清掃

できたと判断し，拡大行動を開始する．ここで，0 ≤ R1，

R2 ≤ 1とする．また，環境の構造などによっては tb +γよ

りも前に式 (11)を満たす場合もあり，逆にゴミの回収に時

間がかかり tb + γ よりも後になる場合もある．なお，エー

ジェントは十分なバッテリ残量を持っていても，領域拡大

行動は基地を出てから 1回のみとし，過剰頻度の拡大行動

を避ける．また，γ はエージェントのバッテリ容量 Bi
max

図 1 拡大戦略

Fig. 1 Expansion strategy.

を超えない値とする．これは，エージェントが基地に戻っ

た際に自分が訪れたノード数 Nvis(t)と回収したゴミの総

和 Nd(t)をリセットするため，バッテリ容量よりも高い値

でゴミの残量を推定した場合，基地を出発してから基地へ

戻ってくるまでに推定値以上のゴミを回収するのが困難に

なるからである．

3.4.3 拡大戦略

ここでは既存手法 [2]における拡大戦略を述べる．拡大

戦略は，エージェントやシステム全体の性能に影響すると

考えられる．基地から相対的に離れたノードの取り込みや，

頻繁な領域の取り合い，拡大行動交渉の連続失敗を回避す

るなどの要因を考慮して，拡大対象となるノード Ii ⊂ V

を以下のように決定する．

(1) エージェント ai は自分の担当領域の境界ノードの集

合 B を選択する（B と担当領域は排反とする）．

(2) エージェント ai は B の中から，Ii
avoid（これは後に

説明する）に含まれず，かつ自分の基地 vi
base から最

も近い kinc（> 0）個のノードを選び，その集合を Ii
inc

とする．

(3) ノード Ii
inc とそれらの隣接ノードの集合のうち，V i

t

にも Ii
avoid にも含まれないものを Ii とする．

たとえば，図 1 に示すようなグリッド状の環境Gで，V i
t

を太線内のノードの集合とし，境界ノードBを灰色と水色

のノードとする（オレンジ色は含まれない）．kinc = 1か

つ Ii
avoid = ∅，Ii

inc として矢印で指すノードを選んだとす

る．このとき水色とオレンジのノードが Iiとなる．Ii = ∅
となったときは ai は領域拡大行動はしない．

重複領域の担当の決定や拡大戦略の指標として作業の余

力を示す拡大力（extension power）を定義する．エージェ

ント ai は時刻 tに充電基地に戻った際に，現在の担当領

域に対する拡大力を計算するために，その時点でのゴミの

残量の推定値 E(L(V i
t ))を求め，エージェント aiの拡大力

ξ(i, t)を以下のように定義する．

ξ(i, t) = E(L(V i
t ))−1

ただし E(L(V i
t )) = 0のときは ξ(i, t)は十分大きな整数

値とする．各エージェントはこの値を再び基地に戻り再計

算するまで保持する．
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3.4.4 通信と領域の更新（領域拡大のための交渉）

既存研究 [2]ではつねに通信が行うことが可能であり，

エージェントは担当する領域の情報を隣接エージェントと

交換し，Ii の新領域を拡大するかどうかを交渉し決定す

る．そのため，隣接エージェントとの担当領域の重複は発

生しない．しかし本研究では，いつも通信可能とは限らな

いため，しばらく遅延が発生する．そのため各エージェン

トは Ii の要素の選択とそれらを担当領域に加えるべきか

どうかの判断を個別に行う．通信範囲に制限がある既存手

法 [3]では，たとえ隣接エージェントと通信が行えないと

しても Iiを次の交渉の機会まで担当領域に加えるため，隣

接エージェントとの担当領域の重複が発生する．そして，

隣接エージェントと通信が可能となった際にそれぞれの担

当領域を比較し重複領域の有無を調べ，存在した場合はど

ちらが担当するかを交渉により決定する．提案手法におけ

る通信と交渉に関する部分は 4.1 節で説明する．

既存手法 [2], [3]では拡大力を相互に比較して，Ii とし

て拡大候補とした領域をどちらの担当領域に加えるべきか

を決定した．この際に，候補にはしたが拡大できなかった

ノードの集合を Ii
avoid として記録し，しばらくの間（kavoid

回分），領域拡大行動の際に Ii の要素として選ばないよう

にしていた（ただし，kavoid は正整数）．これには領域拡大

行動の際の頻繁な失敗や，担当領域の取り合いのような振

動現象を穏やかにする目的がある．しかし，本研究が想定

する環境は通信に制限があり，他のエージェントの正確な

情報が得られない環境であり，文献 [3]の結果から正確な

情報をつねには得られないことによって分業に冗長性が生

まれ効率低下を招くことが分かった．そのため，つねには

隣接エージェントの情報が得られない場合の手法を提案手

法にて説明する．

3.5 システムの評価指標

本システムの評価は，ある期間 [ts, te]における全ノード

V のゴミの存在量の総和の平均値 Dts,te
(V )とし，以下の

式で表す．

Dts,te
(V ) =

te∑
t=ts

Lt(V )/(te − ts + 1) (12)

この値をなるべく小さく保つことが本研究の目的であ

る．この定義から，ゴミが放置される（より一般に継続的

巡回探索問題としてはイベントの発生を放置した）時間が

長いと，Dts,te
(V )は大きくなる．また，全領域を均一に清

潔に保つためには，各担当領域が均一に清掃されることが

望ましい．そのため，Dts,te
(V )に加え，各担当領域におけ

るゴミの存在量（汚れの度合い）Lt(V i
t )の時間変化と，担

当領域間の差も評価対象とする．

4. 提案手法

提案手法では，エージェント ai は領域拡大にあたって，

既存手法 [3]で定義した Ii
avoid ではなく，通信できない隣

接エージェントの清掃状況を推定し，それに基づいた拡大

戦略を用いることで，領域全体の清掃効率の向上を図って

いる．以下，詳細に説明する．

4.1 提案手法における通信と領域の更新

本研究では，エージェントはある一定の範囲内のエー

ジェントとのみ通信できると想定する．エージェント aiが

送信した情報が届く通信範囲を距離 dcomm（dcomm > 0）

以下とする．本論文の提案手法における重複領域に関する

交渉の流れは以下のとおりである．

(I) 通信可否の確認（Helloメッセージ）：作業中のエー

ジェントは，時間Ncom ごとにエージェント aiは通信

の確認のメッセージを送る．Helloメッセージに対す

る返事がエージェント aj からあったとき，aiは V i
t と

現在の拡大力 ξi = ξ(i, t)を aj に送信する．

(II) 送信情報の受信：時刻 t にエージェント aj は，ai

との距離が dcomm 以下のとき ai と通信ができ，Hello

メッセージへの返信後，担当領域と拡大力を受け取り，

以下の動作を行う．

(1) 重複領域を Voverlap = V j
t ∩ V i

t とする．

Voverlap = ∅ の場合，何もせず終了する．aj は，

ai の拡大力 ξi を記録する．

(2) Voverlap �= ∅なら，aj は，aiの拡大力 ξiと自分

の拡大力 ξ(j, t)を比較する．もし ξ(j, t) ≥ ξi なら

ば，ajは aiに拡大拒否メッセージとして Voverlapと

ξj = ξ(j, t)，V j
t を送信する．もし ξ(j, t) < ξi なら

ば，aj は重複領域のノードを担当領域から削除し，

ai に受諾メッセージとして Voverlap と ξj = ξ(j, t)

および修正した V j
t を送信する．

(III) aiは aj からの拡大拒否メッセージを受信した場合，

そのノードを V i
t から削除する．

上記の一連の通信は，1単位時間で完了するものとした．

なおこのとき，エージェント ai と aj は，情報交換した相

手の拡大力 ξj と ξi を保存・更新し，さらに ai は境界ノー

ドの集合 B と aj の担当領域 V j
t の和集合 Bi

j を保存する．

なお，通信範囲外（あるいは通信状況が悪く正常な通信が

できない場合）では，領域の更新はない．

4.2 提案手法における拡大戦略

提案手法における拡大戦略は，隣接エージェントの清掃

状況を考慮して拡大するノードの集合 Ii を以下のように

決定する．なお，隣接エージェントとは通信の履歴のある

エージェントであり，履歴のないエージェントについては

考慮しない．通信した ai の隣接エージェントの集合をKi
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とおく．

(1) すべての隣接エージェント aj ∈ Ki に関して，ξ(i, t)

と保存した ξj を比較し，もし ξj ≥ ξ(i, t) ならば，

B = B \Bi
j とする．ここで Bは，3.4.3 項で求めた境

界領域である．

(2) ai は B の中から自分の基地 vi
base から最も近い順に

kinc 個のノードの集合である Ii
inc を選ぶ．

(3) ノード Ii
inc とそれらの隣接ノードの集合のうち，V i

t

と ξj ≥ ξ(i, t)を満たす Bi
j の両者に含まれないものを

Ii とする．

Ii の要素をさしあたり担当領域 V i
t に加え，清掃対象と

する．なお，拡大戦略直後に近隣のエージェントと通信で

きるとは限らない．

5. 評価実験

5.1 実験設定

提案手法の性能と特徴を実験を通して明らかにする．実

験で用いるエージェントと環境の設定を表 1 に示す．4台

のエージェントA = {a1, a2, a3, a4}はすべて同じ性能とす
る．本実験の環境は図 2 に示すように，エージェントが清

掃を行う空間 Gを縦横ともに 51の 2次元グリットとし，

マンハッタン距離を導入する．エージェント ai は各々の

充電基地 vi
base（図 2 では丸囲み数字で表す）から各担当

領域 V i
t の巡回清掃を行う．また本実験の環境では，エー

ジェントが基地にいるときは距離の制約で通信はできない

ので，充電中は通信を行わないとした．

環境に汚れやすさの偏りを持たせるために，ゴミの発生

確率として ph = 2× 10−4，pm = 2× 10−5，pl = 2× 10−6

の 3つがあり，図 2 のように配置した．環境 1（Env. 1）

はごみの発生分布が平均的であるが，環境 3（Env. 3）は

担当領域の境界と思われる付近に発生確率の高い領域があ

り，他方，環境 2（Env. 2）では境界とはやや離れた，基

表 1 実験設定

Table 1 Experimental setting.

パラメータ 値

エージェント台数 |A| 4 台

学習率 α 5 × 10−2

拡大戦略を行うためのパラメータ R1 0.7

R2 0.7

γ 300

拡大戦略の制御パラメータ kinc 15

（既存手法のみ） kavoid 7

バッテリ消費量 Bdrain 1

バッテリ最大容量 Bmax 900

充電にかかる時間の比例定数 kcharge 3

通信が可能な範囲 dcomm 10

初期担当領域の範囲 dini 5

通信間隔 Ncom 1

地に近い部分の発生確率が高くなっている．実験は 1 回

100万単位時間とし，3600単位時間（つまり式 (12)にお

いて te − ts + 1 = 3600）ごとに以下の値を記録する．な

お，3600は，バッテリの最大容量時に最大限行動できる時

間と満充電までの時間を加えた値である．

(1) 全ノードのゴミの存在時間の総和 Dte,ts
(V )（以下

D(V )と略記する）

(2) 各担当領域の広さ |V i
t |

(3) 各担当領域におけるゴミの残量D(V i
t )

なお，以下に示すデータは，上記の実験を 100回行った

平均値である．

比較手法として文献 [3]で提案した既存手法を採用する．

既存手法では，3.4.3 項で述べた拡大戦略で担当領域を拡

大し，次の通信可能なタイミングまでその領域も清掃を続

ける．次の通信のタイミングまでは，重なる領域があるが

複数のエージェントが清掃すること自体は問題はない．ま

た，つねに通信が可能であると仮定した手法 [2]も，比較

のために一部加える．この手法を常時通信可能手法と以下

記述する．なお参考として，図 3 に環境 1における担当領

域のスナップショットを示す．ここで，赤，黄，緑，青は

それぞれエージェント単独の担当領域であり，白はそれぞ

れの担当の境界にある重複領域を示す．

5.2 実験結果

初めに，均一的な環境である環境 1の結果を示す．3手

法の D(V )の推移を図 4 に，既存手法と提案手法の |V i
t |

の推移を図 5 に，L(V i
t )の推移を図 6 に示す．図 4 から，

図 2 実験環境

Fig. 2 Experimental environments.
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図 3 担当領域の分割の一例（環境 1）

Fig. 3 Example of dividing area (Env. 1).

図 4 全ノードのゴミの存在時間の総和の推移（環境 1）

Fig. 4 Accumulating existence duration of dirt (Env. 1).

図 5 担当領域の広さの推移（環境 1）

Fig. 5 The sizes of the responsible area (Env. 1).

提案手法によって，既存手法ならびに常時通信可能手法と

比較してゴミの存在時間の総和D(V )は減少（減少量は約

7%）したことが分かる．今回の提案手法が常時通信可能手

法より効率が高い理由として，担当領域の揺らぎとそれに

図 6 担当領域のゴミの残量の推移（環境 1）

Fig. 6 Remainnig dirt in responsible area (Env. 1).

図 7 全ノードのゴミの存在時間の総和の推移（環境 2）

Fig. 7 Accumulating existence duration of dirt (Env. 2).

対する相互援助がある．詳細については他の環境での結果

を含め，考察でまとめて述べる．

また，図 5 (a)と (b)および図 6 (a)と (b)との比較から

提案手法では各担当領域の広さ，ゴミの残量の両方が減少

している．提案手法では，記録した隣接エージェントの拡

大力に基づいて余力（あるいは負荷の度合い）を推定して

いるため，担当領域の拡大が抑制された結果であり，また

不要な重なりの排除がゴミの残量を減らしていると考えら

れる．本観点についても考察で述べる．

次に環境 2と環境 3をまとめて比較すると，その結果に

大きな差があることが分かる．図 7 は，環境 2における 3

手法のD(V )の推移を，図 8 に提案手法と既存手法の |V i
t |

の推移，図 9 に L(V i
t )の推移を示す．同様に環境 3の 3手

法のD(V )の推移を図 10 に，既存手法と提案手法の |V i
t |

の推移を図 11 に，L(V i
t )の推移を図 12 にそれぞれ示す．

図 7 から環境 2においては，既存手法と比べて提案手

法が D(V )を減少させている（減少量は約 15%）．また常

時通信可能手法と比較しても 7%ほど減少させている．他
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図 8 各担当領域の広さの推移（環境 2）

Fig. 8 The sizes of the responsible area (Env. 2).

図 9 各担当領域のゴミの残量の推移（環境 2）

Fig. 9 Remaining dirt in responsible area (Env. 2).

図 10 全ノードのゴミの存在時間の総和の推移（環境 3）

Fig. 10 Accumulating existence duration of dirt (Env. 3).

図 11 各担当領域の広さの推移（環境 3）

Fig. 11 The sizes of the responsible area (Env. 3).

図 12 各担当領域のゴミの残量の推移（環境 3）

Fig. 12 Remaining dirt in responsible area (Env. 3).

方，図 10 から環境 3においては，既存手法と提案手法で

はD(V )に差はほとんどないが，通信に制限があり重複領

域が発生する既存手法・提案手法がともに常時通信可能手

法より効率を向上させている．図 8 (a)，(b)を比較すると，

環境 2 の各担当領域の広さに関しては，提案手法のエー

ジェントは既存手法と比較して，エージェント 3と 4が担

当領域を大きく減少させ，エージェント 1と 2は増加させ

ている．これに合わせて，図 9 (a)，(b)の各担当領域のゴ

ミの残量を比較すると，提案手法では，既存手法に比べて
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エージェント 1，2の領域と 3，4の領域間の差が少なく，

より均一な作業が実現できていることが分かる．

これは環境の差，特にエージェント 3，4の基地の目の

前に汚れやすい領域があるため，その特徴をより強く反映

できたことによる．環境 2 では，各担当領域の境界付近

（図 3 参照）には汚れやすい領域はない．しかし，通信の遅

延によりその境界付近に重複領域が発生し，重複領域で複

数のエージェントが作業する．既存手法では，他者を考慮

した拡大行動を行う提案手法に比べ，その境界付近で複数

のエージェントがともに清掃する重複領域が大きくなる．

結果として，エージェント 3，4の負荷も大きくなり，基地

前の汚れやすい領域に十分に着手できないため，作業効率

が低下すると考えられる．常時通信可能手法との比較も含

め詳しくは考察で述べる．

他方環境 3では，境界領域に汚れやすい領域がある．そ

の領域は重点的に訪れるべきであり，複数のエージェント

が清掃すること自体は効率の向上につながる．学習が進む

につれてエージェントはゴミの発生頻度を学習しこの領域

に訪問しやすくなり，その結果，通信できる可能性も高く

なる．通信成功率への影響とその効果については次節で確

認する．

5.3 重複領域の広さと通信成功率の比較

これまでの実験結果は，提案手法が既存手法に比べて作

業負荷の観点から，担当領域をより公平にし，全体として

の効率も向上させることができたことを示している．特に

提案手法が効率を上げた要因として，担当領域の冗長性の

減少，通信可能なタイミングの頻度の向上，などが推定さ

れる．以下では，これらの項目を調査する．

まず，各手法における担当領域の広さの和 sumai∈A|V i
t |

を図 13 (a)，(b)，(c) に示す．なお，全領域の広さは

51 × 51 = 2601であり，この差が重複領域となる．図 13

からどちらの手法でも冗長な重複領域が発生しているが，

すべての環境において既存手法よりも提案手法の方が隣接

エージェントとの重複領域の発生を抑えられたことが分か

る．また，詳しく図を比較すると，提案手法では環境 1，

3と比べ環境 2の方が若干ではあるが重複領域が大きい．

これは，汚れた領域が基地の目の前にあるのでそこに滞在

する時間が長くなり，他のエージェントとの通信の機会が

減ったためと考えられる．そこで通信の成功率を調査した．

通信の成功率については既存手法と提案手法で差はない

と考えられるが，環境ごとには変化する．ここで提案手法

における通信の成功率を，エージェントが Helloメッセー

ジを出し，応答するエージェントが存在したときの確率

とする．これは，基地に戻ったときは通信はせず通信間隔

Ncom = 1としているため，移動時間中の通信成功率とと

らえられる．図 14 に各環境での通信成功率の推移を示

す．また各環境ごとの後半の時刻 600,000以降の通信成功

図 13 各環境における各手法での担当領域の広さの和

Fig. 13 Sum of the size of each responsible area in Envs. 1, 2,

3.

率平均は，環境 1は 0.00954，環境 2は 0.00654，環境 3は

0.00799であった．これらの図から通信可能な確率はそれ

ほどは高くはなく，長い間，重複領域を解消せずに行動す

ることになる．環境 2では，基地の前にある汚れやすい領

域に高頻度で滞在するため，通信の成功率がやや低い．環

境 3では，境界付近の汚れやすい領域に頻繁に訪問するた

め，特定の相手とは通信成功の確率が上がる．しかし，反

対の境界側の相手との通信頻度は減少し，総合的には通信

成功確率は環境 1ほど上がらない．環境 1ではこのような

バイアスはなく，結果として成功確率はほかより高くなっ

たと考えられる．通信成功確率は重複領域の減少にとって

重要な観点であるが，本実験では各環境間のごみ存在時間

や重複領域の差に比べると環境ごとの通信成功確率の差は

きわめて小さい．よって，提案手法による効率化や重複領

域の差は，他の要因も大きく影響していると考えられる．
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図 14 提案手法における隣接エージェントとの通信成功率

Fig. 14 Success rate of communication with adjacent agent

(proposed method).

5.4 考察

ここで提案手法が既存手法や常時通信可能手法と比べて

効率を向上させた要因を考察する．分析の結果，効率向上

の要因には大きく 3つあり，それぞれの詳細を説明する．

5.4.1 重複領域の減少

第 1の要因（要因 1）は，5.3 節でも述べたように，重複

領域の減少である．重複があると各担当領域が広くなり，

無駄な冗長性が生まれ回収効率が低下し，環境のゴミが増

える．特に環境 2の結果で示されたように，基地の前に汚

れやすい領域のあるエージェントは担当領域が増えた分作

業が分散し，担当領域内のゴミが増加した．実際に，図 13

に示すように，既存手法より担当領域の重複を低下させた

提案手法は各環境において既存手法と少なくとも同等，あ

るいは明らかに清掃効率を向上させている．しかし，提案

手法は重複領域のない常時通信可能手法よりも各環境にお

表 2 環境全体のゴミの残量の分散

Table 2 Variance of remaining dirt in each environment.

環境 手法 分散値

環境 1 既存手法 5.67

提案手法 2.43

環境 2 既存手法 84.98

提案手法 36.81

環境 3 既存手法 13.83

提案手法 8.49

いて効率を向上させており，その理由の説明にはさらに別

の要因もあることが示唆される．

5.4.2 環境の特徴：重複領域と重点領域の位置関係

第 2の要因（要因 2）として，その環境の特徴による例

外的効果が考えられる．この要因は特に境界領域に汚れ

やすい場所がある環境 3 に影響している．前述したよう

に，一般に担当領域の重複は効率の低下を招く．しかし，

環境 1と 3では，重複領域の 2手法間の差は同程度である

（図 13 (a)，(c)）が，図 4，10 を比較すると環境 1では提

案手法が効率を向上させているのに対し，環境 3では同程

度の効率となっている．同様に環境 2と 3の比較において

も環境 2の方が重複領域の差は小さいが（図 13 (b)，(c)），

効率は環境 2の提案手法の方が大きく向上している（図 7，

10）．環境 3のように汚れやすい領域が担当領域の境界付

近にあり，かつその領域については単一エージェントだけ

では十分ではない場合，重複が結果として負荷分散につな

がり，効率化の要因となりうる．このため，重複のない常

時通信可能手法より，提案手法の効率が向上し，環境 3に

おいては既存手法も提案手法と同程度の効率となったと考

えられる．

しかし，この要因は環境への依存度が大きい．領域分割

の基本的な利点は担当領域の分割による競合の防止，効率

の向上である．しかし，継続的な活動および多様な環境へ

の適応性を考えると，従来の領域分割手法は柔軟性におい

て課題があった．要因 2 は環境の一部重複による効率向

上の可能性を示しているが，既存手法は環境 2 において

は常時通信可能手法より効率が低下している．それに対

し，提案手法はどの環境においても高い効率を示しており，

図 13 (c)が示すように，環境 3においても同等な効率の既

存手法よりも重複領域のサイズは小さく抑えている．つま

り，要因 2の効果を利用しつつ，提案手法が環境によらず

効率向上ができた要因が存在する．

5.4.3 領域拡大による相互援助効果

第 3の要因（要因 3）は，提案手法による領域拡大の際に

負荷の高い方向へのみ拡大することにより，暗黙的に負荷

の高いエージェントを助ける「適度な相互援助」の行動で

ある．効率的な巡回のためには，領域分割によって各エー

ジェントに負荷が適切に分担されることが望ましい．負荷

の分散度合いを見るために，表 2 に既存手法と提案手法そ
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れぞれの，環境全体のゴミの残量の分散値を示す．この表

から，すべての環境において提案手法はゴミの残量の分散

値が小さく，平均として環境を綺麗に保つだけではなく，

巡回問題において重要な評価指標である均一的な清掃もで

きていることが分かる．分散値を低下させた理由は，環境

2のように汚れやすい領域に応じて担当領域のサイズに差

が発生した場合は明らかである．しかし，このような環境

要因による担当領域サイズの差がなくても，提案手法は分

散値を低下させ効率的な清掃を実現している．たとえば環

境 1，3では，環境の特徴上，各担当領域に含まれるゴミ

が発生しやすい領域の比率はほぼ公平であり，図 5，図 11

から分かるように，4エージェントの担当領域の大きさに

差はない．しかし，図 4，7，10 の比較からも分かるよう

にいずれの場合も，提案手法の効率が最も高い．

このように提案手法が環境内のごみ残量の分散値を低下

させ，効率的かつ均一的な清掃を行えた理由を説明する．

たとえば，環境 1では，常時通信可能手法では基本的に重

複領域はなく，環境 3（要因 2）のように境界領域に特にゴ

ミの発生しやすい部分もないが，提案手法は常時通信可能

手法より効率が高くなる．常時通信可能手法では，拡大行

動の直後に通信により重複領域を取り除く．そのとき，拡

大力である ξ(i, t)の値がエージェント間で相互に変わる*1．

その結果，拡大した領域を取り返し合うというような揺ら

ぎがわずかながら発生する．十分に学習時間が経過した後

も拡張力は相互に上下に変化し，その拡大した領域は次の

タイミングまで保存される．他方，提案手法では通信して

得た近隣の拡張力の通信時点での値 ξj と自己の現在時刻

での拡張力 ξ(i, t)を比較する．したがって，提案手法でも

担当領域の重なりは発生するが，それはつねに自分より負

荷が高いと推定した方向のみに向かう．さらに担当領域拡

大により自己の拡張力も下がるため，通信が長期間できな

くてもある時点で拡大行動は抑制される．これにより，ゴ

ミの残量の分散値も減少する．通信ができなくても，負荷

が高いと考えられるエージェントをそのエージェントの領

域に対し一定の範囲で領域拡大することで助けながらも過

度な援助にならないように拡大を停止することで，結果的

に効率を向上できたと考えられる．

同様な理由により環境 2の結果も説明できる．つまり提

案手法では，既存手法に比べ不要な重複領域を減少させた

だけでなく，重複領域は発生させるものの，それが負荷の

高いエージェントを助けるように働く．領域拡張行動は拡

大力の差に基づくため，その差がなくなったときは拡大を

止める．結果として，提案手法は拡大行動による重複は防

がないが，適切な方向への適度な拡大行動により，効率化

が達成できたと考えられる．なお現状では，障害物や環境

*1 ξ(i, t) の書き換えは，基地に戻ったときのみ行う．しかし，拡大
行動は 1巡回あたり 1回であり，次回の拡大行動のときは書き換
わることに注意．

の形状，エージェントの能力に差があるときの相互援助は

確認しておらず，これは今後の課題とする．

6. まとめ

本研究では，領域分割を用いたマルチエージェント巡回

清掃において，通信範囲の制限によって生じる冗長性が引

き起こす清掃効率の低下を回避する手法を提案した．既存

研究 [3]から，通信ができる機会が限られている環境では，

通信による交渉だけでは重複領域を防ぐのには間に合わず，

その環境全体の清掃効率の低下につながっていた．そのた

め，各エージェントが不要な重複領域の発生を抑えること

が必要である．他方，すべてを独立に判断させるとノード

の取りこぼしや清掃効率の低下を招くおそれもある．そこ

で本研究では，通信を行った際に隣接エージェントの情報

を記録し，次に通信が可能となるまでの間，他者の清掃状

況や負荷度合いを推定し，それを考慮しながら領域拡大を

行うことで，整合性のある分業を行う手法を提案した．評

価実験の結果，一部の負担の大きいエージェントの担当領

域の過剰な拡張を防いだことで従来手法に比べて効率的か

つ，より均等な領域分割が実現でき，提案手法の有用性を

示せた．特に提案手法では，通信を常時可能とした場合で

も発生する「担当領域の境界付近の取り合いによる振動」

を和らげるように拡大方向を決定するため，既存研究だけ

でなく，常時通信可能とした手法よりも効率が向上した．

今後の課題としては，エージェントの多様性と環境の多

様性を導入することと環境の大規模化が考えられる．領域

分割法は隣接したエージェントどうしがやりとりをしてい

くものであり，そのような大規模環境では通信の制限もあ

るので，別のエージェントを仲介する形で領域のやりとり

が必要と考えられる．また常時通信可能とした場合にも，

同様な考えを導入し，さらに効率化ができると考えられる．
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