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脳波判別のための信号源分離を用いたアンサンブル学習
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概要：近年，Brain-Computer Interface（BCI）が注目を集めている．BCIでは，ユーザの脳波を計測・判
別することで，外部機器の操作や他者とのコミュニケーションを行う．しかしながら，脳波の S/N比がき
わめて低いため，個々の脳波を判別することは困難であり，判別に先立ってノイズを低減させるための前
処理が必要となる．脳波におけるノイズ低減の手法としては，ブラインド信号源分離がある．本論文では，
脳波の特徴の 1つである事象関連電位の抽出に適したブラインド信号源分離の手法を提案する．さらに，
信号源分離とアンサンブル学習を組み合わせることによって，脳波における判別に有効な成分を抽出し，
判別を行う手法について提案する．

キーワード：Brain Computer Interface，ブラインド信号源分離，アンサンブル学習，特徴量抽出

Ensemble Learning for EEG Signal Discrimination
Using Blind Source Separation

Shuichi Nishino1,a) Tomohiro Yoshikawa1,b) Takeshi Furuhashi1,c)

Received: November 13, 2017, Revised: December 30, 2017,
Accepted: January 27, 2018

Abstract: Recently Brain-Computer Interface (BCI) has been paid attention. BCI allows a user to control
external devices and to communicate with other people by measuring and discriminating EEG. However,
it is very difficult to discriminate EEG in a single trial because of low signal-to-noise ratio of them. Thus,
preprocessing for noise reduction is used. Blind source separation is useful for the noise reduction. This
paper proposes about blind signal separation method for extracting event-related potential that is one of the
EEG features. This paper also proposes an EEG discrimination method which extracts useful features and
discriminates them by combining ensemble learning with blind source separation.
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1. はじめに

近年，Brain Computer Interface（BCI）[1]についての

研究が注目を集めている．BCI とは，ユーザの脳活動を

計測することで，ユーザが筋肉を用いずに思考のみで外部

機器の操作を可能にするシステムのことである．BCI で

は，脳信号計測を行い，そこから抽出した特徴量を用いて

思考判別を行うことで，コンピュータや車いすといった
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外部機器を操作する．脳活動を計測する手段としては，非

侵襲であり，計測機器が比較的安価であることから，脳波

（EEG, Electroencephalogram）[2]が用いられることが多

く，特定の周波数帯域や事象関連電位（ERP, Event-Related

Potential）といった特徴量に着目することで思考判別を

行う．

しかしながら，脳波の S/N比がきわめて低いため，判

別に先立ってノイズを低減させるための前処理が必要とな

る．有効な前処理として，独立成分分析（ICA, Independent

Component Analysis）[3]等のブラインド信号源分離（BSS,

Blind Source Separation）があり，脳波解析に用いられて

いる [4], [5]．しかしながら ICAは，優決定問題（チャネ
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ル数 ≥信号源の数）にしか適用できないため，多様な信号
が重畳した脳波に適用するには，計測チャネルの数を増や

す必要がある．

一方で，信号源の数に比べてチャネルの数が少ない劣決

定問題の場合にも適用できるブラインド信号源分離の手法

が研究されており，音源分離として提案された Duongら

の手法 [6]について，スパース性を仮定したもの [7]を脳波

に適用した例が報告されている [8], [9]．本論文では，BCI

の実応用で想定される少数チャネルの環境を想定して，劣

決定ブラインド信号源分離手法を扱う．

劣決定ブラインド信号源分離の従来手法 [8], [9]では，時

間周波数領域においては信号源がスパースにアクティブに

なるという仮定に基づき，信号を短時間フーリエ変換し，

局所的な時間周波数領域ごとに信号源を推定している．し

かしながら，各局所時間周波数領域において個別に信号源

を推定しているため，複数の時間周波数領域にわたって連

続して出現する成分が，複数の信号成分に分離されてしま

うという問題がある．本論文では，局所時間周波数領域の

隣接関係を利用することで，この問題を軽減する手法を提

案し，脳波からの事象関連電位の抽出に適用する．

本論文では，信号源分離の結果を用いて脳波を判別する

手法についても検討する．判別対象となる脳波に現れる，

判別に有効な電位は単一とは限らない．このため，判別精

度の向上のためには，信号源分離によって得られた複数の

特徴量の中から，ノイズと思われるものを除去したうえで，

判別に有効な成分をいかに組み合わせて判別に用いるかが

重要となる．本論文では，アンサンブル学習の手法に着目

することで，判別精度の向上を試みる．

また本論文では，P300 Speller課題を用いた被験者実験

によって，提案手法の有効性を示す．P300 speller課題は，

脳波によって文字入力を行う BCIを想定した課題であり，

N200と P300と呼ばれる事象関連電位を誘発する．実験

によって収集された 8名分の脳波データを用いて判別実験

を行い，提案手法を用いることで，従来手法と比較し，判

別精度が向上することを示す．

2. 従来の信号源分離手法

従来手法 [8], [9]におけるブラインド信号源分離のモデル

を説明する．

時間ステップ n，周波数ステップ f の局所時間周波数領

域における複素振幅値ベクトルを x(n, f)とおく．ここで，

各局所時間周波数領域の複素振幅値は，ただ 1つの信号源

から得られるというスパース性を仮定し，s(n, f)を x(n, f)

の生じた信号源の番号とする．s(n, f)は観測されない潜在

変数である．

x(n, f)は，信号源に依存するゼロ平均複素正規分布に

従って生成されるとする．x(n, f)が j 番目の信号源から

得られるとき，その生起確率は次のようになる．

P (x(n, f)|v,R)

= Nc(x(n, f); 0, vj(n, f)Rj)

=
exp

{
−x(n, f)H (vj(n, f)Rj)

−1 x(n, f)
}

πI det (vj(n, f)Rj)
(1)

ここで，I はベクトル x(n, f)の長さで，脳波の計測に用い

たチャネル数を表す．行列Rj は信号源 j からチャネルま

での伝達特性を表現した空間相関行列である．vj(n, f)は

信号源 j の時間と周波数に依存する活性度を表す．

すべての局所時間周波数領域の複素振幅値ベクトルを

まとめて X，すべての信号源の空間相関行列と活性度を

それぞれまとめてR，vと表記する．観測信号全体の尤度

P (X|v,R)は，以下の混合正規分布モデルで表される．こ

こで，J は推定する信号源の数であり，πj は j 番目の信号

源がアクティブになる生起確率である．

P (X|v,R) =
∏
f,n

J∑
j=1

πjNc(x(n, f); 0, vj(n, f)Rj) (2)

上記の尤度が最大になるようにパラメータを推定し，多

チャネルウィナーフィルタを構成することで信号源分離が

可能となる．

尤度の最大化には EMアルゴリズムが用いられ，その更

新式は以下のようになる．

E-step

mj(n, f) =
πjN (x(n, f); 0, vj(n, f),Rj)∑J

j′=1 πj′N (x(n, f); 0, vj′(n, f),Rj′)
(3)

M-step

π̂j =

∑
n,f mj(n, f)∑

n,f,j′ mj′(n, f)
(4)

v̂j(n, f) =
1
I
x(n, f)HR−1

j x(n.f) (5)

R̂j =

∑
n,f

mj(n,f)
v̂j(n,f) x(n, f)x(n, f)H

∑
n,f mj(n, f)

(6)

mj(n, f)は，x(n, f)が j 番目の信号源から得られる確率

P (s(n, f) = j)を表す．

求まったパラメータを用いて，多チャネルウィナー

フィルタを構成することで，以下のように信号源に

おける信号 ĉj(n, f) を推定できる．ここで，Rx(n,f) =

E[x(n, f)x(n, f)H ]である．

ĉj(n, f) = mj(n, f)vj(n, f)R̂jR−1
x(n,f)x(n, f) (7)

3. 局所時間周波数領域における隣接関係の
利用

3.1 提案手法

前章の手法においては，各局所時間周波数領域において
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個別に信号源を推定しているため，複数の時間周波数領域

にわたって連続して出現する成分が，複数の信号成分に分

離されてしまうという問題がある．この問題を解決するに

は，2章で示した信号源分離手法において，時間領域から

時間周波数領域への変換手法を工夫する方法と，変換後の

アルゴリズムを工夫する方法が考えられる．

時間領域から時間周波数領域への変換手法の工夫につい

ては，成分の出現する時間に合わせ，フーリエ変換の窓の

幅と位置を調整することが必要となる．窓の幅について

は，ウェーブレット変換を用いて調整することが考えられ

るが，ウェーブレット変換はあくまで時間分解能と周波数

分解能の両立の観点からの調整であり，ハムノイズやアル

ファ波，ベータ波のような長期にわたって連続して現れる

脳波成分・ノイズに対して，これらの出現時間に合致した

窓の幅を設定することは困難である．また，窓の位置の調

整についても，目的成分が出現する時間を推定する必要が

あり，困難な課題となる．

本節では，信号源分離手法において，時間周波数領域へ

の変換後のアルゴリズムを工夫することを考える．局所時

間周波数領域の隣接関係を利用することで，出現時間の長

い成分に対して効果的な信号源分離の手法を提案する．

各 x(n, f)の生じた信号源の番号を表す潜在変数 s(n, f)

をまとめて sとおき，変数 sが得られるときの観測信号全

体の尤度を，従来手法にならって，以下のようにモデル化

する．

P (X|s,v,R)

=
F∏

f=1

N∏
n=1

Nc(x(n, f); 0, vs(n,f)(n, f)Rs(n,f)) (8)

続いて，図 1 に示すような正方格子状のマルコフネット

ワークによって潜在変数 sをモデル化する．隣接する隠れ

変数どうしにエッジを仮定することで，隣接する時間周波

数領域における依存関係を表現する．このネットワークに

基づき，sは以下のように生成される．

図 1 潜在変数のネットワーク

Fig. 1 Network of latent variables.

P (s) =
1
y

∏
{(n,f),(l,k)}∈ε

w(s(n, f), s(l, k)) (9)

ここで，yは正規化定数であり，εはグラフにおけるエッジ

の集合，{(n, f), (l, k)}はノード (n, f)とノード (l, k)の間

のエッジを表す．w(s(n, f), s(l, k))はエッジ {(n, f), (l, k)}
の結び付きの強さを表すポテンシャル関数であり，以下の

ように定義される．

w(ξ, ξ′) = exp(δξ,ξ′ − 1) (10)

δξ,ξ′ はクロネッカーのデルタであり，ξ = ξ′のときに 1を，

それ以外のときにはゼロをとる．このため，ポテンシャル

関数 w(ξ, ξ′)は，2つのノードの信号源の種類が等しいと

き 1を，それ以外のときにはより小さな値をとり，隣接す

るスロットにおける同種の信号源の出現確率が高いネット

ワークを表現する．

次に，尤度 P (X|v,R) ∝ ∑
s P (X|s,v,R)P (s)が最大に

なるように，パラメータを推定する．パラメータの推定

アルゴリズムには，EMアルゴリズムと確率伝搬法の繰返

しを用いる．EMアルゴリズムに確率伝搬法を組み込むた

め，前章で示した EM アルゴリズムの E-step において，

mj(n, f)を以下の式で近似する．

mj(n, f) � m′
j(n, f)

∝ Nc(x(n, f); 0, vj(n, f)Rj)∏
(k,l)∈∂(n,f)

μ(k,l)→(n,f)(j) (11)

ここで ∂(n, f)は，ノード (n, f)の周辺ノードの集合を意

味する．μ(k,l)→(n,f)(j)は確率伝搬法によって求まるメッ

セージであり，以下の式を用いて再帰的に定義される．

μ(k,l)→(n,f)(j)

∝
J∑

j′=1

w(j, j′)Nc(x(k, l); 0, vj′(k, l)Rj′)

∏
(k′,l′)∈∂(k,l)\{(n,f)}

μ(k′,l′)→(k,l)(j′) (12)

実装上は，適当な初期値を与えたうえで演算を繰り返し，

収束した値を用いる．この演算によって，mj(n, f)を求め

る際に，周辺ノードの各信号源への所属確率の影響を受け

ることになり，局所時間周波数領域の隣接関係を意識した

パラメータ推定が可能となる．

推定したパラメータを用いて，式 (7)を用いて信号源分

離を行う．

3.2 関連研究

マルコフネットワークを事前確率として用いる手法は画

像処理の分野等で適用例がある．画像処理のタスクの 1つ

である領域分割においては，色調の似ているピクセルをそ
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の隣接関係を考慮しながらクラスタリングする必要があ

り，本章で提案した手法と同様にマルコフネットワークを

用いる手法が Tanakaらによって提案されている [10]．

4. アンサンブル学習による判別

4.1 提案手法

判別対象となる脳波において，判別に有効な電位は単一

とは限らない．このため，判別精度の向上のためには，信

号源分離によって得られた複数の脳波波形の中から，ノイ

ズと思われるものを除去したうえで，判別に有効な成分を

いかに組み合わせて判別に用いるかが重要となる．そのた

め，ここではアンサンブル学習を行い，2クラス分類を対

象として検討を行う．

アンサンブル学習におけるベース学習器には，SWLDA

（Stepwise Linear Discriminant Analysis）[11] を用いる．

SWLDAでは，通常の線形判別分析（LDA, linear discrim-

inant analysis）と同じように，学習データから重みを作成

し，得られた脳波と重みとの積をとることで判別得点を

求め，判別に利用する．まず学習においては，SWLDAに

よって，2つのクラスの脳波における判別得点の分布が，

できるだけ分離するように重みが調整される．続いて，判

別においては，判別得点の分布をガウス分布にあてはめる

ことで，クラス所属確率が計算可能となり，これを比較し

て，どちらのクラスに所属するかを決定できる．

SWLDAが LDAと異なるのは，段階的な変数選択が行

われる点である．LDAは 2クラスのとき，線形回帰を最

小二乗法で行うのと同一のアルゴリズムとなり，各変数に

ついて統計的検定の枠組みに基いて p値を計算することが

可能となる．SWLDAはこの p値について閾値を設け，基

準値 penter より小さいものは追加，基準値 premove より大

きいものは削除することを交互に行い，変数の追加と削除

を繰り返して，判別性能の向上を実現している．

SWLDAをベースとして，信号源分離によって得られた

各信号に対するアンサンブル学習を行う手順を以下に示す．

（学習時）学習時には，学習データ内の脳波について，

チャネルごとに全データの加算平均をとり，事象関連電位

を強調した加算平均波形を作成する．続いて，加算平均波

形に対して，信号源分離のアルゴリズムを適用することで，

共通の信号源分離フィルタを作成する．この共通フィルタ

を用いて，学習データに対して信号源分離を行い，各信号

源で波形データセットを作成する．それぞれの波形データ

セットにおいて，SWLDAの学習を行い，各信号源に対応

した判別器を学習させる．

（判別時）得られた未知の脳波に対して，学習で作成した

共通フィルタによる信号源分離を行い，各信号源の波形を

得る．この各信号源の波形に対して，対応する学習済みの

SWLDAを適用することで，各信号源についてクラス所属

確率が計算できる．クラスごとに，クラス所属確率の積を

とり，その値が大きいクラスへ判別を行う．

学習時の SWLDAの変数選択において，1つも変数が選

択されなかった信号源の波形については，判別に寄与しな

いノイズと考え，判別時には利用しないものとして除去を

行う．

4.2 関連研究

脳波判別にアンサンブル学習を適用することで精度を向

上させる手法は報告されている [12], [13]．Onishiらは，学

習データセットを重複分割し，それぞれについて判別器を

構成するアンサンブル学習の手法で，P300の判別精度が

向上することを確かめている [14]．また，運転タスクにお

ける脳波判別について，ICAとアンサンブル学習を組み合

わせた手法が提案されている [15]．

5. 実験

5.1 P300 Speller課題

本論文では，事象関連電位を利用した BCIの具体例とし

て P300 Speller [16]を取り上げる．

P300 Spellerは，事象関連電位の 1つである P300を利

用して文字入力を行う BCIであり，Farwellらによって提

案された [16]．P300は，オドボール課題 [17]と呼ばれる

頻度の異なる 2 種類以上の刺激呈示に対し，低頻度の刺

激呈示に意識を向けることにより誘発される陽性電位で

ある．P300 Spellerでは，インタフェースに表示された文

字をランダムに点灯させることで，視覚的な刺激をユーザ

に呈示する．ユーザが選択したい文字に対して意識を集中

することで，選択したい文字の点灯時に事象関連電位が誘

発され，これをとらえることで，ユーザの選択したい文字

（ターゲット文字）を特定し，文字入力が可能となる．判

別に利用される事象関連電位としては P300が着目されて

いた [16]が，後に N200も判別に寄与することが報告され

ている [18]．P300は刺激呈示の約 300 ms～600ms 後に，

N200は約 200 ms後にそれぞれ誘発される電位である．

P300 Spellerでは，図 2 のような行列型インタフェー

図 2 行列型 P300 Speller のインタフェース

Fig. 2 Matrix interface of P300 Speller.
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スが一般的であり，行もしくは列ごとに点灯して刺激呈示

が行われることが多い．P300 Spellerは，筋委縮性側索硬

化症（ALS）患者 [19]のような，全身の筋肉を動かせない

人々のコミュニケーション手段として注目されている．

5.2 データ収集

被験者 8名から P300 Speller課題に対する反応脳波を収

集した．被験者は 21歳から 24歳の健康な日本人男性であ

る．図 2 に示した日本語文字盤（ひらがな＋記号，7行 10

列）を用い，文字盤の行または列ごとにランダムに点灯さ

せ，被験者に指示した文字（ターゲット文字）を含む点灯

をカウントさせた．ターゲット文字は，文字盤からランダ

ムに選んだ 1文字とした．1文字につき，すべての行と列

を 10回ずつ点灯させ，100文字のデータを計測した．

脳波計測にはデジテックス研究所の Polymate AP216を

用いた．電極は国際 10-20法 [20]に従った 5カ所（Fz，Cz，

Pz，O1，O2），および基準電極として両耳朶のA1，A2に貼

付した．各刺激の刺激呈示間隔は 175 ms（点灯時間 75 ms，

消灯時間 100 ms）とし，各刺激後 800 msの脳波を収集し

た．また，サンプリング周波数 1,000Hzとし，0.1 Hzのハ

イパスフィルタを通した後，100 Hzにダウンサンプリング

して記録した．

5.3 信号源分離の比較

従来研究における信号源分離（bss1）と隣接関係を利用し

て信号源分離を行う提案手法（bss2）の比較を行った．検

討には，P300 Speller課題で収集した被験者 8名分のデー

タを用いた．

第 1に，周期の長い成分を効果的に抽出できるという提

案手法の特徴を具体例で示す．まず，ターゲット文字の点

灯直後から 800 msの区間を抽出し，ターゲット波形とし

た．ターゲット波形には N200および P300が含まれるこ

とが期待されるが，個々の波形にはノイズが含まれるため，

明瞭ではない．ターゲット波形について，チャネルごとに

加算平均をとることで，N200および P300を強調したテ

ンプレート波形を作成し，提案手法および従来手法を適用

した．

推定する信号源の数を 5とし，3チャネル（Fz，Cz，O1）

を用いたときの結果を図 3 に示す．事象関連電位の図示に

おける慣例に従って，縦の軸の正負を天地反転してプロッ

トしている．プロットされた原波形から，P300 Speller課

題によって N200および P300が誘発されたことが分かる．

信号源分離の結果，N200は従来手法 Sig.1，提案手法 Sig.5

において，P300は従来手法 Sig.3および Sig.4，提案手法

Sig.2において抽出された．従来手法においては，P300が

2つの異なる成分として信号源分離されたが，提案手法に

おいては，1つの成分として抽出できたことが分かる．

続いて，定量的な比較を行う．脳波に対し，信号源分

図 3 信号分離の例

Fig. 3 Result of signal separation.

離による N200および P300成分の抽出を試みた．個別の

ターゲット波形では，N200や P300の形状がそれぞれ異な

り，抽出すべき正解の波形を定義できない．そこで，N200

と P300が強調されたテンプレート波形を正解として用い，

そこに人工的に加えられたノイズをどの程度除去できるか

で，抽出精度を算出した．ノイズとしては，非ターゲット

文字の点灯直後から 800 msの区間の各反応脳波（スタン

ダード波形）を用いた．また信号源分離の手法として，劣

決定ブラインド信号源分離の従来手法と提案手法，ICAの

3つの手法を用いて，抽出精度の比較を行った．ICAとし

ては，白色化を前処理とし，非ガウス性指標としてネゲン

トロピーを用いた fastICA [3]を用いた．

まず先ほどと同様に，ターゲット文字に対する反応脳波

のテンプレート波形を作成した．さらに，スタンダード波

形のうち 100波形をランダムに選択した．選択された各ス

タンダード波形について，振幅の分散値をテンプレート波

形の分散値と等しくなるように調整したうえで，1波形ず

つテンプレート波形に足し合わせることで，ノイズの付与

された 100波形を作成した．ノイズを付与した 100波形に

対し，提案手法と従来手法をそれぞれ適用し，N200および

P300の抽出精度を比較した．抽出精度としては，抽出さ

れた N200，P300成分の振幅とそれぞれの正解波形の間で

の RMSEを用いた．N200の正解波形については，テンプ

レート波形において N200が見られる 150 msから 300 ms

以外の振幅をゼロとした波形を用いた．同様に P300の正

解波形については，テンプレート波形において P300が見

られる 300 msから 550 ms以外の振幅をゼロとした波形を

用いた．時間インデックス t（最大 n）における抽出波形の
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図 4 事象関連電位の抽出精度

Fig. 4 Qualities of ERP extraction.

表 1 対応のある t 検定

Table 1 The result of the paired t-test.

信号源の数 手法 1 手法 2 p 値

3 bss1 bss2 0.490

5 bss1 bss2 *0.000

5 ica bss1 *0.000

5 ica bss2 *0.000

10 bss1 bss2 *0.000

15 bss1 bss2 *0.000

振幅値を yt，正解波形の振幅値を ŷt としたとき，RMSE

の定義は次のようになる．

RMSE =

√√√√ 1
n

n∑
t=1

(yt − ŷt)2 (13)

5チャネル（Fz，Cz，Pz，O1，O2）を用い，劣決定ブラ

インド信号源分離の従来手法（bss1）と提案手法（bss2）で

は，信号源の数を 5，10，15と変えて評価を行った．ICA

で推定される信号源の数は，入力チャネル数と等しい 5で

ある．

信号源の数を変えたときのRMSEの全被験者平均を図 4

に示す．ここで，信号源の数が 1のときの RMSEは，信

号源分離をまったく行わないときの RMSEを表す．また，

P300の抽出精度について，各信号源数で，対応のある t検

定を実施した結果を表 1 に示す．多重比較を考慮して，ボ

ンフェローニ法で調整した有意水準（p < 0.05/6）を下回っ

たときを*で示している．図 4 および表 1 から，ICAと比

較して，劣決定ブラインド信号源分離手法（bss1，bss2）の

方が，特に信号源数を大きく設定したときに，RMSEを抑

えられることが分かる．また，周期の長い P300において，

従来手法（bss1）と比較して，提案手法（bss2）ではRMSE

をやや低く抑えられていることが分かる．なお，図 4 で

示した P300の抽出精度において，bss1と bss2の RMSE

平均値の差は分散に比べてわずかであるように見えるが，

実験に用いた波形についてノイズ除去のしやすさが被験者

間・各波形間で大きく異なり，RMSEの分散が大きくなっ

たためである．対応のある t検定では，波形ごとに bss1に

よるRMSEと bss2によるRMSEの差をとって検定を行っ

たため，小さな p値が算出されている．

5.4 判別精度の比較

作成したデータセットを用いて，ターゲット波形とスタ

ンダード波形の判別実験を行った．

実験は，SWLDA単体で判別した場合（swlda），2章で

示した信号源分離とアンサンブル学習を組み合わせた場合

（ensemble+bss1+swlda），3章で示した信号源分離とアンサ

ンブル学習を組み合わせた場合（ensemble+bss2+swlda），

3章で示した信号源分離の結果を SWLDA単体へ直接入力

した場合（bss2+swlda）の 4パターンについて行った．

実験においては，5チャネル（Fz，Cz，Pz，O1，O2）を

用い，信号源分離において推定する信号源の数は 10とし

た．SWLDA単体での判別（swlda）では，5チャネル分の

データを並べて単一のベクトルとしたものを入力とし，単

一の判別器での学習・判別を行った．また，信号源分離の

結果としては，式 (7)を用いて，時間周波数領域における信

号源分離の結果を得た後，逆短時間フーリエ変換を用いて，

時間領域の波形を計算したものを用いた．信号源の数を 10

とする信号源分離の結果，チャネルごとに 10個の波形が得

られるが，信号源分離の結果を SWLDA単体へ直接入力す

る場合（bss2+swlda）については，全チャネル全信号源の

50波形を並べて単一のベクトルとしたものを入力とし，単

一の判別器での学習・判別を行った．信号源分離とアンサ

ンブル学習を組み合わせた場合（ensemble+bss1+swlda，

ensemble+bss2+swlda）については，各信号源に対応する

10個の判別器での学習・判別を行い，アンサンブル学習に

よって結果を統合した．各判別器では，5チャネル分の波

形を並べて単一のベクトルとしたものを入力データとして

用いた．

被験者ごとに 4パターンの判別実験を学習データ数を変

えながら行い，それぞれ 10分割交差検証によって性能を評

価した．学習データおよびテストデータにおけるターゲッ

ト文字点灯時のデータとそれ以外のデータの比率は 2 : 15

であり，偏りがあるため，性能評価の指標としては F値

（F-measure）を用いた．F値は適合率 Precisionと再現率

Recallを用いて以下のように定義される．

F =
2Recall · Precision
Recall + Precision

(14)

結果を図 5 に示す．図 5 より，SWLDAを単体で用いる

手法（swlda）に比べて，subject 2を除いた 7名において，

信号源分離を前処理に用いた手法（bss2+swlda，ensem-

ble+bss1+swlda，ensemble+bss2+swlda）の性能が高く，

信号源分離によるノイズ除去が有効に働いていると考えら

れる．全被験者平均では，アンサンブル学習を用いなかっ

た場合（bss2+swlda）に比べて，アンサンブル学習を用い

た場合（ensemble+bss2+swlda）では，データ数が 1,000未

満の少ない状況において，高い判別率を示した．この傾向
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図 5 判別精度

Fig. 5 Discrimination accuracy.

は個別の被験者においても，Subject 2と subject 8を除い

た 6名において確認できた．このことから，アンサンブル

学習の利用は，BCIにおいて学習データの記録時間を短縮

するうえで有効だと考えられる．また，全被験者において，

従来の信号源分離を用いてアンサンブル学習を行う手法

（ensemble+bss1+swlda）に比べて，本論文で提案した局

所時間周波数領域の隣接関係を利用した信号源分離を用い

てアンサンブル学習を行う手法（ensemble+bss2+swlda）

の方が高い性能を示した．これは，5.3 節で検討したとお

り，局所時間周波数領域における隣接関係を用いること

で，事象関連電位の抽出精度が向上したためであると考え

られる．

6. 結論

脳波におけるノイズ低減の手法として，信号源分離を取

り上げ，その改良手法を提案した．また BCIにおける脳波

判別の精度向上を目的とし，信号源分離の結果を用いたア

ンサンブル学習法を提案した．また，実際の BCIを想定し

た被験者実験によって収集された 8名分の脳波データを用

いて実験を行い，提案手法を用いることで，従来手法と比

較して判別精度が向上することを示した．

今後の課題としては，推定する信号源数の調整方法があ

げられる．本論文では，少数チャネルの環境を想定し，劣

決定問題に適用できる信号源分離の手法について検討を

行ったため，推定する信号源の数を設定する必要が生じ

た．5.3 節で示したように，信号源の数はノイズ除去性能

に影響する重要なパラメータであり，高い特徴量抽出精度

を得るためには最適な信号源数の調整方法が求められる．

また，本論文で提案した信号源分離において，局所時間周

波数領域の隣接関係を利用するために設定したマルコフ

ネットワークは，ポテンシャル関数において平滑化の強さ

を定める必要がある．本論文では固定で行ったが，抽出・

除去の対象となる脳波成分の形状とフーリエ変換の窓幅・

シフトによって平滑化の強さの最適値が異なることが考

えられ，どのようにチューニングすべきかについては今後

の課題である．なお，画像処理の分野において，マルコフ

ネットワークの平滑化の強さをハイパーパラメータとして

チューニングする手法が提案されており [10]，最適値の探

索に利用できる可能性がある．また，本論文では信号源分

離の応用として BCIにおける脳波判別を扱ったが，信号

源分離の脳波解析への応用も大きな課題である．一例とし

て，本論文で検討した信号源分離手法では，各信号源の時

間に依存しない空間相関行列Rが求まるため，これを用い

て各信号源で頭皮上マップ（topography）を計算すること

が考えられる．
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