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深層学習におけるBatchNormalization使用時の計算時間
と精度の関係性

八島 慶汰1,a) 大山 洋介1 松岡 聡2,1

概要：近年，機械学習，深層学習と呼ばれる手法が盛んに研究されており，画像認識・音声認識・自然言語
処理等の広くの分野で他の手法に比べ非常に優れた結果や精度を達成している．特に，ニューラルネット

の並列学習の手法であるデータ並列の学習下では，各 GPUが分割されたデータセットを入力としてそれぞ

れ独立に計算を行い，パラメーターサーバーや All Reduce等の計算を使用しモデルの更新を行っている．

また，ニューラルネットの学習では勾配消失問題や出力の分布を一定に操作するために多くの正則化手法

が提案されている．特にその効果が大きいと期待されている Batch Normalization (Batch Norm)が多く

用いられており,既存の Batch Normでは GPU毎に独立して正則化が行われている．本論文では GPUデ

バイスで独立に正規化が行われた場合と GPUデバイス間においてまたがるように正規化が行われた場合

で精度や計算時間等にどのような影響を与えるのかどうかを実験した．

1. はじめに

近年，画像認識や自然言語処理を始めとする数多くの

分野で深層学習を用いた手法が広く用いられ優れた結果

を達成している．深層学習とはニューラルネットと呼ば

れるネットワーク構造を成している計算モデルについて，

エッジの重みを学習データによって最適化する手法である．

ニューラルネットの構造はより深く複雑な構造となりその

結果ネットワークの表現力が増したため他の手法に比べ高

い精度を達成する事が可能となった．また 2 つのニュー

ラルネットを競合し学習させる GANや強化学習を用いて

ニューラルネット自身の構造を学習する研究も行われてい

る．一方で深層学習では深く複雑化したニューラルネット

により誤差関数の勾配が前層の方まで伝わらず消失してし

まう勾配消失の問題が生じ，モデルが適切に学習を行えな

い場合や過学習を起こすなどの問題が生じてしまう．

この問題に対してニューラルネットワーク中では数多くの

計算手法や正則化手法が存在している．本論文では Batch

Normの手法について，定義通りに GPU間に通信と同期

を伴い正規化を行う場合と GPUごとに独立して正規化を

行い通信を省略する場合とで精度や計算時間にどのような

変化が現れるのかなどを調査した．
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2. 関連研究

2.1 Deep Neural Network, AlexNet

AlexNetとは画像，動画認識をタスクとした大会である

ILSVRCにおいて，それまでに比べて高い認識率で優勝を収

めた Alex Krizhevskyらの考案した Deep Neural Network

である [4]．このニューラルネットは畳み込み 5層と全結

合層 3層から構成されるネットワーク構造を成している．

今まで人力で行っていた画像からの特徴量の抽出の手法の

設計などをニューラルネット自らが学習を行い高い認識性

能を可能にした．またこのネットワークでは ReLU関数や

Dropoutなどの計算技術や GPUを使用した並列計算など

の現在深層学習で多く用いられている構成要素がすでに導

入されている．この論文中では GPUのメモリ容量の影響

でモデルを複数の GPUに分割して計算を行っている．

Figure 2: An illustration of the architecture of our CNN, explicitly showing the delineation of responsibilities
between the two GPUs. One GPU runs the layer-parts at the top of the figure while the other runs the layer-parts
at the bottom. The GPUs communicate only at certain layers. The network’s input is 150,528-dimensional, and
the number of neurons in the network’s remaining layers is given by 253,440–186,624–64,896–64,896–43,264–
4096–4096–1000.

neurons in a kernel map). The second convolutional layer takes as input the (response-normalized
and pooled) output of the first convolutional layer and filters it with 256 kernels of size 5⇥ 5⇥ 48.
The third, fourth, and fifth convolutional layers are connected to one another without any intervening
pooling or normalization layers. The third convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥
256 connected to the (normalized, pooled) outputs of the second convolutional layer. The fourth
convolutional layer has 384 kernels of size 3 ⇥ 3 ⇥ 192 , and the fifth convolutional layer has 256
kernels of size 3⇥ 3⇥ 192. The fully-connected layers have 4096 neurons each.

4 Reducing Overfitting

Our neural network architecture has 60 million parameters. Although the 1000 classes of ILSVRC
make each training example impose 10 bits of constraint on the mapping from image to label, this
turns out to be insufficient to learn so many parameters without considerable overfitting. Below, we
describe the two primary ways in which we combat overfitting.

4.1 Data Augmentation

The easiest and most common method to reduce overfitting on image data is to artificially enlarge
the dataset using label-preserving transformations (e.g., [25, 4, 5]). We employ two distinct forms
of data augmentation, both of which allow transformed images to be produced from the original
images with very little computation, so the transformed images do not need to be stored on disk.
In our implementation, the transformed images are generated in Python code on the CPU while the
GPU is training on the previous batch of images. So these data augmentation schemes are, in effect,
computationally free.

The first form of data augmentation consists of generating image translations and horizontal reflec-
tions. We do this by extracting random 224⇥ 224 patches (and their horizontal reflections) from the
256⇥256 images and training our network on these extracted patches4. This increases the size of our
training set by a factor of 2048, though the resulting training examples are, of course, highly inter-
dependent. Without this scheme, our network suffers from substantial overfitting, which would have
forced us to use much smaller networks. At test time, the network makes a prediction by extracting
five 224 ⇥ 224 patches (the four corner patches and the center patch) as well as their horizontal
reflections (hence ten patches in all), and averaging the predictions made by the network’s softmax
layer on the ten patches.

The second form of data augmentation consists of altering the intensities of the RGB channels in
training images. Specifically, we perform PCA on the set of RGB pixel values throughout the
ImageNet training set. To each training image, we add multiples of the found principal components,

4This is the reason why the input images in Figure 2 are 224⇥ 224⇥ 3-dimensional.

5

図 1 AlexNet の構造 [4]
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2.2 ニューラルネット中の正則化手法

誤差逆伝播法で深く複雑なニューラルネットの学習を

進める際，活性化関数の微分係数が複数回乗算される影

響により活性化関数の出力の分布が偏っていると勾配消

失問題が起こりやすくなり，その結果として適切に学習

が進まなくなる恐れがある．その解決策としてニューラ

ルネット中の活性化関数に ReLU 関数を使用したり，重

みや出力を正則化し出力の分布を操作する手法が多く用

いられている．ReLU 関数を使用することで誤差逆伝播

の際に微分が 0 になり勾配が消失してしまうことを防ぐ

事ができる．各レイヤーの出力ごとに正則化を行う Layer

Normalization [1]や，出力のチャンネルごとに正則化を行

うGroup Normalization [8]，ニューラルネットの重み自体

を正則化するWeight Normalization [5]などの多くの手法

が研究されている．

以下では入力を xi，正規化された出力を yi，また 0除算を

防ぐための小さな数を ϵとする．

Layer Normalization

H はレイヤー内ユニットの総数を表している．

µ =
1

H

H∑
i=1

xi, σ =

√√√√ 1

H

H∑
i=1

(xi − µ)2

yi =
gi
σ
(xi − µ)

Group Normalization

特定レイヤーの出力について，チャンネルをグループ

分けしそのグループのチャンネル内ごとに正規化を行う．

チャンネルのグループ分けする数を#(G)で表すと以下の

ようになる．
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{
k
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⌊
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∑
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(xk − µ)2 + ϵ

yi =
xi − µ

σ

Weight Normalization

ニューラルネット中の重みベクトルW についてベクト

ル vとスカラー gを用いて分解する．これらは誤差関数の

勾配から計算される．

W =
g

||v||
v

このように重みを分解することで，重みのパラメータ数が

少ない場合に Batch Normなどでは計算時間が多く生じて

しまう問題に対し，少ない時間で同等の正規化が行える．

2.3 Batch Normalization

Batch NormalizationとはGoogleの Sergey loffeによっ

て提案された手法である [3]．ある特定の層の出力を平均

が 0，分散が 1になるように以下のように正規化を行う．

Batch Norm直前の入力を X = {x1, x2, x3, · · ·xn}，正規
化した出力を Y = {y1, y2, y3, · · · yn}とすると (ただし nは

バッチサイズ) 以下のように正規化した出力 yi に線形変換

を行い次層の入力として渡している．

µ =
1

n

n∑
i=1

xi

σ2 =
1

n

n∑
i=1

(xi − µ)2

yi =
xi − µ√
σ2 + ϵ

正規化を行うことで出力の分布が一定となり安定した学

習が可能になる．その結果学習率に高い値を設定すること

でより早い学習の収束や，学習精度 (汎化性能)の向上が見

込める．

3. 実験

3.1 実験環境

本調査の実験では東京工業大学学術国際情報センター

の TSUBAME-KFCを使用した. TSUBAME-KFCでは 1

ノードに CPU2基，GPU4基が搭載されている．以下表 1

に TSUBAME-KFC 1ノードの実行環境を記す．

表 1 TSUBAME-KFC の実行環境

1 ノードあたりの構成を示している

CPU Intel(R) Xeon(R) CPU E5-2620 v2 ×2

周波数 2.1 GHz

物理コア数 6

論理コア数 12

L3 キャッシュ 15 MB 　

メモリ 64 GB

GPU NVIDIA Tesla K80 ×4

単精度 FLOPS 5.6 TFLOPS

メモリ 計 24 GB, GDDR5

メモリバンド幅 計 480 GB/s

インターフェース PCI Express Gen3 × 16, 16 GB/s

ECC 無効　

Auto Boost 有効

インターコネクト 4X FDR InfiniBand

バンド幅 (実行) 6.8 GB/s

NIC インターフェース PCI Express Gen3 × 8, 8 GB/s

トポロジー two star-coupled network

スイッチ Mellanox SX6036

OS CentOS 7.3.1611
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3.2 実験設定

学習のモデルは ILSVRCの 2014年において提案された

畳み込み層 13層と全結合層 3層からなる VGG16と呼ば

れるニューラルネットを使用した [6]．モデルの構成は図 2

のようになっている．すべての畳み込み層の直後に Batch

Normを使用し正規化されたものを線形変換しその出力を

次層の ReLU関数の入力としている．

学習,テスト用のデータセットとして Cifar-10を使用した．

Cifar-10 は 32× 32 のサイズ，RGB カラーからなり学習

データ 5万枚テストデータ 1万枚から構成されている．モ

デルの学習には 5万枚の学習データ，精度の計算には学習

データとテストデータの両方を使用した．
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図 2 VGG-16 の構成図

GPU間で独立に Batch Normを行う場合，2.3で説明し

たような計算を各ワーカー GPUで処理している．

GPU 間にまたがるように Batch Norm を行う場合、各

GPUで平均と二乗平均と平均を計算しそこから正規化を

行う．

例として 2GPUで行う場合,計算式で表すと以下のように

なる．Batch Norm直前の各 GPUの入力と正規化された

出力を以下のように表す．

XGPU1 = {x1 gpu1, x2 gpu1, x3 gpu1, · · ·xn gpu1}

XGPU2 = {x1 gpu2, x2 gpu2, x3 gpu2, · · ·xn gpu2}

YGPU1 = {y1 gpu1, y2 gpu1, y3 gpu1, · · · yn gpu1}

YGPU2 = {y1 gpu2, y2 gpu2, y3 gpu2, · · · yn gpu2}

これを GPU間にまたがって正規化を行う場合次のような

計算を行う．

µgpu1 =
1

n

∑
i

xi gpu1

µgpu2 =
1

n

∑
i

xi gpu2

µ =
1

#(GPU)

∑
k

µgpuk

νgpu1 =
1

n

∑
i

x2
i gpu1

νgpu2 =
1

n

∑
i

x2
i gpu2

ν =
1

#(GPU)

∑
k

νgpuk

平均と二乗平均を各 GPUで計算し All Reduce処理を行

い GPU間に渡る平均と二乗平均を計算する．All Reduce

で計算された平均と二乗平均の 2つからデータの正規化を

行う．

σ2 =
1

#(GPU)

∑
σ2
gpu

=
1

#(GPU)

∑(
1

N

∑
x2
i − 2µ

1

N

∑
xi + µ2

)
=

1

#(GPU)

∑(
1

N

∑
x2
i

)
− µ2

= ν − µ2

yi =
xi − µ√
σ2 + ϵ

以上のようにしてデータの正規化を行う．GPU間で独立

に正規化を行う場合と同様にして，正規化された出力デー

タ Y を線形変換し次の層の ReLU関数の入力として利用

する．

3.3 実験結果

今回は実験モデルのニューラルネットに対して GPU間

で独立に正規化を行う場合と GPU間にまたがって行う場

合とを比較する．すべての層で Batch Norm を行った場

合，各 GPUでのバッチサイズを変化させた場合で実験を

行った．

Batch Normを各GPU間でまたがるように行う場合

バッチサイズを 64と固定にし，畳み込み層の直後に使

用している Batch Norm を GPU 間で独立に行った場合

(normalBN)，GPU間にまたがるように行う場合 (multig-

puBN)，Batch Normを行わない場合 (noBN)の 3種で比

較した．

図 3を参照すると，Batch Normを行った場合の 2つと行

わなかった場合とで学習の lossの下がり具合や accuracyの

上昇率に差は現れているのでニューラルネット中に Batch
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図 3 BatchNorm の使用法による Loss,Accuracy の変化

Normを使うことは有効であることが確認できる．しかし

GPU間でどのように使用しているのかの 2種を比較した

際,GPU間にまたがって Batch Normを使用しても学習精

度に差異が無いことがグラフから読み取れる．また計算時

間の面で比較すると，GPU間にまたがるように行った場

合のほうが約 1.5倍ほど増加した (表 2参照)．

表 2 バッチサイズ=64 の場合の総実行時間

Batch Norm の使用法 実行時間 (sec)

normalBN 804

multigpuBN 1211

noBN 748

バッチサイズを変化させて行う場合

各 GPUでのバッチサイズを 2から 64まで変化させ学

習にどのような変化が生じるのかの実験を行う．バッチサ

イズが 2枚の小さなサイズで学習を行った場合，各 GPU

で独立に正規化行うと学習がうまく進まなかったのに対し

て GPU間にまたがるように行うと学習が適切に進んだ．

バッチサイズを 64で各 GPUで独立に正規化を行った場

合とバッチサイズ 2で GPU間にまたがるように正規化を

行った場合の学習結果を図 4に記す．

学習データに対する正解率に差は生じているもののテスト

データに対する正解率はほぼ同等の数値のために両者の

モデルは同じくらい汎化していると言える．この結果から

GPUで独立に正規化を行う際に，バッチサイズがとても小

さい場合は学習が進まないのに対して GPU間にまたがり

正規化を行うことで学習がうまく進むことが確認できる．
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図 4 バッチサイズと BatchNorm の使用法による Loss,Accuracy

の変化

バッチサイズが各 GPUで 4枚の場合についての結果を

図 5に記す．

バッチサイズが 2の場合と異なり，各 GPUで学習を行っ

ても学習は進むがバッチサイズがある程度の大きさを持っ

ている場合と比較して進行状況や精度が悪いことが確認で

きる．バッチサイズが 4枚で Batch Normの使用法が違う
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2種を比較した際，GPU間にまたがるように正規化したほ

うが適切に学習が進んでいる．

3.4 考察

Batch Normalizationではバッチサイズが小さい場合に

ついてデータの正規化が適切に行われないため学習に影響

を及ぼしていることが確認できる．またそのような問題に

対して GPU間にまたがるような正規化を行うことでデー

タの正規化が正しく進み学習が安定して進むことも確認で

きた．

Cifar10や ImageNetのような画像では小さいバッチサイ

ズが必要となることは少ないが，動画解析やより大きなサ

イズの画像を入力としてニューラルネットで学習させる際

に GPUのメモリなどの影響でバッチサイズが小さくなっ

てしまう場合，GPU間にまたがるように正規化を行うこと

で学習がより安定して進められることなどが考えられる．

計算時間についても GPU間にまたがり正規化を行う際に

同期の必要性があるために実行時間が長時間かかってしま

うことが考えられるが，実際の 1イテレーションの間に何

が原因でどれほどのボトルネックとなっているのかなどを

より精密に検証する必要がある．

4. おわりに

本実験ではデータセットとして Cifar-10の画像データを

使用し Batch Normに関する実験を行ったが，有効性を確

かめるためにはより大きなデータセットでより深いニュー

ラルネットを使用し検証を行う必要がある．

より深いニューラルネットでの実験

今回使用したVGG-16のモデルでは 16層からなるニュー

ラルネットだが，GoogLeNet [7]やResNet [2]のような 100

層以上の非常に深いニューラルネットワークでの実験を行

い，実際に Batch Normの使用がどのような影響を及ぼす

のかを検証する必要がある．またニューラルネット中でも

前方の層や後方の層のみに焦点を当てて Batch Normの有

効な使用法についても同様に検証する必要がある．

より大きなデータセットでの実験

最適な使用法の研究について,本実験ではデータセット

として Cifar-10を使用しているが ILSVRCで実際に使用

されている ImageNetなどの 256×256ピクセルのような大

きなサイズの画像で 1000クラス分類を行いデータセット

の大きさによりどのように変化するのかを実験する必要が

ある．
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図 5 バッチサイズと BatchNorm の使用法による Loss,Accuracy

の変化

て実施し，JST CREST(JPMJCR1303, JPMJCR1687)の

支援を受けたものである．
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