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End-to-End音声認識システムの強化学習の検討

ポン イリュウ1 柴田 駿人1 篠崎 隆宏1

概要：現在，音声認識システムは高い性能が得られるようになり応用が進みつつあるが，システム開発に
おいて教師あり学習のための大量のラベル付きデータが必要で開発コストが非常に大きい問題がある．こ
の問題に対する解決策として，強化学習を応用し多数のユーザーからのフィードバックをラベルの代わり
として活用することが考えられる．しかし一般的な構造の End-to-Endモデルを実際に強化学習を用いて
学習しようとすると，学習が進まず収束しない場合が多い．そこで本研究では，モデル構造や目的関数の
設定などについて様々な検討を行い，強化学習を効果的に進めるための条件を明らかにする．
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1. はじめに

近年，教師あり学習によって学習した音声認識システム

は高い認識性能を実現している．しかしシステムの学習に

は大量のラベル付きデータが必要であり，大きなコストが

かかる問題がある．そのため，ラベル付きデータを用いな

い教師なし学習法の応用によるゼロリソース音声認識が模

索されている [1]．しかし教師なし学習のみを用いて単語

綴りや意味理解を含めた高度な学習を実現することは，非

常に難しい目標である．そこでもう一つの解決策として，

強化学習を用いることが考えられる．

音声認識システムにおける強化学習の応用としては，こ

れまでに方策勾配法 [2], [3] を用いて単語誤り率を直接的に

最適化する手法 [4], [5], [6] や ，多数のユーザからのフィー

ドバックを利用するオンラインモデル適応法 [7] が提案さ

れている．しかしこれらはいずれも教師あり学習によって

学習したモデルを用いている．教師あり学習による初期

化をせずに強化学習を行うのは困難であると言われてお

り [8]，完全な教師なし学習の条件での強化学習を用いた

研究は行われていない．その為それがどの程度困難なのか

を含め，不明な点が多い．そこで本研究では報酬値のみを

用いた方策勾配法による強化学習の学習実験を行うととも

に，学習を効果的に進めるためのネットワーク構造や報酬

値の与え方について検討を行う．
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2. 方策勾配法

方策勾配法は強化学習の手法の 1つである．方策勾配法

における定式化では，一般にシステムの方策関数 f が状態

sを受け取り行動 aの確率分布 πθ(a|s)を出力する．ここ
で θは方策関数のパラメタである。行動は πθ(a|s)からサ
ンプリングされ，実行される．音声認識の場合，状態 sは

音響特徴量系列，行動 aは認識仮説である．そして，シス

テムは行動に対して報酬 rs(a)を受け取る．

学習の目的は報酬の期待値E [rs (a)] =
∑

a πθ (a|s) rs (a)
を θに関して最大化することである．最大化は勾配法を用

いて行うが，直接にこの期待値の勾配を求めることは困難

である．そこで自然進化戦略 [9], [10]と同様に，logトリッ

ク ∇θ log πθ (a|s) = ∇θπθ(a|s)
πθ(a|s) による式変形を行う．

∇θE [rs (a)|θ] = ∇θ

∑
a

πθ (a|s) rs (a)

=
∑
a

πθ (a|s)
(
∇θπθ (a|s)
πθ (a|s)

)
rs (a)

= E [rs (a)∇θ log πθ (a|s)] . (1)

式 (1)は，rs (a)∇θ log πθ (a|s) が期待報酬の勾配の不偏推
定量であることを示している．従って，パラメタ θの勾配

法による最適化は式 (2)により実現できる．

θ̂ = θ + ϵrs (a)∇θ log πθ (a|s) . (2)

ここで，ϵ(> 0)は学習率である．方策関数がニューラルネッ

トワークの場合，このアルゴリズムは REINFORCE [11]

と呼ばれる．
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図 1 Attention モデル.
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図 2 Spoke(in,out) モデル.

3. モデル構造の検討

本研究では End-to-End モデル [12], [13] として，図 1

および図 2に示す 2つの encoder-decoder型ネットワーク

を検討した．2つのモデルにおいて encoderと decoderの

構造は共通で，encoderは順方向逆方向ともに隠れ層のユ

ニット数が 128の 5層の BiLSTM，decoderは隠れ層のユ

ニット数が 256の 1層の LSTMである．また encoderの

出力層における順方向文脈ベクトル hfT と逆方向文脈ベ

クトル hbT を連結し，線形変換と tanh変換を適用したベ

クトルを decoder の初期状態としている．メモリセルに

ついても同様に連結し，線形変換と tanh変換を適用した

ベクトルを decoderのメモリセルの初期値としている．2

つのモデルの違いは，encoderにおけるフレームごとの隠

れ層出力の利用法である．図 1の方のモデルは一般的な

attention機構 [14]を用いたネットワークであり，以下では

“attention”モデルと呼ぶ．図 2のモデルは我々が提案す

る構造で attention機構を用いず，代わりに隠れ層出力を

すべて連結し，それに線形変換と tanh変換を適用した 512

次元のベクトルを decoderネットワークの各フレームに入

力している．線形変換の次元を揃えてすべの発話で共有す

るために，このモデルでは入力の最大長を仮定し（本論文

の実験では 570フレーム），不足分はゼロ詰めしている．

4. 報酬の与え方の検討

本研究では強化学習の初期研究として，正解精度 (Acc)

をもとにした報酬について検討する．Accの評価には書き

起こしテキストを必要とするため，実際の教師なし学習条

件では Accを報酬として用いることはできない．しかし

Accは音声認識において最も基本的な評価尺度であり理想

的な報酬が与えられた場合とみなすことができ，モデル構

造や報酬の与え方について他の報酬を用いる場合にも有用

な知見が得られると期待されるためである．

しかし予備実験において，Accをそのまま報酬として用

いると学習が全く進まず，システムは常に一単語（一数字）

のみからなる認識仮説を出力をする問題があることが明ら

かになった．これはランダムに初期化されたシステムでは

出力もランダムで正解精度が 0%を下回っており，挿入エ

ラーを防ぐ単純な戦略として常に最小限の長さの認識仮説

を出力するように学習が行われるためと考えられる．そこ

でこの知見に基づいて，以下の報酬値について検討する．

4.1 クリップ正解精度 (ClpAcc)

基本となる Accは式 (3)により定義される．

Acc =
Nref − E

Nref
= 1− Err. (3)

ここでNref は正解文の長さであり，Eは認識結果のエラー

数，Err は誤り率である．エラー数 E は，挿入エラー数

(I)，削除エラー数 (D)および置換エラー数 (S)の和であ

る．負の Accが学習に悪影響を与えないようにすることを

目的として，式 (4)に示す Accの 0以下の値をクリップし

た ClpAccを定義する．

ClpAcc = max {Acc, 0} . (4)

4.2 対称正解精度 (SymAcc)

出力の長さの問題を考慮する別の方法として，式 (5)に

示す対称正解精度 (SymAcc)を定義する．

SymAcc = max

{
Nref − E

2Nref
+

Nhyp − E

2Nhyp
, 0

}
(5)

= max

{
1− 1−Acc

2

(
1 +

Nref

Nhyp

)
, 0

}
. (6)

ここで，Nhyp = Nref + I −D は認識仮説の長さである．

式 (6)に示すように，出力の長さが正解文より短い場合に

は報酬値が小さくなることから，システムが長い出力をす

るように学習を進める効果が期待できる．

4.3 長さペナルティ付き正解精度 (LPAcc)

出力の長さを考慮したもう 1つの方法として，式 (7)に

よって長さペナルティ付き正解精度 (LPAcc)を定義する．

LPAccでは出力の長さと正解文の長さの差を用いて明示

的にペナルティを与える．αはペナルティ係数であり，予

備実験に基づいて 0.3とした．

LPAcc = max {Acc− α |Nref −Nhyp| , 0} . (7)

4.4 平均報酬クリップ対称正解精度 (SymAccRMC)

方策勾配法では reinforcement baselineを導入し分散を

減少させることが学習の改善に有用であることが知られて

いる [11], [15]．同様の効果を期待して，式 (8)に示すよう

に先行サンプルの平均性能mで報酬値をクリップした平均

報酬クリップ対称正解精度 (SymAccRMC)を定義する．
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表 1 学習データにおける１発話中の数字数の分布

# digits 1 2 3 4 5 6 7

frequency 2464 1232 1232 1332 1132 0 1231

表 2 教師あり学習によって 2 つのモデルから得られた DER.

attention spoke(in,out)

DER 1.3% 6.7%

SymAccRMC =

SymAcc (SymAcc ≥ m)

0 (otherwise)
. (8)

ここでmは直前の 8.5kサンプルの Accの平均とした．こ

れは，直前の平均 Accを基準として高い報酬が得られたサ

ンプルだけを学習に使用することと等価である．

5. 実験

5.1 実験条件

本研究では英語の連続数字音声コーパスである TIDIG-

ITS *1 中の成人話者による発話データを用いた．学習デー

タは男性話者 55名と女性話者 57名が発話した計 8623発

話からなる 4.2時間の音声である．同様に，テストデータ

は男性話者 56名と女性話者 57名が発話した 8700サンプ

ルからなる 4.3時間の音声である．表 1に，学習データに

おける一発話当たりの数字数の分布を示す．音響特徴量は

Kaldi toolkit [16] を用いて作成した 13 次元 MFCC 特徴

量である．実験は TensorFlow [17]を用いて行った．ミニ

バッチサイズは 64である．

比較のため，学習サンプルに対してラベルをランダムに

推定し，一致した場合のみ教師あり学習を行うという学習

戦略をベースラインとして用いた．すなわち，あてずっぽ

うの答えがたまたまあっていたら，それを正解ラベルとし

て用いる戦略である．ラベルのランダム推定は学習データ

中の発話ラベルの分布が既知として，その分布から発話単

位のラベルをサンプルすることで行った．学習データに対

して正しい推定が行われる確率は 0.77%である．

5.2 実験結果

表 2に，教師あり学習を行った場合の 2つのモデルのDigit

Error Rate (DER)*2を示す．spoke(in,out) よりも atten-

tionの方が精度が高い．パラメタの更新には ADAM [18]

を用いた．

図 3に，ベースライン学習戦略と強化学習の比較を示す．

初期モデルのパラメタは乱数により初期化している．この

図では，強化学習の報酬に SymAccを用いた場合につい

て attentionと spoke(in,out)の２つのモデルの DERを示

している．予備実験により勾配法の適用において ADAM

*1 https://catalog.ldc.upenn.edu/ldc93s10
*2 DER の定義は数字を単位とする以外Word Error Rate (WER)
と同じである
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図 3 報酬に SymAcc を用いた強化学習におけるモデル構造の違い

がテストデータの DER に与える影響．“baseline” はベース

ライン学習戦略．横軸は学習サンプル数を表す.
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図 4 モデルに spoke(in,out)を用いた場合の，ベースライン学習戦

略と様々な報酬値を用いた強化学習のテストデータの DERの

比較．横軸は学習サンプル数を表す.

では学習が全く進まなかったため，SGD を用いている．

学習率は 0.0005とした．ベースライン学習戦略において

attentionモデルを用いた場合，学習がほとんど進まない．

特に初めのうちは常に長さ 1 の同一の認識仮説ばかりが

出力された．1.2 ∗ 107 サンプルを学習した後 DERはわず

かに改善したが，出力の長さは 1のままであった．これは

表 1に示されるように長さ 1の学習データが多く，また

attention機構によって誤ったアライメントが行われるこ

とが原因として考えられる．強化学習では attentionを用

いると同様に全く学習が進まない一方で，spoke(in,out)で

は単調かつベースライン戦略よりも大幅に DERが減少し

ている．これは attentionと異なりアライメントを考慮し

ないことが有利に働いていると考えられる．

attentionの問題点をさらに検証するため，補足実験と

して教師あり学習によってモデルの初期化をした後，強化

学習を行った．教師あり学習による学習で DER 12.0%が

得られた後で強化学習に切り替えて学習を行ったところ

DER 10.8%に改善し，初期モデルがある程度の認識性能

を持つ場合には attensionモデルにおいても強化学習が有
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効に進むことが確認できた．

図 4に，報酬の違いによる DERの比較を示す．モデル

には spoke(in,out)を用いている．全ての強化学習におい

て，ベースラインより高い認識性能が得られた．提案し

た報酬定義のうち SymAcc と LPAcc はほぼ同等の性能

で，ClpAccより高い性能が得られた．ただし SymAccは

LPAccとは異なりペナルティ係数がなく，チューニング

の必要がないという利点がある．最良の結果が得られたの

は SymAccRMC で，1.7 ∗ 107 サンプルを使って学習した
時点で，15.5%の DERが得られた．

6. まとめ

本研究は End-to-End音声認識システムの方策勾配法に

よる強化学習について検討した．教師あり学習による初期

化をしない場合，強化学習は困難であるものの，モデル構

造や報酬の設計を工夫することにより学習が進むことを示

した．今後の課題としてはより少ない学習サンプル数での

効率的な学習を実現することや，より難しいタスクにおけ

る学習を行うことなどが挙げられる．
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