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機械学習を用いた水稲の収量予測について

前田 佑一郎1 五葉谷 太一2 西内 俊策3 北 栄輔1

概要：本稿では，水稲の収量予測について述べる．各圃場の気象情報，栽培情報，位置情報を説明変数と
して，XGBoostにより収量予測モデルを作成する．最も予測精度が高かったのは，気象情報から説明変数

を決定するときに積算区間を 2つ (田植え日から出穂日，出穂日から登熟日)に分ける手法であり，その予

測精度は 74.4%であった．また収量予測における変数重要度についても評価した結果，気象情報は収量予

測において影響が大きいことがわかった．
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Yield prediction of paddy rice with Machine Learning
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Abstract: In this paper, the yield prediction of paddy rice is defined by use of XGBoost from the weather
information, the cultivation data and the location information of the paddy rice field. The best accuracy
is estimated as 74.4% when the weather information is integrated at two intervals such as planting date
to heading date and heading date to ripening date. The discussion on the variable importance of explana-
tory variables for the prediction accuracy revealed that the weather information was very effective in yield
prediction.
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1. 緒論

日本の農業は，総産出額が 1984年に 11兆 7千億円に達

して以降，コメを中心に減少傾向にある [1], [2]．その原因

に農業就業人口の減少や篤農家の高齢化などがある．これ

らに加えて，近年の地球温暖化による異常高温化に伴い，

収量が低下しているという報告がある [3], [4], [5]．これら

の問題を解決するために，データサイエンスや情報科学の

農業分野への導入が広く行われている [6], [7]．

本研究の目的は，水稲の収量予測モデルの設計である．

目的変数として水稲の収量を，説明変数として気象情報，

栽培情報，位置情報を用いる．気象情報には日最高気温，

日最低気温，日照時間があり，田植え日から登熟日までの

区間をいくつかの部分積算区間に分けて求めた積算値を用
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いる．栽培情報には播種様式や栽植密度などを用いる．ア

ルゴリズムとして XGBoostを用いて節三井変数から目的

変数を予測するモデルを作成する [8], [9], [10]．

本論文の構成は以下のようになっている．第 2では提案

アルゴリズムについて述べる．第 3では実験結果を示す．

第 4はまとめである．

2. 予測アルゴリズム

2.1 水稲の栽培ステージ

水稲発芽から収穫までのステージは育苗期，分げつ期，

幼穂発育期，登熟期に分かれる．育苗期とは，たねもみの

発芽から田植えに至るまでの段階をさす．通常，日本では

水田ではなく育苗器やビニルハウスを用いて，20から 30

日間で育苗を行う．分げつ期では，茎がいくつにも分かれ

る．分げつは収量に影響を与える．幼穂発育期とは，イネ

が最後の葉であを作り，穂の元である幼穂を作る．幼穂の
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形成は出穂期の約 1ヶ月前に始まる．この時期を幼穂発育

期という．出穂後，稲は登熟期を迎える．

2.2 勾配ブースティング

XGBoostは勾配ブースティングの一種である．勾配ツ

リーブースティングでは，ツリーアンサンブルモデルの

リーフの重みを更新して，評価式を最小化できる最適なモ

デルを導出する．その概要として，まずツリーアンサンブ

ルモデルの予測値は，以下のように算出される．

ŷi = ϕ(xi) =

n∑
k=1

K = fk(xi), fk ∈ F (1)

ただし，

F = f(x) = wq(x)(q : Rm → T,w ∈ RT ) (2)

は回帰木空間である．xi は入力，ŷi は出力，qはツリーの

構造，T はツリー内のリーフの数である．各 fk は独立し

たツリー構造 q とリーフの重み w に一致する．wi は i番

目のリーフのスコアを表す．この予測値は，

L(ϕ) =
∑
i

l(ŷi, yi) +
∑
k

Ω(fk) (3)

Ω(f) = γT +
1

2
λ ∥ w ∥ 2 (4)

で評価できる．l は予測値 ŷi と目標値 yi との差を求める

損失関数である．モデルの複雑さを表す Ωは正則化項であ

り，過学習を避けるために重みを平滑化する働きがある．

2.3 目的変数と説明変数

研究の目的は水稲の収量予測である．稲作において，収

量に影響を与える要因の一つは気象情報である．また，栽

植密度などの栽培情報も収量に関与していると考えられ

る．そこで，目的変数として水稲の収量を採用し，説明変

数には気象情報と栽培情報，これらに加えて，試験場ごと

の位置情報を説明変数に加える．

気象情報については，最高気温，最低気温，日照時間があ

り，これらを田植え日から登熟日までの区間を１つまたは

複数の区間に分けて積算した値を用いる．積算区間の影響

を評価するために，3種類の区間を比較する．第 1は，田植

え日から登熟日までを 1区間とする場合である．第 2は，田

植え日から出穂日と出穂日から登熟日の 2区間とする場合

である．それらを”max tmp 1”と”max tmp 2”とする．第

3は，4区間に分けた場合である．それらを”max tmp 1”，

”max tmp 2”，”max tmp 3”，”max tmp 4”とする．それ

ぞれを Test 1，Test 2，Test 3とする．

栽培情報については，年度，播種様式，移植方法，施肥

水準，基肥量，追肥の回数，追肥の量，穂長，稈長，栽植

密度，育苗日数，出穂日数，登熟日数の 13種類の栽培デー

タがある．

位置情報については，試験地の緯度と経度がある．

表 1 収量予測結果 (2011-2014)

Table 1 Yield prediction results (2011-2014)

category Test 1 Test 2 Test 3

Average 7.35% 7.25% 7.01%

Median 6.16% 6.41% 5.94%

Max 26.53% 29.83% 27.13%

N 614 614 614

N over 10% 150 135 144

N over 20% 17 22 14

Acc 72.8% 74.4% 74.3%

3. 解析結果

3.1 問題設定

実際の農業現場では，収量の予測は誤差 10%以内である

ことが求められている．したがって，本実験では，予測誤

差 10%以内のデータを正解データとして定義する．また予

測精度は全データのうち 10%以内で予測できたデータの

数を算出して求めることとする．予測精度は次式で定義さ

れる．

Accuracy =
T

T + F
(%) (5)

ここで，T は誤差 10%以内で予測できたデータの数，F は

誤差 10%以上で予測したデータの数を表す．

3.2 実験結果

Table 1 に各 Test の予測結果とその内訳を示す．ここ

で，”Average”は収量予測における平均誤差，”Median” は

その中央値を, ”Max”はその最大誤差を示す．”N”は全デー

タ数を，”N over 10%”は予測誤差 10%以上で予測を行なっ

たデータ数を，”N over 20%”は予測誤差 20%以上で予測

を行なったデータ数示す．”Acc”は全データのうち正しく

予測できたデータ数から予測精度を算出した値である．

収量の予測精度は 10%以内が求められている．予測精

度が最も高かったのは Test 2 である．Test 1と Test 3は

average，median，maxの精度が Test 2よりも優れている

ことがわかる．Test 2は最も良い予測精度であるが，予測

誤差 20%以上で予測してしまったデータ数が最も多いのも

Test 2 のモデルである．

各テストの詳細な予測結果を，それぞれ Table 2，3，4

に示す．最も優れた予測モデルは Test 2である．しかし，

medianを見てみると，2011-2014年の全てを通して，Test

3のモデルが優れておることがわかる．また，maxについ

ても，Test2のモデルは Test 1,Test 3 比較して全体的に

精度は良くない．全体の精度は Test 2が一番優れている

が，予測誤差の割合や最大誤差などを精査すると，Test 1，

Test 2の予測モデルの方が優れていると言う興味深い結果

となった．また，全体を通して，2011,2012年と比較して，

2013，2014年の予測精度が低いことがわかる．これについ
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表 2 収量予測結果 (2011-2014, Test 1)

Table 2 Yield prediction results (2011-2014, Test 1)

year 2011 2012 2013 2014

Average 7.24% 6.73% 7.42% 7.34%

Median 6.12% 5.97% 6.19% 6.16%

Max 21.67% 17.75% 26.54% 26.51%

N 164 146 135 169

N over 10% 32 41 31 46

N over 20% 2 0 7 8

Acc 79.27% 71.92% 71.86% 68.05 %

表 3 収量予測結果 (2011-2014, Test 2)

Table 3 Yield prediction results (2011-2014, Test 2)

year 2011 2012 2013 2014

Average 6.93% 6.86% 7.25% 7.29%

Median 6.25% 6.25% 6.41% 6.46%

Max 24.41% 19.29% 29.83% 23.801%

N 164 146 135 169

N over 10% 35 31 26 43

N over 20% 6 0 10 6

Acc 75.0% 78.77% 73.33% 71.01 %

て，参考文献 [11]によると，2013年度は 4月中旬～5月上

旬で全国的に低温傾向となったものの，その他の時期で暖

気に覆われ，気温変動が大きかった．また，2014年は 3～

5月にかけての日照時間が統計を開始した 1946年以降最

も多かったことに加え，3月下旬と 5月下旬に南から暖気

が流れ込み，気温が平年を大幅に上回ったと報告されてい

る．例年と異なる気象情報の変化と本実験での気象情報の

分割方法ではその変化を適切にとらえきれなかった可能性

が考えられる．

本実験で Test 2の予測モデルの予測精度が最も優れてい

た要因は，予測精度が低い 2013,2014年にあると考えられ

る．N over10%が Test 1と Test 3はそれぞれ 77,87 であ

るのに対して，Test 2は 69である．結果として全体の予

測精度を高めたと考えられる．しかし，実際の農業現場に

おいては，全体の精度の良さを重視するのか予測誤差が大

きいデータを避けることを重視するのかで，モデルの評価

の仕方は変わってくる．以上の分析より，温度と日照時間

の積算期間を分割して説明変数に加えたほうが，予測の精

度が向上した．つまり，積算期間を分割することにより，

各データの気象情報の細かい変位まで考慮して予測が可能

になったと考えられる．本実験では積算区間の分け方を 3

パターンに分けて評価した．その結果 Test 2の積算期間の

分割方法が最も良い精度を残したが，この他にも様々な積

算区間の分割方法を試し，収量予測に最も効果的な積算方

法を調査する必要がある．

表 4 収量予測結果 (2011-2014, Test 3)

Table 4 Yield prediction results (2011-2014, Test 3)

year 2011 2012 2013 2014

Average 7.01% 7.03% 6.72% 6.96%

Median 5.92% 5.94% 5.54% 5.92%

Max 27.13% 20.26% 27.13% 23.44%

N 164 146 135 169

N over 10% 30 27 37 50

N over 20% 2 1 7 4

Acc 80.49% 80.82% 67.4% 68.05 %

表 5 変数重要度ランキング (Test 1)

Table 5 Variable importance ranking (Test 1)

Rank Variable Importance

1 max tmp 0.12

2 sunshine time 0.10

3 min tmp 0.097

4 Rice plant height 0.088

5 Year 0.087

6 Latitude 0.073

7 Days from planting to heading 0.068

8 Rice ear length 0.067

9 Longitude 0.051

10 Days from heading to ripening 0.043

表 6 変数重要度ランキング (Test 2)

Table 6 Variable importance ranking (Test 2)

Rank Variable Importance

1 sunshine time 1 0.093

2 min tmp 1 0.088

3 min tmp 2 0.084

4 sunshine time 2 0.082

5 max tmp 1 0.077

6 max tmp 2 0.075

7 Rice plant height 0.073

8 Year 0.061

9 Rice ear length 0.054

10 Latitude 0.053

表 7 変数重要度ランキング (Test 3)

Table 7 Variable importance ranking (Test 3)

Rank Variable Importance

1 Rice plant height 0.086

2 sunshine time 1 0.063

3 sunshine time 2 0.060

4 sunshine time 4 0.058

5 sunshine time 3 0.057

6 min tmp 1 0.050

7 max tmp 4 0.050

8 min tmp 4 0.049

9 min tmp 2 0.048

10 min tmp 3 0.048
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3.3 説明変数の重要度

各予測モデルにおける変数重要度のランキングの上位 10

変数を Table 5，6，7に示す．

Test 1，Test 2，Test 3の全予測モデルにおいて，気象情

報の重要度が大きいことがわかる．その中でも，気象情報

の積算区間を分割した Test 2,Test 3を見ると，Test 2では

田植え日から出穂日までの日照時間を示す sunshine time 1

が 1位に，また Test 3では，田植え日から出穂日の期間

の中でも前半の日照時間が収量に強く影響を及ぼしている

ことがわかる．このことから，日照時間の中でも田植え日

から出穂日までの日照時間の積算が収量予測において重要

であることがわかる．気温情報においては，Test 1では最

高気温の積算の説明変数の重要度が高い一方で，Test 2,

Test 3では最低気温の積算の説明変数の重要度が高いとい

う結果になった．栽培データの中では，yearや the height,

the lengthなどの重要度が高い．また，位置情報の中では，

latitudeが変数重要度の上位としてランクインしている．

longitudeより latitudeの重要度が高い要因として，緯度

の違いにより気候や日射量は大きく変わるためであると考

えられる．

4. 結論

本実験では，水稲の収量予測モデルの作成を行なった．

予測モデルの作成には，XGBoostを用いて，説明変数には

気象情報，栽培情報，位置情報の 3種類の情報を用いた．

気象情報を用いる際，田植え日から登熟日までの積算情報

を用いたが，その積算する区間を変更し，収量予測への影

響を評価した．最も予測精度が高かったのが積算区間を 2

つ (田植え日から出穂日，出穂日から登熟日)に分ける手法

であり，その予測精度は 74.4%であった．また収量予測に

おける変数重要度についても評価した結果，気象情報は収

量予測において影響が大きいという結果になった．
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