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概要： IoT（Internet of Things）の普及に伴い，モバイルデータ通信の需要は今後も増え続けると予想される．通信キ
ャリアは Wi-Fi スポットを設置しモバイルデータ通信網の負荷を分散するモバイルデータオフローディングに取り組
んでいる．帯域利用効率を最大化する方法として，遅延を許容する即時性を求めないデータに着目し，送信レートを

制御することで帯域利用効率を最大化することを目的とした Mobile Data Offloading Protocol（MDOP）が提案されて
いる．しかし，MDOPの時間的オフローディングは送信レート制御に定式化された数理モデルを用いており，多種多
様な通信インフラの状況に応じて常に帯域利用効率を最大化することは困難である．本研究では，多種多様な通信イ

ンフラの状況において常に帯域利用効率を最大化するため，分散深層強化学習を用いたモバイルデータオフローディ
ング手法を提案する．基礎検討として，MDOPの時間的オフローディングに焦点を当て強化学習の適用可能性につい
て評価を行った．評価の結果，分散深層強化学習を用いた送信レート制御モデルが，時間的局所性を解消するような

送信レート制御を行うことが可能となり，単一の送信レート制御モデルに比べ帯域利用効率を 6%向上させられるこ
とを確認した． 
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1. はじめに     

Internet of Things（IoT)の普及や携帯端末の性能向上によ

るコンテンツの多様化に伴い，モバイルデータ通信需要は

増加傾向にある．モバイルデータ通信需要は，2021 年には

約 7 倍になると予想されている[1]．特に，今後急激に増加

すると予想されるデバイスとして，人が操作することなく

個別に稼働する機器同士が自律的に制御を行う

Machine-to-Machine（M2M）端末が挙げられ，膨大なモバ

イルデータトラフィックに対して，通信インフラの帯域を

効率的に使用することが重要となる．通信キャリアは通信

インフラの負荷を分散するため，Wi-Fi スポットを設置し

モバイルデータオフローディングに取り組んでいる．今日

のモバイルデータ通信の特徴として，モバイルデータトラ

フィックは時間帯や地域によって偏りが発生することが一

般的に知られており[2][3]，モバイルデータ通信における帯

域利用効率が低下する課題がある．帯域利用効率を最大化

する方法として，携帯電話基地局（eNB：evolved Node B）

負荷を分散するために携帯端末（UE：User Equipment）の

送信レートを制御する方法が考えられる．例えば，ある程

度の遅延を許容し，通信の即時性を求めないデータ[4]（以

下，遅延耐性データ）に着目して UE の送信レートを制御

し，帯域利用効率を向上させることを目的とした Mobile 

Data Offloading Protocol（MDOP）が提案されている[5]．
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MDOP は時間的，空間的，通信路的の三つの手法で eNB 負

荷を分散させるプロトコルである．しかし， MDOP の時

間的オフローディングにおいて， eNB 負荷や UE が生成す

るトラフィック，トポロジ構造などの多種多様なモバイル

データトラフィックの特性に対して，定式化した送信レー

ト制御モデルで常に帯域利用効率を最大化するように送信

レート制御を実施することは困難であり，送信レート制御

手法にはまだ検討の余地がある．一方で，近年強化学習が

様々な分野で応用されており，コンピュータゲームや囲碁

ではプロに打ち勝つといった事例がある[6,7]．その他にも，

ロボティクスや税金の管理システムに適用されるなど，強

化学習アルゴリズムが注目を集めている[8-10]．今後更に

様々な分野で成功事例が増えてゆくことが見込まれる． 

本研究では，MDOP の時間的オフローディングにおける

帯域利用効率を最大化するため，分散深層強化学習を用い

たモバイルデータオフローディング手法を提案する．モバ

イルデータトラフィックの特性に基づき，帯域利用効率を

最大化するような送信レートを学習することで，適切な送

信量と送信タイミングを制御可能になると考える．また，

複数 UE のデータを共有する分散学習で送信レート制御モ

デルを構築することで，学習モデルが単一の UE では経験

できない状態を学習可能となり，汎用性の高い送信レート

制御モデルを構築できる． 

以下，本稿の構成を示す．第 2 章で関連研究について述

べ，第 3 章で分散深層強化学習を用いたモバイルデータオ

フローディング手法について提案する．第 4 章で提案手法

の評価結果を述べ，第 5 章で本稿をまとめる． 
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2. 関連研究 

送信レート制御によって，帯域利用効率を高める既存研

究として様々な手法が提案されている［11-13］．User Plane 

Congestion Management（UPCON）[11]は，通信設備の負荷

状況やコンテンツの種類，ユーザの契約状況等を考慮して

Quality of Service（QoS）制御することで通信インフラへの

負荷を分散させる手法である．実際に UPCON を模擬した

手法[12]では，UPCON が目標とするデータ到達率の改善に

有効であることが示されている．また，ビデオデータなど

の短い遅延を許容するデータを要求する各 UE に対して等

しい帯域を割り当てる手法[13]が提案されているが，[12]

は QoS の状態，[13]は多様なコンテンツが混在する環境下

で帯域利用効率に偏りが生じてしまう．また，コンテンツ

の遅延耐性を考慮していないため，更なる帯域利用効率の

向上が期待できると考える． 

一方，ネットワークを最適化し，帯域利用効率を高める

研究も提案されている．ネットワーク品質の向上を目的と

した手法として，モバイルデータトラフィックの動的な変

化に応じて，最適なネットワークを自動的に構築する

Self-Organizing-Network（SON）[14]がある．SON は LTE

ネットワークを対象にネットワークを自動設定，自動最適

化，自動修復，自律計画する特徴があり，四つの機能でネ

ットワーク品質の向上を図る．モバイルデータ通信に強化

学習を適用した既存研究として，強化学習の一つである Q

学習[15]を，マクロセルとフェムトセルが混在するヘテロ

ジニアスネットワークのチャネル選択に適用した手法[16]

がある．評価の結果から，チャネル選択を人手で設定した

規則に従って行う手法を，強化学習を適用したチャネル選

択手法に変更することで，フェムトセル間の干渉が緩和さ

れることを示している．しかし，[14][16]は送信レート制御

による eNB 負荷の平滑化を行わないため，モバイルデータ

トラフィックの局所性を解消することは困難である． 

既存研究の送信レート制御モデルやチャネル選択手法は，

人手で構築された数理モデルでネットワークを最適化する

手法であり，多種多様な通信インフラの状況に応じて，常

に帯域利用効率を最大化することは困難である．また，今

後 IoT が普及し，現在のモバイルデータトラフィックとは

異なる傾向に変化した場合，一度定式化した数理モデルで

はモバイルデータオフローディングの性能に限界がある． 

本研究では，人手で設定した規則に従って帯域を割り当

てる送信レート制御に対し分散深層強化学習を適用する．

送信レート制御モデルが学習を繰り返すことで，定式化さ

れた送信レート制御モデルでは追従できない突発的なモバ

イルデータトラフィックの変動や，トラフィックの推移を

追従可能となり，多種多様な通信インフラの負荷状況に対

して，帯域利用効率を向上できると考える．また，複数 UE

のデータを共有する分散学習でモデル構築することで，学 

 

習モデルが単一の UE では経験できない状態を学習可能と

なり，汎用性の高い送信レート制御モデルを構築できる．  

 

3. 提案手法 

3.1 概要 

多種多様なモバイルデータトラフィックの特性に対し

て帯域利用効率を最大化するため，分散深層強化学習を用

いたモバイルデータオフローディング手法を提案する．こ

れまでに研究開発を進めてきた MDOP の時間的オフロー

ディングに焦点を当て強化学習の適用可能性について検討

を行う．図 1 に MDOP の概要を示す．MDOP はある程度

の遅延を許容する即時性を求めないモバイルデータトラフ

ィックに対して，UE の送信レートを制御することで eNB

への負荷を分散させ，帯域利用効率を向上させる． MDOP

の送信レート制御方法には，Wi-Fi や LTE, 5G などの異な

るモバイル通信路に切り替えることで，トラフィックを分

散させ，モバイルデータ通信路上のトラフィックを削減す

る「通信路的オフローディング」，UE の移動経路から低負

荷な eNB を導出し，低負荷 eNB で通信するように促すこ

とで，空間的局所性を解消する「空間的オフローディング」，

eNB 負荷の時間的変動に応じて送信レートを制御し，eNB

負荷が低負荷である時間帯に通信を行うことで時間的局所

性を解消する「時間的オフローディング」の 3 つがある． 3

つの制御方法の中から UEと eNBの状態やコンテンツの遅

延耐性に応じて通信路・空間・時間の順にオフローディン

グ条件を適用し，送信レート制御方法を決定する．ただし，

どのオフローディング方法を適用した場合でも，コンテン

ツの遅延耐性時間がオフローディング方法で定められたデ

ータ到達時間を超過する場合や，いずれのオフローディン

グ方法にも該当しない場合は，オフローディングを行わず

直ちに最大送信レートでデータを送信する． 

MDOP の時間的オフローディングではモバイルデータト

ラフィックの特性に対し常に帯域利用効率を最大化するよ

うな送信レート制御手法はまだ検討されていない．そこで， 

図 1 MDOP の概要[5] 
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分散深層強化学習を用いて帯域利用効率の最大化を図る．

図 2 に分散深層強化学習を適用した時間的オフローディン

グにおけるアップロード時の通信フローを示す． UE が遅

延耐性を持つアプリケーションを一時的に蓄積し，通信イ

ンフラの状況に応じて UEとMDOPサーバが送受信する制

御情報を元に送信レートを制御することで，モバイルデー

タオフローディングを行う．端末情報には UE が保持して

いるコンテンツ量や接続先 eNB 情報，制御情報には eNB

の負荷情報や eNB 接続ユーザ数などの送信レートを決定

するために必要な情報が含まれる． 

3.2 送信レート制御手法 

定式化された送信レート制御モデルでは追従できないモ

バイルデータトラフィックの変動を追従可能にするため，

送信レート制御手法に分散深層強化学習を適用する．また，

学習を繰り返すことで，多種多様な通信インフラの負荷状

況に対して，常に帯域利用効率を最大限利用可能とする送

信レート制御モデルの構築を行う．提案手法では，試行錯

誤しながら行動を最適化する強化学習の一つであるQ学習

を用いる．Q 学習は，ある状態𝑠において取りうる行動𝑎の

価値を行動価値関数𝑄(𝑠, 𝑎)として定量化し，試行錯誤しな

がら𝑄(𝑠, 𝑎)を最大化するように逐次更新することで，各状

態における行動を最適化する．式（1）に Q 学習における

𝑄(𝑠, 𝑎)の更新式を示す． 

 

𝑄(𝑠, 𝑎) ← 𝑄(𝑠, 𝑎) + 𝛼 (𝑟 + 𝛾 𝑚𝑎𝑥
𝑎′

𝑄( 𝑠′, 𝑎′) − 𝑄(𝑠, 𝑎)) (1) 

 

𝑄(𝑠, 𝑎)の更新は，全ての状態𝑠と行動𝑎の組に対して𝑄(𝑠, 𝑎)

を作成し，全ての𝑄(𝑠, 𝑎)を任意の値に初期化した後，式(1)

を用いて更新し学習する．したがって，ある問題に対して

Q 学習を適用するには，起こりうる状態𝑠と，状態𝑠で取り

うる行動𝑎の組み合わせ𝑄(𝑠, 𝑎)を事前に用意する必要があ

る．しかし，多種多様なモバイルデータトラフィックの状

況に対して𝑄(𝑠, 𝑎)を作成する場合，状態数が高次元なもの

となるため事前に𝑄(𝑠, 𝑎)を用意するのは困難である．暫定

的に定めて学習を行ったとしても膨大な学習時間が必要と

なり，学習が収束しないおそれがある．そこで，𝑄(𝑠, 𝑎)を

ニューラルネットワークで近似したDeep Q-network（DQN）

[6]を適用する．𝑄(𝑠, 𝑎)をニューラルネットワークで近似す

る手法は以前から提案されていたが，ニューラルネットワ

ークで𝑄(𝑠, 𝑎)を近似した場合，パラメータが増加し，学習

が発散することが知られていた．学習が発散する要因とし

てデータ間の相関が高いこと，𝑄(𝑠, 𝑎)の更新が行動選択の

戦略を大きく変えてしまうことなどが挙げられる．DQN で

は，過去の状態や行動を保持しておき，学習時には保持し

た情報をランダムサンプリングして利用することで使用す

るサンプルの偏りを抑制する Experience Replay や，近似す

るべきパラメータを固定して回帰問題を解く fittedQ にニ

ューラルネットワークを利用した neural fitted Q を利用す

ることで学習則を安定化し，学習が発散することを回避し

ている．そのため，DQN を適用することで，モバイルデー

タトラフィックのような高次元なデータに対しても，学習

を収束させることができる．しかし，DQN は，行動 aを選

択するモデルと評価するモデルが同じモデルであるため，

行動 a を過大評価してしまい，精度が落ちてしまうおそれ

がある．そこで，行動選択時と評価時で異なるモデルを使

用する Double Deep Q-network（DDQN）[17]を適用する． 

提案手法では，図 2 中の Reinforcement Learning Server（RL

サーバ）が DDQN を用いて送信レートを決定する． RLサ

ーバは MDOP サーバから送られる制御情報を状態とし，状

態から帯域利用効率を最大化するように送信レートを決定

し，決定した送信レートで UE がデータを送信する．適切

な送信レートが未知の場合，RL サーバが帯域利用効率を

最大化するのは困難であるため，RL サーバが送信レート

決定時に適切であると判断した送信レートを暫定的に最適

な送信レートとする． RL サーバの報酬は UE がデータ送

信後の eNB 負荷状況の変化から，送信レートが帯域利用効

率を最大化する適切な送信レートであるか評価し付与する．

報酬を付与した後に再び送信レートを決定する場合，RL

サーバが得られた報酬を元に更新した送信レート制御モデ

ルで送信レートを決定するので，状態から送信レートを決

定し報酬を付与する過程を繰り返し学習することで，RL

サーバが帯域利用効率を最大化する送信レートを獲得する． 

3.3 分散深層強化学習 

強化学習の学習過程において，常に現時点で最善である

と思われる行動を選択すると，局所解に陥る可能性がある．

そのため，行動の選択に ε の確率でランダムな行動を選択

し，(1-ε)の確率で最大の Q 値を選択する ε-greedy法が一般

的に用いられるが，ε-greedy による行動の選択や DDQN の

ニューラルネットワークの各重みの初期値のランダム性に

よって同じ学習データ，同じネットワーク構造で学習を実 

図 2 分散深層強化学習を用いた通信フロー 
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施した場合でも，モデルの精度にばらつきが生じるおそれ

がある．そこで，ランダム性によるモデル精度のばらつ 

きを解消するために，同じ DDQN の構造を持つモデルを予 

め複数用意し，同じ学習データを分散学習させ，最終的に

モデルの統合する分散深層強化学習を行う．複数のモデル

を統合させることで，ε-greedy やニューラルネットワーク

の重みの初期値によるランダム性に依存しない分散送信レ

ート制御モデルとなる．さらに，異なる学習データで構築

したモデルを統合することで，汎用性の高い送信レート制

御モデルとなる．MDOP の場合，複数 UE でモデル構築を

行うことで，単一の UE のみでは得られない UE トラフィ

ックの特性の学習が期待できる． 

 

4. 評価 

4.1 評価方針 

提案手法が帯域利用効率を向上させることを確認するた

め，eNB の負荷変動に応じた送信レート制御を行い，時間

的局所性を解消できるかシミュレーションで評価を行った．

MDOP の時間的オフローディングは UE が移動しない環境

を想定しているため，UE は移動しないものとする．通信

環境モデルは 3GPP が推奨するモデル［18］に基づき作成

した．表 1 に通信環境モデルを示す．シナリオを作成，評

価するにあたり，LTE 環境を詳細に再現できるネットワー

クシミュレータ Scenargie［19］を用いた． 

4.2 ネットワーク構成 

分散深層強化学習を用いた送信レート制御の評価を行う

ため，DDQN を適用する．はじめに，DDQN を適用するに

あたり，学習時に必要となる各種パラメータを定義する．

表 2 に Q 学習の各種パラメータを示す．状態 s は図 2 の通

信フローで MDOP サーバから受け取る制御情報に加え，時

刻 t[s]において，時刻 t-1[s]の遅延できないデータ（以下遅

延不可データ）を状態 s とする．MDOP サーバが送る制御

情報は送信レートを決定するために必要な情報であるため，

制御情報のみで送信レートの算出は可能であるが，1 秒前

の eNB の負荷情報を加えることで，DDQN のネットワーク

が，モバイルデータトラフィックの時系列変化を考慮した

学習を行うと期待できる．行動 a は実際に UE がデータ送

信する送信量とし，最大送信量を 16000[byte/sec]とする．

しかし，行動 a を送信量とした場合，状態数が 16000 とな

るため状態数が膨大となる．状態数が高次元の場合，学習

が収束しないおそれがあるため，行動 a の状態数を 160 と

し，実際に UE がデータ送信する送信量は，行動 a の状態

を 100 倍した送信量にすることで，行動 a の状態数を削減

する．行動 a の状態数を削減するとネットワークの規模が

小さくなるので，学習の収束が期待できる．報酬 r は送信

レート制御することで目標とする eNB 負荷（以下，理想負

荷）にどれほど近づけることができたかに対して，その重

みを動的に変更するべきであるが，学習を高速化するため

に報酬の Cliping を行う．報酬 r は+1,-1 の報酬を与えるこ

ととし，報酬を付与するか否かの判断に，送信レート制御

後の eNB 負荷と理想負荷の絶対値誤差𝐿𝑎𝑏𝑠を用いる．𝐿𝑎𝑏𝑠

が一定の範囲内であれば+1，範囲外であれば-1 の報酬を与

えることとし，𝐿𝑎𝑏𝑠が 500byte/sec の範囲内外であるかを閾

値として報酬を付与する．ただし，現状負荷が理想負荷を

超過する場合に 𝐿𝑎𝑏𝑠が 500byte/sec を上回った場合，データ

送信を行わなければ適切な送信レート制御をしたと言える

ため，+1 の報酬を与える． 

DDQN のネットワークは，入力は状態 s，出力は Q(s,a) 

表 1 通信環境モデル 

項目 設定値 

UE送信電力 23dBm 

eNB送信電力 46dBm 

ISD（Inter side distance） 500m 

帯域幅 10MHz 

周波数 2.0GHz 

TCP New Reno 

 
表 2 学習用パラメータ 

項目 設定値 

状態 s 

遅延不可データ 

1 秒前の 

遅延不可データ 

理想負荷 

接続 UE数 

行動 a 
最大送信量 

送信（0~160） 

報酬

r 

𝐿𝑎𝑏𝑠 ≤ 500 +1 

𝐿𝑎𝑏𝑠 > 500 
送信 -1 

未送信 +1 

学習率α 0.001 

割引率γ 0.9 

ε-greedy 0.01 

 

表 3 ネットワーク構造 

層種 ユニット数 活性化関数 

fc1 6 Tanh 

fc2 100 Tanh 

fc3 200 Tanh 

fc4 400 Tanh 

fc5 161 - 
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のニューラルネットワークで構成される．表 3 に DDQN の

ネットワーク構造を示す．DDQN のネットワーク構造は， 

5 層の全結合層で構成されており，活性化関数は tanh を使 

用する．また，学習の過程において，常に現時点で最善で 

あると思われる行動を選択すると，局所解に陥る可能性が

ある．そのため，行動の選択に εの確率でランダムな行動

を選択し，(1-ε)の確率で最大の Q 値を選択する ε-greedy 法

を採用することで，局所解に陥ることを回避する．特に，

ε-greedy 法の中でも．学習回数の増加と共に ε の値を徐々

に減らしていく LinearDecayEpsilonGreedy を使用する． 

4.3 MDOP への適用評価 

MDOP への適用評価では，eNB が時間経過に伴い変化す

るシナリオを想定し，シナリオを提案手法で学習させた結

果，学習を繰り返すことで，eNB 負荷変動に応じた送信レ

ート制御ができるか評価した．また，4.2 節ネットワーク

構成で，状態 s に 1 秒前の遅延不可データを採用すること 

 

で，モバイルデータトラフィックの時系列変化を考慮した

ネットワーク構造とした．過去情報が帯域利用効率の精度 

にどのような影響を及ぼすか検証するため，1 秒前の遅延 

不可データを状態 s に考慮したモデル（以下，過去情報有 

モデル）と考慮しないモデル（以下，過去情報無モデル）

を同一シナリオに適用し帯域利用効率の比較を行った．図

3 に評価トポロジ，表 4 に評価シナリオをそれぞれ示す． 

図 4 に送信レート制御なしの場合の eNB 負荷と UE の送

信量を示す．制御なしの場合，常に UE が最大送信レート

でデータ送信をしており，eNB 負荷が理想負荷を超過して

いることが確認できる．図 5 に過去情報有モデルと過去情

報無モデル（以下，過去情報有・無モデル）のシミュレー

ション毎の Q 値の平均値，図 6 に過去情報有・無モデルの

報酬の総和をそれぞれ示す．過去情報有・無モデルの Q 値

の平均値と報酬の総和がシミュレーション回数に比例して

増加・収束していることから，提案手法がシミュレーショ

ンを繰り返すことで eNB 負荷に適切な送信レートを学習

し，学習が収束していることがわかる．過去情報有・無モ

デルの帯域利用効率の比較には，報酬の総和が最も高いシ

ミュレーション回数の送信レートモデルを採用する．過去

情報有モデルは 568 回目，過去情報無モデルは 343 回目の

送信レート制御モデルをそれぞれ使用して送信レート制御

を行い，提案手法が eNB 負荷変動に応じた送信レート制御

ができるか検証する．図 7 に過去情報有・無モデルの eNB

負荷，図 8 に過去情報有・無モデルの UE の送信量を示す．

遅延不可データと UE の送信量を比較すると，図 8 から UE 

表 4 通信環境モデル 

項目 設定値 

シミュレーション時間 1800s 

UE数 1 台 

UEの最大送信レート 16000[byte/sec] 

データの種類 FTP 

データ生成時間 0s~1800s 

eNB数 1 台 

eNBの最大受信量 20000[byte/sec] 

理想負荷 16000[byte/sec] 

 

図 3 評価トポロジ 
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が eNB 負荷を理想負荷に近づけるように送信レートを制

御していることに加え，理想負荷を超過する区間では送信 

していない．そのため，提案手法が eNB 負荷変動に応じた

送信レート制御を学習し，理想負荷に近づけるように制御

したと考えられる．また，図 7 から過去情報有・無モデル

の eNB 負荷を比較すると，過去情報有モデルが過去情報無

モデルに比べて eNB 負荷を理想負荷に近似している．過去

情報を考慮しない場合，送信レート制御モデルは現在の

eNB 負荷から適切な送信レートを算出するが，状態 s に 1

秒前 の遅延不可データを採用することで，ニューラルネッ

トワークが過去，現在の状態から次にどのような状態に遷

移するかを推測することが可能となる．過去情報有モデル

のネットワーク構造では送信レート制御時と 1秒前の eNB

負荷情報を保持するため，二点の負荷変動から次にどのよ

うなトラフィック変動になりうるかを線形回帰で予測可能

となったと考える．トラフィックの時間的推移を考慮した

上で適切な送信レート制御をすることを可能とし，帯域利

用効率を向上させたと考える．一方，1200s～1500s の区間

では過去情報有モデルの eNB 負荷が振動している．原因と

して，送信レート制御するために必要な次元数が現在の入

力次元数では不足しており，膨大なトラフィックパターン

を網羅する事が困難であったと考える．そのため，学習パ

ラメータやネットワーク構造を再検討することで更なる精

度向上が見込まれる．以上の結果から，提案手法が時間的

局所性を解消し，帯域利用効率が向上することを確認した． 

 

4.4 トラフィック別の帯域利用効率の評価 

トラフィック別の帯域利用効率の評価では，送信レート 

制御モデルを構築時に使用する遅延不可データ（以下，学

習データ）とは異なる時間的局所性が発生するシナリオを

複数用意し，提案手法が学習データと異なるモバイルデー

タトラフィックに対して時間的局所性を解消する送信レー

ト制御を行うことができるか評価を行った．また，学習デ

ータによって，帯域利用効率の精度がどのように変化する

か評価した．通信環境モデルや評価トポロジは MDOP への

適用評価と同一のものを使用した．学習データと構築した

送信レート制御モデルの帯域利用効率を評価する際に使用

するデータ（以下，評価データ）を用意し，データ数は学

習データ 5 件，評価データ 50 件とした．帯域利用効率を評

価する指標として，送信レートが帯域利用効率を最大化す

る適切な送信レートであるか判断し付与する報酬の総和を

採用し，各評価データで得られた報酬の総和の平均値を比

較することで，帯域利用効率の精度を評価した． 

図 9 に学習データ，図 10 に送信レート制御モデル別の学

習データ適用時の報酬の総和と評価データ適用時の報酬の

総和の平均値をそれぞれ示す．図 10 から，学習データが異

なる場合，同じ評価データに対しても報酬の総和の平均値

が異なり，学習データの報酬の総和に比べ，評価データの

報酬の総和の平均値は低いことが確認できる．モデル C 以

外の送信レート制御モデルは，評価データに適用した場合

でも正の報酬を獲得している．モデル C は，図 9 の学習デ

ータが，大半の期間で理想負荷を上回るモバイルデータト
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ラフィックであるため，eNB 負荷が理想負荷を超過する場

合には送信するべきでない事を学習はできるが，理想負荷

を下回る場合，どのような送信レート制御をすれば適切で

あるのかを学習できず，評価データに対する報酬の総和の

平均値が低くなったと考える．正の報酬を獲得しているモ

デルの中でも，報酬の総和が最も高いモデル A と報酬の総

和が最も低いモデル B の報酬の総和の平均値はそれぞれ

619,366 であり，正の報酬が付与される𝐿𝑎𝑏𝑠の範囲内にモバ

イルデータトラフィック全体の 67%，62%が収まる結果と

なった．図 9 の学習データは，モデル A,D のように時間推

移に伴い緩やかに増加・減少傾向となるトラフィックと，

モデル B,Eのように上下に激しく振動するトラフィックが

あり，入力次元に過去情報を採用することで二点の負荷変

動から線形回帰で予測可能となったとしても，A や D のよ

うに，緩やかに変化するデータに対しては追従が容易であ

るが，B,E 大きく振動するデータに対しては追従が困難で

ある．そのため，学習データの傾向の違いが，モデルの帯

域利用効率に大きく影響したと言える．本評価に使用した

送信レート制御モデルは，図 9 の学習データのみを学習し

たモデルであるため，学習データ以外のモバイルデータト

ラフィックの特性を繰り返し学習させることで，未知のモ

バイルデータトラフィックに対して更に帯域利用効率を向

上させることを期待できる．以上の結果から，学習時に使

用したシナリオと帯域利用効率を比較すると帯域利用効率

が低下するが，未知のモバイルデータトラフィックに対し

ても，送信レート制御モデルが時間的局所性を解消するこ

とを確認した． 

4.5 分散送信レート制御モデルの評価 

分散送信レート制御モデルの評価では，複数 UE がそれ

ぞれ送信レート制御モデルを構築し，送信レート制御モデ

ルを統合した分散送信レート制御モデル（以下，分散モデ

ル）と，単一の送信レート制御モデル（以下，単一モデル）

を同一のシナリオに適用，評価することで，単一モデルで

誤って判断した送信レート制御に対しても，分散モデルが

適切に送信レート制御し，ニューラルネットワークの重み

の初期値や ε-greedy 法のランダム性による帯域利用効率の

影響を軽減できるか評価を行った．MDOP への適用評価と

同じネットワーク構造，学習データを用いて学習，評価を

行った．分散モデルの送信レートの決定は，各モデルが決

定した送信レートの平均値を採用する． 

単一モデル別の帯域利用効率と分散モデルの統合モデル

数別の帯域利用効率の比較を行った．統合モデル数を 10

とし，報酬の総和が高いモデルから順に統合，評価を行う．

帯域利用効率の評価指標として，報酬の総和を用いた．図

11 に単一モデル別の報酬の総和を示す．報酬の総和が最も

高いモデル Aと最も低いモデル Jの報酬の総和がそれぞれ

724,438 であり，同じ学習データ，ネットワーク構造で学

習した場合でも，ニューラルネットワークの重みの初期値 

 

や ε-greedy法のランダム性が，モデルの帯域利用効率に影 

響を及ぼすことが確認できる．統合モデル数別の帯域利用 

効率の比較には，報酬の総和が高い A から順にモデルを統

合した．図 12 に統合モデル数別の報酬の総和を示す．図

12 から，統合モデル数 5 までは，統合モデル数の増加に比 

例して報酬の総和が高くなるが，統合モデル数 5 以降は減

少傾向にある．統合モデル数が増加することで，単一モデ

ルが誤って判断した送信レートを補正することが可能とな

り，帯域利用効率が向上するが，図 11 から各モデルは帯域

利用効率の精度に差があるため，統合モデル数が増加し，

分散モデルの規模が一定数を超過すると，不適切な送信レ

ート制御を行うモデルが多くなるため，帯域利用効率が低

下したと考える． 

分散モデルと単一モデルの帯域利用効率の比較には，報

酬の総和が最も高い統合モデル数 5 の分散モデルを用いて
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評価した．図 13 に単一モデルと分散モデルを適用した時

の eNB 負荷を示す．図 13 の結果から，1200s~1500s の区間

で，単一モデルでは eNB 負荷が振動しているが，分散送信

レート制御モデルでは eNB 負荷の振動が解消されている

ことが確認できる．報酬の総和は単一モデルが 724，分散

モデルが 767 であり，分散モデルを適用することで帯域利

用効率が 6%向上した．分散モデルは複数のモデルが決定

した送信レートの平均値を送信レートとするため，単一モ

デルが持つ不安定な送信レート制御部分を補正できたため

である．一方で，eNB 負荷が振動しない区間では，単一モ

デルと分散モデルの帯域利用効率に大きな変化は見られな

かった．本評価では複数のモデルが同一の学習データで学

習しているため，送信レートの補正はできるが，更に微細

な送信レート制御は困難であったと考える．したがって，

報酬付与の指標である𝐿𝑎𝑏𝑠の範囲が更に狭い送信レート制

御モデルを組み合わせることで，帯域利用効率の向上が見

込める．また，異なるモバイルデータトラフィックの特性

を学習したモデルを統合することで，未知のモバイルデー

タトラフィックに対して更なる帯域利用効率の向上が期待

できる．以上の結果から，分散モデルが，単一モデルに比

べ帯域利用効率を向上させることを確認した． 

 

5. おわりに 

MDOP の時間的オフローディングにおける帯域利用効率

の向上を目的とした，分散深層強化学習を用いたモバイル

データオフローディング手法を提案した．MDOP への適用

評価，トラフィック別の帯域利用効率の評価の結果，提案

手法を用いることでシミュレーション回数の増加に伴い帯

域利用効率が向上し，時間的局所性を解消することを確認

した．また，未知のモバイルデータトラフィックに対して

も，時間的局所性を解消するような送信レート制御を行う

ことを確認した．分散送信レート制御モデルの評価では，

単一モデルでは不安定な送信レート制御を行う区間で適切

な送信レート制御をすることができた．したがって，提案

手法が帯域利用効率を向上したといえる． 

今後，UE や eNB を増加させ実環境に基づいた評価を行

う予定である．また，ネットワーク構造を再検討し，更な

る帯域利用効率の向上を目指す． 
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