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Variational Autoencoderによる話者ベクトル空間の
構築とそれに基づくパラレルデータフリー話者変換

杉山 普1,a) 齋藤 大輔2,b) 峯松 信明2

概要：条件付き Variational Autoencoder (CVAE)を用いて話者情報をベクトル表現へ変換する手法，お

よびこの話者空間上のベクトルを条件ラベルとする CVAEによる声質変換法を提案する．提案手法ではパ

ラレルデータを用いず，声質変換の入出力話者と無関係の多数話者のデータで事前学習された CVAEを声

質変換に利用するため，入出力話者の学習データが少量であっても十分な変換精度が期待できる．実験を

行った結果，特に入出力話者の学習が少量の場合に，従来の CVAEを用いた声質変換手法と比較して，提

案手法が高い変換精度を示した．

1. はじめに

声質変換，特に話者変換とは，ある話者（入力話者）によ

る発話音声をその言語的内容を維持したまま別の話者（出

力話者）の音声に変換する技術である．話者変換の応用は

音声アプリケーションの出力音声のカスタマイズや 映画の

アフレコや吹き替えなど多岐にわたる．

従来の話者変換の多くはまず入力話者と出力話者による

同一内容の発話のパラレルデータを用いて入力音声から出

力音声への特徴量のマッピングを学習する．学習したマッ

ピングにより入力話者の任意の発話を変換することがで

きる．統計的変換手法としてこれまでベクトル量子化に

よるコードブックマッピング法や混合ガウス分布モデル

（Gaussian Mixture Model; GMM）を用いた手法が提案さ

れてきた [1], [2]．また，近年多くの分野で成果を上げて

いる Artificial Neural Network (ANN)やその応用である

Deep Neural Network (DNN) を話者変換におけるマッピ

ングに用いる手法も提案されている [3]．

従来手法の多くは学習の際に入力話者と出力話者のパラ

レルデータが多量に必要となる．しかしこの要件は実用上

不都合な場合が多い．例えば何らかの理由で入出力話者と

コンタクトが取れず新たな音声の収録ができない場合は

学習ができない．また音声アプリケーションの出力の声質

をユーザ自身の声質としたい場合，学習データを得るため

ユーザに多くの文の読み上げ等の労力を強いることになる．
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このため近年では学習に入出力話者の発話パラレルデータ

を必要としない手法や少量の学習データでも良い精度を得

られる手法が研究されている [4], [5], [6]．

[6]で提案されている、Variational Autoencoder (VAE)

を用いたパラレルデータフリーな話者変換手法では、まず

入出力話者を含む数名の話者の発話データで VAEを学習

する．その際デコーダに対して潜在変数だけでなくデータ

の話者ラベルも与える Conditional VAE (CVAE)として

学習する．これによりデコーダの出力する音声の話者性を

デコーダに与える話者ラベルによって制御することができ

る．話者変換の段階では入力話者の音声をエンコードし，

得られた潜在変数と出力話者の話者ラベルをデコードする

ことで所望の変換音声を得る．この手法では CVAEを学

習するために話者変換の入出力話者の音声データが多く必

要となる．

本研究では CVAEの学習に用いていない話者に対応す

る話者ラベルをその話者の少量の発話データから推定する

手法を提案する．これにより，話者変換の入出力話者と無

関係の話者のデータセットで学習された CVAEと，入出

力話者の少量の訓練データにより話者変換を行うことがで

きる．

2章で関連研究を紹介し，3章で提案手法について述べ

る．4章で提案手法を評価する実験について述べ，5章で

本稿をまとめる．

2. 関連研究

2.1 Variational Autoencoder

Variational Autoencoder (VAE)は観測データ xが潜在

変数 z をもとに生成されたと仮定し，生成分布 p(x|z)と，
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図 1: VAEの生成モデル

事後分布 p(z|x)を DNNにより表現する手法である [7]．

θ をパラメータとする生成モデル pθ(x) = pθ(x|z)pθ(z)
を考える．このモデルの事後分布 pθ(z|x)を，ϕをパラメー
タとする事後分布モデル qϕ(z|x)によって近似する (図 1)．

VAEの学習では以下の式で表される log pθ(x)の変分下限

（Evidence Lower Bound; ELBO）を最大にするようなパ

ラメータ θと ϕを求める．

log pθ(x) ≥ Ez∼qϕ(z|x) [log pθ(x|z)]−DKL [qϕ(z|x)||pθ(z)]
(1)

すなわち最小化すべき損失関数 LVAEは以下のようになる．

LVAE(θ, ϕ)

= DKL [qϕ(z|x)||pθ(z)]− Ez∼qϕ(z|x) [log pθ(x|z)] (2)

本研究では qϕ(z|x), pθ(x|z)はどちらも対角共分散行列を
有する正規分布に従うものとし，pθ(z)は標準正規分布とす

る．VAEでは qϕ(z|x)および pθ(x|z)をそれぞれエンコー
ダ，デコーダと呼ばれる DNN により表現する．すなわ

ちエンコーダは xを入力として qϕ(z|x)の平均 µz(x)と分

散 Σz(x)を出力し，デコーダは z を入力として pθ(x|z)の
平均 µx(z)と分散 Σx(z)を出力する (図 2，図 3)．損失関

数 LVAE の KL-divergenceの項はエンコーダの出力 µz(x),

Σz(x)を用いて以下の閉じた式で書ける．

DKL [qϕ(z|x)||pθ(z)]

= DKL [N (z;µz(x),Σz(x))||N (z; 0, I)]

=
1

2

[
trΣz(x) + µz(x)

Tµz(x)− k − log det (Σz(x))
]

(3)

LVAEの期待値の項は qϕ(z|x)から J 個の z (z(1), ..., z(J))

をサンプリングし，それらを用いて以下のように近似する．

Ez∼qϕ(z|x) [log pθ(x|z)] ≈
1

J

J∑
j=1

log pθ(x|z(j)) (4)

確率的勾配降下法による学習では J = 1 としてよい．

qϕ(z|x)から z をサンプリングするときは，標準正規分布

からサンプリングされた ϵを用いて z = µz + σz ◦ ϵ (◦は
ベクトルの要素ごとの積を表す)とする．これにより学習

時にエンコーダへ誤差逆伝播することが可能となる．

図 2: エンコーダとサンプリングによる推論

図 3: デコーダによる生成

図 4: CVAEの生成モデル

2.2 Conditional Variational Autoencoder

Conditional Variational Autoencoder (CVAE)は，入力

データのクラスラベル（人の顔画像であれば性別，音声で

あれば話者を識別する話者ラベル）が既知である場合に，

潜在変数のラベルで条件付けられた事後分布と生成分布を

DNNで表現する，VAEの拡張である．図 4のように観測

データ xが，潜在変数 z とラベル y から生成されたとす

るモデルを考える．データ xの生成確率は以下の式で表さ

れる．

pθ(x) = pθ(x|z, y)pθ(z)p(y) (5)

このモデルにおける zの真の条件付き事後分布 pθ(z|x, y)
を qϕ(z|x, y)によって近似する．このとき pθ(x, y)の変分

下限は，

log pθ(x, y)

≥ Ez∼qϕ(z|x,y) [log pθ(x|z, y)] + log p(y)

−DKL [qϕ(z|x, y)||pθ(z)]

= log p(y)− LCVAE(θ, ϕ) (6)

となる．ただし，
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図 5: CVAEのエンコーダおよびデコーダ

図 6: CVAEを用いた話者変換

LCVAE = DKL [qϕ(z|x, y)||pθ(z)]

− Ez∼qϕ(z|x,y) [log pθ(x|z, y)] (7)

である．CVAEの学習では LCVAE を θと ϕに関して最小

化する．VAEと同様，zの事前分布 pθ(z)は標準正規分布，

pθ(z|x, y), qθ(x|z, y)は対角行列を共分散行列とする正規分
布を仮定する．ネットワークの構造は VAEのエンコーダ

とデコーダの入力にクラスラベルを追加したものになる

(図 5)．

CVAEでは zと yが独立であることを仮定しているため，

例えば 0-9の数字の画像をデータ x，数字のクラス（0-9）

をラベル yとして学習することで，クラスと筆跡を yと z

に分離することができる [8]．音声に適用した場合，話者

コードをラベルとして学習することで，潜在変数は言語情

報を表現し，ラベルによってデコーダが出力する音声の話

者性を制御することが可能であると考えられる [6]．

2.3 CVAEによる声質変換

入力話者および出力話者の学習用データをそれぞれ

XI = {x(n)
I }NI

n=1, XO = {x(n)
O }NO

n=1 とする．これを合わせ

て全学習用データX = {x(n)}N=NI+NO
n=1 とする．また，入

出力話者に対して 2次元の one-hotベクトル sI , sO を話者

ラベル（話者ベクトル）として割り当てる．X に対応する

話者ラベルの系列を S = {s(n)}Nn=1 とする．話者ラベルは

通常 one-hotベクトルで表現される．入力データをX，入

力ラベルを S として CVAEを学習する．こうすることで

エンコーダはラベルを考慮してデータの話者情報を取り除

き，言語情報を表現する潜在変数を出力することが期待さ

れる．また，デコーダは潜在変数と話者ラベルから音声を

合成する．

話者変換では学習済みのCVAEを用いて入力話者のデー

タ xI と SI をエンコードし，得られた zと xO をデコード

することで変換音声 x̃O を得る (図 6)．

ここでは入出力話者 2名のみのデータでCVAEを学習す

るものとして説明したが，実際には 3人以上の話者のデー

タで学習してもよい．この場合学習に用いた任意の話者間

で話者変換ができる．

3. 提案手法

3.1 話者ベクトル空間の構築

2.3節で述べたように話者のベクトル表現として one-hot

ベクトルを用いた場合，学習データに含まれない話者に対

応するベクトルを考えることができない．本節では話者ベ

クトル空間内で話者ベクトル sが事前分布 p(s) = N (O, I)

に従って連続的に分布するような話者の埋め込みの方法に

ついて説明する．

L 人の話者の音声データからなるデータセット X =

{x(n)
l }L,Nl

l=1,n=1と，対応する言語ラベルW = {w(n)
l }L,Nl

l=1,n=1

が与えられているとする．ただし，Nl は l 番目の話者の

データ数を表す．また言語ラベルは音声の話者に依存しな

い言語内容を表すものである．X を入力データ，W を入

力ラベルとして多人数 CVAE：CVAE(speaker)を学習する．

これにより潜在変数は入力音声の話者性を表現する，話者

ベクトルとみなせる．またエンコーダは入力データごとに

それを発話した話者ベクトルの事後分布（平均 µs(x,w)，

分散 Σs(x,w)の正規分布）を与えるものと解釈できる．l

番目の話者の全データセット {x(n)
l }Nl

n=1, W = {w(n)
l }Nl

n=1

に対する話者ベクトル slは以下のようにエンコーダの出力

を用いて最大事後確率推定することができる．

ŝl = argmax
s

p(x
(1)
l , w

(1)
l , ..., x

(Nl)
l , w

(Nl)
l |s)p(s)

≈ argmax
s

p(s)

Nl∏
n=1

p(x
(n)
l , w

(n)
l |s)

≈ argmax
s

p(s)

Nl∏
n=1

qϕ(s|x(n)
l , w

(n)
l )

p(s)

=

[
Nl∑
n=1

(Σs(x
(n)
l , w

(n)
l ))−1 − (Nl − 1)I

]−1

[
Nl∑
n=1

Σs(x
(n)
l , w

(n)
l )−1µs(x

(n)
l , w

(n)
l )

]
(8)

このようにして L人の話者それぞれについて推定された話

者ベクトルを，平均O，分散 I となるように正規化したも

のをこれらの話者の埋め込み表現とする．学習に用いる話

者数 Lが大きければこの話者ベクトル空間により学習に用

いていない話者をもモデル化できることが期待される．

CVAE(speaker)の学習には音声データセットXに加えて，

対応する言語ラベル W が必要である．本研究では L 次

元の one-hot表現の話者ベクトルをラベルとする CVAE :

CVAE
(lang)
OH を先に学習し，そのエンコーダが出力する潜在変

数 Z をX に対応する言語ラベルとみなして CVAE(speaker)

3ⓒ 2018 Information Processing Society of Japan

Vol.2018-MUS-119 No.28
Vol.2018-SLP-122 No.28

2018/6/16



情報処理学会研究報告
IPSJ SIG Technical Report

図 7: 101名の話者に割り当てられた話者コードのコサイン

類似度行列．[−1, 1]のスケールを赤（−1)，白 (0)，青 (1）

のグラデーションで表示している．行の左から 58名が女

性，43名が男性．

の学習に用いる．

実際に VCTK-Corpus*1中の 101名の話者に対して，上

記の方法で 12次元の話者ベクトルを割り当てた．そのコ

サイン類似度行列を図 7に示す．割り当てた話者コードが

単に話者を識別するだけでなく，性別に起因する音声の特

徴を捉えられていることがわかる．

3.2 未知話者の話者ベクトル推定

CVAEの学習データに含まれない話者に対応する話者ベ

クトルを推定する手法について述べる．

3.1節の方法により話者ベクトル {sl}Ll=1が割り当てられ

たL人の学習話者の音声データセットX = {xn}Nn=1と，対

応する話者ベクトル S = {sln}Nn=1 を用いて，CVAE
(lang)
N

を学習する．学習用データに存在しない未知話者の音声

データ Ẋ = {ẋ(t)}Tt=1 が与えられた時，この話者の話者ベ

クトル ṡを次のように最大事後確率推定する．

ṡ = argmax
s

p(s|ẋ(1), ..., ẋ(T ))

= argmax
s

p(ẋ(1), ..., ẋ(T )|s)p(s) (9)

≈ argmax
s

p(s)
T∏

t=1

p(ẋ(t)|s) (10)

ここで，

p(ẋ(t)|s) =
∫
Zt

p(ẋ(t)|z(t), s)p(z(t)|s)

=

∫
Zt

p(ẋ(t)|z(t), s)p(z(t))

≈
J∑

j=1

pθ(ẋ
(t)|z(t,j), s) (11)

ここで，z(t)は ẋを生成した潜在変数，Ztは z(t)の従う分

布であり，z(t,j)は Ztからサンプリングした J 個の潜在変

数で j 番目のものを表す．これらをまとめると，
*1 http://homepages.inf.ed.ac.uk/jyamagis/page3/page58/

page58.html

ṡ ≈ argmax
s

p(s)

T∏
t=1

J∑
j=1

pθ(ẋ
(t)|z(t,j), s)

= argmax
s

N (s; 0, I)

T∏
t=1

J∑
j=1

N (ẋ(t);µx(z
(t,j), s),Σx(z

(t,j), s))

(12)

ここで，µx(z, s), Σx(z, s)は，潜在変数 z およびラベル s

を入力したときにデコーダが出力する正規分布の平均と分

散である．Zt ≈ qϕ(ẋ
(t), s)，J = 1と近似すると，関数

LSI(s) = −N (s; 0, I)

T∏
t=1

N (ẋ(t);µx(z
(t), s),Σx(z

(t), s))

(13)

を用いて，

ṡ ≈ argmin
s

LSI(s) (14)

と書ける．ただし，式 (13)の z(t)は qϕ(ẋ
(t), s)からサンプ

リングされた z である．ここで LSI(s)は sを変数とする

DNNによって記述できる．この DNNを sに関する確率

的勾配降下法により最適化することで未知話者の話者ベク

トル ṡを推定することができる．

3.3 話者変換

3.1節および 3.2節で述べた方法により事前に多数の話

者の音声データを用いて CVAE
(lang)
N を学習しておく．話

者変換の入出力話者の学習データから 3.2節の方法でそれ

ぞれの話者ベクトルを推定し，推定された話者ベクトルと

CVAE
(lang)
N を用いて 2.3節の方法で話者変換を行うことが

できる．

4. 評価実験

4.1 実験条件

提案手法を評価するため実験を行った．実験系として

VCTK-Corpusを用いた．多人数CVAE (CVAE(speaker)と

CVAE
(lang)
N およびCVAE

(lang)
OH )の学習用データとして，101

名の話者（各話者 80文）を用いた．また各話者の 60文を

訓練データ，20文を開発データとした．話者変換のペアは

同性間 2組 (F2F, M2M）および異性間 1組 (F2M）とし

た．これらの話者は多人数 CVAEの学習用データには含

まれない．比較のため 2章で述べた 2話者 CVAEよる話

者変換（従来手法）を実装した．

話者変換の入出力話者の学習データは，1文（2名で合

計で 2文），5文（合計で 10文），25文（合計で 50文）の

3パターンとし，従来手法では 2話者 CVAEの学習に，提

案手法では話者ベクトルの推定にそれぞれ用いた．

WORLD分析 [9], [10]により音声データの基本周波数，
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(a) 異性間の話者変換

(b) 同性間の話者変換

図 8: 客観評価結果

非周期成分，スペクトルを抽出した．さらにスペクトルを

SPTK*2によりパワー項を除いた 24次元のメルケプスト

ラムに変換し，これを 8フレーム連結したものを各ネット

ワークへ入力する特徴量とした．

提案手法の評価として，テストデータ 10文の変換音声

と正解音声とのメルケプストラム歪みの平均による客観評

価を行った．また，主観評価として音質に関する ABテス

トと話者性に関する XABテストを実施した．主観評価は

6人で行った．

4.2 実験結果

異性間の話者変換の客観評価を図 8(a)に，同性間の話者

変換の客観評価を図 8(b)にそれぞれ示す．なお無変換の

入力音声と目標音声のメルケプストラム歪みの平均値は異

性間で 7.58dB，同性間で 7.99dBであった．

入出力話者それぞれ 5文で学習した場合の従来手法と提

案手法の主観評価による比較を図 9(a)に示す．また，入出

力話者それぞれ 25文で学習した場合の従来手法と提案手

法の主観評価による比較を図 9(b)に示す．

主観評価および客観評価から提案手法が従来手法と比較

して，特に学習に用いる文が少ない場合に精度よく変換で

*2 http://sp-tk.sourceforge.net/

(a) 学習データが 5文ずつの場合

(b) 学習データが 25文ずつの場合

図 9: 主観評価結果

きていると言える．すなわち少量の入出力話者のデータに

加えて，入出力話者と無関係の多数の話者で学習した音声

の CVAEモデルを話者変換に利用する提案手法の有効性

が示唆されている．

5. まとめ

本研究ではパラレルデータフリーかつ少量の学習データ

による話者変換を目指し，入出力話者とは無関係の多数の

話者のデータで学習した CVAEを活用する話者変換の手

法を提案した．従来の CVAEによる話者変換では CVAE

の学習に入出力話者の学習データが多く必要となる．提案

手法では事前に多数の話者に対して話者ベクトル空間を構

築し疑似的に標準正規分布に従って分布する話者ベクトル

を割り当てる．次にこの話者ベクトルをラベルとして多人

数 CVAEを学習し，CVAEの学習データに含まれない入

出力話者に対して少量の音声データをもとに話者ベクトル

を与え，これを利用して話者変換を行う．また実験により

従来手法と比較し，提案手法の有効性を示した．

本研究で行った実験では入出力話者の学習データが少量

の場合に従来手法と比較して良い変換精度が得られたもの

の，客観評価指標であるメルケプストラム歪は 6dBを超え

ており，話者変換の精度として高いとは言えない．このた

めネットワーク構造やハイパーパラメータを見直すことに

よる精度の改善が課題となる．また本研究では音声データ

に対する言語ラベルとして，one-hot表現の話者ラベルで

条件付けした CVAE（CVAE
(lang)
OH ）で得られる潜在変数を
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用いたが，他にも音素事後確率や特定の話者の声質に変換

した音声を言語ラベルとして用いることが精度改善の策と

して考えられる．

さらに，CVAEを用いた話者変換は CVAEの潜在変数

が言語情報を表現すること，かつそれが話者ラベルに非依

存（例えば/i/を表現する z は話者ラベルの値に依らず/i/

を表現する）であることを前提としている．しかし，この

性質は CVAEの学習制約から自明に導かれるものではな

い．提案手法も従来手法と同様，最終的な変換精度はこの

性質がどれほど強く成り立っているかに左右されるため，

提案手法による話者変換のさらなる精度向上には，CVAE

にこの性質を持たせるような明示的な学習制約を検討する

ことが必要となる．
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