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畳込みニューラルネットワークを用いた音響特徴量変換と
スペクトログラム高精細化による声質変換

廣芝 和之1,a) 能勢 隆2 宮本 颯2 伊藤 彰則2 小田桐 優理1

概要：本稿では，元話者の声質を目標話者の声質に変換する問題を扱う．ニューラルネットワークを用い
た統計的声質変換では，自己回帰モデルであるWaveNetを用いた手法が知られている．我々は今回，並列
処理による高速化の難しい自己回帰を用いず，畳み込みのみで構成されたニューラルネットワークによっ
て声質変換を行うことを目指す．提案するネットワークは 2段階で構成されている．1段階目は，元話者
の声質を目標話者の声質に変換するネットワークである．ここでは，音響特徴量を時間方向に畳み込んで，
時間変動を考慮した変換結果を得ることを期待する．音響特徴量としては低次のメルケプストラム系列を
用いることで，少数のパラレルデータでも過学習しないことを期待する．2段階目は，変換結果を更に高
品質化するためのネットワークである．ここでは，1段目で得られた音響特徴量をスペクトログラムに戻
したあとに，改めて高品質化を行う．1段階目と 2段階目を独立に学習可能なため，高品質化を比較的入
手が容易な目標話者のデータのみで学習できるようになる．

1. はじめに
本研究では入力話者の声質を別の目標話者の声質へと変

換する声質変換技術の改善を目指す．機械学習モデルを用
いた統計的声質変換は，学習と変換からなる．学習時は，入
力話者と目標話者の同一文章を読み上げた音声で構成され
るパラレルデータを用いて，両音声の音響特徴量間のマッ
ピング関数を学習する．変換時は，学習されたマッピング
関数を用いて入力話者の音響特徴量から目標話者の音響特
徴量へ，音韻性を保ったまま変換する．本研究でもマッピ
ング関数のモデルの提案を行う．従来から声質変換では，
瞬時的特徴の変換を行うために音響特徴の動的特性が失わ
れる問題や，変換結果が過剰に平滑化される問題があった．
音響特徴の動的特性が失われる問題については，入力話

者の音響特徴の時間的な依存関係を考慮することで改善
する手法が存在する．従来の声質変換では，瞬時的な音響
特徴をフレームごとに変換する手法が取られており，マッ
ピング関数のモデル化には混合ガウス分布 (GMM)[1]や，
全結合な深層ニューラルネットワーク (DNN)[2]が用いら
れてきた．これに対し，長期間の依存関係を考慮するため
に，再帰的ニューラルネットワークである LSTMを用いて
マッピング関数をモデル化する手法 [3]が提案されている．
変換結果が過剰に平滑化される問題については，学習時
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に抑制して改善する手法と，変換時に後処理して改善する
手法が存在する．学習時に抑制する手法としては，敵対的
生成ネットワーク (GAN)を用いて合成音声と自然音声の
分布差を小さくする手法 [4][5]が提案されている．変換時
に後処理する手法としては，系列内変動の減少を抑える手
法 [6]や，マッピング関数とは別に，メルケプストラムや
スペクトログラムといった音響特徴を高精細化する DNN

モデルを学習し，マッピング関数によって生成された音響
特徴に適用することで過剰な平滑化を抑制する手法 [7][8]

が提案されている．
本研究では，別々に学習した 2つの機械学習モデルを用

いて，前述した問題をそれぞれ解決した声質変換手法を提
案する．1段目のモデルでは，時間方向に 1次元畳み込み
層を持つ畳込みニューラルネットワーク (CNN)を用いて，
時間的な依存関係を考慮しつつ，入力話者の基本周波数と
低次のメルケプストラム系列を目標話者のものに変換す
る．2段目のモデルでは，GANを用いて，過剰に平滑化
された変換時の音響特徴を高精細化する．このモデルは，
画像処理の分野で報告されている，変換と高精細化の 2段
階に分けて高品質な画像を生成する手法にならうものであ
る [9][10]．この時，パラレルデータを必要とするのは，1

段目のモデルの学習時のみである．そこで，これらのモデ
ルを独立に別のデータセットで学習することで，学習時に
必要なパラレルデータ数の削減を試みる．実験結果から，
従来手法と比べ，提案手法は同程度の自然性と高い個人性
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図 1 提案手法の変換時の処理

を持つ声質変換が可能であることを示す．

2. 2段階の変換モデル
本稿では，畳込みニューラルネットワーク (CNN)を用い

た音響特徴量変換モデルと，スペクトログラム高精細化モ
デルの 2段階に分けた声質変換のモデルを用いる (図 1)．1

段目の音響特徴量変換モデルでは，入力話者の基本周波数
とメルケプストラムを目標話者のものに変換する．このモ
デルでは低次のメルケプストラムを利用しているため，変
換後のメルケプストラムから再構成したスペクトル包絡は
荒いものとなる．そこで 2段目のスペクトログラム高精細
化モデルでは，変換後のメルケプストラム系列をスペクト
ログラムに戻し，このスペクトログラムを高品質なスペク
トログラムに変換する．前者のモデルの学習には入力話者
と目標話者のパラレルデータが必要である一方，後者のモ
デルは目標話者内での変換であるため，入力話者とのパラ
レルデータが無い目標話者の音声データも学習に用いるこ
とができる (図 2)．これらのモデルの詳細を順に説明する．

2.1 音響特徴量変換モデル
ここでは，時間的な依存関係を考慮しながら，入力話者

の低次元音響特徴を，目標話者の低次元音響特徴に変換す
る音響特徴量変換モデルについて述べる．時間的な依存関
係を考慮するために，1次元CNNを用いる [4]．このCNN

では特徴量をチャンネルとみなし，時間方向に畳み込む．
ネットワークは画像変換の分野で成功している U-Net[11]

の構造を参考にし，1次元の畳み込み層を重ねた構造を用
いる．入力特徴を低次元に圧縮する Encoderと出力特徴
まで伸長する Decoderを組み合わせ，Encoderと Decoder

の中間層同士にスキップ接続が存在することで細部まで高
精細な出力を生成できことが U-Netの特徴である．層の
数や，各ネットワーク層のチャンネル数，活性化関数は文
献 [11]と同じ値を用いる．

2.2 スペクトログラム高精細化モデル
このモデルでは，第 1段階のモデルによって得た目標話

者のメルケプストラムをスペクトル包絡に戻し，このスペ
クトル包絡を高精細化する．学習には目標話者の音声から
得たスペクトル包絡と，メルケプストラムを介して再構成
したスペクトル包絡を用いる (図 2)．スペクトル包絡の予
測誤差のみを最小化するように学習すると，推定されたス
ペクトル包絡が過剰に平滑化する．この現象を抑制するた
めに，敵対的生成ネットワーク (GAN)を用いる [5]．本研
究では，GANを利用したモデルの中でも，pix2pixモデル
を用いてスペクトログラムを高精細化する．画像変換の分
野で有効な pix2pixの特徴により，時間・周波数方向に大
局的な特徴を捉えつつ，変換結果を高精細化することを期
待している．層の数や，各ネットワーク層のカーネルサイ
ズ，チャンネル数，活性化関数，損失の比率は文献 [12]と
同じ値を用いる．

3. 実験による評価
3.1 実験条件
本実験では，ATR日本語音声データベースセット Bの

MHT 男声話者と FKN 女声話者の音声データを用いて，
MHT話者から FKN話者に声質変換する．音声データの
発話内容は同一の音素バランス文 503文である．500文の
発話の内，50～450文を学習に，残り 53文を評価に用い
る．学習に用いるパラレルデータは，動的時間伸縮法でア
ライメントを行う．サンプリング周波数は 16kHzとする．
本実験で用いる基本周波数，スペクトル包絡，非周期性信
号は，WORLD分析 [13]により得る．この時，スペクト
ル包絡は 513次元，シフト長は 5msとする．学習データ
のバッチサイズを 8とし，Adam[14]を用いて最適化する．
本研究で用いた学習・変換のソースコードは公開されてい
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図 2 提案手法の学習時の処理

る*1．
音響特徴量変換モデルで変換する音響特徴量として，基

本周波数と 0次から 8次のメルケプストラム係数を用い
る．本実験において非周期性信号の変換は行わず，変換時
は入力話者の非周期性信号を用いる．それぞれの特徴量は
平均を 0，分散を 1に正規化して学習に用いる．スペクト
ログラム高精細化モデルで変換するスペクトル特徴量とし
て，0次から 511次のスペクトル包絡を用いる．512次の
スペクトル包絡は変換に用いず，変換後に 0埋めする．ス
ペクトル特徴量は対数スケールに変換して学習に用いる．
評価実験により，従来手法と提案手法を比較する．従来

手法には，sprocket*2のDIFFVC手法 [15]を用いる．従来
手法のモデル (図 3および図 4の Conventional)の学習に
は 50文のパラレルデータを用いる．提案手法には，高精
細化モデルの学習データ数を変えて，2種類のモデルを用
いる．提案手法の 1段目のモデルの学習には 50文のパラ
レルデータを用いる．2段目は，1段目の学習に用いた 50

文のデータのみを用いて学習するモデル (図 3および図 4

の Proposed 50-50)と，その 50文に 400文を加えたデー
タで学習するモデル (図 3図 4の Proposed 50-450)を用い
る．この時，従来手法と提案手法の学習で用いるパラレル
データ数は全て同じである．

3.2 実験方法
主観評価実験により，変換音声の自然性と個人性をそれ

ぞれ比較する．変換音声の自然性を ABテストにより評価
する．従来手法および提案手法で変換された音声をランダ

*1 https://github.com/Hiroshiba/become-yukarin
*2 https://github.com/k2kobayashi/sprocket
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図 3 自然性に関する評価結果．多重比較:Bonferroni法，* p <0.001

ムな順序で再生し，高い自然性を持つ変換音声を被験者に
選択させる．また，変換音声の個人性を XABテストによ
り評価する．目標の音声を再生した後に，従来手法と提案
手法により変換された音声をランダムな順序で再生し，目
標音声と似ている変換音声を被験者に選択させる．被験者
9名は 15対の音声に対してそれぞれ評価を行う．なお，被
験者の内 1名は本報告の実験に携わった者である．

3.3 実験結果
図 3に変換音声の自然性評価結果を示す．また，図 4に

変換音声の個人性評価結果を示す．提案手法の変換音声
は，従来手法の変換結果に比べて，同程度の自然性と，高
い個人性を持つことが分かる．この理由として，既存手法
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図 4 個人性に関する評価結果．多重比較:Bonferroni法，* p <0.001

に比べて提案手法のモデルの表現能力が大きかったこと
や，音響特性の時間的な依存関係を考慮して基本周波数を
変換し，目標話者の特徴を上手く捉えたことが考えられる．
また，学習に用いる目標話者の音声データ数を増やすこと
で，より自然性・個人性の高い変換音声が得られることが
分かる．これは，より多くのデータを用いることで，目標
話者の音響特徴を詳細に捉えることができるためである．

4. まとめ
機械学習モデルを用いた統計的声質変換において，音響

特徴の変換と高精細化の 2 段階に分けたモデルを提案し
た．既存手法と提案手法の比較実験により，提案手法は同
等の自然性と保ちつつ，個人性の高い音声に変換できるこ
とを示した．また，目標話者の音声を増やして学習するこ
とで，自然性・個人性共に高い変換音声が得られることを
確認した．今後の研究として，変換精度向上や，任意話者
からの変換，リアルタイム声質変換への応用に取り組む．
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