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深層学習を用いた組合せ最適化問題への強化学習の適用

三木 彰馬1,a) 山本 大輔1 榎原 博之2,b)

概要：本論文では代表的な組合せ最適化問題の 1つである巡回セールスマン問題（TSP）に注目し，深層

学習と強化学習を適用した解法を提案する．本手法では，畳み込みニューラルネットワークを用いて最適

経路を画像として学習することで，最適経路に含まれうる辺の分布である優良エッジ分布を求め，これに

より計算される辺の評価値である優良エッジ値を利用して近傍探索を行う．また，規模が大きい問題や他

の組合せ最適化問題では最適解を求めることができない場合があるため，最適解ではなく最良解を用いた

学習が必要である．そこで，強化学習を利用した学習方法についても検討する．これらの手法の性能を調

べるために実験を行い，解の精度向上に関して有効性を検証する．
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1. はじめに

組合せ最適化問題は計算機科学における基本的な問題の

1つである．輸送や通信，製造，インフラ計画など，さま

ざまな分野における多くの課題は組合せ最適化問題として

扱うことができ，現実社会での応用が期待されている．典

型的な組合せ最適化問題の 1 つに巡回セールスマン問題

（TSP : Traveling Salesman Problem）が挙げられる．TSP

とは与えられたグラフにおいて，すべての頂点を 1度だけ

通るような巡回路のうちエッジ（辺）の距離の総和を最小

とするものを求める問題である．とくに頂点が 2次元平面

上にあり，エッジの距離が頂点間のユークリッド距離とし

て定義されるものを平面 TSPと呼ぶ．

組合せ最適化問題の解法はその解の精度の違いによって

大きく分けられ，厳密解法やヒューリスティクスがある．

厳密解法では列挙法や分枝限定法などを用いて最適解を求

めるが，問題の規模が大きい場合には現実的な時間で最適

解を求めることができない．一方，ヒューリスティクスで

は解の精度が保証されないが短い時間で解を求められる可

能性があり，その例として遺伝的アルゴリズム [1]などが
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挙げられる．これらの背景から，高速かつ高精度なヒュー

リスティクスの開発が重要視されている．

近年，機械学習および深層学習を用いた技術が活発に研

究され，今までは困難であった課題を解決できる可能性が

ある手法として注目されている．深層学習では学習に長い

時間を費やすことで問題の特徴量を事前に獲得し，高精度

かつ高速な近似を実現する．このことから，組合せ最適化

問題の解法において深層学習を利用することで，計算時間

を削減しつつ，より高精度な解を求める解法を得ることが

期待できる．

深層学習の技術が活発に応用されている領域の 1つが画

像処理である．畳み込みニューラルネットワーク（CNN :

Convolutional Neural Network）は畳み込み演算を行う処

理層で構成されるニューラルネットワークであり，画像認

識をはじめ画像を入力とする問題において高い性能を示

している．その例として Deep Convolutional Generative

Adversarial Network（DCGAN）を用いた画像生成 [2], [3]

などが挙げられる．

また，深層学習がさまざまな分野に適用されていくなか

で，強化学習の重要性が増している．強化学習ではモデル

の出力に対して報酬が与えられ，この報酬を最大化するよ

うに学習を行うことで，望ましい出力を獲得する．強化学

習では教師データが不要であるため，教師データを用意す

ることが難しく教師あり学習ができないような問題でも
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適用できる場合がある．深層学習を囲碁 AIに適用する手

法 [4]では，盤面の情報を CNNに入力し，盤面上の各位

置に対する評価値を近似する．その学習時には自己対戦に

よって生成した棋譜データを用いて強化学習を行い，CNN

の性能を改善することで高い棋力を実現している．

TSPを含む組合せ最適化問題に対して深層学習を適用す

る手法はいくつか研究されている [5], [6], [7]．問題が持つ

グラフ構造を利用した手法 [7]では，グラフに従ってネット

ワークの処理層を結合し，隣接する頂点間で特徴量を伝播

させることで，グラフ構造を効率よく反映した特徴量の抽

出を図っている．しかしこの手法はすべての頂点が互いに

隣接するTSPでは精度の高い特徴抽出が難しく，特徴量を

伝播する近傍を制限するなどの工夫が必要である．また，

組合せ最適化問題では計算コストの面から最適解を求め

ることが難しい場合があるため，このような問題では最適

解ではない解を用いて学習を行う必要がある．これに関し

て Belloらによる研究 [6]では，LSTM（Long Short-Term

Memory）を用いたモデルに対して解の目的関数を報酬と

して強化学習を行うことで，最適解を教師データとして必

要としない学習方法を提案している．

本論文では平面 TSPに注目し，CNNを用いてエッジの

評価値を計算する手法と，距離の代わりにエッジの評価値

を用いるヒューリスティクスを提案する．この手法では

TSPとその解を画像として扱い，CNNにより最適経路の

画像を近似した優良エッジ分布を計算，その出力に従って

エッジを選ぶことで解を求める．また，最適解を必要とし

ない学習を実現するため，優良エッジ分布に強化学習を適

用する方法を検討する．これらの手法の性能を検証するた

めに実験を行い，その有効性について議論する．

2. CNNを用いたエッジの評価

平面 TSPでは各頂点が 2次元ユークリッド座標で与え

られ，点および線の描画によってその問題と解を画像とし

て表現できる．ここである平面TSPの問題例について，す

べての頂点を描画した頂点画像 N(x, y)と，その最適経路

を描画した最適経路画像 t(x, y)を定義する．ただしこれら

の画素数を (S1, S2)とし，画像内の任意の画素の位置 (x, y)

は (x, y) ∈ {1 .. S1} × {1 .. S2}を満たす．また，描画前の
画素値を 0とし，最大画素値 1で点および線を描画する．

頂点画像 N(x, y)を入力したときその問題の最適経路画

像 t(x, y)を出力するようなモデルを考える．このようなモ

デルが得られれば，その出力画像に表されたエッジを選ぶ

ことで最適経路を求めることができる．提案手法ではCNN

を用いることでこのモデルを近似し，その出力 p(x, y)を

優良エッジ分布（Good-Edge Distribution）と呼ぶ．優良

エッジ分布の学習方法とこれを用いた解法の概要を図 1に

示す．

優良エッジ分布はその出力 p(x, y)を教師信号 t(x, y)に

近づけることを目的として学習を行う．1つの問題例につ

いて式 (1)のように 2乗誤差で表される損失関数を与え，

これを最小化するように勾配降下法および誤差逆伝播法を

用いて CNNの重みを更新する．

loss =

S1∑
x=1

S2∑
y=1

(t(x, y)− p(x, y))2 (1)

学習により優良エッジ分布が得られたとき，各エッジ上

における優良エッジ分布の平均を求めることで，そのエッ

ジが最適経路に含まれる尤度を計算する．これを優良エッ

ジ値（Good-Edge Value）と呼ぶ．

3. 優良エッジ値を用いたヒューリスティクス

優良エッジ値は各エッジが最適解に含まれる尤度であ

り，優良エッジ値が大きいエッジを選ぶことにより最適経

路に近い解が得られると考えられる．そこで，優良エッジ

分布を距離の代わりに使用するヒューリスティクスとし

て，貪欲法を応用した EV-greedy法，2-opt法を応用した

EV-2opt法を提案する．

3.1 EV-greedy法

TSPにおける貪欲法（greedy algorithm）の 1つとして，

短いエッジを順番に巡回路に追加していくことで解を構築

する手法が挙げられる．これに対して，EV-greedy法では

優良エッジ値が高い辺を巡回路に追加していくことで解を

構築する．

3.2 EV-2opt法

従来の 2-opt探索法は TSPにおける近傍探索法の 1つ

であり，2つのエッジをつなぎかえ，経路の総距離が短く

なる組合せを選択することで探索を行う．一方，EV-2opt

法では経路の優良エッジ値の総和が大きくなる近傍解を選

択する．近傍探索法の遷移の方法には即時移動戦略と最良

移動戦略があるが，実験時には即時移動戦略を採用する．

EV-greedy法および EV-2opt法ではエッジが交差しな

いことを保証できないため，これらを使って求めた解に対

して距離を用いる通常の 2-opt探索法を最後に適用するこ

とでさらに解の精度を改善できることが期待される．これ

らの手法を便宜上 EV-greedy+2opt，EV-2opt+2optと表

記する．

4. 強化学習の適用方法

これまでに述べた優良エッジ分布の学習方法は最適経路

の画像を教師データとして用いる教師あり学習であった．

しかしながら，大規模な問題例や他の組合せ最適化問題で

は現実的な時間で最適解を求めることができないといった

理由から，十分な数の教師データを用意することが困難な

場合がある．このような問題に対応するためには最適解を
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図 1 優良エッジ分布の学習方法に対する教師あり学習および解法の概要

Fig. 1 Overview of supervised learning and solving for the Good-Edge Distribution.
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図 2 優良エッジ分布に対する強化学習の概要

Fig. 2 Overview of reinforcement learning for the Good-Edge Distribution.

必要としない学習アルゴリズムが必要であり，本研究では

優良エッジ分布を求める CNNの学習方法としてを強化学

習を適用する手法を提案する．

提案する学習方法の概要を図 2に示す．TSPの目的関数

および解の精度は巡回路の経路長として定義され，経路長

が短いほど解の精度が良い．そこで巡回路の経路長が短い

ほど，その画像を出力しやすくなるように CNNを学習す

る．学習過程では学習用の任意の問題例に対してランダム

に解をサンプリングし，その解の精度の良悪を評価する．

解の評価の際には過去に生成した解の経路長の平均を基準

値とし，経路長が平均よりも短ければその経路の出力を強

化，長ければ弱化するように CNNを更新する．CNNの更

新には，1つの問題例と解 z に対して式 (2)に示すような

損失関数として誤差逆伝播を行う．ただし，過去の解の経

路長の平均を bとし，解 zの経路長を L(z)，経路を描画し

た画像の画素値を t(z, x, y)とする．

loss = (L(z)− b)

S1∑
x=1

S2∑
y=1

p(x, y) t(z, x, y) (2)

このように解をサンプリングし CNNを更新するまでの

処理を 1ステップとし，これを繰り返すことで学習を行う．

また，1ステップの処理が終わったとき，図中の破線矢印

に示すようにサンプリングした解を過去の履歴として記録

し、その経路長をもって指数移動平均により平均経路長 b

の値を更新する．

ランダムに解をサンプリングするとき，完全にランダム

な解を生成する手法では高精度な解をなかなか得ることが

できないため，学習がうまく進まない．そこで，学習途中

の優良エッジ分布の性能を反映しつつ解をサンプリングす

る方法として，EV-ε-greedy法を提案する．この手法では，

EV-greedy法において次に追加するエッジを選択する際，

確率 εでランダムなエッジを選ぶ．
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5. 評価実験

本節では，提案手法の性能を評価するために実施した計

算機実験の方法とその結果について説明する．

実験プログラムのプログラミング言語として Pythonを，

機械学習用のライブラリとして TensorFlowを使用する．

5.1 実験に用いたデータ

学習に用いる平面 TSPの問題例として，頂点数 20～100

の問題例を 20万個，各頂点の座標を一様乱数により設定

することで生成し，TSPソルバー Concorde [8]を用いて

その最適解を求める．教師信号および学習する CNNの入

出力の画素数は (S1, S2) = (192, 192)とし，頂点の描画半

径を 1.5，エッジの描画幅を 1としてそれぞれの問題例の

入力信号N(x, y)と教師信号 t(x, y)を作成する．また，テ

スト用問題例には訓練データと同様の手法で生成したラン

ダム問題と，TSPLIB [9]に含まれる問題例から抜粋して

使用する．

実験時の解の評価には最適解に対する経路長の誤差率を

使用し，最適解の経路長 L∗ に対して，経路長 Lの解の誤

差率 εを式 (3)に従って計算する．

ε =
L− L∗

L∗ × 100 (%) (3)

5.2 教師あり学習による優良エッジ分布の学習

訓練データの問題例を用いて，教師あり学習による優

良エッジ分布の学習を行い，EV-greedy+2optおよび EV-

2opt+2optの性能について検証を行う．

優良エッジ分布のモデルには，図 3に示すような 14層

の畳み込み層と 4層の転置畳み込み層からなる CNNを使

用する．この CNNは U-Net [2], [10], [11]と類似の構造を

持ち，画像の縮小を行うエンコーダと拡大を行うデコーダ

の各層が skip connectionによって結合されている．出力

層以外の層ではスロープ係数 0.2の Leaky ReLU [12]を，

出力層では恒等写像を活性化関数として用いる．学習時

のミニバッチ数は 32とし，学習アルゴリズムには Adam

法 [13]を使用する．

解法の性能評価では，テスト用問題例について各解法

により得られた解の誤差率を比較する．EV-2opt+2optは

通常の 2-opt法と同様に解の精度と計算速度が初期解に大

きく依存するため，距離を用いた通常の貪欲法によって

求めた解を初期解とすることで精度の安定と向上を図っ

ている．また，TSPLIBの問題例に関しては，S2V-DQN

（Stracture2Vec Deep Q-Learning）による実験結果 [7]も

同様に比較する．

学習によって得られた優良エッジ分布と，提案した解法

によって得られた解の出力例を図 4に示す．各図の (a)は

与えた問題例の最適経路を，(b)はその問題に対する優良

エッジ分布の出力を表す．(c) から (e) は EV-2opt+2opt

の処理過程における解の例を示している．

図 4(b)より，優良エッジ分布が最適経路に含まれるエッ

ジを多く持ち，最適経路の概形を表現できていることがわ

かる．ただし画像上で頂点が密集するような場所では，最

適ではないエッジ上でも大きな値を出力することが多くみ

られた．この傾向は解を求める際に精度を下げる要因とな

るため，より大きな頂点数の問題例を訓練データとして使

用することや，データ拡張などを行うことによって CNN

の精度を改善する必要がある，

テスト用の問題例に対して解を求めたときの平均誤差率

を表 1に示す．ただしここではTSPLIBより頂点数 200以

下の問題例を 15個を抜粋しており，問題例の名前に含まれ

る数字は頂点数を表している．この表より，誤差率の平均

値は EV-2opt+2optが最も低く，次いで EV-greedy+2opt

となっており，貪欲法や 2-opt法，S2V-DQNを下回った．

また各問題例ごとに EV-2opt+2optと既存手法を比較した

場合でも，ほとんどの問題において平均誤差率は低い値と

なった．このことから，提案手法を用いることによる解の

精度向上を確認することができた．

5.3 強化学習の適用

強化学習を用いて優良エッジ分布を学習する手法を実

装し，その効果を確認する．強化学習は長い学習時間が必

要であるため，今回は実験時間の都合上，教師あり学習を

行った後に強化学習を行い，性能の変化をみることで効果

を検証する．訓練データには教師あり学習の際に使用した

ものと同じデータセットを使用し，学習時には最適解を使

用せず，頂点座標の情報のみを訓練データとして与える．

解を求めるアルゴリズムには，学習中のサンプリング時に

は EV-ε-greedyを，テスト時には EV-greedyを使用し，学

習による効果を調べるためにテスト用の問題例に対する相

対誤差を求め，その推移を観測する．ただし，テスト用問

題にはランダムな問題例 11個と TSPLIBの問題例 15個

を使用する．

強化学習の学習過程における相対誤差の変化を図 5，優

良エッジ分布の出力例を図 6に示す．ただし図 5中の相対

誤差はすべてのテスト用問題例に対する相対誤差の平均値

を表している．図 5より，強化学習を開始してから 1500

ステップ付近までは解の相対誤差が低下しており，強化学

習による精度の改善がみられる．しかし，それ以降は相対

誤差が上昇しており，解が平均的に悪化している．また，

図 6の優良エッジ分布の出力をみた場合，ステップを重

ねるにつれてより最適解の形が強化され，不要なエッジが

除去されていく様子がうかがえる．しかし 3000ステップ

では一部の頂点の周囲で優良エッジ分布の出力が無くなる

という現象がみられ，4500ステップではすべての出力が
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図 3 CNN の構造

Fig. 3 Structure of CNN.

(a) 最適経路

(a) Optimal tour.

(b) 優良エッジ分布

(b) Good-Edge

Distribution.

(c) 貪欲法による初期解

（誤差率 16.979%）

(c) Greedy

(ε = 16.979%).

(d) EV-2opt

（誤差率 2.996%）

(d) EV-2opt

(ε = 2.996%).

(e) EV-2opt+2opt

（誤差率 0.721%）

(e) EV-2opt+2opt

(ε = 0.721%).

図 4 優良エッジ分布と解の出力例（rd100）

Fig. 4 Output of the Good-Edge Distribution and solutions (rd100).

図 5 強化学習による解の相対誤差の推移

Fig. 5 Relative errors during reinforcement learning.

消えてしまっている．このように最適なエッジの出力がな

くなった場合，EV-greedyや EV-ε-greedyではランダムに

エッジを選んでしまうため，相対誤差が悪化にしたと思わ

れる．このように学習が破綻してしまう問題を解決するた

めに，Experience Replayなどの学習を安定化する手法の

導入や，学習アルゴリズムの再検討が必要であると考えら

れる．

6. 結論

本稿では平面 TSPに対して CNNを用いた解法と，この

モデルの学習方法として強化学習を適用する手法を提案し，

これらの性能を評価するために実験を行った．まず CNN

を用いた解法では，CNNを用いて最適経路画像を近似し

た優良エッジ分布を算出し，ここから求められる優良エッ

ジ値を距離に代わる指標として利用することで解の探索を

行う．実験により，従来手法よりも解の誤差率が改善され

たことを確認した．次に，最適解を教師データとして必要

としない強化学習の適用方法について検討し，実験では教

師あり学習のあとに強化学習を行うことで解の精度を改善

できる可能性を示した．しかしながら，今回実験を行った

強化学習では学習が不安定になる場合がみられたため，学

習アルゴリズムの再検討が必要である．
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