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教師あり学習に基づく時系列の因果推論

近原 鷹一1,a) 藤野 昭典1,b)

概要：時系列の因果推論は時系列解析における重要なタスクの１つである．従来手法では，回帰モデルを
用いて因果関係の方向を推定するが，その推定精度は，回帰モデルがデータにうまくフィティングできる

かどうかに強く依存するため，各々のデータに対して適切な回帰モデルを選択する必要がある．しかし，

回帰モデルの選択には，データに対する深い理解が要求されるため，実際には容易なことではない．本稿

では，回帰モデルではなく分類器を用いた，教師あり学習に基づく手法を提案する．そのために，過去の

値で条件づけられた条件付き分布間の距離を用いた特徴量表現を導入し，この特徴量表現によって，異な

る因果関係の時系列に対して，十分異なる特徴ベクトルが得られ，結果として高い精度で因果関係を推定

できることを実験的に示す．

キーワード：Granger causality，時系列解析，カーネル法

A Supervised Learning Approach to Causal Inference in Time Series

Yoichi Chikahara1,a) Akinori Fujino1,b)

Abstract: Causal inference in time series is an important task in time series analysis. Traditional methods
use regression models for this task. Since their inference accuracies depend largely on whether the model can
be well fitted to the data, it requires us to select an appropriate regression model. However, this is not easy
because such selection of regression models requires a deep understanding of the data. This paper proposes a
supervised learning framework that utilizes a classifier instead of regression models. We introduce a feature
representation that utilizes the distance between the conditional distributions given past variable values. We
experimentally show that the feature representation gives sufficiently different feature vectors for time series
with different causal relationships, which leads our method to achieve high inference accuracy.
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1. はじめに

時間依存する変数間の原因と結果の関係 (因果関係)を

発見することは，時系列解析における重要な問題の１つで

あり，幅広い応用が考えられる．例えば，研究開発 (R&D)

に対する投資額 X が総売上 Y に影響を与えるが Y は X

に影響を与えないという因果関係 (X → Y )は，企業にお

ける意思決定の手助けになる．また，時系列マイクロアレ
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イデータから，遺伝子間の因果関係 (制御関係)を発見する

ことは，バイオインフォマティクス分野における最も重要

なタスクの１つである．

時系列の因果関係の定義として，Granger causality [5]

が，幅広い分野で用いられてきた [8], [19]．これは，変数

X の過去の値が変数 Y の未来の値を予測するのに有用で

あれば，X は Y の原因であると定義するものである．

Granger causalityを同定するために，既存手法ではベク

トル自己回帰 (VAR)モデルや一般化加法モデル (GAM)な

どの回帰モデルを用いる．これらの手法を用いれば，Y の

未来の値に関する予測誤差が，Y の過去の値のみを用いて

学習した回帰モデルで得られるものより，[X,Y ]⊤ の過去
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の値を用いて学習した回帰モデルで得られるもののほうが

有意に小さい場合に，X が Y の原因である (X → Y )と決

定することができる．この際に用いる回帰モデルがデータ

にうまくフィッティングできるものであれば，これらの手

法によって正しく Granger causalityを同定することがで

きる．しかし，実際には，個々の時系列データに対して適

切な回帰モデルを選択することは難しく，データに関する

深い理解が要求されるので，こうしたモデルベースの手法

を用いて正しく Granger causalityを同定することは一般

に容易なことではない．

本研究の目的は，データの深い理解を要求しないよう

な，時系列の因果推論手法を確立することである．その

ために，本稿では，回帰モデルではなく分類器を用いた，

教師あり学習に基づく因果推論のフレームワークを提案

する．具体的には，Granger causalityを同定する問題を，

X → Y , X ← Y , または No Causationを表す３値のクラ

スラベル (causal label)を個々の時系列に割り当てる分類

器を学習する，３値分類問題として解くことを提案する．

実は，i.i.d.データ (独立同分布からサンプルされたデータ)

を対象とした分類に基づく因果推論手法は既にいくらか

提案されており，そのどれもが実験的に高い精度を達成し

ている [2], [7], [11], [12]．時系列データを対象とした分類

に基づく因果推論を実現するため，本稿では因果関係の異

なる時系列に対して十分異なる分類の特徴ベクトルを与

えるような特徴量表現を定式化する．この特徴量表現は，

Granger causalityの定義 — Y の過去の値で条件づけた Y

の未来の値に関する条件付き分布と，[X,Y ]⊤ の過去の値

で条件づけた Y の未来の値に関する条件付き分布を考え

るとき，２つの条件付き分布が異なるならば，X は Y の

原因である — に基づいており，これらの条件付き分布間

の距離に基づいて特徴ベクトルを返すものである．分布間

の距離を計算するために，カーネル平均を用いて，個々の

分布を，再生核ヒルベルト空間 (RKHS)と呼ばれる特徴空

間中の点として写像し，これらの点の間の距離 (maximum

mean discrepancy(MMD) [6])として分布間の距離を計算

する．

比較実験を通して，回帰モデルを用いてGranger causal-

ityを同定する既存手法，分類に基づいて i.i.d.データから

因果関係を推定する既存手法より，提案手法が高い推定精

度を達成したことを示す．また，提案手法の有効性を示す

ために，提案した特徴量表現が，Granger causality の有

無・方向が異なる時系列データに対し，十分異なる特徴ベ

クトルを返すことを実験的に示す．さらに，多変数時系列

データから Granger causalityを推定するために，提案手

法をどのように拡張すればよいかについても言及する．

2. Granger causality

Granger causalityは，変数X の過去の値が変数 Y の未

来の値を予測するのに有用であれば，X は Y の原因であ

ると定義するものである．これは，次のように定義される:

定義 1 (Granger causality[5]) 定常過程，すなわち

定常な確率変数の系列 {(Xt, Yt)} (t ∈ N) を考える，ただ
し，Xt 及び Yt は X，Y 上にそれぞれ定義されるとする．
ここで，SX，SY をそれぞれ確率変数 {X1, · · · , Xt}，{Y1,

· · · , Yt}の観測とする．
Granger causalityは，

P (Yt+1|SX , SY ) ̸= P (Yt+1|SY )

が成立するならば，{Xt}が {Yt}の原因であると定義し，

P (Yt+1|SX , SY ) = P (Yt+1|SY ) (1)

が成立するならば，{Xt}は {Yt}の原因でないと定義する
ものである．

２つの条件付き分布 P (Yt+1|SX , SY )，P (Yt+1|SY )が同一

であるか否かを判断するために，既存手法 [1], [5], [13], [18]

では，２つの条件付き期待値 E[Yt+1|SX , SY ]，E[Yt+1|SY ]

が等しいか否かを，統計的仮説検定に基づいて判断する (こ

れは式 (1)が成立するか否かを判断するより，はるかに容易

な問題である)．例えば，既存手法 [5] においては，これら

の条件付き期待値は (V)ARモデルを用いて表され，その予

測誤差に基づいて検定統計量を計算し，Granger causality

を同定する．

条件付き期待値を表す際，これらの手法では，データに

うまくフィッティングできるような適切な回帰モデルが必

要となる．しかし，そのような回帰モデルを選択するのは

実際には容易なことではない．この問題に対し，本稿では，

回帰モデルの代わりに，分類器を用いた，新たなアプロー

チを提案する．

3. 提案手法

3.1 分類のタスク設定

訓練データが，N ペアの２変数時系列データ S1, · · · ,
SN から構成されるとする．ただしそれぞれの時系列 Sj

は，長さが定数 Tj で表される，確率変数 {(Xj
1 , Y

j
1 ), · · · ,

(Xj
Tj
, Y j

Tj
)} (j ∈ {1, · · · , N})の観測であるとする．ここ

で，個々の時系列 Sj には，causal labelと呼ばれるラベル

lj ∈ {+1, −1, 0}が割り当てられており，これは因果関係
Xj → Y j，Xj ← Y j，もしくは No Causation を表すも

のである (ただし，Xj , Y j は，それぞれ Xj = (Xj
1 , · · · ,

Xj
Tj
)，Y j = (Y j

1 , · · · , Y
j
Tj
)を表す)．

ν(·)を，時系列 Sj を単一の特徴ベクトルに変換する関

数とする．提案手法では，まず {(ν(Sj), lj)}Nj=1 を用いて，

分類器を学習する．すると，２変数時系列データ S′(テス

トデータ)からGranger causalityを推定する問題は，学習

した分類器を用いて特徴ベクトル ν(S′)にラベルを割り当

てる問題として換言できる．
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第 3.3章にて後述するように，このような分類のタスク

は，多変数時系列データに対して拡張することも可能で

ある．

3.2 分類器の設計

個々の時系列に causal label を割り当てる分類器を構

築するために，特徴量表現 ν(·)を定式化する．以下では，
Granger causalityに依って十分異なるような特徴ベクトル

を得るための本研究のアイディアについて述べる．

3.2.1 設計指針

シンプルに Granger causalityの定義 (定義 1)を用いれ

ば，例えば，X が Y の原因で Y は X の原因ではない場

合，causal labelを X → Y とみなすことができる．すな

わち，causal labelは次のように表すことができる:

X → Y if

P (Xt+1|SX , SY ) = P (Xt+1|SX)

P (Yt+1|SX , SY ) ̸= P (Yt+1|SY )

(2)

X ← Y if

P (Xt+1|SX , SY ) ̸= P (Xt+1|SX)

P (Yt+1|SX , SY ) = P (Yt+1|SY )

(3)

No Causation if

P (Xt+1|SX , SY ) = P (Xt+1|SX)

P (Yt+1|SX , SY ) = P (Yt+1|SY )

(4)

式 (2)，(3)，(4)に基づいて causal labelを割り当てるた

めには，２つの条件付き分布が同一か否かを判断する必要

がある．条件付き分布を表すのに，提案手法では，回帰モ

デルの代わりに，カーネル平均を用いる．カーネル平均と

は，分布をRKHSと呼ばれる特徴空間中の点として写像す

る関数である．興味深いことに，特性的なカーネル (e.g.,

ガウシアンカーネル)を用いた際には，この写像は単射に

なる，すなわち，異なる分布は同一の点に写像されること

が無いことが知られている [17]．

カ ー ネ ル 平 均 が 条 件 付 き 分 布 P (Xt+1|SX , SY ),

P (Xt+1|SX), P (Yt+1|SX , SY ), P (Yt+1|SY )を，それぞれ点

µXt+1|SX ,SY
, µXt+1|SY

∈ HX , µYt+1|SX ,SY
，及び点µYt+1|SY

∈ HY に写像するとする．すると，特性的なカーネルを用

いれば，式 (2)，(3)，(4)は以下のように書き換えると，

X → Y if

µXt+1|SX ,SY
= µXt+1|SX

µYt+1|SX ,SY
̸= µYt+1|SY

(5)

X ← Y if

µXt+1|SX ,SY
̸= µXt+1|SX

µYt+1|SX ,SY
= µYt+1|SY

(6)

No Causation if

µXt+1|SX ,SY
= µXt+1|SX

µYt+1|SX ,SY
= µYt+1|SY

(7)

式 (5)，(6)，(7) に基づいて causal label を割り当てるた

めには，RKHS 中の２点が時刻 t を通して等しいか等し

くないか，言い換えれば，２点間の距離 — これはカーネ

ル法のコミュニティにおいてmaximum mean discrepancy

(MMD)と呼ばれているものである [6] — が時刻 tを通し

てゼロになっているか否かを判断しさえすればよい．

以上の理由から，Granger causalityを推定するための分

類器を構築するために，提案手法では，MMDを用いた特

徴量表現 ν(·)を提案する．以下では，MMDの定義と推定

方法について，簡単に述べる．

定義: kX , kY をそれぞれ X , Y 上のカーネルとし，HX ,

HY をそれぞれカーネル kX , kY によって定義されるRKHS

とする．２つの確率分布 P (Xt+1|SX , SY ), P (Xt+1|SX)間

の距離は，MMDを用いると，RKHS中の２点 µXt+1|SX ,SY
,

µXt+1|SX
∈ HX 間の距離として次のように定義される．

MMD2
Xt+1

≡ |µXt+1|SX ,SY
− µXt+1|SX

|2HX
(8)

様にして，MMD2
Yt+1
も，２点 µYt+1|SX ,SY

, µYt+1|SY
∈ HY

間の距離として定義される．

推定: MMDは，回帰モデルを用いることなく，また密

度関数の推定すらなしに推定することができる．この点に

おいて，MMDは，Kolmogorov-Smirnov検定量 [3] やカ

ルバックライブラーダイバージェンス [10] よりも魅力的で

ある．というのも，前者を用いる場合は回帰モデルを選択

する必要があり，後者を用いる場合は，密度関数の推定が

必要となり，これはデータのサンプル数が不十分な場合に

は難しいためである．

式 (8)のMMDを推定するには，条件付き分布に対する

カーネル平均 µXt+1|SX ,SY
, µXt+1|SX

を推定する必要があ

る．カーネル平均に関するレビュー論文 [14] 等にも書か

れているように，一般に分布に対するカーネル平均は，特

徴写像と呼ばれる関数に関する重み付き和の形で推定さ

れる．具体的には，既存手法 Kernel Kalman Filter based

on a Conditional Embedding Operator (KKF-CEO) [20]

を用いれば，カーネル平均 µXt+1|SX ,SY
, µXt+1|SX

は，関

数 ΦX に関する重み付き和の形で次のように推定される

µ̂Xt+1|SX ,SY
=

t−1∑
τ=2

wXY
τ ΦX(xτ ) (9)

µ̂Xt+1|SX
=

t−1∑
τ=2

wX
τ ΦX(xτ ) (10)

ここで，ΦX(xτ ) ≡ kX(xτ , ·)は特徴写像であり，wXY =

[wXY
2 , · · · , wXY

t−1 ]
⊤，wX = [wX

2 , · · · , wX
t−1]

⊤ (t > 3)は実

数値をとる重みベクトルである．

式 (9)，(10)を式 (8)に代入すれば，MMD2
Xt+1

は，次の

ように推定できる．
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...	

...	

...	No Causation

図 1 causal label の異なる時系列からは，十分異なる MMD のペ

アが推定される (各点は，個々の時系列から推定されたMMD

のペアを表している)

M̂MD
2

Xt+1
=

t−1∑
τ=2

t−1∑
τ ′=2

(wXY
τ wXY

τ ′ + wX
τ wX

τ ′

− 2wXY
τ wX

τ ′ )kX(xτ , xτ ′) (11)

3.2.2 特徴量表現

Granger causality推定のための分類器を構築するため

に，提案手法では，式 (11)で推定できるMMDのペア dt

= [M̂MD
2

Xt+1
, M̂MD

2

Yt+1
]⊤ を用いて特徴ベクトルを得る．

MMDのペアを用いれば，causal labelの異なる時系列に

対し，十分異なるような特徴ベクトルが得られると期待で

きる．これは，式 (5)，(6)，(7)からわかるように，causal

labelに依って，MMDがゼロになるか否かが異なるためで

ある．実際には有限のデータサンプルからの推定量を用い

るのでMMDが厳密にゼロになることはないが，図 1に示

すように causal labelに依って十分異なるMMDのペアが

推定されると期待され，このことは第 4.1.2章において実

験的に確認した．

提案手法では，MMDのペアに関する経験分布をカーネ

ル平均によって写像することで，特徴ベクトルを得ること

を考える．kX，kY とは異なるカーネル関数 kD を導入し

て，特徴量表現を次のように定義した．

ν(S) ≡ 1

T −W + 1

T∑
t=W

ΦD(dt) (12)

where dt = [M̂MD
2

Xt+1
, M̂MD

2

Yt+1
]⊤

ここで，ΦD(dt) ≡ kD(dt, ·)は特徴写像である．式 (12)に

おいて，この特徴写像 ΦD(·)を計算するために，既存手法
Random Fourier Features (RFF) [15] を用いて，特徴写像

を，カーネル関数に対するフーリエ変換よりサンプリング

したランダムな特徴を持つ低次元ベクトルとして近似し

た．実験では，特徴の数mをm = 100とし，各時系列に

対する特徴ベクトルをm次元ベクトルとして近似した．*1

3.3 多変数時系列への拡張

最後に，提案したアプローチを n変数時系列 (n ≥ 3) に
*1 より大きい m を用いて実験をしても，精度の向上は特に観測さ
れなかった．

拡張するための方法論について述べる．

3.3.1 ３変数時系列の場合

３変数時系列に対する特徴量表現は，条件付き Granger

causality [4] に基づいて設計した．これは，定義 1 と異

なり，多変数時系列に対して適用できるような Granger

causalityの定義である．

定義 1に基づいて，３変数時系列からGranger causality

を推定すると，誤った結果を導くことが知られている．例

えば，変数 X, Y 間に因果関係が無く，第３の変数 Z が

X, Y の共通の原因である場合，X が Y の原因である，あ

るいは Y が X の原因である，と誤推定し得ることが知ら

れている．これは，Z の影響により，P (Yt+1|SX , SY ) ̸=
P (Yt+1|SY ) もしくは P (Xt+1|SX , SY ) ̸= P (Xt+1|SX) が

成立することがあるためである．

変数Zの影響を考慮するため，条件付きGranger causal-

ity では，Z 上で定義される確率変数 {Z1, · · · , Zt} の
観測 SZ で条件づけられた２つの条件付き分布を考え，

P (Yt+1|SX , SY , SZ) ̸= P (Yt+1|SY , SZ)が成立するならば，

Z が与えられたもとで X は Y の原因であるとし，そうで

なければ Z が与えられたもとでX は Y の原因でないとす

るものである．

提案手法では，この条件付き Granger causalityに基づ

いて causal labelを導入することを考える．例えば，式 (2)

と同様に，causal label X → Y を，

X → Y if

P (Xt+1|SX , SY , SZ) = P (Xt+1|SX , SZ)

P (Yt+1|SX , SY , SZ) ̸= P (Yt+1|SY , SZ)

とみなすことができ，これは

X → Y if

µXt+1|SX ,SY ,SZ
= µXt+1|SX ,SZ

µYt+1|SX ,SY ,SZ
̸= µYt+1|SY ,SZ

と換言することができる．ただし，µXt+1|SX ,SY ,SZ
,

µXt+1|SX ,SZ
, µYt+1|SX ,SY ,SZ

, µYt+1|SY ,SZ
は ，条 件

付 き 分 布 P (Xt+1|SX , SY , SZ), P (Xt+1|SX , SZ),

P (Yt+1|SX , SY , SZ), P (Yt+1|SY , SZ) に対するカーネ

ル平均である．

２変数に対し共通原因であるような変数が存在するよう

なケースに対応するため，µXt+1|SX ,SY ,SZ
, µXt+1|SX ,SZ

間の MMD である M̂MD
2

Xt+1|Z，及び µYt+1|SX ,SY ,SZ
,

µYt+1|SY ,SZ
間の MMD である M̂MD

2

Yt+1|Z を特徴量表現

に加えることを考える．すなわち，特徴量表現 (12)を，dt

を次のようにすることで拡張する．

dt = [M̂MD
2

Xt+1
, M̂MD

2

Yt+1
, M̂MD

2

Xt+1|Z , M̂MD
2

Yt+1|Z ]
⊤

3.3.2 n変数時系列の場合 (n > 3)

n変数時系列に対しては，上記の特徴量表現を用いて特

徴ベクトルを計算した．提案手法では，それぞれの変数の
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ペア X, Y の間の因果関係を以下の３つのステップに基づ

いて推定する．第一に，変数の３つ組 (X, Y , Zv)を v ∈
{1, · · · , n − 2})のそれぞれに対して考え，これら３つの
変数の観測に基づいて特徴ベクトルを計算する．第二に，

学習した分類器を用いて，個々の特徴ベクトルに基づいて

causal label (X → Y , X ← Y , and No Causation) の割り

当て確率を計算する．第三に，得られた割り当て確率の最

も高いような causal labelを時系列に割り当てることで，

因果関係を推定する．

4. 実験

4.1 ２変数時系列を用いた実験

4.1.1 分類器の学習

２変数時系列データを用いて，Granger causalityを推定

するための分類器を学習した．既存の教師あり学習に基づ

く手法 [2], [11], [12] と同様に，人工データ実験・実データ

実験ともに，人工データを用いて分類器を学習した．これ

は，因果関係が既知であるような実データというのは非常

に少ないためである．

訓練データとして，長さが T = 42の２変数時系列デー

タを 15, 000ペア用意した．具体的には，次のように線形

な時系列データ，非線形な時系列データを用意した．

• 線形時系列: 以下の VARモデルよりサンプルした．[
Xt

Yt

]
=

1

P

P∑
τ=1

Aτ

[
Xt−τ

Yt−τ

]
+

[
EXt

EYt

]
(13)

ラベルが X → Y の時系列を得る際は，係数行列を

Aτ =

[
aτ 0.0
cτ dτ

]
とした．ここで，aτ , dτ は一様分布 U(−1, 1)よりサン
プリングし，cτ は cτ ∈ {−1, 1}とした．同様に，ラ
ベルが X ← Y , No Causationの時系列を得た．

• 非線形時系列: 上記と同様に VARモデルに基づいて，

標準シグモイド関数 g(x) = 1/(1 + exp(−x)).を用い
てサンプリングした．

4.1.2 人工データ実験

次のようにして生成した線形なテストデータ，非線形なテ

ストデータを用いて，提案手法 (以降，Supervised Inference

of Granger Causality (SIGC)と呼ぶ)の性能を評価した．

• 線形なテストデータ: 300ペアの線形時系列を式 (13)

に基づいて生成した．ここでラベルX → Y , X → Y ,

No Causationを有する時系列の数をそれぞれ 100と

し，いくらかのパラメータの設定は，訓練データとは

異なる形で生成した (e.g., ノイズの分散は p ∈ {0.5,
1.0, 1.5, 2.0}として与えた)．

• 非線形なテストデータ: 300ペアの非線形時系列をラ

ベルX → Y , X → Y , and No Causationを有する時

系列の数が 100となるように生成した．ここで，ラベ

ルが X → Y の非線形時系列は次式で生成した．

Xt = 0.2Xt−1 + 0.9EXt
(14)

Yt = −0.5 + exp(−(Xt−1 +Xt−2)
2)

+ 0.7 cos(Y 2
t−1) + 0.3EYt (15)

ここで，ノイズ変数 EXt
, EYt

は標準正規分布からサ

ンプリングした．同様にしてラベルがX ← Y の時系

列を生成した．ラベルが No Causationの時系列に関

しては，式 (15)の指数関数項を無視することで用意

した．

図 2に，提案手法・比較手法を用いて得られた推定精度を

示す．この結果から，回帰モデルを用いてGranger causal-

ityを同定する既存手法 (GCV AR, GCGAM , and GCKER)

は，回帰モデルがデータにうまくフィッティングできる

か否かによって推定精度が変わることがわかる．例えば，

VARモデルを用いた手法GCV AR は，線形なテストデー

タではうまく推定できているが，非線形なテストデータの

場合，精度が低くなっている．これに対し，提案手法では

線形なテストデータ，非線形なテストデータともに高い推

定精度を達成できていることがわかる．その理由は，提案

した特徴量表現に在る．このことは，同様に用意した訓練

データを用いた既存の教師あり学習に基づく因果推論手法

RCCとの比較からもわかる．

特徴量表現が causal labelに応じて十分異なる特徴ベク

トルを返していることを確認するため，非線形なテスト

データを用いて，MMDのペア {dt}をヒストグラムとして
可視化した．既に述べたように，これらのMMDのペアは

個々の時系列に対する特徴ベクトルを計算する際に用いら

れるものである．結果は図 3のようになり，確かに十分異

なるようなMMDのペアが得られていることがわかった．
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図 2 テストデータにおける推定精度 (左: 線形なテストデータ, 右:

非線形なテストデータ)

4.2 多変数時系列を用いた実験

4.2.1 実データ実験

第 3.3章で述べた特徴量表現を用いた提案手法 SIGCtri

の性能を評価した．第 4.1章での実験と同様，人工データ

を用いて分類器を学習し，テストデータは，次のような時
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図 3 ラベル X → Y (左下), X ← Y (右下), and No Causation

(上) が割り当てられた個々の時系列に対して特徴ベクトルを

得るのに用いた，MMD のペアに関するヒストグラム

表 1 マイクロアレイデータを用いた際の macro平均 F1値, micro

平均 F1 値
SIGCtri SIGCbi RCC GCV AR GCGAM GCKER TE

macro 平均 F1
0.483 0.431 0.407

0.457 0.437 0.351 0.430
(0.0) (0.007) (0.096)

micro 平均 F1
0.637 0.578 0.567

0.567 0.513 0.436 0.449
(0.0) (0.011) (0.161)

系列マイクロアレイデータを用いた．

• Saccharomyces cerevisiae(酵母)の遺伝子発現量のデー

タ [16] を用いた．異なる実験条件下で測定された短い

４本の時系列を結合し，長さ T = 57の時系列を得た．

ここで，遺伝子の数 (すなわち変数の数)は n = 14で

あり，これらの間の真の因果関係は遺伝子制御ネット

ワークデータベース KEGG [9]に基づいて決定した．

表 1にその結果を示す．異なる実験のもとで測定された

データを結合したデータを用いているため，どの手法も十

分に高い推定精度を達成しているとは言えない結果となっ

た．しかし， 提案した SIGCtri は Granger causalityの

既存手法より高い推定精度を達成した．また SIGCtri は，

第 3.2章で述べた特徴量表現を用いた SIGCbi よりも良い

精度を示した．この結果は，第 3.3章で述べたように，共

通原因として働く変数の影響を考慮することの重要性を示

唆している．

5. 結論

本稿では，Granger causalityを同定する問題に対し，分

類器を用いた新たなアプローチを提案した．回帰モデルを

用いたモデルベースの既存手法では，回帰モデルがデータ

にうまくフィッティングできるか否かによって，推定精度

が大きく変わってくるが，提案手法は，同一の特徴量表現，

同一の分類器 (実験ではランダムフォレスト)を用いて，十

分高い推定精度を達成した．また，Granger causalityの有

無・方向によって，十分異なる特徴ベクトルが得られるこ

とを実験的に示した．こうした結果は，教師あり学習に基

づくアプローチの有効性を示唆している．
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