
情報処理学会研究報告 

IPSJ SIG Technical Report 

 

 

ⓒ2018 Information Processing Society of Japan 1 
 

生体情報を教師データとした 

スマートフォンログを用いたストレス状態推定 
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概要：現在、精神疾患の患者数は年々増加傾向にあり，メンタルヘルスの不調を未然に防ぐことが社会的な課題とな

っている．そこで本研究では，スマートフォンで取得できるセンサや端末ログ（以下，スマートフォンログ）からス
トレス状態を推定する手法を提案する．スマートフォンログからストレスと関連する行動の特徴量を生成し，心拍間
隔から計算した LFHFを教師データとして予測モデルを学習する．提案手法の有効性を 39名のデータで評価した． 

 

キーワード：ストレス，メンタルヘルスケア, スマートフォンログ 

 

1. はじめに  

 厚生労働省の調査[1]によると，精神疾患の患者数は年々

増加傾向にあり，メンタルヘルスケアに対する社会的関心

が高まっている．しかしながら，メンタルヘルスの不調は

目視で確認できるものではないために，個々が自身のスト

レス状態を正確に把握することは非常に困難である．  

 自身のストレス状態を知る手法として，アンケートや生

体情報を用いて，直接的にストレスを計測する方法がある．

しかしながら，アンケート形式のストレス計測[2]では，連

続的なストレス状態の評価ができず，また評価がユーザの

主観に委ねられるために，ユーザ自身が気づいていないス

トレス状態を評価できないという問題がある．さらに，ア

ンケートへの回答という行為がユーザの負担となる可能性

がある．一方で，生体情報を用いる手法[7]では，血液や唾

液，心拍データを用いることで客観的に自身のストレス状

態を知ることができるが，生体情報を計測するための特殊

な装置が必要になる．生体情報の計測や，計測装置を身体

に装着することが，ユーザに苦痛や不快感を与え，ストレ

スの原因となる可能性がある． 

 そこで，ユーザに負担を与えることなくストレス状態を

評価する手法として，スマートフォンを用いたストレス推

定技術が存在する．スマートフォンは，個々が所持してい

るものであり，かつ頻繁に持ち歩き，使用するものである

ことから，スマートフォンから取得できる各種センサや利

用履歴のログは，ユーザの精神状態を推定するために有用

であると考えられる．このようなスマートフォンの特性か

ら，WHO はメンタルヘルスケアにおいて，携帯電話を用

いたセルフマネジメントを促している[3]．スマートフォン

から収集したログを基に，ユーザの精神状態を推定する研

究として，例えば，大学生を対象として，スマートフォン

に搭載されたセンサや GPS のログと，PHQ-9 スコアの関係
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性を検証している研究[5]や，同データセットを用いて，GPS

データを基にうつ病の重症度を特定する研究[6]が報告さ

れている．この様に，スマートフォンログを基にストレス

状態を推定することで，連続的なストレス状態の変化を評

価することが可能となる． 

 しかしながら，これらの研究はアンケートの回答結果を

教師データとしてストレス状態の推定を実施しているため

に，ユーザ自身が気付いていないストレスは推定すること

は不可能である．また，正解データがユーザの主観的なも

のであるために，ストレス状態を正しく捉えることができ

ていない可能性があるという問題がある． 

 以上より，本研究では心拍データを基にしたストレス状

態を教師データとして，スマートフォンログよりストレス

状態を推定するモデルを構築することにより，特殊な装置

を用いることなく，客観的かつ連続的なストレス評価が可

能な手法を提案する． 

 以降，2 章では関連研究を述べ，3 章では提案モデルに関

して説明する．4 章では対象となるデータに関して説明し，

5 章で推定精度の評価方法について説明する．6 章で本論文

をまとめる． 

 

2. 関連研究 

 本章では，本研究に関連する既存研究について述べる．

ユーザのストレス状態を評価するための技術として，主に

1)アンケートを用いる手法，2)生体情報を用いる手法の 2

通りが知られている．1)のアンケートを用いる手法は，ア

ンケートを用いて直接的にストレスを計測する手法と，ア

ンケートの回答とスマートフォンやセンサのログ用いて，

ストレス状態を機械学習により推定する手法が報告されて

いる．2)生体情報を用いる手法は，専用の器具を用いてユ

ーザの血液や唾液，心拍を直接的に計測することで，スト

レス状態を客観的に評価する手法である． 
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2.1 アンケートを用いたメンタルヘルスの評価 

メンタルヘルスの評価に用いられるアンケートとして

PHQ (Patient Health Questionnaire)[8]がある．この内，大う

つ病性障害に関する 9つの質問を抽出したものが PHQ-9で

ある．PHQ-9 では，9 つの各設問に対して，4 択の選択肢

から自分の心身の状態に該当する回答を選択する．各選択

肢にはスコアが割り振られており，全設問に回答後にスコ

アを集計することで，その時のユーザのうつ病性障害の症

状レベルを評価することが可能である． 

 しかしながら，アンケートを用いた手法ではストレス状

態を連続的に評価することが困難であり，またユーザ自身

が気づけていないストレスを評価することは不可能である．

また，回答するという動作がユーザの負担となる可能性が

ある． 

 

2.2 生体情報を用いたメンタルヘルスの評価 

 生体情報として血液や唾液，心拍を用いたストレス状態

の評価手法が報告されている．生体情報を用いることで，

客観的なストレス状態の評価が可能となる．Ogino らは，

血液中に含まれるアルギナーゼ I と呼ばれるたんぱく質が，

ストレス指標として有用であることを示している[9]．しか

しながら，採血という行動がユーザに対して不安やストレ

ス，苦痛を与える可能性が考えられる．そこで，ユーザに

対して肉体的に苦痛を与えることなく，客観的にストレス

状態を評価する手法として，唾液によるストレス状態の評

価がある[10]．唾液腺におけるα-アミラーゼは，ストレス

を感じている状態では通常時に比べて多く分泌されること

が知られており，この特性を利用してストレス状態を評価

することが可能だと言われている．しかしながら，唾液の

採取を行うためには特殊な装置が必要となるために，日常

的にストレス状態の評価を行うのは難しい． 

 精神的にストレスを感じると自律神経系にその影響が現

れるため，自律神経系の変調を計測することによってスト

レスを解析する研究が報告されている[7]．自律神経機能の

解析において多く利用されている生理指標に，心拍変動解

析がある．心拍は常に一定の間隔で鼓動を打つのではなく，

じっと安静にしている最中であっても周期的にゆらいでい

ることが知られており，この周期的な心拍のゆらぎを心拍

変動と呼ぶ．心拍変動解析とは，この心拍周期の変動を解

析する手法であり，解析指標としてよく知られているもの

に LF/HF (Low Frequency / High Frequency)がある．LF/HF

とは，自律神経機能の活性度合を表す指標である．心拍デ

ータをスペクトル分析すると，心拍変動には低周波成分

(LF)と高周波成分(HF)と呼ばれる 2 つの主要な成分を観察

することが出来る．LF と HF は，それぞれ交感神経と副交

感神経の活性度を表しており，交感神経が活性化している

状態，すなわちストレス状態にある場合には，HF 成分に

対して LF 成分が大きくなるため，LF/HF の値が大きくな

る．一方で，副交感神経が活性化している場合，すなわち

リラックス状態である場合には，LF 成分に対して HF 成分

が大きくなるため，LF/HF の値は小さくなる．したがって，

心拍データより LF/HF を求めることにより，客観的にスト

レス状態を評価することが可能である．心拍センサにより

心拍データを収集することで，客観的に連続的なストレス

状態を評価することが可能となるが，特殊な装置を身体に

装着し続けることが，ユーザのストレスとなり得るという

問題がある． 

 

2.3 アンケートとスマートフォンログを用いたメンタル

ヘルスの評価 

スマートフォンを用いたストレス推定に関する研究は

多数報告されている[5][6][11][12][13][14][15][16]． 

例えば Wang らは，アンケートを基にしたうつ病の重症

度とスマートフォンを基に取得したユーザの行動傾向，大

学の学業成績の 3 項間における関係性を報告している[5]．

これらの 3 項間にはいくつか重要な関係性が見つかり，例

えば会話の頻度と成績や，睡眠時間とうつ病の重症度合の

間に関係性が発見されている． 

また，Wangらは退院後の統合失調症患者 21名を対象に，

スマートフォンログと EMA スコアの相関関係を報告して

いる．また，スマートフォンログを基に，ユーザの行動や

周辺環境に関する特徴量を作成し，EMA を平均誤差 7.6%

で予測することができたと報告している[13]． 

 Saeb らは，学生を対象とした Wangらのデータセットを

用いて，スマートフォンの GPS データからユーザのうつ病

の重症度を特定する研究を報告している[6]．Saeb らは，本

研究がスマートフォンセンサを用いたうつ病の重症度を推

定する可能性を示唆しているとしながらも，ユーザのスト

レス状態を受動的に，かつ精度よく推定する技術開発が今

後の課題であるとしている． 

 Huangらは，18 名の大学生を対象として，スマートフォ

ンログを基にユーザの移動軌跡を解析し，滞留点を Home，

Food&Leisure といった 5 種類のカテゴリに割り当て，各カ

テゴリの総滞留時間やカテゴリ間の遷移と，アンケートの

相関関係を分析している[14]． 

 スマートフォンによりストレス状態を推定することで，

特殊な装置を用いて直接的に生体情報を計測する必要がな

くなり，かつスマートフォンは毎日持ち歩き，使用するも

のであるから，連続的なストレス状態を評価することが可

能となる．しかしながら，既存のストレス推定研究では，

推定モデル作成時の正解データにアンケートを用いている

ため，ユーザ自身が気付いていないストレスは推定するこ

とは不可能であり，またユーザの主観的なストレスしか推

定できないという課題がある． 
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3. 提案モデル 

本研究では，スマートフォンのログをより作成した行動

特徴量を基に，ユーザの LF/HFを推定する手法を提案する． 

本章では，まず本研究の問題設定を述べる．次にスマー

トフォンログを基に行動特徴量を生成する過程から，スト

レス推定モデルの作成までを順に説明する．本研究におけ

るストレス推定の概要を図 1 に示す。提案手法では，スマ

ートフォンログから特徴量を作成後，ユーザ毎に各特徴量

の標準化を行い，データを整形する．次に，次元削減手法

である t-SNE を用いて特徴量を 2 次元で表現し，2 次元の

特徴量を基にクラスタリングを行うことで，行動傾向が似

ているユーザ群毎に推定モデルを作成する．推定モデルに

は全特徴量を入力するのではなく，推定に有効な特徴量の

みを選択し入力する．推定モデルは，3 種類の学習器を組

み合わせたアンサンブル学習を適用しており，3 種類の推

定結果を基に多数決を行った結果を最終的な推定結果とし

て出力する．ストレス状態の指標は，生理指標である心拍

変動を用いることで，客観的なストレス状態を推定するこ

とが可能となり，かつスマートフォンを用いて推定するこ

とにより，ユーザのストレス状態を非侵襲的に取得するこ

とが可能となる．また，日毎のストレスを推定することに

より，連続的なストレス状態の変化を把握することが可能

な技術を提案する．  

 

3.1 問題設定 

 本報告では，各ユーザの LF/HF の平均値を基準として，

日毎の LF/HF が基準値以上か，もしくは基準値未満かを推

定する 2 値予測問題を問題として設定する． 

 

3.2 スマートフォンログからの特徴量生成 

本節では，スマートフォンログを基に生成した行動特徴

量に関して述べる 

 

3.2.1 位置情報に関する特徴量 

GPS より収集した位置情報を基に，日毎の総移動距離や

最大移動距離，移動距離の標準偏差，回転断面半径，自宅

からの最大移動距離，訪問施設数，重要訪問施設数，新し

く訪れた場所の数，位置情報の繰り返し度を求め，12 次元

特徴量とした[17]．位置情報の繰り返し度は，Jaccard 係数

と Dice 係数を基に，前日や前週の位置情報と，当日の位置

情報がどの程度似ているかを定義し，どの程度同じ行動を

繰り返しているのかを表す指標として特徴量とした． 

  

3.2.2 センサ情報に関する特徴量 

加速度，照度，気圧センサより収集したスマートフォン

ログは，１日を４分割し，各時間帯における平均，分散と，

１日の最大値，最小値，最大値と最小値の差分を特徴量と 

 

図 1 ストレス推定モデル 

 

した．４分割した時間帯は，1) 0 時から 6 時，2) 6 時から

12 時，3) 12 時から 18 時，4) 18 時から 24 時，である．(以

下，順に 1Q，2Q，3Q ，4Q と表記する．) 以上より，各

センサを基に 35 次元の特徴量を作成した． 

 

3.2.3 行動特徴量 

ユーザの身体的な活用の量がストレスに影響を与える

という想定で行動特徴量を利用する．具体的には歩行，走

行，停止，乗り物利用の時間を利用する．実装には Wang

らの研究 [13]と同様に， Google が提供する Activity 

Recognition API*1を利用した．ユーザの各行動を，センサ情

報に関する特徴量と同様に 1 日を 4 分割し，各時間帯にお

ける集計値として特徴量化した．また，1 日全体での集計

値を特徴量とした．以上より，40 次元の行動特徴量を作成

した． 

 

3.2.4 スマートフォン利用履歴 

全てのアプリ利用履歴を取得し，センサ情報に関する特

徴量と同様に 1 日を 4 分割し，各時間帯におけるアプリの

利用回数を集計した．特に，業務用アプリケーションや他

者とのコミュニケーションに用いる SMS，電話の起動履歴

に関しては，それぞれ単独で起動回数をカウントし，特徴

量として追加した．また，充電器とイヤホンの脱着回数，

バッテリーとストレージの容量を取得し，特徴量に追加し

た．スマートフォンの利用履歴に関して，33 次元の特徴量

を作成した． 

 

3.2.5 曜日 

7 次元の One-hot ベクトルを用いて曜日の情報を特徴量

化した．また，祝日とそれ以外の日を 2 値で表現し，曜日

関して計 8 次元の特徴量を作成した． 

 

 

 

                                                                 
*1 Activity Recognition API Google Developers 

  https://developers.google.com/location-context/activity-recognition/ 
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3.3 ユーザのクラスタリング 

 スマートフォンの使用方法には個人差があると考えられ

る．いくつか例を挙げると，頻繁に画面の ON/OFF を繰り

返す人，常時身に着け持ち歩くがほとんど使用することが

無い人，夜間の使用が多い人等がある．ゆえに，スマート

フォンログを基に，各ユーザのスマートフォンの使用傾向

を把握する必要がある．また，行動傾向が似たユーザ毎に

推定モデルを作成することで，多様な行動パターンを反映

した推定モデルが構築できると考える． 

そこで本研究では，まず非線形次元削減手法である

t-SNE[18]によって，128 次元の日毎の特徴量を 2 次元に次

元削減し，プロットすることで可視化する．そして，2 次

元に次元削減した特徴量を基に，K-means 法[19]を用いて

クラスタリングを行う．この時に，同一ユーザの特徴量で

あっても日により異なるクラスタに分類される可能性があ

る．この場合，各ユーザの特徴量が最も多く分類されたク

ラスタを，そのユーザが属するクラスタとして設定するも

のとした． 

 

3.4 特徴量選択 

 機械学習において，予測に有効な特徴量のみを選択し，

選択した特徴量のみを予測モデルに入力することで，予測

モデルの汎化性能が向上すると言われている[20]．そこで

本研究では，各特徴量と目的変数である LF/HF の単変量解

析を行い，推定に有効であると判断された特徴量上位 k個

を用いて推定モデルを構築し，ストレス状態を推定する

[21]． 

 

3.5 アンサンブル学習 

 機械学習における汎化性能向上を目的としたアプローチ

として，同一タスクに対して複数の学習器を個別に学習し，

それぞれの出力結果を組み合わせ，最終的な出力とするア

ンサンブル学習と呼ばれる手法が存在する[24]．本研究で

は，機械学習手法である K-Nearest-Neighbor (KNN)[22]，

Support Vector Machine (SVM)[23], Random Forest[24]を用い

て，ユーザのストレス状態を推定し，各学習器が推定した

ストレス状態の出力結果を組み合わせ，多数決により各日

の最終的な推定結果を出力する． 

 

4. 評価方法 

本章では，スマートフォンログ及び心拍データ収集の概要

と，収集したデータセットに関して述べる． 

 

4.1 研究協力者 

 本研究への協力者は，株式会社 NTT ドコモの R&D 部門

の社員を対象として募集した．研究への協力者は 20 代から

50 代の社員 39 名であり，男性 34 名，女性 5 名から構成さ 

表 1 収集するスマートフォンログ一覧 

 

 

れる．研究期間は 2017 年 11 月から 2018 年 1 月の 3 か月間

であり，研究参加者はこの期間内で最大 42 日間，本研究へ

参加した．本研究への参加は任意であり，研究内容に同意

頂けた社員にのみ協力頂いた．また，研究期間中は協力者

の意思で，いずれのタイミングでも研究を中断できるもの

とした．研究で収集した各種データは，プライバシーの観

点から最大限の配慮をして取り扱った． 

 

4.2 研究協力の内容 

 研究期間中は，研究協力者の業務用スマートフォンにロ

グ収集を目的としたアプリケーションをインストールし，

各種スマートフォンログを常時収集した．収集したスマー

トフォンログの一覧を表 1 に示す．研究期間中，協力者は

通常通りスマートフォンを利用し，特別な操作は必要とし

ない．なお，本研究では Android5 系，6 系，7 系を搭載し

たスマートフォンをログ収集の対象として研究を実施した． 

 スマートフォンログの収集と並行し，研究協力者は胸部

に心拍センサを装着し，心拍データを収集した．心拍セン

サの装着時間は午前 9時から午後 8時までの 11時間を設定

した．この時間内は、協力者は心拍センサを着用した状態

で日常生活を送り，激しい運動を行うといった非日常的な

動作を行う時には，一時的に心拍センサを外すものとした．

本研究で用いた心拍センサはユニオンツール株式会社製の

MyBeat 心拍センサ WHS-1 である． 

 

4.3 データセット 

39 名の研究参加者より，1349 日分のスマートフォンログと

724 日分の心拍データを収集した．心拍データから LF/HF

を算出後，ユーザ毎に研究期間中の LF/HF の平均値を基準

値として，日毎の LF/HF が基準値以上であれば 1，基準値

未満であれば 0 を正解データとして設定した． 

 

収集したスマートフォンログ 収集間隔 

3 軸方向加速度 1 [sec] 

照度 5 [min] 

気圧 5 [min] 

位置情報 5 [min] 

充電器の脱着 アクション発生時 

イヤホンの脱着 アクション発生時 

画面の ON/OFF 履歴 アクション発生時 

アプリ起動履歴 10 [min] 

バッテリー残量 5 [min] 

Activity Recognition API  5 [min] 

ストレージ容量 1 [回/日] 
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表 2 各 Model における推定精度 

 

行動特徴量と正解データが紐付いたデータは 638 日分であ

り，35 名のユーザから構成される．正解データ中に含まれ

る 1 と 0 の日数は，それぞれ 285 日，353 日である． 

 

4.4 評価指標 

 本研究では，スマートフォンログを基に，各ユーザの

LF/HF の平均値を基準値として，日毎の LF/HF が基準値以

上か基準値未満かを推定する 2 値予測を問題として設定す

る．  

ストレス推定精度の評価は，Accuracy(正確度), Sensitivity 

(感度)，Specificity (特異度)の 3 指標により行う．Accuracy

は，ある検査について「全サンプルに対する陽性、陰性を

正しく分類した割合」を表している．Sensitivity, Specificity

は，臨床検査において検査の有用性を評価するために用い

られている指標である．Sensitivity は，ある検査について

「陽性と診断されるべきものを正しく陽性と診断した割合」

を表しており，Specificity は「陰性と判断されるべきもの

を正しく陰性と診断した割合」を表している． 

 推定精度の評価は，Leave-one-user-out-cross validation を

用いる．クラスタ毎に，クラスタ内全ユーザに対して，1

人分をテストデータ，他のデータを学習データとしてモデ

ルの構築と推定を行い，推定精度を算出する．ユーザ毎に

Accuracy, Sensitivity, Specificity の 3 指標を算出し，クラス

タ毎にそれぞれの平均値を算出する．最後に各クラスタの

3 指標の平均値を算出し，全体における推定精度として評

価する． 

 

 

 

4.5 比較手法 

 本研究では，単純な機械学習モデルである KNN を用い

て，全ユーザのデータに対してストレス推定を行った結果

を基準とする．また，この時のモデルを Baseline Model と

呼ぶこととする．次に，全ユーザのデータに対して特徴量

選択を行った結果を Feature Select Model として示す． 

また，Baseline Model に対して，ユーザをクラスタリング

する処理を加えたモデルを Clustering Model と呼ぶことと

する．最後にユーザのクラスタリング，特徴量の選択，KNN

と SVMとRandom Forestによるアンサンブル学習を適用し

た提案モデルを Proposed Model と呼ぶこととする． 

 

5. 結果 

本章では，各ストレス推定モデルにおける推定精度を評

価する．特にクラスタリングと特徴量選択が推定精度に与

える影響ついて述べ，最後に現在のストレス推定精度に言

及する． 

 

5.1 定量評価 

図 2 は Baseline Model を用いてストレス推定を行った結

果である．横軸は推定に用いた特徴量数を表わしており，

縦軸は特徴量数を 1 次元から全特徴量数である 128 次元ま

で変化させた時の Accuracy, Sensitivity, Specificity の値の変

化を表している．この結果より，いずれの評価指標におい

ても特徴量選択によって約 5％から 10％程度の値の変化が

確認できる．これは 128 次元の全行動特徴が各ユーザのス

トレス状態を反映しているのではなく，一部の行動特徴量

にストレス状態が現れているためだと考えられ，推定に用

いる特徴量を適切に選択することで，ストレス推定精度の

向上に効果的であると考えている． 

表 2 に Baseline Model，Feature Select Model，Clustering 

Model．Proposed Model の各モデルにおける推定精度を示す．

まず，Baseline Model と Feature Select Model の推定精度を

 Accuracy Sensitivity Specificity 

Baseline Model 0.540 0.269 0.771 

Feature Select Model 0.596 0.313 0.822 

Clustering Model 0.607 0.292 0.831 

Proposed Model 0.711 0.606 0.773 

図 3 Proposed Model による各クラスタの推定精度 図 2 特徴量選択による精度 
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比較すると，Accuracy，Sensitivity，Specificity において約

5%の精度向上が確認できることから，特徴量選択により推

定精度が向上することが示された．続いて，Baseline Model

と Clustering Model の推定精度を比較すると，ユーザのク

ラスタリングによりAccuracyは約 6%，Sensitivityは約 2%，

Specificity は約 6%精度が向上した．したがって，クラスタ

リングにより，行動傾向が似たユーザ群毎に推定を行うこ

とが重要だと示された．最後に Proposed Model の推定精度

を見ると，Baseline Model と比較して Accuracy で約 17%，

Sensitivity で約 33%の精度向上が見られ，Specificity はほぼ

同程度の値となっている．Feature Select Model と Clustering 

Model の推定結果の様に，特徴量選択やクラスタリングを

それぞれ行うことで推定精度の向上が見られるが，これら

を組み合わせることでより精度改善が図られたと考えられ

る．図 3は Proposed Modelにおける各クラスタの Accuracy，

Sensitivity，Specificity を表している．クラスタによって，

Sensitivity の値に大きな違いがあり，Cluster2，3 では約 50%

程度の値となっていることから，ストレス状態をより精度

よく推定するためには，これらのクラスタにおいてストレ

ス状態を正確に推定できるよう改善が必要である． 

 

6. おわりに 

 本研究では，スマートフォンログを用いてユーザのスト

レス状態を推定することを目指した．ユーザのストレス状

態を生体情報である心拍変動を基にした LF/HF で定義し，

ユーザの LF/HF が平均以上か，平均未満かを推定すること

を問題として設定した．推定にはスマートフォンログを用

いており，スマートフォンにはユーザの行動傾向や使用方

法が反映されているために， スマートフォンログを基にし

た行動特徴量により，ユーザ毎のストレス状態を非侵襲的，

かつ連続的に評価することが可能である． 

提案手法では，行動特徴量を基にユーザをクラスタリング

し，クラスタ毎にストレス状態を反映した行動特徴量を選

択し，アンサンブル学習を適用することで，平均して約 70%

の Accuracy でストレス推定が可能であることが示された． 

 今後の課題として，推定精度の改善と将来的なストレス

状態の推定が挙げられる．より精度よくユーザのストレス

状態を推定することにより，ユーザのストレス状態を正し

く把握し，未然にメンタルヘルスケアの不調を防ぐことが

可能になる．推定精度の向上のためには，行動特徴量の見

直しが必要であると考えている．現状の行動特徴量は，各

時間帯におけるスマートフォンログの平均値や集計値を基

に作成したものを含んでいるが，これらの特徴量ではユー

ザの行動特徴を十分に反映できていない可能性がある．ユ

ーザの日々の行動傾向の違いを明瞭に表現できる行動特徴

量を作成することで，高ストレス時と低ストレス時におけ

る行動の違いを捉え，より高精度で推定を行うことが可能

だと考えている． 

また，本提案手法では日毎のストレス状態を 2 値で定義

したが，半日毎や数時間毎といったより短い時間間隔での

ストレス推定や，ストレス状態を 5 段階で推定する，LF/HF

の数値を推定するなど，推定をより細かい粒度で行うこと

で，ストレス状態の細かい変化を捉えることが可能になる

と考えている．さらに，本提案手法では当日のスマートフ

ォンログを基に当日のストレス状態を推定しているが，今

日までのスマートフォンログを基に，翌日以降のストレス

状態を推定することで，メンタルヘルスケアの悪化を未然

に防ぐことができる技術となると考えている． 
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