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あらまし

情報技術の発達に伴い，ディジタル情報は増加，多様化の一途を辿っている．それに伴い，巨大なデータから

隠れた特徴や規則を体系的に発見するデータマイニングの技術は，ますます重要となっている．しかし，実世

界に存在するデータは欠損値や誤った値などのノイズを含むものも多い．このようなノイズ入りデータからマ

イニングされる情報は不正確なものとなってしまう．先行研究 [1]で，我々はあるトランザクションに本来出

現するはずのアイテムがそのトランザクションから消失するノイズと，本来出現しないはずのアイテムがその

トランザクションに出現するノイズの，2 種類のノイズを想定して，この 2 種類のノイズのみを含むデータ

ベースから，ノイズのない真の状態のデータベースにおける頻出アイテム集合を推定する手法を提案した．し

かし，実世界上のデータには，[1]が想定した 2種類のノイズ以外のノイズを持つものも多く存在する．本稿で

は，[1]で提案した頻出アイテム集合の推定法を，より一般的なノイズ入りデータに対しても使用できるように

一般化する．
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abstract

As we face huge amounts of varied information, data mining, which helps us discover hidden features

or rules from voluminous data systematically, has become more important. However, many data in real

world are dirty, including noises such as missing values or irrelevant values. The information mined

from such noisy data becomes incorrect. In our previous work[1], we assumed a noisy data model which

involves two kinds of noise: one is that an item which should be in a transaction erronously disappears,

and another that an item which should not be in a transaction erronously appears. We proposed the

method to estimate frequent itemsets[2] on the noiseless data, by probabilistic calculation using the noisy

one. However, the real world data may include more complex patterns of noises. In this paper, we present

a more generalized noisy data model, and discuss association rule mining under the model.

1 はじめに

情報技術の発達に伴い，ディジタル情報は増加，多

様化の一途を辿っている．それに伴い，巨大なデー

タから隠れた特徴や規則を体系的に発見するデータ

マイニングの技術は，ますます重要となっている．

[2]から始まった相関ルールマイニングの研究分野で

は，Agrawal らが提案したアプリオリアルゴリズム

[3]に始まり，より効率的なマイニングアルゴリズム

の提案 [5, 4, 6]，数値型属性を含むデータに対するマ

イニング [7]，頻出極大アイテム集合 [8] や頻出飽和

アイテム集合 [9]の概念についてなど，様々な研究が
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広く行われてきた．近年では，ファジー理論の概念

を取り入れたマイニングアプローチ [10, 11] やマイ

ニングを行うときに個人情報に対するプライバシー

を守るために，故意にデータを摂動し，そこからマイ

ニングを行う研究 [12, 13, 14]など，データが持つあ

いまいさや信頼性を意識した研究も盛んに行われて

いる．

さらに，実世界にあるデータは欠損値や誤った値

などのノイズを含むものも多く，このようなノイズ

入りデータからマイニングされる情報は不正確なも

のとなってしまうことから，データにノイズが含ま

れていることを考慮に入れたデータマイニングの研

究も行われてきている [16, 15]．

我々は特に，確率的にノイズが発生するノイズ入

りデータに着目し，そこからノイズのない本来のデー

タにおける頻出アイテム集合を確率的な推定によっ

てマイニングする手法を研究してきた．先行研究 [1]

では，トランザクションに本来出現するはずのアイ

テムが確率 p によってそのトランザクションから消

失するノイズと，本来出現しないはずのアイテムが

確率 q によってそのトランザクションに出現するノ

イズのみを含むノイズ入りデータをマイニングの対

象として，そこからノイズのない真の状態のデータ

ベースにおける頻出アイテム集合を推定する手法を

提案した．しかし，実世界上のデータには，[1]が想

定した 2 種類のノイズ以外のノイズを持つものも多

く存在する．

本稿では，[1]で提案した頻出アイテム集合の推定

法を，より一般的なノイズ入りデータに対しても使

用できるように一般化する．そのために，まず，一般

に，ノイズ入りデータがノイズのないデータベース

からどのように生成されるのかを検討し，ノイズ入

りデータの一般化モデルを示す．そして，[1]の推定

法のアプローチを一般化することによって，任意の

ノイズ入りデータのうちの，どのようなデータに対

して本推定手法が有効であるのかを明らかにした上

で，我々が提案する推定法の一般形を示す．

以降，本稿の構成は次のようになる．2 で本稿で

使用する記法を列挙する．3で，先行研究 [1]で我々

がどのようなノイズ入りデータを想定し，そこから

ノイズのない真の状態のデータベースにおけるアイ

テム集合のサポートをどのように推定したかを概説

表 1 トランザクションデータベース TDB

TID トランザクション

101 a, c, d, e, f

102 a, b, c, e

103 b, d, f

104 a, b, c, f

105 a, c, f

する．4 で確率的なノイズ入りデータのモデルを一

般化し，その後，[1]のアプローチに基づく推定法を

一般化する．5で，一般化された推定手法を用いて，

ノイズ入りデータをどのようにマイニングするかに

ついて，簡単なノイズ入りデータの例を用いて議論

する．6で本稿に関連する研究に言及する．7でまと

める．

2 定義

この章では，本稿で用いる表現や記法を定義する．

あるトランザクションにアイテムが出現している

ことを 1，出現していないことを 0 として表現すれ

ば，トランザクションデータベースは全ての要素が

ブール値の行列として捉えることが出来る．例えば

表 1 のトランザクションデータベース TDB は，次

のような行列MTDB で表せる．

MTDB =

⎡
⎢⎢⎢⎢⎣

1 0 1 1 1 1
1 1 1 0 1 0
0 1 0 1 0 1
1 1 1 0 0 1
1 0 1 0 0 1

⎤
⎥⎥⎥⎥⎦

行列の各行が表 1 の各トランザクションのアイテ

ムの出現を表している．例えば TID001 のトランザ

クションにアイテム c が出現していることは，行列

MTDB の 1行 3列目の要素が示している．

本稿では便宜上，トランザクションデータベース

をこのような行列表現として扱う．ノイズのない真

の状態のデータベース行列 DB に対して，ノイズ入

りデータベース行列を DB′ と表す．DB を DB′ に

対する真のデータベースと呼ぶ．行列の大きさはど

ちらも N × m である．すなわち，どちらのデータ

ベースも全トランザクション数は N で，出現する全
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アイテムの集合を I とすると，|I| = mである．行列

DB，DB′ の k 行目はデータベースの k 番目のトラ

ンザクションを意味し，それぞれベクトル tk，t′k で

表す．また，アイテム a ∈ I に対して，tk[a]，t′k[a]

はベクトル tk，t′k において，トランザクションにア

イテム a が出現しているかどうかを表す要素の値で

ある．例えば MTDB が DB であるとき，t1[c] = 1

である．

アイテム集合 X = {x1, ..., xn} ⊂ I の DB

上での出現回数は，|{tk|tk[x1] = 1 ∧ tk[x2] =

1 ∧ . . . ∧ tk[xn] = 1}| を意味し，cnt(X) で表す．

サポートは sup(A) = cnt(A)/N である．表 1 で

は，集合 {a, b, c} を含むトランザクションは TID

が 102 と 104 のものであり，cnt({a, b, c}) = 2，

sup({a, b, c}) = 2/5である．

3 先行研究

[1]で，我々はデータベース上の各アイテムに独立

に働く 2 種類のノイズを想定し，それらのノイズの

みを含むノイズ入りデータから真のデータベース上

の頻出アイテム集合を発見するために，真のデータ

ベース上のアイテム集合のサポートを，ノイズ入り

データベースから推定する手法を提案した．

[1]で想定したノイズ入りデータは次のような動き

で生成される．

定義 1 2 種類のノイズが入った確率的ノイズ入り

データ

任意のアイテム a ∈ I は，各トランザクション

ti ∈ DB とその対応トランザクション t′i ∈ DB′ に

対して，

1. a ∈ ti ならば，確率 pで a ∈ t′i となる．

2. a /∈ ti ならば，確率 q で a /∈ t′i となる．

ただし p �= 0.5かつ q �= 0.5である．

今，1-アイテム集合 X = {x1}(X ⊂ I)に対して，

|{tk|tk[x1] = 1}|，|{tk|tk[x1] = 0}| をそれぞれ c1，

c2 とし，|{t′k|t′k[x1] = 1}|，|{t′k|t′k[x1] = 0}|をそれ
ぞれ c′1，c′2 とすると，ベクトル [c1, c2]T と [c′1, c

′
2]

T

の間には確率的に次の関係が成り立つことが分かる．

[
c1

c2

]
=

[
p 1−q
q 1−p

]−1

·
[

c′1
c′2

]

上式から得られる c1 は真のデータベース上の

cnt(X) の推定値で，supest(X) = c1/N を我々は

推定サポートと呼ぶ．

また，2-アイテム集合 X = {x1, x2}(X ⊂ I)に対

しては，|{tk|tk[x1] = 1∧ tk[x2] = 1}|，|{tk|tk[x1] =

1 ∧ tk[x2] = 0}|，|{tk|tk[x1] = 0 ∧ tk[x2] = 1}|，
|{tk|tk[x1] = 0∧ tk[x2] = 0}|をそれぞれ c1，c2，c3，

c4とし，|{t′k|t′k[x1] = 1∧ t′k[x2] = 1}|，|{t′k|t′k[x1] =

1 ∧ t′k[x2] = 0}|，|{t′k|t′k[x1] = 0 ∧ t′k[x2] = 1}|，
|{t′k|t′k[x1] = 0∧t′k[x2] = 0}|をそれぞれ c′1，c

′
2，c

′
3，c

′
4

とすると，ベクトル [c1, c2, c3, c4]T と [c′1, c
′
2, c

′
3, c

′
4]

T

の間には次の関係が成り立つ．

⎡
⎢⎢⎣

c1

c2

c3

c4

⎤
⎥⎥⎦ = M−1 ·

⎡
⎢⎢⎣

c′1
c′2
c′3
c′4

⎤
⎥⎥⎦

ここで，M は確率 p, qから作られる確率行列である．

M=

⎡
⎢⎢⎣

p2 p(1−q) (1−q)p (1−q)2

p(1−p) pq (1−q)(1−p) (1−q)q
(1−p)p (1−p)(1−q) qp q(1−q)
(1−p)2 (1−p)q q(1−p) q2

⎤
⎥⎥⎦

同様に，n-アイテム集合X = {x1, ..., xn}(X ⊂ I)

に対して，

c1 = |{tk|tk[x1] = 1 ∧ tk[x2] = 1∧, . . . ,∧tk[xn] = 1}|
c2 = |{tk|tk[x1] = 0 ∧ tk[x2] = 1∧, . . . ,∧tk[xn] = 1}|

...
cn = |{tk|tk[x1] = 0 ∧ tk[x2] = 0∧, . . . ,∧tk[xn] = 0}|

また，

c′1 = |{t′k|t′k[x1] = 1 ∧ t′k[x2] = 1∧, . . . ,∧t′k[xn] = 1}|
c′2 = |{t′k|t′k[x1] = 0 ∧ t′k[x2] = 1∧, . . . ,∧t′k[xn] = 1}|

...
c′n = |{t′k|t′k[x1] = 0 ∧ t′k[x2] = 0∧, . . . ,∧t′k[xn] = 0}|

とすると，ベクトル C = [c1, c2, . . . , cn]T と C ′ =

[c′1, c
′
2, . . . , c

′
n]T の間には，対応する n × nの確率行

列M を用いて次の関係が成り立つ．
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C = M−1 · C ′

これによって，n-アイテム集合 X の推定サポート

supest(X)も得られることが分かる．

[1] では，定義 1 のノイズ入りデータベースに対

して，事前に何らかの方法で得られた確率 p, q が与

えられたとき，推定される真のデータベースにおけ

る頻出アイテム集合を全てマイニングする幅優先の

アルゴリズムを提案している．そのアルゴリズムで，

あるアイテム集合が真のデータベース上で頻出アイ

テム集合であるかどうかを判定する条件は，与えら

れた最小サポートmin supを用いて，以下のように

なる．

supesp(X) ≥ min sup ⇒
Xは頻出アイテム集合である．

4 一般化されたノイズ入りデータマイニ
ング

本章ではまず確率的ノイズ入りデータの一般化モ

デルを示し，次に，[1]の推定法をより一般的なノイ

ズ入りデータに対しても使用できるように一般化す

る．また，一般化した推定法が一般化モデルで表さ

れる任意のノイズ入りデータのうち，どこまでのデー

タに対して使用できるのかを明確にする．

4.1 ノイズ入りデータの一般的表現

ノイズには様々な種類が考えられる．アイテムレ

ベルで見れば，[1]で扱ったノイズのように各アイテ

ムに独立に働くノイズもあれば，トランザクション

にあるアイテムが出現することで，同じトランザク

ションから本来出現するはずの別のアイテムが消え

てしまうケースも考えられる．また，あるトランザ

クションで引き起こされたノイズが，その後のトラ

ンザクションに発生するノイズに影響を与えるケー

スも考えられる．しかし，データベースレベルで見

れば，ノイズ入りデータベースのモデルは容易に一

般化出来る．一般に，ノイズ入りデータベース DB′

は，真のデータベース DB と任意の変換オペレータ

F によって，以下のように定義できる．

定義 2 ノイズ入りデータの一般化モデル

真のデータベース DB に対して，任意の確率的なノ

イズが入ったノイズ入りデータベースDB′ を返す任

意の変換オペレータ F が与えられたとき，ノイズ入

りデータベースの一般化モデルは，

DB′ = F (DB) (1)

となる．

4.2 より一般的なノイズ入りデータからのサポート

の推定

ここでは [1]で提案したアイテム集合のサポートの

推定法を，より一般的なノイズ入りデータに対して

も使用できるように一般化した上で，一般化した推

定法が定義 2 の一般化モデルで表される任意のノイ

ズ入りデータのうち，どこまでのデータに対して使

用できるのかを明確にする．

3で概説した先行研究 [1]では，ノイズは各アイテ

ムに独立に働いていた．つまり，あるアイテムの出

現が，他のアイテムに働くノイズに及ぼす影響はな

かった．しかし，一般には，各アイテムに働くノイズ

は互いに影響しあっているかも知れず，ノイズが各

アイテムに独立に働くとは限らない．そのような場

合は 3 で述べた方法では推定サポートが求められな

い．[1]ではあるアイテム集合X = {x1, ..., xn}の推
定サポートを求めるには，データ中の各トランザク

ションがアイテム x1, ..., xn をどのように含んでいる

かを調べれば良かった．しかし，ノイズが各アイテ

ムに独立に働かない場合は，X に含まれない任意の

アイテム y の出現がX の要素アイテムが受けるノイ

ズに影響を及ぼしている可能性があるので，各トラ

ンザクションが y をどのように含んでいるかも調べ

る必要がある．

もし，あるトランザクション tk と，異なるトラン

ザクション th(h �= k)が，∀a ∈ I, tk[a] = th[a]なら

ば，tk と th はベクトルとして等しい．一般に，全要

素がブール値である大きさ mのベクトルは 2m 個あ

る．このようなベクトル [1, 1, ..., 1]，[0, 1, ..., 1]，. . .，

[0, 0, ..., 0]をそれぞれ v1，v2，. . .，v2m とし，DBに存

在するベクトル vk に等しいトランザクションの数を

C(vk) = |{ti|ti = vk}|，DB′ に存在するベクトル vk

に等しいトランザクションの数を C ′(vk) = |{t′i|t′i =

vk}| とすると，ベクトル [C(v1), . . . , C(v2m)]T と

[C ′(v1), . . . , C ′(v2m)]T との間には式 2 が成り立つ．
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⎡
⎢⎢⎢⎣

C(v1)
C(v2)

...
C(v2m)

⎤
⎥⎥⎥⎦ =

⎡
⎢⎢⎢⎣

r1,1 r1,2 . . . r1,2m

r2,1 r2,2 . . . r2,2m

...
...

. . .
...

r2m,1 r2m,2 . . . r2m,2m

⎤
⎥⎥⎥⎦

T

·

⎡
⎢⎢⎢⎣

C ′(v1)
C ′(v2)

...
C ′(v2m)

⎤
⎥⎥⎥⎦ (2)

ここで，ri,j は DB 上で vj であるトランザクショ

ン tk が，ノイズの影響で vi となる確率で，変換オ

ペレータ F によって定まる．式 2によって得られる

C(vk)は，明らかにDB′ から推定された，DB 上で

ベクトル vk に等しいトランザクションの数である．

従って，任意のアイテム集合X = {x1, . . . , xn}の推
定サポート supesp(X)は以下のように求められる．

supesp(X) =

∑
∀i(1≤i≤n),vk[xi]=1となる vk

C(vk)

N

以上のことから，式 2 を解けば，任意のアイテム集

合の推定サポートが得られることが分かる．

式 2 は，同一ベクトルのトランザクションの個数

に対して確率的な推定を行っている．同一ベクトル

の異なるトランザクションを区別しないので，各ト

ランザクションで同一アイテムに働くノイズが異な

る任意のノイズ入りデータからのサポートの推定に

は対応できない．よって，[1]の推定手法を一般化し

た式 2 は，同一アイテムに働くノイズが全てのトラ

ンザクションにおいて同じである任意のノイズ入り

データにのみ適用できる．トランザクションごとに

同一アイテムに働くノイズが異なるようなノイズ入

りデータに対してサポートを推定する手法は本稿で

は議論しない．

データベース上の全てのアイテムの数 m に対し

て，2m × 2m の行列の計算を行うのは非常に高コス

トである．コストを下げるためには，どのような変

換オペレータ F に基づいてノイズ入りデータが生成

されたかによって，可能な限り行列サイズの縮退を

行う必要がある．

5 マイニングの例

ここでは，一般化された推定手法を用いて，ノイズ

入りデータをどのようにマイニングするかについて，

簡単なノイズ入りデータの例を用いて議論する．

[1]で想定したノイズは，各アイテムに独立に働く

上，どのアイテムに働くノイズも，同じ二つの確率

によってのみ決まった．しかし実世界上のデータに

働くノイズはより複雑なものが多い．ここでは，表 1

のトランザクションデータベース TDBを，次のよう

な変換オペレータにより生成されたノイズ入りデー

タベースとして，具体的にサポートの推定を行うと

ころを見せる．

変換オペレータ F の例

1. アイテム a，bは確率 p1 で出現の状態が入れ

替わる．

2. アイテム cは，真のデータベース上のあるト

ランザクションに出現しているとき，確率 p2

でそのトランザクションから消失し，トラン

ザクションに出現していないとき，確率 q2

でそのトランザクションに出現する．

3. アイテム dは，真のデータベース上のあるト

ランザクションに出現しているとき，確率 p3

でそのトランザクションから消失し，トラン

ザクションに出現していないとき，確率 q3

でそのトランザクションに出現する．

4. アイテム e，f はノイズの影響を受けない．

1.は，tk[a] = 1 ∧ tk[b] = 1のとき確率 p1 で t′k[a] =

1∧ t′k[b] = 1，tk[a] = 1∧ tk[b] = 0のとき確率 p1 で

t′k[a] = 0 ∧ t′k[b] = 1，tk[a] = 0 ∧ tk[b] = 1のとき確

率 p1 で t′k[a] = 1 ∧ t′k[b] = 0，tk[a] = 0 ∧ tk[b] = 0

のとき確率 p1 で t′k[a] = 0 ∧ t′k[b] = 0 となること

を意味する．このとき，確率 p1，p2，p3，q2，q3 に

よって，式 2 の確率行列の要素確率 ri,j は容易に得

られる．

TDB 上のユニークなアイテムの総数は 6 であ

るので，式 2 の確率行列の大きさは 64 × 64 とな

る．しかし，あるアイテム集合に着目して，その

推定サポートを求める場合は，そのアイテム集合

の要素アイテムと，要素アイテムに働くノイズに
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⎡
⎢⎢⎣

|{tk|tk[a] = 1 ∧ tk[b] = 1}|
|{tk|tk[a] = 1 ∧ tk[b] = 0}|
|{tk|tk[a] = 0 ∧ tk[b] = 1}|
|{tk|tk[a] = 0 ∧ tk[b] = 0}|

⎤
⎥⎥⎦ =

⎡
⎢⎢⎣

1 0 0 0
0 1 − p1 p1 0
0 p1 1 − p1 0
0 0 0 1

⎤
⎥⎥⎦

T

·

⎡
⎢⎢⎣

|{t′k|t′k[a] = 1 ∧ t′k[b] = 1}|
|{t′k|t′k[a] = 1 ∧ t′k[b] = 0}|
|{t′k|t′k[a] = 0 ∧ t′k[b] = 1}|
|{t′k|t′k[a] = 0 ∧ t′k[b] = 0}|

⎤
⎥⎥⎦ (3)

[ |{tk|tk[c] = 1}|
|{tk|tk[c] = 0}|

]
=

[
1 − p2 q2

p2 1 − q2

]T

·
[ |{t′k|t′k[c] = 1}|

|{t′k|t′k[c] = 0}|
]

(4)

　　

影響を与える非要素アイテムが各トランザクショ

ンにどのように出現しているかを調べれば十分で

あり，確率行列は縮退できる．例えば 1-アイテム

集合 {a}, {b}, ..., {f} の推定サポートを計算する場
合は次のようになる．上記変換オペレータにより，

supest({e}) = 2，supest({f}) = 4 は自明である．

a に働くノイズは b の出現に影響され，b に働くノ

イズは a の出現に影響されるので，それぞれ推定サ

ポートを求める際はトランザクションに a と b がど

のように出現するかを調べる必要がある．よって，

supest({a})および supest({b})は式 3を解くことに

よって得られる．supest({c})を求める際は式 4を解

く．supest({d})を求めるときは確率 p3, q3 を用いて

式 4と同様に解けばよい．

ここで，式 3を解けば，2-アイテム集合 {a, b}の推
定サポートまで得られることが分かる．また，{a, c}
の推定サポートは，トランザクションに a と c およ

び b がどのように出現するかを調べれば計算可能で

あるが，この計算で {a, c} の推定サポートと同時に
{a, b, c}の推定サポートが得られる．このように，変
換オペレータによっては，あるアイテム集合に着目

して推定サポートの計算を行えば式 2 の確率行列が

縮退可能であったり，一回の計算で異なるサイズの

アイテム集合の推定サポートが同時に得られること

がある．一般に，確率行列の最適な縮退方法や，効率

的な処理を行うためのマイニングアルゴリズムの最

適な設計は，与えられた変換オペレータによって異

なる．

6 関連研究

先行研究 [1]の手法は，プライバシーを考慮に入れ

たデータマイニング手法 [13] を基にしている．[13]

は個人情報が含まれたデータをプライバシーを守り

つつマイニングすることを目的に，故意にデータを

摂動し，そこから摂動前のデータにおける頻出アイ

テム集合を，摂動前のデータにおけるアイテム集合

のサポートを推定することにより発見する手法を提

案している．この摂動には一つのパラメタが使用さ

れているが，それに対して [1]では二つの確率によっ

て 2 種類のノイズが入ったデータからサポートの推

定を行っている．本稿の推定法は，先行研究 [1]の手

法を，より一般的なノイズ入りデータに対しても使

用できるように一般化したものである．

[15] は行列で表現されたノイズ入りデータに対し

て，ある程度のエラーを許容するという考え方に基

づいて頻出アイテム集合のマイニングを行っている．

[16]は，実世界情報の多くがダーティで，そのこと

がアイテム集合のサポートや相関ルールの確信度に

少なからず影響を与え，マイニングされるほとんど

の頻出アイテム集合や相関ルールが，しきい値に近

い小さなサポートや確信度を持っていることに注目

し，しきい値を与えて最小サポートよりある程度小

さなサポートを持つアイテム集合をマイニングする

ことで，従来のマイニングでは見落としてしまうア

イテム集合の中から興味深いパターンをマイニング

しようと試みている．

[15] と [16] はどちらもデータにノイズが混入して

いることを考慮したデータマイニングの研究だが，

本研究と異なり，確率的な推定計算を行わない．
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7 おわりに

本稿では，先行研究 [1]で提案した頻出アイテム集

合の推定法を，より一般的なノイズ入りデータに対

しても使用できるように，推定手法の一般化を行っ

た．また，ノイズ入りデータの一般化モデルを示し，

[1]の推定法のアプローチを一般化することによって

一般化モデルで表されるノイズ入りデータのうちの，

どのようなデータに対して本推定手法が有効である

のかを議論した．

今後は，同一アイテムに働くノイズが各トランザ

クションで異なる任意のノイズ入りデータから真の

データベースにおける頻出アイテム集合を推定する

にはどのようにすればよいかを検討する．
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