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1 はじめに
近年、国内で 3DCGによるセル画のようなアニメー

ションの制作が盛んに行われている。本稿ではそのた
めの線描画に注目する。
3DCGより生成した法線画像と深度画像を入力とし、

畳み込みニューラルネットワークを用いることで、強
弱つきの線画を生成する手法を提案する。従来のアル
ゴリズムでは難しかった線の強弱量の決定を、データ
に基づき行うことを可能とする。

2 提案手法
提案手法では、法線画像・深度画像と手描き線画像

のセットを学習データとし、これを用いてネットワー
クを学習させることで、強弱有り線画像を生成する。
以下では、学習データ, 学習モデルについて述べる。

2.1 学習データ
ネットワークの入力には、法線画像と深度画像を用

いる。法線画像とは、オブジェクトの法線ベクトルの
XYZを RGBに対応させた 3チャンネル画像である。
また深度画像はカメラからの距離を各ピクセル値とし
た 1チャンネル画像である。この 2つの画像、合計 4

チャンネルを入力データとしてネットワークに与える。
ターゲット画像には、法線画像・深度画像を手描き

でトレースした線画像を用いる。今回は以下の条件を
満たすようにトレースした線画像を用い、具体例を図
1aに示す。

1. 線は必ず法線画像・深度画像のエッジ上に描く
2. 3DCGオブジェクトの形状にない模様などは描か
ない

3. シルエットラインは 8pt、その他の線は 5ptのブ
ラシを用いて描く

4. 顎や髪の毛などオブジェクト重なりによる線の交
差部分は陰影を表現するためにインクが溜まった
ように塗りつぶす

学習データが少ないと学習が十分に行われないため、
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画像の回転・反転を行いデータの水増しをする。ター
ゲット画像はバイキュービック補間法で回転し、入力
画像は 3Dオブジェクトを回転しレンダリングする。
それらの画像を上下左右に反転する。ただし、法線画
像の反転は反転させる方向のチャンネルが対応するよ
うに反転を行う。そして、パッチを作成を行いこれを
学習に用いる。パッチ中心がオブジェクトの領域とな
るよう画像をランダムに切り抜き、その領域をパッチ
とする。

2.2 学習モデル
学習ネットワークには、画像・映像認識に広く用い

られている畳み込みニューラルネットワークを用いる。
ネットワークの構成は Simo-Serraらの研究 [1]で用い
られた全層畳み込みニューラルネットワークモデルを
参考にする。構成したネットワーク構造を表 1に示す。

kernel stride output size activation

- - 4×W ×H -

3× 3 2× 2 64×W/2×H/2 ReLU
3× 3 1× 1 128×W/2×H/2 ReLU
3× 3 1× 1 128×W/2×H/2 ReLU

3× 3 2× 2 256×W/4×H/4 ReLU
3× 3 1× 1 512×W/4×H/4 ReLU
3× 3 1× 1 512×W/4×H/4 ReLU

3× 3 1× 1 1024×W/4×H/4 ReLU
3× 3 1× 1 1024×W/4×H/4 ReLU
3× 3 1× 1 512×W/4×H/4 ReLU

3× 3 1
2
× 1

2
512×W/2×H/2 ReLU

3× 3 1× 1 256×W/2×H/2 ReLU
3× 3 1× 1 256×W/2×H/2 ReLU

3× 3 1
2
× 1

2
256×W ×H ReLU

3× 3 1× 1 128×W ×H ReLU
3× 3 1× 1 128×W ×H ReLU

3× 3 1× 1 32×W ×H ReLU
3× 3 1× 1 1×W ×H Sigmoid

表 1: 学習モデルのネットワーク構成

入力層・出力層を除き、各層にはバッチノーマライ
ゼーション [2]を適用する。最終層以外には活性化関
数として ReLU を用いているが、最終層では出力を
[0,1]にするために Sigmoidを用いる。
損失関数には式 (1)を用い、これを最小化するよう

にネットワークを学習させる。

∥T −O∥2FRO (1)
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ただし、T はターゲット画像、Oはネットワークの出
力とし、∥ · ∥FRO はフロベニウスノルムとする。

3 実験と考察
第 2章で述べたように、ネットワークを実装する。

3Dオブジェクトには、プロ生ちゃん [3]を用い、様々な
ポーズをとった 14セットの学習データを作成し、この
うち、12セットを学習データとして用い、残り 2セッ
トをテストデータとする。パッチサイズを 240×240px

とし、1回の学習に 10セットのパッチを与え、30000

回繰り返し学習を行う。
まず、線描画について定量的評価を行う。画素値を

[0, 1]とした時の [0, 0.9)を線部分とし、オブジェクトす
べてが含まれるような最小の矩形領域において、ター
ゲット画像に対する出力画像の正答率を求め、それを
表 2に示す。

データ 線部分 白地部分
学習データ 95.85% 98.31%

テストデータ 90.40% 98.17%

表 2: ターゲット画像に対する正答率

次に、手描き線画像の特徴である線の強弱について
定性的評価を行う。テストデータより生成した線画像
を図 1に示す。ターゲット画像作成時の条件 3にある
ような線幅の変化による強弱がついており、条件 4に
あるようなインク溜まりの表現も顎・髪などの交差部
分が塗りつぶされていることが分かる。

(a) ターゲット画像 (b) 結果画像

図 1: テストターゲット画像 (a)と学習済みネットワー
クによる出力画像 (b)の比較

動画像へ適応では、フレーム間の連続性が求められ
る。図 2は顎の線が徐々に太くなる。連続性が好まし
く実現できた例である。しかし本手法では、各フレー

(a) (b)

(c) (d)

図 2: フレーム間における連続性。(a)→(d)の順。

ムごとに線画像を生成するため、フレーム間の連続性
は本質的に考慮されない。入力である法線画像・深度
画像におけるエッジが明瞭でない箇所で線の描画の判
別がつかないことがあり、ちらつきの発生が見られる
結果も生じてしまった。

4 まとめ
3DCGより生成した法線画像と深度画像を入力とし、

畳み込みニューラルネットワークを用いることで、強
弱有り線画像を生成する手法を提案した。実験を行い、
提案手法が手描き線画像の強弱量の決定を行うことを
示した。今後の課題としては、動画像への適応や、様々
な 3Dオブジェクトに対する頑健性の評価・向上など
が挙げられる。また、この研究の発展として、提案し
た手法により求めた強弱量を用い、画材で描いたよう
なスタイルを線に付与することなどが期待される。
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