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機械学習を用いた業務システムの機能と評価に関する考察  

 

本橋洋介†1  
 

概要：機械学習を用いたシステムの性能や利便性の評価に関しては，精度指標の考え方があるものの，どのようなシ
ステムではどんな評価を行うかについての知見がまだ蓄積されていない．これにより，システムの有効性・利便性に
ついて，開発者と利用者の間での合意形成が上手くいかないといった課題があり，機械学習を用いたシステムの業務

活用が拡がらない原因となっている．そこで，本論文では，過去に行われた機械学習の業務活用・システム化のプロ
ジェクトを調査し，それぞれのプロジェクトでどのような評価が行われたかを整理した結果を報告する． 

 

キーワード：機械学習，機械学習システム 

 

A survey of function and evaluation of systems using machine 

learning. 
 

Yosuke Motohashi†1 

 
 

 

1. はじめに   

  人工知能（AI．以下人工知能と AI は同義の言葉とし

て用いる）という言葉は 50 年以上の歴史があるものであ

るが，産業界で人工知能が活用されるシーンは限定的であ

った．しかし，近年，ビッグデータブームや Deep Learning

の登場を経て，業務で活用する事例が増加している．D eep  

Learning が画像認識分野を中心に精度改善をもたらしたこ

となどによって，適用の幅も広がっており，2017 年現在，

第三次人工知能ブームと呼ばれるようになっている． 

しかし，機械学習に代表される人工知能を業務システムに

取り入れ運用する事例はまだ多くないのが現状であり，各

企業も「人工知能をどのように使っていけばよいか」「人工

知能を使うようになるまでの手順や方法」などのノウハウ

が不足している．特に，機械学習を用いたシステムに関し

て「何を評価するか」ということに関して，体系的な整理

がない．これにより，システムの有効性・利便性について，

開発者と利用者の間での合意形成が上手くいかないといっ

た課題があり，機械学習を用いたシステムの業務活用が拡

がらない原因となっている．そこで，本論文では，過去に

行われた機械学習の業務活用・システム化のプロジェクト

を調査し，それぞれのプロジェクトでどのような評価が行

われたかを整理する．整理において，業種・対象データ・

業務フローなどと併せて実施することによって，どのよう

なプロジェクトでどんな評価が行われるのかの知見を得る

ことを目指す． 

 

                                                                 
 †1 (株 )日本電気   

   NEC corporation  

2. 関連研究 

 機械学習を用いたシステムの開発方法や評価に関する研

究やガイドラインは以下のようなものがある． 

総務省 AI・ネットワーク社会推進会議においては AI を用

いたシステムの開発ガイドラインを策定し公開している

[1]．しかし，透明性や倫理性などの指針はあるものの，性

能や利便性に関する評価の方法に対して言及していない． 

 機械学習を用いたシステムの運用方法・構築方法につい

ての書籍[2][3]はあるが，限定的なユースケースにおける実

例が記載されているのみで，複数のプロジェクトで共通す

る考え方なのかどうかがわからなくなっている．また，機

械学習システムのテスト項目についてまとめた研究[4 ]も

あるが，正確性や速度などを重視しており，「利便性」「有

効性」について評価する方法についての整理が不足してい

る． 

このように体系的な整理があまり存在しない中，「機械

学習工学」を研究するコミュニティ[5]を立ち上げる準備が

行われているが，機械学習システムの評価方法についてま

とめた研究結果はまだない． 

 

3. 調査方法 

調査は，機械学習を用いたシステムの開発プロジェクト

の関係者（主としてプロジェクトマネージャーや機械学習

部分の設計者）に対してアンケート形式で実施した． 

調査においては，システムの目的・業務フロー・システ

ムの評価方法を選択式で質問した．選択項目は，事前に 10
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プロジェクトの関係者からヒアリングを行って得た業務フ

ローや評価方法の代表例を基に作成した． 

他に，学習データの種類や量・学習アルゴリズムの種類・

システム運用中の学習および予測（推定）の頻度を自由記

述で回答させた． 

調査対象の PJ に関する情報を表１に示す．今回は，シス

テムとして定常運用しているまたは開発中のものであり，

教師あり学習タイプの機械学習を用いているものに限定し

て調査を行った． 

 

表１ 調査対象のプロジェクト 

 

4. 機械学習を用いたシステムの業務フロー 

 

ヒアリングおよびアンケート結果を基に，業務フローの

パターン化を実施した．人と機械学習の役割分担によって

パターンを作成し，以下の３通りのフローに分類した．  

 

パターン１．自動意思決定 

 

機械学習結果のモデルを活用したシステムが自動的に

実行するが，システムが判断の自信度を判定して自信がな

いときに人間に意思決定を委ねる流れである（図１）． 

これは，自動でオペレーションして問題ないようなときに

よくあるフローである．全体として統計的に成功すればよ

く，個別のオペレーションの成功不成功がそこまで問題で

はないケースとも言える．ただし，完全に自動でオペレー

ションすることで，人工知能が学習していないケースに遭

遇したときなどのために，例外的にオペレーションをスト

ップできるようにしておくようにする必要がある． 

 

 

 

 

図１ 業務フローパターン１．自動意思決定 

 

 

パターン２．人による意思決定 

 

機械が推奨する結果を参考に，実行に関する最終意思決

定を人間が行う流れである（図１）． 

これは，すでに行っている業務を機械がサポートするよ

うなときに，よくあるフローである．小売業の発注自動化

や，インフラや機器のメンテナンスのように，予測自体は

人工知能が高性能に行うことができるが，そのあとのアク

ションにおいては複雑な要因が絡み合うようなケースはこ

のようなフローがよいと考えられる． 

 

  

 

図２ 業務フローパターン２．人による意思決定 

 

パターン３．人によるルールの選択 

 

機械学習が作成したルールを人が確認し，人が採用した

ルールに基づいて人工知能が自動的に実行するフローであ

る．オペレーションに失敗したときの損害が大きいときや，

オペレーションの論拠を正確に説明したり保証したりしな

くてはならないケースである． 

 

 

図３ 業務フローパターン３．人によるルールの選択 

 

 

このように，人と機械の役割分担を基に，業務フローを

パターン化することとした． 

 

5. 機械学習を用いたシステムの評価指標 

 

評価指標の調査のため，実際のプロジェクトで評価指標

に用いられたものを挙げた．調査においては，これらの中

から選択式（複数回答可）で回答させ，集計した．評価指

全プロジェクト数 53

対象の業界
製造12，金融10，流通6，エネルギー5，交通4，自治体4,
その他12

対象の問題 回帰34，判別19
対象のデータ 数値・ラベルのみ41，画像7，自然言語5
機械学習のタス
クの種類

需要予測18，行動予測5，所要時間予測3，不正検知3,解
約予測3,顧客満足度予測3,その他18

機械学習データ

ＩＮＰＵＴ 分析

機械学習

意思決定

分析結果 人間

ＯＵＴＰＵＴ 意思決定
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標の一覧を以下に示す． 

 

①  精度 

多くのケースで重要な指標である．機械学習を用いたシ

ステムは，過去のデータを学習した結果を基に，未知の何

かを推定するものが殆どであり，具体的には以下の指標が

ある． 

 

・機械学習が回帰問題を対象とする場合の精度指標  

回帰問題とは，数値を推定する問題のことを指す．この

場合は，評価対象データにおいて，正解の値（実績値）と

機械が推定した値（予測値）の差（誤差）を基に評価する

ため以下の指標がある． 

 

・平均誤差（MAE）＝誤差の絶対値の平均値 

・平均二乗誤差（RMSE）＝誤差の二乗の平均値の平方根 

・誤差率（MAPE）＝（誤差の絶対値／実績値）の平均値 

・平均誤差／平均実績値 

・最大誤差値 

・一定値以上の誤差値の割合 

・上振れ誤差率 

・下振れ誤差率 

 

・機械学習が判別問題を対象とする場合の精度指標  

判別問題とは，YES・NO などのラベルを推定する問題の

ことを指す．この場合は，図４にあるような混合行列に値

を入れ精度を計算するのが通常である．用いる精度指標に

は以下のものがある． 

 

図４ 混合行列の例 

 

上図の表を作り，TP，FN，FP，TN に入る値を組み合わせ

て以下のような精度指標を計算して評価する． 

 

適合率(Precision)＝TP / (TP＋FP) 

再現率(Recall)・感度(sensitivity)＝TP / (TP + FN) 

特異度(specificity)＝TN / （FP＋TN） 

F 値=（適合率と再現率の調和平均） 

Lift 値=「ランダムに推定したときの適合率」とテストデー

タの適合率の比率． 

 

 

②  解釈性 

結果を人が解釈しやすいか，人が理由（≒予測モデル）

を理解して業務ができるかの指標を解釈性と呼ぶ．たとえ

ば機械学習で異常検知する方法を作った時に，異常の検出

精度だけではなく，「どういう理由で異常と判断したか」と

いう点を解釈できることは大切である．その理由を人が解

釈することで，異常の原因を推定して修理に行くなどの行

動ができるからである． 

 

解釈性には，何を解釈するかによって以下の２つの種類が

ある． 

・結果解釈性 

  機械学習の推定結果ここに対して，説明変数の何が影

響してその結果になったのかを解釈できるかどうか 

・モデル解釈性 

  学習結果のモデルが，説明変数の何を重視しているモデ

ルなのかを解釈できるかどうか 

 

③ 意外性 

機械学習が，人が従来持っていなかった知見を出せるか

どうかを評価する指標を意外性と呼ぶ．定性的な評価にな

りやすいが，機械学習のプロジェクトでは，人が持ってい

ない知見を得ることを記載されることがあり，その場合に

用いる． 

 

④ 安定性 

機械学習の結果やモデルが，データが新しくなった時や

追加された時に変わらないかどうかを評価する指標を安定

性と呼ぶ．定常運用時に毎日実行して結果を人が解釈しな

がら用いるケースなど，モデルや結果の大幅な変化が業務

に悪影響である場合に用いる． 

 

調査においては上記①から④のどの指標が重要である

かを調べたが，自由回答項目において上記以外の指標につ

いても質問を行った． 

 

6. 調査結果と考察 

 

調査結果を以下に示す． 

図５は，調査対象のプロジェクトの業務フローを分類し

た結果である．全体の 60%が，パターン２（人による意思

決定）であったが，これは，調査対象の多くを占める需要

予測プロジェクトにおいて，需要予測結果を基に，在庫管

理や人員計画などを人が行うケースが多かったためである． 
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図５ 調査対象の業務フローパターン 

 

次に，評価指標において何を採用したかについての調査

結果をまとめる． 

 

精度評価指標について 

調査対象のすべてのプロジェクトで，何らかの精度評価

指標を用いて評価を行っていた． 

図６は，回帰における精度評価指標の採用率を示した図

である．図６のように，MAEや平均誤差を平均実績値で割

ったものが良く用いられていた．RMSE に比べて M AE が

頻繁に用いられていたのは，直接経済価値に変換しやすい

指標であるからだと推測される．実際に，調査対象のプロ

ジェクトの中に，MAEをコストや利益に変換してプレゼン

テーションを行った事例があった． 

また，一定以上の誤差値割合や上振れ・下振れ誤差の度

合を重視しているプロジェクトもあった．たとえば，需要

予測結果において在庫管理を行う場合は，多めに予測する

場合（＝在庫過多に繋がる）と少なめに予測する場合（＝

欠品に繋がる）では運用者に与える被害の大きさが異なる．

そのため，上振れ誤差と下振れ誤差を分けて評価する必要

がある． 

一般に機械学習はRMSEを小さくするように学習するこ

とが多いが，このような指標を重視すると必ずしも RM SE

が最小のモデルが優秀とは限らず，運用に合わせた精度指

標を設定して評価する必要があることがわかった． 

 

図６ 回帰における精度評価指標の採用率 

 

図７は，判別における精度評価指標の採用率を示した

図である．図７のように，適合率や再現率などの指標よ

り，F 値のような総合的な精度指標を用いていることが多

いことがわかった．また，適合率に比べて lift 値が用いら

れていることが多いのは，プロジェクトによっては判別問

題における正例率が著しく低く（1%など），適合率を算出

してもあまりに小さい値になり，十分価値がある精度かど

うかを評価しづらいケースがあるからであることがわかっ

た．このような「解きたい問題の難しさ」を基に評価指標

を基準化・正規化することが有効性の評価において重要で

あると考えられる． 

 

 

図７ 回帰における精度評価指標の採用率 

 

 

図８は，精度以外の指標の採用率を示した図である．図

８のように，業務フローのパターンによって精度以外の指

標の採用率が大きく違うことがわかった．また，解釈性に

関しては，すべての業務フローパターンにおいて一定以上

の割合で採用されており，精度に次いで重要な指標と考え

られる．一方で，業務フローパターン３（人によるルール

選択）では意外性が用いられ，業務フローパターン１（自

動意思決定）では安定性が用いられる傾向があることがわ

かった． 

 

 

図８ 精度以外の指標の採用率 

1（自動意思決定）
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その他の指標 

アンケートにおいては，自由回答で，その他に用いた指

標についての情報を収集した．その回答から特徴的な内容

を抜粋する． 

まず，最も多かったその他の評価指標は，「過学習度合い」

であった．評価データにおける精度が良い場合も，学習デ

ータにおける精度がさらに大幅によく過学習が疑われる際

は，運用中に何らかの問題が起こりやすいため，学習デー

タに対する過学習（学習データにあわせすぎること）は問

題であるとみなしているプロジェクトが数件あった． 

他に，精度指標を経済価値に変換する式を独自に用いて

いるプロジェクトが多くあった．たとえば，需要予測結果

による在庫管理では，精度以上に，想定廃棄率や在庫切れ

率などを重要な評価指標としていた． 

 

7. まとめと今後の展望 

 本論文では，機械学習を用いたシステムの評価において，

精度および精度以外の評価指標で何が用いられているかの

調査を行った結果を報告した．調査の結果，精度指標にも

運用に合わせた評価指標を用いる必要性や，精度以外の指

標も併せて評価する必要があることがわかった．また，精

度以外の指標については，機械学習を用いたシステムと人

の役割のパターン（＝業務フローのパターン）によって求

められる指標が異なることがわかった． 

 本論文での調査では，機械学習を用いた業務システムの

評価方法について，限定的な対象について調べたのみに留

まっている．今後調査対象の拡大や，エンドユーザーへの

利便性調査を行っていき，「使いやすい，機械学習を用いた

システム」「性能が良い，機械学習を用いたシステム」につ

いての知見をさらに集めていきたい． 
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