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スペクトログラムの階層的クラスタリングを用いた
タイムスパン・セグメンテーション抽出について

澤田 隼1,†1,a) 竹川 佳成1 平田 圭二1

受付日 2017年6月11日,採録日 2017年12月8日

概要：本稿では，Generative Theory of Tonal Music（GTTM）を音楽のスペクトログラムに直接適用し
て階層的クラスタリングによってタイムスパン・セグメンテーションを生成する新しい方法を提案する．
まず初めに，スペクトログラムを時間軸方向に分割し，周波数方向に縦長の矩形（bin）をピッチイベント
として，スペクトログラムを一連の binの集合として考える．binのテクスチャの特徴は，グレーレベル同
時生起行列（Gray level co-occurrence matrix: GLCM）を使用して抽出され，テクスチャ特徴量の時系列
データを生成する．テクスチャ特徴量による隣接 bin間の類似度によってフレーズの近接度および変化量
が計算される．並列性および反復性などの大域的な構造は，一連の binの自己相似性行列（Self-similarity
matrix: SSM）によって検出される．隣接する bin間の境界の強さを表す時系列データが与えられ，隣接
する binをボトムアップに反復的に併合していくことで，最終的にタイムスパン・セグメンテーションに
対応する系統樹を生成するアルゴリズムを開発する．Mozartの K.331と K.550を入力して実験を行った
結果，音高や調和などの音楽知識をほとんど考慮していないにもかかわらず，有望な結果が得られた．
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己相似性行列，系統樹
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Abstract: We propose a new method of applying Generative Theory of Tonal Music directly to a spectro-
gram of music to produce a time-span segmentation as hierarchical clustering. We first consider a vertically
long rectangle in a spectrogram (bin) as a pitch event and a spectrogram as a sequence of bins. The texture
feature of a bin is extracted using a gray level co-occurrence matrix to generate a sequence of the texture fea-
tures. The proximity and change of phrases are calculated by the distance between the adjacent bins by their
texture features. The global structures such as parallelism and repetition are detected by a self-similarity
matrix of a sequence of bins. We develop an algorithm which is given a sequence of the boundary strength
between adjacent bins, iteratively merges adjacent bins in the bottom-up manner, and finally generates a
dendrogram, which corresponds to a time-span segmentation. We conducted an experiment with inputting
Mozart’s K.331 and K.550 and obtained promising results although the algorithm does not take into account
almost any musical knowledge such as pitch and harmony.

Keywords: generative theory of tonal music, time-span segmentation, gray level co-occurence matrix, self-
similarity matrix, dendrogram

1 公立はこだて未来大学
Future University Hakodate, Hakodate, Hokkaido 041–8655,
Japan

†1 現在，公立はこだて未来大学大学院
Presently with Intelligent Information Systems, Future Uni-
versity Hakodate

a) g2116022@fun.ac.jp

1. はじめに

楽譜に書かれた楽曲の構造や意味を分析する手法として

Generative Theory of Tonal Music（GTTM）がある [11]．

これはグルーピング構造分析と拍節構造分析を経て，人間
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の認知過程をふまえた音楽の階層的な構造を抽出する分析

手法である．グルーピング構造分析は楽曲全体を音楽的に

まとまりのあるグループに分割し，グループの階層構造を

抽出する分析であり，拍節構造分析は楽曲から各階層ごと

に強拍と弱拍の位置を示す階層構造を抽出する分析であ

る．各分析は構成規則（well-formedness rules）と選好規

則（preference rules）の 2種類の規則からなる．構成規則

は満たすべき基本的な構造の特性を示す規則であり，選好

規則は経験豊かな聴衆の聴取によって好ましい構造を示す

規則である．GTTMのタイムスパン簡約は，グルーピン

グ構造分析と拍節構造分析をもとに構造的に重要な音の選

出を繰り返すことで旋律中の各音符の重要度を二分木（タ

イムスパン木）で表すことができる．それは楽曲の構造の

記述にとどまらず，楽曲の構造の操作を可能にするもので

あった．タイムスパン木は認知的リアリティを持つことが

Dibbenによって確認されており [3]，人間が音楽を聴取し

た際の認知過程をふまえた音楽的に信頼できる分析が可能

となる．

しかし，GTTM分析を計算機上に実現しようとすると多

くの未解決の問題があることが広く認識されている [6], [8]．

(1) タイムスパン木を生成するために定められた，音楽の

情報を抽出する選好規則の競合を解決するために優先

順位を決定するという問題

(2) 楽譜上に書かれた楽曲しか扱うことができず，音響信

号を対象としていないという問題

(1)に関して，選好規則の音楽的な要素には，音高や時

間間隔の差や，局所的な構造や大域的な構造の制約，和声

や拍節の構造によって作られる境界などが含まれる．一般

的に，競合する選好規則のどちらか一方に優先権を与える

ことを考えるが，選好規則の優先順位を制御する規則はい

まだ提案されていない．(2)に関して，GTTMは本来楽譜

に書かれた楽曲を分析するために提案された．しかし，実

際の分析対象の楽曲は音響信号である．GTTMの適用範

囲を音響信号に拡張することができれば，幅広いスタイル

やジャンルなど膨大な楽曲に対して音楽的に信頼できる分

析をすることができる．

しかし，GTTM を音楽音響信号に直接適用するには

GTTMの選好規則を音楽音響信号を対象とした規則に変

換する問題を解決する必要がある．楽譜は拍節（x軸）と

音高（y軸）の二次元座標系として考えることができるた

め，拍節を時間に，音高を周波数に変換することによって

選好規則はスペクトログラムに適用可能である．しかし，

スペクトログラムには多くの複雑な調波構造や不安定なパ

ターンが含まれているため，メロディやコードの各音符を

正確に認識して分離することは困難である．したがって，

本来の GTTMの選好規則を音楽音響信号やスペクトログ

ラムから抽出された音符に適用する方法では，高い楽譜認

識の精度および音源分離の精度が要求される．

図 1 グルーピング構造と拍節構造を統合したタイムスパン・セグメ

ンテーションの例

Fig. 1 Example of time span segmentation in which grouping

structure and metrical structure are integrated.

本稿では，上記の問題を解決するために音楽音響信号に

直接 GTTMを適用する新しい方法を提案する．音楽音響

信号から抽出される代替の特徴量であるスペクトログラム

のテクスチャ特徴に焦点を当てる．クロマグラムやMFCC

などの音響特徴量の有効性を認めながらも，フィージビリ

ティスタディとして，スペクトログラムのテクスチャ特

徴量に基づいた新しい方法を検討し，タイムスパン・セグ

メンテーションを生成する．タイムスパン・セグメンテー

ションは Lerdahlらによって導入された基本的な音楽構造

の 1つで，グルーピング選好規則によるグルーピングの結

果と，周期構造やリズムといった拍節構造の結果を統合し

た構造であり，タイムスパン簡約が行われる領域として定

義されている．人間は旋律の特徴による上位のグループ境

界の情報とリズムによる下位のグループ境界の情報を使っ

て，人間の認知と整合する認知的リアリティのある境界を

同定している．この 2 つの異なる境界の認知を統合する

構造としてタイムスパン・セグメンテーションが導入され

た（図 1）．タイムスパン・セグメンテーションの例は，文

献 [11]の図 6.5～6.6（p.127）と図 6.8（p.129）を参照され

たい．また，タイムスパン・セグメンテーションの各セグ

メント内のヘッドを選択し，順序付けすることによってタ

イムスパン木が生成される．本稿では音高や和声の情報を

扱うのではなく，スペクトログラムのテクスチャの特徴に

着目するため，タイムスパン木ではなくタイムスパン・セ

グメンテーションを扱う．

2. 関連研究

まず，音響特徴量から音楽の境界や繰返し構造などの

音楽構造を抽出する典型的な従来の方法について述べる．

Chenらは音楽音響信号をイントロや Aメロ，サビといっ

たセグメントに分解する方法を提案した [1]．Chenらクロ

マ特徴量に基づいた調和の情報や，MFCCに基づいた音色

の情報を使用してセグメントにラベル付けを行った．Foote

の自己相似性行列（Self-similarity matrix: SSM）[4]のよう

な音楽の構造を可視化するのと同じ目的を果たす新しい表

現 Score matrixが，音楽音響信号の調和と音色の 2つの異

なる側面を組み合わせるために導入された．そして，NMF

によって Score matrixをセグメントのテンプレートと時系

列のアクティベーションに分解する．Chenらの手法は主
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に調和と音色といった様々な種類の音響情報に基づいて音

楽構造が認識されるという観察から着想を得ている．

McFeeらは複数のレベルの粒度で楽曲内の繰返し構造を

効果的にエンコードする軽量な表現を提案した [12]．それ

らの手法はクロマグラムやMFCCの時系列データなどの

音響特徴量からなる Recurrence matrixを生成することか

ら始まる．ここでは大域的な繰返し構造を検出するための

調和の特徴量と，局所的な整合性を検出するための音色の

特徴量の 2つの特徴量が使用される．次に，繰返し構造の

発見を容易にするために，サンプル間の局所的な結合と長

期的な結合が適切に調節され，最後に局所的な結合と大域

的な結合のバランスをとり，繰返し構造をエンコードする

Affinity matrixが得られる．セグメントのタイプの数が与

えられると，ラプラシアングラフは Affinity matrixに適用

され，楽曲構造を表したブロックを出力する．

Ullrichらは楽曲のセグメンテーションの問題に取り組

み，サビや Aメロなどの楽曲構造の境界を検出した [15]．

Ullrichらはメルスケーリングされたスペクトログラムに

人間がラベル付けしたコーパスを畳み込みニューラルネッ

トワーク（CNN）が直接学習できるようにした．従来のセ

グメンテーションのアルゴリズムの多くは手作業で設計さ

れており，精度を最適化するためにはチューニングが必要

であるが，CNNを使用した教師あり学習は，その領域の

知識なしの手作業の学習より優れている．CNNは，自身

で音楽セグメンテーションに関連する特徴量を識別するこ

とができるため，コンピュータにとって有利である．

次に，ジャンルやムードで音楽を分類する従来研究を述

べる．Costaらは音楽のジャンル分類のためにスペクトロ

グラムのテクスチャ特徴量としてグレーレベル同時生起

行列（Gray level co-occurrence matrix: GLCM）と Local

Binary Patterns（LBP）を採用した [2]. GLCMは直観的

に，滑らかさ，粗さ，および規則性などの画像のテクスチャ

の特性の定量的な値を提供する [10]（詳しくは 3.1 節を参

照されたい）．Haralickによって提案された 14の特徴量の

うち，Costaらは 7つ（エントロピー，相関，均質性，3次

モーメント，最大尤度，コントラストおよびエネルギー）

を使用し，分類器としてガウスカーネルの SVMを使用し

た．彼らは 2つの異なる特徴抽出の戦略（大域的と局所的）

を検討した．前者は，スペクトログラム全体から特徴を抽

出し，その後 1つのジャンルに分類する．後者は，最初に

スペクトログラムをいくつかの領域（bin）に分割し，それ

ぞれの binをジャンルに分類し，すべての binの部分的な

分類を組み合わせて最終的なジャンルの決定を行う．その

結果，前者よりもスペクトログラムを 5つに分割した後者

の方が優れており，高いパフォーマンスを達成した．

Nakashikaらはテクスチャ特徴量として GLCMを使い，

音楽のジャンル分類器に CNN を用いた [14]．Nakashika

らはメルスケーリングのスペクトログラムから異なる空間

関係（距離と角度）を持つ複数の GLCMマップを提供し

た．いくつかの予備実験の後，Nakashikaらは空間関係の

パラメータの距離を 1に設定し，角度を 0◦，45◦，90◦ お

よび 135◦ に設定した．これらの異なる空間関係を有する

GLCMマップのセットは，分類器の CNNへの入力データ

を統合的に生成した．GLCMマップのセットは協調して

局所的な音楽パターンを捕捉し，その結果単一の GLCM

マップのみを使用した場合よりも優れていた．

3. スペクトログラムの階層的クラスタリング

グルーピング選好規則（Grouping Preference Rule: GPR）

は全部で 7つあり，GPR2（Proximity）とGPR3（Change）

は，それぞれピッチイベント間の時間軸方向の近接性（Prox-

imity）および，音高や音量などの変化（Change）に基づい

てグループの境界を形成する方法を規定した規則である．

選好規則の各規則は付録 A.1を参照されたい．ここでのグ

ループの境界とは，グループとグループの境界を意味する．

GTTMでは構成規則によりグループに属さないピッチイ

ベントや複数のグループに属するピッチイベントは存在し

ないよう規定されているため，グループの境界と境界の間

がグループとなる．GPR4（Intensification）は GPR2，3

が満たす度合いが高いほど，GPR2，3によるグループの

境界を形成する効果がより多く考慮されることを規定した

規則である．たとえば，音高や音量などの変化が大きい場

合は上位の階層でもグループの境界になる可能性が高いこ

とを意味している．したがって，近接と変化の程度は実数

で表現する．GPR2，GPR3が局所的な視点で定義された

境界であるのに対して，GPR5，GPR6は大域的な視点で

定義された境界である．GPR6（Parallelism）は，繰返し

の動機やフレーズは同じグルーピング構造になるという規

則である．我々が興味があるのは，人間の聴覚が元々持っ

ているゲシュタルト認知の能力だけで，音楽知識を用いず

にスペクトログラムからどれだけ音楽的な構造分析がで

きるのかである．GPR1，2，3，4，6は人間のゲシュタル

ト認知の能力を表したローレベルの性質であるのに対し，

GPR5（Symmetry）は比較的音楽的な要素が強いため現

時点では考慮していない．また，GPR7（Time-span and

prolongational stability）はタイムスパン木が安定するよ

うなグループ分割が望ましいという規則であり，本手法で

はタイムスパン木が未定義のため考慮していない．

図 2 に本手法のスペクトログラムの階層的クラスタリン

グの概要を示す．初めに，入力された音楽音響信号を 1,024

サンプルの窓幅で 256 サンプルずつずらしながら短時間

フーリエ変換し，スペクトログラムを 256階調のグレース

ケールで描画する．Ullrichら [15]や Nakashikaら [14]に

ならって，スペクトログラムの周波数軸はメルスケールを

採用した．次に，スペクトログラムを時間軸方向にビート

の位置で分割し，ビートの長さ分の短冊状のデータ（bin）
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図 2 システム構成

Fig. 2 System configuration.

の集合として考える．ビート同期技術はMcFeeら [13]と

同じ技術を採用した．Costaら [2]の研究ではスペクトロ

グラムをいくつかの binに分割する方法の方が，全体的に

処理するよりも優れていることを示している．GTTMの

最小単位はピッチイベントであるが，本研究ではこの bin

が最小単位となる．これは単一のピッチイベントによる

グループを形成するのは避けるというGPR1（Alternative

form）を満たしている．GTTMのグループには 4分音符

1拍より短い長さのグループは存在せず，それ以下の階層

のグループは拍節構造によって分割されている．本手法で

は，ビート検出のために librosaライブラリの onset detect

関数を使用した．なお，ビート検出の誤り箇所は手動で修

正を行った．

次に各 binごとにスペクトログラムのテクスチャ特徴量

を抽出する．GPR2，3が規定するピッチイベントの近接

性や変化は，スペクトログラム上ではテクスチャのパター

ンとして表れる．パターン認識技術を使用し，スペクトロ

グラム内の隣接する bin間の距離を計算し，これを近接お

よび変化の尺度として使用する．詳しくは 3.1 節で述べ

る．その後，楽曲内の繰返し構造を抽出するためにこのテ

クスチャ特徴量を用いて自己相似性行列を計算する．これ

は GPR6の思想に基づいており，繰返し構造の始点と終

点でグループの境界が強く引かれるような設計をした．詳

しくは 3.2 節で述べる．最後に，隣接する bin間のテクス

チャの特徴量の距離と，楽曲内の繰返し構造の情報を用い

て時間軸方向に制約を持つ階層的クラスタリングを行う．

GPR4は GPR2，3で選択された効果が比較的顕著な場合

はより大きなレベルのグループ境界が引かれるという規則

図 3 画素対の角度と距離

Fig. 3 Direction and distance of pixel pair.

図 4 GLCM

Fig. 4 Gray level co-occurrence matrix.

であり，変化の大きい場合はより大きなレベルのグループ

境界になるという意味で階層的クラスタリングはこれを満

たす．テクスチャの変化が小さいものから併合されていき，

テクスチャの変化が大きい場合は上位の境界として抽出さ

れる．制約付きの階層的クラスタリングについては 3.3 節

で述べる．

3.1 グレーレベル同時生起行列とテクスチャ特徴量

図 2 の 2段目では，各 binからグレーレベル同時生起行

列（Gray level co-occurrence matrix: GLCM）[10]を用い

てテクスチャ特徴量が抽出される．GLCMは画像中の隣

接する画素対における同時生起する濃度の頻度を表す行列

である（図 4）．初めに，着目する画素の濃度と特定の空間

関係に位置する隣接画素の濃度との共起を考える．次に，

たとえば図 3 の 4つの空間関係について，画素対の濃度が

(i, j)であるとき，GLCMの (i, j)の位置の要素が 1増加す

る．一般的にGLCMの各要素は，すべての要素の和が 1.0

になるように 0.0から 1.0の値に正規化される．この定義

からも明らかなように，GLCMはパターンの平行移動に対

して不変である．したがって，GLCMが周波数軸が対数

スケールで描画された音楽音響信号のスペクトログラムに

適用される場合，GLCMは平行に位置するフレーズに対

して頑健である．GPR3は相対的な音高差によってグルー

プの境界が形成される．また，GTTMでは音形やリズム

が似ている部分は同じようなグループになることが期待さ

れている．したがって，周波数方向に平行移動した「ドレ
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ミ」と「ファソラ」は同じパターンと考え，似たような特

徴量が抽出されることが期待されている．本手法の画素対

の空間関係はNakashikaら [14]と同様の 4つの方向と距離

を使用した．方向は 0◦，45◦，90◦，135◦を扱い，画素対の

距離は 1ピクセルを採用した．

さらに，Haralickは画像の高次統計情報を表すコントラ

ストや非類似性など，GLCMから二次特徴量を計算する

ことによってテクスチャを分類する方法を提案した [10]．

Haralickによって提案された 14の二次特徴量のうち，コ

ントラスト，非類似性，均質性，角二次モーメント（ASM）

および相関の 5 つを採用した．コントラストや非類似性

は，画素対の濃度差に関連した定義である．大きな濃度差

を有する画素対の数が多いほど，コントラストと非類似性

の値が高くなる．しかし，コントラストの値は指数関数的

に増加するのに対して，非類似性の値は直線的に増加する．

均質性は，GLCMの要素の分布が GLCMの対角成分に対

してどの程度接近しているかを示す値である．これは，対

角成分は画素対の濃度が (i, i) の頻度を表すため，濃度差

が小さい画素が隣接する頻度が高い場合に均質性は大き

い値を示す．対角成分から離れた要素（濃度差が大きい画

素）の数が増加すると，均質性の値は指数関数的に減少す

る．ASMの値はテクスチャが整然としているときに高い

値を示す．すべての画素が同じ値のときに最大値 1.0をと

る．相関はイメージ全体について，あるピクセルがその近

傍とどのように相関しているのかを示している．これらの

二次特徴量の数学的な定義については文献 [10]を参照され

たい．

binのGLCMが与えられると，上記の 5つの二次特徴量

が計算され，各特徴量の値の平均が 0.0，分散が 1.0に標準

化される．最後に，標準化された値から，スペクトログラ

ムの部分集合である binのテクスチャ特徴量を表す 5次元

の特徴ベクトルを構築する．

3.2 境界ベクトル

距離ベクトル Dは，一連の時系列データの特徴ベクト

ルから隣接する 2つの特徴ベクトル間のユークリッド距離

を計算することで生成される．たとえば図 2 の 3段目に

おいて，i番目のビンと j 番目のビン間の距離は di,j と表

す．一連の binの時系列の集合からタイムスパン・セグメ

ンテーションを表す系統樹を作成するとき，最も類似した

binは基本的にボトムアップ方式でグルーピングされる．

しかし，その際に考慮すべき点が 2点ある．

(i) タイムスパン・セグメンテーションの大域的な特性

（対称性や並列性）．

(ii) 通常の系統樹を作成するアルゴリズムは隣接していな

い 2つの binを併合する．

(i)に関しては，新規性（Novelty）[5]を導入した．新規

性は，上述の特徴ベクトルから作成された自己相似性行

列の対角線に沿ってチェッカーボード・カーネル行列をず

らしながらかけ合わせることで計算される．本手法では，

チェッカーボード・カーネル行列のサイズは 2 × 2を使用

した．自己相似性行列は，繰返し構造や節などの比較的大

きな構造の情報を反映するため，得られた新規性のピーク

は，その大域的な構造を考慮した音楽の構造境界の強度を

意味する．本手法の新規性は図 2 の 3段目にある特徴ベク

トルのように，新規性ベクトル Nの形で表される．次に拍

節構造ベクトルMを導入する．拍節構造ベクトルは小節

頭や強拍の位置といった拍節の階層的な情報を反映し，そ

れらの位置で境界を強くするために境界ベクトルに重み付

けを行うベクトルである．たとえば 4拍子の場合その拍節

構造ベクトルMは

M = (1.0, 0.25, 0.5, 0.25, 1.0, · · · , 0.25)

となる．最後に，隣接する bin間の境界の総強度を表す境

界ベクトル Bは，距離ベクトル Dと新規性ベクトル Nと

拍節構造ベクトルMの i番目の要素を乗算することによっ

て得られる．すなわち，bi,i+1 := di,i+1 × ni,i+1 × mi,i+1

である．

(ii)に関しては，次の節でタイムスパン・セグメンテー

ションのための隣接する binどうしのみを併合するように

改良した新しい階層的クラスタリングのアルゴリズムにつ

いて述べる（図 2 の一番下の段）．

3.3 階層的クラスタリング

図 5 に，タイムスパン・セグメンテーションのための

階層的クラスタリングのアルゴリズムを示す．図 6 には，

binがより大きな binに併合される例を示す．

本手法では，2つの binが併合されるたびに新たに併合

図 5 階層的クラスタリングのアルゴリズム

Fig. 5 Hierarchical clustering algorithm.
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図 6 bin の併合の流れ

Fig. 6 Flow of merge of bin.

された binの GLCM特徴量が再計算され，距離ベクトル

と境界ベクトルも再計算される．図 5 のアルゴリズムの

最初の 7 つのステップは前の節で説明した初期化処理で

ある．後半の 6つのステップはすべての binが単一の bin

（元のスペクトログラム全体）に併合されるまで，距離ベク

トル Dおよび境界ベクトル B（新規性ベクトル Nではな

い）を更新しながら binを反復的に併合するループ処理で

ある．「binの数で Bを重み付け」のステップでは，併合さ

れた binに含まれる単位 binの数によって境界の強度が増

大するように重み付けを行う．重み付け処理は併合された

binが大きいほど境界の強度が増大し，併合された binが

隣接する binに併合されにくくなるという観察に基づく重

み付けである．重み付き境界ベクトルの値を確認すると，

最も類似した隣接する bin間が最も弱い境界を有するため，

より大きな binに併合された．「Mで Bを重み付け」のス

テップでは，binが併合されたことにより更新された距離

ベクトルに，拍節構造ベクトルによって再度重み付けを行

う（拍節構造ベクトルは更新されない）．拍節構造ベクト

ルによる重み付けは拍節構造の小節頭や強拍の位置で境界

の強度が増大するという観察に基づく重み付けである．

binが併合され，系統樹が作成される過程を図 6 に示す．

たとえば，ステップ (1)では bin b4 と b5 が最も類似して

いるため，それらは b45に併合される*1．b4と b5を結ぶ線

分の高さは境界線の強さを表す．線分が高いほど境界の強

さは強くなる．

ステップ (2)では b1，b2，b3 および b45 に対して距離ベ

クトル Dと境界ベクトル Bが最初に再計算される．次に，

境界の強度を次に述べるように重み付けする．境界の強

さ b3,45 において，b3 は単一の binからなり，b45 は 2つの

binからなるため，b3,45 は 2（= 1 × 2）で重み付けされ，

b′3,45（= 2× b3,4）が得られる．その結果，境界の強度は増

大され，b3 と b45 が併合されにくくなる．一方，境界の強

さ b2,3 の場合，b2 と b3 の binはどちらも単一の binから
*1 bi,i+1 は bin の bi と bi+1 間の境界の強さを表し，bi,i+1i+2 は

bi と bi+1i+2 間の境界の強さを表す．

図 7 系統樹のタイムスパン・セグメンテーションへの変換

Fig. 7 Conversion of dendrogram to time span segmentation.

なるため，重み付けされた境界の強さ b′2,3 は b2,3 と同じま

まである．次に，拍節構造ベクトルM (1.0, 0.25, 0.5, 0.25)

によって b′1,2，b′2,3，b′3,45 に重み付けが行われる．b2 が小

節の頭だとすると b′′1,2 = b′1,2 × 1.0，b′′2,3 = b′2,3 × 0.25，

b′′3,45 = b′3,45 × 0.5が得られる．その後，b′′2,3 と b′′3,45 が比

較され，b′′2,3 の方が b′′3,45 よりも弱いため，b2 と b3 が併合

される．

ステップ (3)では b1，b23および b45に対して距離ベクト

ル Dと境界ベクトル Bが再計算される．次に，b23 と b45

は両方とも 2つの binからなるため，境界の強さ b23,45は 4

（= 2× 2）で重み付けされ，b′23,45（= 4× b23,45）が得られ

る．一方，b1は単一の binからなり，b23は 2つの binから

なるため，b1,23は 2で重み付けされ，b′1,23（= 2× b1,23）が

得られる．それに加えて，拍節構造ベクトルMによって重

み付けされ，b′′1,23（= b′1,23×1.0）と，b′′23,45（= b′23,45×0.5）

が得られる．最後に b′′1,23 と b′′23,45 を比較し，b1 と b23 の

binが併合される．

3.4 タイムスパン・セグメンテーション

アルゴリズムがすべての binを併合し終えると，binを

併合する過程を表す系統樹が得られる（図 7）．系統樹を

タイムスパン・セグメンテーションに変換するのは容易で

ある．得られた系統樹はボトムアップに解析され，系統樹

における 2つの binを併合する点が見つかると，これらの

binに対応するグループを内包する新しいグループが形成

される．このようにして得られたタイムスパン・セグメン

テーションは文献 [11], pp.37–39に示されている 5つの構

成規則を満たすという意味で適切な定義である．同様の長

さのグループ（たとえば 1拍や 4拍の長さ）は，ほぼ同じ

持続時間として認識されるので，通常は同じ高さにプロッ

トされる．

4. 実験結果

本手法を実証するために，Alfred Brendel が演奏する

Schubert の Moments Musicaux の第三番（Op.94-3）の

テーマと，RWC Music Database [17]から，Mozartの pi-

ano sonata in A major（K.331）の第一楽章のテーマを
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図 8 正解率の出し方

Fig. 8 How to calculate the accuracy rate.

表 1 本手法の F 値

Table 1 F-measure of this method.

対象楽曲 再現率 適合率 F 値

Op.94-3（図 9） 0.55 1.0 0.71

K.331（RWC，図 10） 0.19 0.50 0.28

K.331（Pires，図 11） 0.27 0.70 0.39

使用した（RWC-MDB-C-2001 Nos. 26）．それに加えて，

Maria João Piresが演奏する K.331を使用して，同じ部分

の比較を行った．ここで，使用した Op.94-3 と K.331 は

ピアノ演奏によるホモフォニである．正解データは元々の

GTTMのルールを楽譜に適用した場合の結果を正解と見

なし，GTTMの原本に書かれているものと，浜中によっ

て公開されている GTTM database [9]を使用した．これ

らの正解を図 9，図 10，図 11 の下部に示し，それぞれの

F値を表 1 に示す．

正解率の算出方法を図 8 を例に示す．境界順位が高い順

にトップダウンに再現率，適合率を求める．正解データの k

番目の境界集合をAk，システム出力の k番目の境界集合を

Bkとすると，k番目までの正解集合 TPk =
{
A1 ∪A2 ∪ · · ·

∪Ak

} ∩ {
B1 ∪B2 ∪ · · · ∪Bk

}
と書ける．正解データの境

界順位がN 番目まである場合，TPk を 1からN 番目まで

順番に算出する．再現率は以下となる．
∑N

i=1

∑i
k=1 |TPk|

∑N
i=1

∑i
k=1 |Ak|

(1)

図 8 の例では再現率は 0.55，適合率は 1.0，F値は 0.71

となる．

4.1 SchubertのMoments Musicaux

図 9 に Alfred Brendelによって演奏された Op.94-3の

結果を示す．本手法は正しく b4 と b5 間に最も強い境界を

抽出し，b2と b3間と b6と b7間にも正しく次のレベルの境

界を抽出した．SIGMUS114で報告した方法では [16]，拍

節構造ベクトルMを導入しておらず，この方法で同曲を

分析すると拍節構造を取り入れることにより，b6 と b7 間

の初期の併合を防ぐことができ，精度が向上したことを示

図 9 Moments Musicaux（Alfred Brendel）から得られた系統樹

Fig. 9 Dendrogram obtained from Moments Musicaux (Alfred

Brendel).

している*2．再現率は 0.55，適合率は 1.0，F値は 0.71と

なった．

4.2 Mozartの Piano Sonata in A Major，K.331

図 10 に RWC Music Databaseの K.331の結果を示す．

最も強い境界は b8 と b9 間であるにもかかわらず，システ

ムは最も強い境界は b5 と b6 間であると出力した．b1 と

b2，b3 と b4，b9 と b10，b11 と b12 のような最も低いレベ

ルでのペアは，初期段階で併合されるべきであった．これ

らの間違ったペアが系統樹の作成の初期段階で形成され

たため，間違ったペアの影響が上位のレベルに伝播された

と考えられる．再現率は 0.19，適合率は 0.50，F値は 0.28

となった．図 11 にMaria João Piresによって演奏された

K.331の結果を示す．RWCの結果とは対照的に，b8 と b9

間の最も強い境界が正しく検出され，前述した最低レベル

のペアのうち，前半部分（b1 と b2 や，b3 と b4）は正しく

併合されたが，後半部分（b9 から b16）の系統樹の構成は

正解から遠いものであった．後半部分で正しい結果が得ら

れなかった理由は図 12 と同様の初期段階の併合処理であ

る．つまり，b12と b13が初めに併合されたため，b13と b14

が併合されなかった．再現率は 0.27，適合率は 0.70，F値

は 0.39となった．

5. 考察

最も低いレベルで起こっている併合の間違いの理由を考

察する．K.331（図 10）では，b1 と b2 間の新規性が高く，

b2 から b4 が 0であった．したがって，初めに b2 と b3 が

併合され，b3 と b4 間の境界の強度が更新され，高くなる．

その結果 b4 と b5 が併合される．拍節構造ベクトルの導入

により，初期段階での b8 と b9 間の併合を未然に防ぐこと

ができたが，新規性が小さかっため，b10 と b11 間の併合

を防ぐことができなかった．その影響で b12 から b16 のグ

ルーピングも正しく行われなかった．

これとは対照的に，Maria João Piresが演奏した K.331

の結果（図 11）は良好であった．これは，新規性が正しく
*2 拍節構造ベクトル M を組み込む前は b6 と b7 間が初期段階で併
合されることにより，最も強い境界が b5 と b6 間に抽出されて
いた．
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図 10 K.331（RWC Music Database）から得られた系統樹

Fig. 10 Dendrogram obtained from K.331 (RWC Music Database).

図 11 K.331（Maria João Pires）から得られた系統樹

Fig. 11 Dendrogram obtained from K.331 (Maria João Pires).

図 12 K.550（RWC Music Database）から得られた系統樹

Fig. 12 Dendrogram obtained from K.550 (RWC Music

Database).

計算されたからである．我々はチェッカーボード・カーネ

ルのサイズが重要であると考えている．本手法における自

己相似性行列（SSM）のサイズは，K.331では 16 × 16で

あるため，大きなチェッカーボード・カーネルを使用する

ことはできず，実際に用いたチェッカーボード・カーネル

は 2× 2である．しかし，Foote [5]による本来の手法では，

チェッカーボード・カーネルは 64 × 64などの，より大き

なサイズが使用されている．したがって，小規模な SSM

に適した新規性の計算法を開発する必要がある．

また，K.331（図 10）でのトップから 3段目の併合での

間違いについて，b1−5と b6−8，b9−13，b14−16の 4つの bin

が比較される際，b6−8 と b9−13 間に強い境界が検出される

ことが期待されていたが，併合されてしまった．併合した

単位 binの数がそれぞれ（5，3，5，3）となり，すべての

境界が 15（= 5× 3）で重み付けされるため，binの大きさ

の重み付けの効果がなかった．これを解決するにはGPR5

（Symmetry），GPR7（Time-span and prolongational sta-

bility）などの選好規則を考慮する必要や，音高やリズムな

どの音楽情報を考慮する必要がある．

最後に演奏の表情付けによる分析結果の変化について述

べる．Maria João Piresが演奏した K.331は RWCの音源

に比べて表情豊かなデータである．K.331の結果（図 11）

の楽曲は b8 と b9 の間に最も強い境界が正しく検出されて

いるが，b7 から b8 にかけて徐々に弱くゆっくり弾くよう

な演奏をしており，b8 のスペクトルのパワーは小さく，b9

とのスペクトルのパワーの差は大きくなっていた．また，

b14 で急に盛り上がり，b16 では急速に弱く弾くような演奏

をしているため，b13 と b14 の間や b15 と b16 の間のスペク

トルのパワーの差が大きくなっていた．このように，演奏

者が楽譜には書かれていない音量の変化を加えると，音響

信号のパワーが変化し，スペクトログラム上では濃度が変

化する．また，音価を変化させた場合，たとえば binが長

くなると残響などの影響でテクスチャが変化し，次の bin

との間にグループの境界が引かれる可能性が高くなる．し
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かしこれらはゲシュタルト認知に基づくと一概には間違い

とはいえず，演奏家の解釈がタイムスパン・セグメンテー

ションとして表れていると考えることもできる．

6. 今後の展望

本手法はスペクトログラムを入力としているので，本来対

象とはしていないがポリフォニの音響信号を入力すること

もできる．以下にMozartのG Minor Symphony（K.550）

のオープニングのテーマの分析結果を示す（RWC-MDB-

C-2001 Nos. 2）．ここで，使用した K.550は弦楽四重奏に

よるポリフォニである．

6.1 MozartのG Minor Symphony, K.550

図 12 に RWC Music Databaseの K.550の結果を上部

に，GTTM Databaseの正解データを下部に示す．本手法

は正しく b4 と b5 間に最も強い境界を抽出し，前半の分析

結果が正しいことを示した．しかし，後半には分析誤りが

あった．b6 を b5 か b78 と併合する場合，アルゴリズムは

境界の強度 b5,6 と b6,78 を比較し，b6 と b78 を併合すると

いう誤った判断を下した．系統樹におけるノードの高さは

binを併合する順序を表している．まず，b3と b4が併合さ

れ，その後 b7 と b8 が併合される．しかし，あくまでもこ

の結果は K.550をモノフォニと見た場合の正解であり，ポ

リフォニに対するタイムスパン・セグメンテーションがど

うあるべきかを検討する必要がある．たとえば Hamanaka

らは楽譜に書かれた楽曲を対象として GTTMの規則をポ

リフォニへの拡張を行った [7]．これはポリフォニからホ

モフォニにアレンジする作曲家の過程を観察し，タイムス

パン分析のための新たなルールを実装することにより，ポ

リフォニのタイムスパン木を半自動的に獲得するものであ

り，ポリフォニに対するタイムスパン木の構造を定義して

いる．

7. おわりに

本稿では，GTTMを音楽のスペクトログラムに直接適用

して，タイムスパン・セグメンテーションを生成する新し

い方法を提案した．音楽音響信号からスペクトログラムの

テクスチャの特徴のみを使用してタイムスパン・セグメン

テーションを抽出しようとする試みによる，図 9，図 10，

図 11，図 12 に示す結果は，我々が期待していたよりも

有望であった．たとえば，対象範囲の拡大にともない，サ

ンプル数の増加による分類精度の向上や，GTTMの認知

的リアリティの保証が見込まれる．スペクトログラムを音

響的知識をほとんど用いずに処理をしたにもかかわらず，

GTTMが主張したデータ構造が得られた．これは GTTM

が認知的な根拠を補強する要素になりうると考えている．

この結果は，音楽における階層的クラスタリングが音楽特

有の認知機能ではなく，人間が他のメディアを理解するた

めに使用している一般的な認知機能の 1つであることを示

唆している．本手法の精度を向上させるには，音高や調和，

リズムなどの音楽情報が役立つと考えられる．

今後の課題は 3点ある．

• 音高や調和，リズムなどの音楽情報を考慮した境界ベ
クトルの生成

• 未実装のグルーピング選好規則である GPR5（Sym-

metry）や他の選好規則を実装した階層的クラスタリ

ングのためのアルゴリズムの開発

• 楽曲数を増やした実験とその結果に対する定量的な
評価

現在実装されている新規性を用いた選好規則は不十分で

あり，小規模な SSMに適した新規性の計算法を開発し，階

層的な繰返し構造を抽出する必要がある．
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付 録

A.1 Grouping Preference Rule（GPR）

GPR1（Alternative form） 1つのピッチイベントだけ

でグループを形成するのは強くさける．

GPR2（Proximity），GPR3（Change） 連続した 4

つのピッチイベントをそれぞれ n1，n2，n3，n4 と

するとき，n2，n3の間で他のピッチイベントの間より

も以下の条件が成り立つときグループの境界と認識さ

れる．

GPR2a 休符が長い．

GPR2b オンセット時間の間隔が長い．

GPR3a 音程が大きい．

GPR3b 音量の変化が大きい．

GPR3c アーティキュレーションの変化が大きい．

GPR3d 音長の変化が大きい．

GPR4（Intensification） GPR2，GPR3で選択された

効果が比較的顕著な場合は，より大きなレベルのグ

ループ境界が引かれる．

GPR5（Symmetry） グループの分割の長さが等しい 2

つの部分からなるようなグルーピングが望ましい．

GPR6（Parallelism） グループ間で並行しているグルー

プは並行性のあるグルーピングが望ましい．

GPR7（Time-span and prolongational stability）

タイムスパン木が安定するようなグループが望ま

しい．
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